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ResumoMiroarranjos têm sido fortemente usados para monitorar, simultaneamente, opadrão de expressão de milhares de genes. Assim, uma grande quantidade de dadostem sido gerada e o desa�o atual é desobrir omo extrair informações úteis destesonjuntos de dados.Dados de Miroarranjos são fortemente espeializados, envolvendo diversasvariáveis de forma não linear e temporal, neessitando de modelos reorrentes nãolineares, os quais são omplexos para formular e analisar. Este trabalho propõe autilização de Redes Neurais Reorrentes (RNR) omo modelo para os dados devidoàs suas habilidades de aprendizado de sistemas não-lineares e omplexos.Uma vez obtido um modelo para os dados utilizando uma RNR, é possívelextrair regras que representam as araterístias aprendidas. Analisando as regrasem onjunto om a base de dados, propõe-se a representação do onheimento uti-lizando Cadeias de Markov. Tais Cadeias são failmente visualizadas, na forma degrafos de estados, apresentando as interações entre os níveis de expressão gênia,bem omo seus padrões temporais.Assim, é proposta uma nova abordagem para análise de dados de Miroarran-jos, através da extração de Cadeias de Markov, a partir de RNRs. Dois aspetosimportantes são analisados: a evolução no tempo da expressão gênia e sua in�uêniamútua na forma de redes regulatórias. Com isto pretende-se forneer aos espeialis-tas, de uma forma simples, indíios sobre possíveis relações de ausa e onseqüêniapresentes nos dados, bem omo sobre os padrões temporais existentes, tudo em umaforma de fáil ompreensão.



12TITLE: �RECURRENT NEURAL NETS FOR NETWORKS INFERENCE OFGENE INTERACTIONS USING MARKOV CHAINS �
AbstratArray tehnologies have made it straightforward to simultaneously monitorthe expression pattern of thousands of genes. Thus, a lot of data is being generatedand the hallenge now is to disover how to extrat useful information from thesedata sets.Miroarray data is highly speialized. It involves several variables in a non-linear and temporal way, demanding nonlinear reurrent free models, whih areomplex to formulate and to analyse. So, this work proposes the use of ReurrentNeural Networks (RNN) for data modeling, due to their learning hability of non-linear and omplex systems.One a model is obtained with a RNN for the data, it is possible to extratrules to represent the knowledge aquired by them. From rule analisys, this workproposes the representation of the knowledge by Markov Chains model, whih iseasily visualized in the form of a graph of states, whih show the interations amongthe gene expression levels and their hanges in timeIn this work, we propose a new approah to miroarray data analysis, by ex-trating a Markov Chain from trained RNNs. Two aspets are of interest for theresearher: the time evolution of the geni expression and their mutual in�uene inthe form of regulatory networks. This work aims at providing some relevant infor-mation about possible ause and onsequenes relations among genes, in a simpleway, to domain experts.
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Capítulo 1IntroduçãoCom o resente avanço dos projetos de seqüeniamento gen�mio, um grandevolume de dados vem sendo gerado, entre eles os dados de Miroarranjos. Medianteisto, a neessidade de ténias omputaionais e�azes para análise desses dados temse tornado ada vez maior.Os Miroarranjos foram desenvolvidos na déada de 90 e visam analisar aexpressão gênia de milhares de genes em onjunto. Com eles é possível o es-tudo de padrões de expressão gênia, os quais fundamentam a �siologia elu-lar, analisando a ativação (ou inativação) dos genes em um determinado meio[Alberts et al. 2004, Causton et al. 2003, Kohane et al. 2003℄. Essa informação so-bre o omportamento temporal destes genes, em um mesmo ambiente, permite fazerinferênias importantes sobre sua interação. Tais inferênias podem desrever omotodo o onjunto de genes reage ao ambiente submetido. Isto pode ser utilizado, porexemplo, para desobrir novas drogas para ombater doenças e também diminuirefeitos olaterais de drogas já existentes.Extrair tais relações de um onjunto de dados, omo os Miroarranjos não éuma tarefa simples. Estes dados são séries temporais om muitas variáveis e pou-as amostras temporais. Muito tem sido feito na área utilizando ténias omoRedes Bayesianas ou, até mesmo, inferênia matemátia [Noman and Iba 2005,Friedman 2004, Qian et al. 2003, Zou and Conzen 2005℄. No entanto, ainda não foidesenvolvida uma metodologia para, somente om dados de Miroarranjos, obter arelação de interações entre os genes, na forma de uma Rede Biológia, representandoo omportamento dos genes durante todo o período amostrado.Desta forma, visando sanar a arênia de ténias para este tipo de análise, estetrabalho visa propor uma nova metodologia para identi�ar as interações existentesentre os genes a partir de dados de Miroarranjos. Para este objetivo é apliadaa metodologia de extração de onheimento a partir de Redes Neurais Reorrentes(RNR), apresentada em [Pehmann and Cehin 2005, Pehmann and Cehin 2004,Cehin 1997℄, utilizando os dados de Miroarranjos para o treinamento das redes e,representado o onheimento extraído na forma de Cadeias de Markov.Para atingir este objetivo, o trabalho se divide em diversas etapas, iniiandopela determinação da base de dados a ser utilizada. Após a determinação da basede dados que apresenta as relações de interesse para o trabalho, esolhida entre as



14inúmeras disponíveis na internet, é neessário proessar os dados originais para ons-truir a base de treinamento da RNR. Miroarranjos possuem milhares de variáveis,e as RNRs não suportam tal dimensão de dados, muitas vezes não onseguindomodelar tamanha quantidade de informação, sendo neessário reduzir o número devariáveis a ser utilizada. Treinar a RNR é a etapa seguinte, na qual estipulam-se os parâmetros topológios e de treinamento para a rede modelar os dados deforma satisfatória. Após o treinamento da rede, são extraídas informações sobreseu aprendizado na forma de uma adeia de Markov, a qual representa os diversosestados de interação presente no Miroarranjos, ada um destes estados desrevendoas interações entre os genes na forma de uma rede regulatória.1.1 ObjetivosOs dados gerados por Miroarranjos são séries temporais, ada série orres-pondendo ao nível de expressão de um gene, ao longo do tempo, em um erto meio.Em um únio experimento pode ser analisado a expressão de milhares de genes,no entanto a interpretação dos dados resultantes se torna uma tarefa omplexa,prinipalmente pelo volume de informações presente.1.1.1 Objetivo GeralO objetivo geral deste trabalho onsiste em desenvolver uma metolodogia deExtração de Conheimento para extrair as possíveis interações existentes entre osgenes da análise a partir de dados brutos de Miroarranjos. Estas interações serãoapresentadas na forma de uma Cadeia de Markov e Sistemas Lineares representandoRedes Regulatórias.Desta forma, pretende-se prover aos espeialistas indíios sobre as possíveisrelações de ausa e onseqüênia existentes entre os genes, além de identi�ar padrõestemporais, os genes mais importantes, bem omo, as fases do proesso biológioanalisado, tudo isto apresentado em uma forma de fáil ompreensão.1.1.2 Objetivos Espeí�osComo objetivos espeí�os deste trabalho, podem ser itados:
• uso de RNRs omo forma de modelo não-linear pra dados de Miroarranjos;
• através de Cadeias de Markov, representar as diferentes interações temporaispresentes nos dados;
• obter um sistema linear que de�na as interações entre os genes possibilitandoa de�nição de uma Rede Regulatória.



151.2 Relevânia do EstudoAtravés da representação do omportamento temporal da expressão gêniapor meio de Cadeias de Markov, busa-se enontrar as relações e in�uênias exis-tentes entre os genes ou onjunto deles. Este tipo de onheimento é valioso paraos biólogos, pois possibilita uma melhor ompreensão sobre o organismo em análise.Primeiramente, através do entendimento da rede de ativação gênia é possível predi-zer a reação do organismo (genes ativados) sob in�uênia de drogas. Em segundolugar, a relação temporal na forma de Cadeias de Markov permite ao ientista enten-der e predizer em que ondições o organismo muda sua rede de níveis de expressãogênia, e onseqüentemente omo ele se adapta às ondições adversas. Extrair taisinformações, sem o uso de ténias omputaionais, torna-se inviável, mediante ovolume de dados em questão.1.3 Apresentação do TextoO texto deste trabalho está divido omo segue. O Capítulo 2 apresenta on-eitos básios de Biologia Moleular referentes aos dados utilizados neste trabalho.Apresenta uma breve introdução sobre expressão gênia e sua regulação, a qualpode ser tanto positiva, quanto negativa. Neste apítulo é apresentada a ténia demedida do nível de expressão gênia om o uso de Miroarranjos, de�ne os Miroar-ranjos, apresenta o tipo de dado produzido além de itar algumas análises lássiasrealizadas sobre eles.Os oneitos sobre as ténias omputaionais utilizadas neste trabalho sãoabordados no apítulo 3. São apresentados os fundamentos das metodologias deExtração de Conheimento e Mineração de Dados. Após uma breve explanaçãosobre RNAs e SOM, �nalizando o Capítulo om os fundamentos da Cadeias deMarkov.No Capítulo 4, onsta uma revisão bibliográ�a itando artigos relaionadosao problema em questão, seguido, no Capítulo 5, pela desrição da metodologiaproposta, expliando os fatores levados em onsideração para a esolha da base dedados, as ténias utilizadas para o pré-tratamento e seus objetivos. Explia, emdetalhes, o treinamento e avaliação de desempenho da RNR utilizada para modelaros dados. Neste Capítulo é expliada a extração do onheimento e a representaçãodeste por uma Cadeia de Markov.A desrição dos experimentos realizados, os resultados obtidos e uma brevedisussão a respeito de seu signi�ado e validade, onstam no Capítulo 6, seguido, noCapítulo 7, pelas onlusões e possibilidades de trabalhos futuros. Ao �nal onstamas referênias bibliográ�as utilizadas neste trabalho.
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Capítulo 2Coneitos Básios sobre BiologiaMoleularA Biologia Moleular, omo qualquer outra iênia moderna, depende de ins-trumentos para dissear a arquitetura e a operação de sistemas inaessíveis aossentidos humanos.Além do instrumental físio e químio para separar, quanti�ar e analisar omaterial biológio, os biólogos moleulares também se valem de reursos omputa-ionais ada dia mais so�stiados.Neste apítulo será apresentada uma ompilação dos prinipais oneitos sobrea Biologia Moleular neessários à ompreensão deste estudo.2.1 Expressão GêniaNesta seção serão abordados alguns oneitos sobre expressão gênia. Taisoneitos são aeitos pela omunidade ientí�a e estão baseados nos trabalhos de[Lehninger et al. 1995, Voet et al. 2000, Alberts et al. 2004℄.A expressão da informação genétia ontida num segmento de DNA sempreenvolve a geração de uma moléula de RNA. O RNA é a únia moléula onheida ater funções tanto informaionais quanto atalítias, levando a inúmeras espeulaçõesde que ela possa ter sido o intermediário químio essenial para o desenvolvimentoda vida no planeta.Com exeção de ertos vírus, todas as moléulas de RNA são derivadas dainformação permanente armazenada no DNA. Assim, o proesso de transrição,realizado pela enzima RNA polimerase, é a onversão da informação genétia de umsegmento de DNA em uma �ta de RNA om uma seqüênia de bases omplementar auma das �tas do DNA. Entre as espéies de RNA produzidas, três são onsideradasprinipais: RNA Mensageiro (mRNA), RNA de transferênia (tRNA) e o RNARiboss�mio (rRNA).A transrição é dita um proesso seletivo, onde apenas genes ou grupos degenes partiulares são transritos durante um erto tempo. Desta forma, a transri-ção do DNA pode ser regulada de forma que apenas a informação genétia neessária



17para a élula em um momento partiular seja transrita.2.1.1 Regulação da Expressão GêniaDos milhares de genes presentes em um organismo, apenas uma fração delesé expressa em um mesmo instante de tempo. Alguns produtos gênios (moléulasde RNA ou adeias polipeptídias que apresentam uma função espeí�a na élula),oriundos da expressão de um gene, têm funções que demandam sua presença emquantidades muito grandes, outros nem tanto. As neessidades de um erto pro-duto gênio podem também se alterar om o tempo. Desta forma, a regulação daexpressão gênia é um omponente rítio na regulação do metabolismo elular e namanutenção das diferenças estruturais e funionais que existem nas élulas duranteo desenvolvimento. A regulação gênia também é essenial para a élula minimizaro gasto de energia disponível.Regular a onentração de uma proteína envolve um equilíbrio de diversosproessos, onde há pelo menos seis pontos poteniais onde a quantidade de proteínapode ser regulada, onforme itados abaixo e apresentados na Figura 2.1 (extraídade Lehninger [Lehninger et al. 1995℄).
• síntese do transrito primário do RNA a partir do DNA;
• proessamento pós-transrição do mRNA;
• degradação do mRNA;
• tradução ou síntese protéia, ponto em que oorre a onversão do mRNA emproteína;
• modi�ação pós-tradução e
• degradação protéia.A onentração de uma dada proteína pode ser regulada em qualquer ou atémesmo em todos estes proessos.O grau e o tipo de regulação re�etem a função da proteína odi�ada pelogene. Alguns produtos são requeridos todo o tempo, logo seus genes sofrem umaregulação a �m de serem expressos de maneira onstante em pratiamente todasas élulas da espéie ou organismo. Tal expressão é hamada de onstitutiva. Háprodutos gênios que possuem onentrações variantes a sinais moleulares, podendoesta aumentar ou diminuir frente a alguma ondição. Produtos que aumentam suaonentração sofrem um proesso de indução (aumento da expressão gênia), jáos que diminuem sua onentração, sofrem repressão (diminuição da expressãogênia).A transrição é mediada e regulada por interações proteína-DNA, ujo ompo-nente prinipal é a RNA polimerase, a qual se liga ao DNA iniiando a transriçãoem sítios espeí�os, hamados de promotores. A iniiação da transrição é reguladapor proteínas, que se ligam nos promotores ou próximo deles. Há, pelo menos, trêstipos de proteínas envolvidas nesta regulação:
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FIGURA 2.1 � Seis proessos que são pontos potenias para regulação.
• Fatores de espei�idade: alteram a espei�idade da RNA polimerasepara um erto promotor, ou onjunto deles.
• Repressores: ligam-se a um promotor bloqueando o aesso da RNApolimerase a ele.
• Ativadores: ligam-se próximos de um promotor, aumentando a interaçãoRNA-promotor.A regulação gênia apresenta dois tipos: regulação negativa e regulação posi-tiva. Estes tipos de regulação serão abordados a seguir.2.1.2 Regulação NegativaEste tipo de regulação oorre quando os repressores ligam-se a sítios espeí�osdo DNA, os operadores. Os sítios operadores estão, geralmente, próximos e, freqüen-temente, se sobrepõem ao promotor, de tal forma que a ligação da RNA polimerase,



19ou a sua movimentação ao longo do DNA após a ligação, seja bloqueada, sempreque o repressor estiver presente.A ligação do repressor é regulada por um sinal moleular, usualmente umapequena moléula espeí�a que se liga e induz uma alteração onformaional norepressor. A interação entre o repressor e a moléula sinal pode levar tanto a umaumento, quanto a uma diminuição na transrição. Há asos em que o sinal bloqueiaa ação do repressor, permitindo o iníio da transrição, mas há sinais que agem nosrepressores inativos, forçando-os a se ligarem ao operador.2.1.3 Regulação PositivaA regulação positiva oorre quando é mediada por um ativador. Ativadores sãoum ontraponto moleular aos repressores. Os ativadores ligam-se a sítios adjaentesa um promotor e aumentam a ligação e a atividade da RNA polimerase naquelepromotor.Os sítios de ligação para os ativadores são freqüentemente enontrados adja-entes aos promotores, estes em geral, ligam-se fraamente à RNA polimerase. Atransrição nestes genes é freqüentemente negligeniável na ausênia do ativador.Algumas vezes o ativador está ligado ao DNA e dissoia-se quando oorre a ligaçãoom moléula sinal, geralmente uma pequena moléula espeí�a, ou outra proteína.Quando ligada ao DNA, a proteína ativadora failita a ligação da RNA polimerasee aumenta a veloidade da iniiação da transrição. Em outros asos, o ativadorsomente se liga ao DNA após a ligação a uma moléula sinal.2.2 MiroarranjosOs Miroarranjos de DNA, desenvolvidos nos anos 90, revoluionaram amaneira de analisar a expressão gênia, permitindo que os produtos de RNA demilhares de genes sejam monitorados de uma só vez. Examinando a expressão detantos genes simultaneamente, pode-se identi�ar e estudar os padrões de expressãogênia que fundamentam a �siologia elular [Alberts et al. 2004℄.Entre as apliações de Miroarranjos, a indústria farmaêutia oupa umgrande espaço, estudando o omportamento dos organismos a �m de determinar suareação a estímulos externos, tais omo mediamentos, podendo assim desenvolverestratégias para reduzir os efeitos olaterais no tratamento de doenças.A seguir serão omentados alguns aspetos dessa ténia: uma breve expliaçãoa respeito de seu funionamento, bem omo do tipo de dados que produz, suasaraterístias e algumas ténias para sua análise.2.2.1 De�nição de MiroarranjosMiroarranjos de DNA são lâminas de mirosópio rivadas om uma grandequantidade de fragmentos de DNA, ada um ontendo uma seqüênia de nu-leotídeos, que serve omo uma sonda para um gene espeí�o. Os arranjos maisdensos devem onter dezenas de milhares destes fragmentos em uma área menor do



20que um selo, permitindo que milhares de reações de hibridização sejam realizadasem paralelo. Alguns miroarranjos gerados a partir de fragmentos grandes de DNA,foram gerados por PCR1 e, então, plotados em lâminas, por um rob�. Outros on-tém oligonuleotídeos urtos que são sintetizados na superfíie de uma pastilha devidro om ténias simulares àquelas utilizadas para gravar iruitos em hips deomputador. Em ada aso existe uma identi�ação de ada sonda no hip. Destamaneira, quaisquer fragmentos de nuleotídeo que hibridizem om uma sonda no ar-ranjo, podem ser identi�ados omo produtos de um gene espeí�o, simplesmentedetetando a posição à qual ela se liga [Alberts et al. 2004, Kohane et al. 2003℄.Para utilizar um miroarranjo de DNA para monitorar a expressão gênia, omRNA das élulas que estão sendo estudadas é primeiro extraído e onvertido paraDNA, e então marado om uma sonda �uoresente. Em seguida o Miroarranjoé enubado om a amostra de DNA marada e se realiza a hibridização. Com ahibridização alguns segmentos de DNA ligam-se às posições do Miroarranjo, e estasposições são identi�adas por um mirosópio automátio de varredura a laser. Aseguir as posições dos arranjos são então omparadas om a do gene espeí�o, doqual a amostra de DNA foi plotada. A Figura 2.2 mostra este proesso na forma deesquema.

FIGURA 2.2 � Esquema de um Miroarranjo [Duggan et al. 1999℄.A apliação mais popular dos miroarranjos é omparar o nível de ex-pressão em duas amostras diferentes: o mesmo tipo de élula sob duas ondições[Causton et al. 2003℄. Isto se baseia na identi�ação das amostras de mRNA ex-traídas om dois maradores de ores diferentes: verde se a amostra é oriunda daondição 1 e vermelho se da ondição 2, por exemplo. Assim, o miroarranjo ésubmetido a um laser, respondendo om diferentes níveis de �uoresênia de aordoom o estado no qual se enontra. Esta quantidade de �uoresênia orresponde a1PCR - Polymerase Chain Reation, ténia utilizada para ampli�ar regiões do DNA ujassequênias são onheidas



21quantidade de áido nuléio ligado a ada spot. Se a quantidade de áido nuléiodo experimento 1 estiver abundante, o spot será verde, já se for o do experimento2, então será vermelho. Caso ambos sejam iguais, a resposta será amarela, e por�m, se não houver a presença de áido nuléio, ele não apresentará �uoresênia eresultará em um spot preto. A Figura 2.3 mostra um exemplo de um Miroarranjoapós ter sido submetido ao laser.

FIGURA 2.3 � Região de um Miroarranjo representando o nível de expressão degenes.Então, de aordo om o nível de �uoresênia e ores de ada spot, o nível deexpressão relativa dos genes pode ser estimado. Dessa maneira milhares de dadospodem ser obtidos sobre a expressão gênia de um aso partiular em um únioexperimento.Após obter os níveis de �uoresênia (quantização), omeça a parte de análisedos dados gerados pelo experimento. Uma das araterístias marantes quandose trabalha om miroarranjos é a grande quantidade de dados gerada. Frente aisso, um trabalho intenso de pré-proessamento e normalização das informações éneessário, a �m de saber o que é relevante para ser analisado, prinipalmente,retirar os ruídos dos experimentos, e também deixar os dados em ondição paraomparação.A forma �nal dos dados de miroarranjos é a matriz de expressão gênia, daqual muitas informações podem ser extraídas, tais omo aglomerados de genes omo mesmo omportamento, ou genes que se omportam diferentemente da maioria.Tanto um tipo de informação quando o outro pode ser importante, dependendo daanálise realizada. Mas este é apenas um exemplo do que pode ser feito om estesdados. A análise destas matrizes é um desa�o para muitos pesquisadores.Entre os desa�os enontrados nesta área de pesquisa está a determinação deuma metodologia para de�nir o tipo de informaçõe a extrair desses dados e, atravésde ténias omputaionais, determinar a relação existente entre os genes. Destaforma, os Miroarranjos se tornam um interessante alvo de pesquisas sobre téniase métodos omputaionais, sendo enfoque deste trabalho a determinação das relaçõesexistentes entre os genes.



222.2.2 Manipulação dos DadosOs Miroarranjos, devido a omplexidade de seus dados, se tornam uma apli-ação interessante para estudos sobre ténias de Inteligênia Arti�ial, envolvendoprinipamente ténias de Mineração de Dados e Aprendizado de Máquina.A seguir serão itadas algumas análises típias realizadas sobre Miroarranjose também algumas ténias empregadas para ada uma delas:
• Clusterização: O objetivo desta análise é agrupar dados semelhantes presentesno Miroarranjo. Para isto diversas ténias podem ser apliadas, ada umaapresentando diferentes araterístias em seus resultados. Entre as téniasmais utilizadas estão:� Clusterização Hierárquia: esta ténia reordena todos os dados deforma a agrupar os semelhantes, fazendo om que a distânia entreos dados seja proporional a diferença entre eles [Eisen et al. 1998,Spellman et al. 1998℄.� Vizinhos mais próximos: a partir de valores iniiais para ada agrupa-mento, esta ténia determina, dentre os dados a serem analisados, a queagrupamento ada um vai pertener [Golub et al. 1999℄.
• Redes de Relevânia: visa enontrar e mostrar os pares de genes om forte or-relação positiva, ou negativa, e então onstruir redes om estes pares. Geral-mente a força da orrelação é proporional a espessura das linhas usadas pararepresentar as ligações entre os genes, e utilizam-se ores diferentes para rep-resentar orrelação positiva e negativa [Butte et al. 2000℄.
• Visualização: são análises apliadas sobre dados muito volumosos ou om a-raterístia muito omplexa, om a �nalidade de onseguir uma melhor om-preensão destes dados, identi�ando para isto alguns padrões que possam estarpresentes, ou determinando omo estes dados variam. Entre as ténias de vi-sualização empregadas em Miroarranjos estão:� Análise de Componentes Prinipais (PCA): ténia analítia muito uti-lizada omo uma ténia de visualização, a qual onsegue apturar avariabilidade presente nos dados e representá-la na forma de ompo-nentes, sendo que a primeira omponente é mais representativa quea segunda, a segunda mais que a tereira, e assim onseutivamente[Hilsenbek et al. 1999, Rayhaudhuri et al. 2000℄.� Mapas Auto-Organizáveis (SOM): faz uso de Inteligênia Arti�ial paraseparar os dados em grupos, sem preisar estipular o número de agrupa-mentos desejados [Tamayo 1999, Toronen et al. 1999℄.
• Classi�ação dos Dados: a partir de um onjunto de dados, o objetivo é sepa-rar as informações de aordo om lasses previamente informadas. O objetivo



23prinipal é, ao surgir um novo dado, onseguir identi�ar a que lasse ele per-tene. Nesta tarefa as Máquinas de Suporte Vetorial (SVM) têm sido usadasom suesso por diversos pesquisadores [Brown et al. 2000℄[Noble 2004℄.En�m, neste trabalho serão utilizadas diversas ténias, desritas om maisdetalhes no apítulo 3, om o objetivo de determinar, a partir dos dados brutosde Miroarranjos, as Redes Regulatórias representativas destes. Na próxima seçãoserão apresentados alguns oneitos sobre tais redes.2.3 Redes RegulatóriasA manutenção da vida elular depende de diversas interações que oorrem emfunção de fatores intra e extra elulares. Esses fatores abrangem a partir de onen-tração de ertas proteínas até mesmo variações de temperatura e etapas de proessoselulares. Estas interações são regidas pelo que se hama de Redes Regulatórias, asquais desrevem a maneira omo ada gene atua sobre os produtos de outros genes,ou melhor, o produto resultante da expressão dos genes. Para simpli�ar, nestetrabalho iremos nos referir a esta atuação omo sendo a atuação de um gene sobreoutro.Assim, sendo os Miroarranjos uma ferramenta para análise da expressãogênia, estes experimentos permitem a observação do estado dos omponentes elu-lares em um dado momento. A partir de experimentos omo este, podemos obterdiversos tipos de redes de interação, tais omo as redes metabólias, de sinalização,interação proteína-proteína e também as regulatórias. Tais redes são as respon-sáveis pelo omportamento da élula [Barabási and Oltvai 2004℄. No aso das redesregulatórias, elas ontrolam a operação elular através do nível de expressão gênia,determinando, de maneira dinâmia, quando, e de que forma, ada gene será trans-rito em RNA. Cada transrição leva à síntese de uma determinada proteína atravésdo proesso de tradução. Desta forma, pode-se dizer que a Rede Regulatória des-reve o funionamento de um organismo sob uma determinada ondição.Nestas Redes, diversos tipos de interações podem estar presentes. No asodeste trabalho, é estudada a interação entre os genes. Estes tipos de interações,também lassi�ados através de motivos, serão apresentados a seguir.2.3.1 Motivos de InteraçãoO termo motivo ostuma ser empregado quando se trabalha no nível de análisede seqüênias. Em seu trabalho, Shen-Orr et al [Shen-Orr et al. 2002℄ generalizamo termo motivo para o nível de redes de interações. Foram hamados de motivosos padrões de interonexão presentes em diferentes partes de uma rede, enontradosom uma determinada freqüênia.Entre os padrões presentes nas redes, foram enontrados três tipos mais signi-�ativos:
• Feedforward loop: um fator de transrição X regula um segundo fator de



24transrição Y e os dois em onjunto regulam um ou mais fatores de transrição
Z (Figura 2.4(a)).

• Single input module (SIM): um únio fator de transrição X regula umonjunto de fatores Z1...Zn, sempre sob ontrole do mesmo sinal (todos pos-itivos, ou todos negativos), sendo que X em geral é autoregulador (Figura2.4(b)).
• Dense overlapping regulons (DOR): oorre quando um onjunto de genes

Z1...Zm são, ada um deles, regulados por uma ombinação de alguns fatoresde transrição de um onjunto de fatores X1...Xn (Figura 2.4()).

(a) Feedforwardloop (b) Single input module () Dense overlapping regulonsFIGURA 2.4 � Alguns motivos de interações enontrados em Redes Regulatórias[Shen-Orr et al. 2002℄Os motivos apresentados são os mais omuns existentes, mas outros motivospodem estar presentes nos organismos. Determinar os motivos de interação failitana hora de desrever um iruito responsável por um determinado proesso elu-lar, e a análise de tais iruitos é um dos maiores desa�os da era pós-gen�mia[Yeger-Lotem et al. 2004℄.A Figura 2.5 mostra a rede de transrição da Esherihia oli (extraída deShen-Orr et al [Shen-Orr et al. 2002℄), nesta �gura podem ser observadas as difer-entes interações existentes entre os genes, bem omo seus motivos. Fia laro tam-bém que diversos genes podem estar regulando um únio, de forma positiva, nega-tiva, ou inlusive de ambas as formas, dependendo da situação em que o organismose enontra. Também vale lembrar que a E. oli é um dos organismos mais sim-ples estudado pelo homem, e no entanto, sua rede de transrição apresenta umaonsiderada omplexidade e é fruto de anos de trabalho e pesquisa.Assim, se formos onsiderar a rede de transrição de outros organismos, aomplexidade das relações existentes aumentará onsideravelmente. Neste pontouma metodologia e�iente apaz de levantar indíios de regulação entre os genes semostra de vital importânia frente ao volume de possibilidades de interação gêniaexistente.
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FIGURA 2.5 � Rede de transrição da E. oli.2.4 Enerramento do CapítuloNeste apítulo, foram abordados alguns oneitos da Biologia Moleular en-ontrados na literatura e onsiderados importantes para a ompreensão satisfatóriadesta dissertação.No apítulo seguinte, será feita uma exposição dos prinipais oneitos, per-tinentes a este trabalho, sobre Extração de Conheimento, Mineração de Dados,Redes Neurais e Cadeias de Markov.
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Capítulo 3Coneitos Básios sobre TéniasComputaionaisNeste apítulo serão apresentados os prinipais oneitos sobre as téniasomputaionais utilizadas neste trabalho. Serão apresentados os fundamentos sobreExtração de Conheimento, enfatizando a etapa de Mineração de Dados, bem omouma introdução às Redes Neurais Arti�iais (RNAs), Mapas Auto-Organizáveis(SOM) e Cadeias de Markov.Primeiramente este apítulo apresentará uma introdução ao proesso de Ex-tração de Conheimento, apresentando suas etapas e omentando brevemente sobrea importânia de ada uma delas para o proesso omo um todo. Esta visão éimportante para que o leitor possa se familiarizar om este tipo de metodologia etambém o porquê das diversas ténias apliadas.Entre as diversas etapas do proesso de Extração de Conheimento está a deMineração de Dados. Tal etapa tem grande importânia pois é nela em que seusa as diferentes abordagens para atender aos diferentes objetivos da extração deonheimento, omo por exemplo, predição, regressão e lassi�ação. Desta formafoi destinada uma seção deste apítulo para apresentar esta etapa, seus oneitos emetodologias envolvidas.As etapas de Extração de Conheimento podem envolver diversas ténias. Noaso deste trabalho há duas em destaque: as Redes Neurais Arti�ias (RNAs) e osMapas Auto-Organizáveis (SOMs). As RNAs foram utilizadas omo modelo paraextrair um modelo para os dados, mais preisamente as Redes Neurais Reorrentes(RNRs). Assim, os fundamentos destas ténias são apresentadas neste apítulo,bem omo dos SOMs, um tipo de RNA de aprendizado não-supervisionado, o qualé apliado na etapa de pré-proessamento.Por �m, há uma seção dediada aos oneitos e propriedades das Cadeias deMarkov, que é o formalismo adotado para representar o onheimento extraído, ujapropriedade estoástia intrínsea favoree a adaptação às inertezas presentes noproesso.



273.1 Extração de ConheimentoA ada dia que passa surgem novas ténias de geração de dados, e omoonseqüênia disso, as bases de dados têm se tornado muito grandes, inviabilizandoa análise manual das informações. Em muitos asos, determinar uma informaçãopertinente em um bano de dados pode exigir a análise de dezenas de variáveis aomesmo tempo, sendo assim, existe a neessidade de se automatizar este proesso.Desta forma, hama-se de Extração de Conheimento o proesso de desobririnformações estratégias oultas em grandes bases de dados. Neste proesso, a partirde dados brutos onsegue-se extrair informações de alto-nível1 om a �nalidadeprinipal de auxiliar um espeialista a tomar alguma deisão [Fayyad et al. 1996b℄.Nesta área, dois termos são muito utilizados: Extração de Conheimento eMineração de Dados. Muitas vezes, estes termos são utilizados inlusive para des-rever o mesmo proesso. No entando, são oisas diferentes [Fayyad et al. 1996b,Goebel and Gruenwald 1999℄, onsidera-se Mineração de Dados omo sendo apenasuma etapa do proesso de Extração de Conheimento, onde oorre a extração depadrões, ou modelos, dos dados observados.Fayyad [Fayyad et al. 1996a℄ de�niu Extração de Conheimento omo sendoo proesso não trivial de identi�ação de padrões válidos, novos, potenialmenteúteis, e ompreensíveis, nos dados analisados. Fayyad também de�niu ada um dosrequisitos:
• Dados: onjunto de fatos F que serão analisados.
• Padrão: é uma expressão E em uma linguagem L que desreve os fatos emum subonjunto FE de F .
• Proesso: quando se fala em proesso, está se referindo aos diversos passosneessários à Extração de Conheimento, os quais envolvem a preparação dosdados, busa por padrões e avaliação dos resultados. Diz-se que estes proessossão não triviais por ter um erto grau de autonomia.
• Validade: os padrões enontrados preisam ser válidos, e esta validade podeser obtida omparando os padrões aos dados analisados.
• Novos: Dizer que um padrão é novo, é dizer que ele tem informação que aindanão era representada em nenhum outro padrão antes determinado. Padrõesredundantes, em geral, são de pouo interesse.
• Potenialmente úteis: os padrões determinados devem ter uma apliação,a �m de serem úteis para alguma inferênia desejada sobre os dados.
• Compreensíveis: um dos objetivos da Extração de Conheimento: tornar ospadrões ompreensíveis para os humanos proporionando melhor entendimentodos dados em questão.1hama-se de informação de alto-nível aquela informação apaz de ser ompreendida pelohomem.



28Pela de�nição, pode ser perebido que o proesso de Extração de Con-heimento envolve muitas etapas, que serão abordadas a seguir. Estas eta-pas estão melhor detalhadas em [Fayyad et al. 1996a, Goebel and Gruenwald 1999,Fayyad et al. 1996b℄.3.1.1 Etapas do Proesso de Extração de ConheimentoA Figura 3.1 (adaptada de [Fayyad et al. 1996b℄) apresenta as etapasneessárias para o proesso de Extração.
FIGURA 3.1 � Passos que ompõe o proesso de Extração de ConheimentoQuando tem-se uma base de dados que se deseja analisar, o primeiro passoé onheer o domínio da apliação, informando-se sobre os objetivos e, também,sobre que tipo de informação é realmente pertinente ou não. Desta forma pode-sefazer a seleção dos dados a serem utilizados om mais segurança. Para o proessonem sempre é neessária a utilização de toda uma base de dados, isto muitas vezesatrapalha a análise, pois agrega uma série de ruídos e informações não signi�ativas.Assim, trabalhar om um subonjunto dos dados, ou diminuir o número de variáveisa se trabalhar, pode ser uma estratégia interessante.Uma vez que os dados a serem analisados já estão seleionados, a próximaetapa é a limpeza e pré-proessamento. Nesta etapa são determinadas algumasestratégias para resolver problemas araterístios de determinado onjunto de da-dos. Neste ponto é realizada a remoção de ruídos e outliers, bem omo apliam-seestratégias para resolver imperfeições omo a falta de alguns dados, ou determinarvalores desonheidos.O próximo passo é o proesso de transformação, o qual visa deixar os dadosprontos para a etapa de mineração de dados. As transformações realizadas sobreos dados visam prinipalmente reduzir o volume de dados em questão, utilizandosomente as informações pertinentes para se determinar os padrões existentes, e tam-bém oloar os dados em um formato apropriado para o método de mineração a serapliado.A etapa de mineração é uma das mais importantes de todo o proesso. Éneste momento que se determina o que será extraído dos dados de aordo om amodelagem apliada. Esta etapa inlui busa por padrões de interesse, em umadeterminada forma. Devido à omplexidade desta etapa, ela será melhor expliadana Seção 3.2.Finalizando, é neessário um proesso de interpretação, no qual os padrõesobtidos são analisados, podendo esta análise proeder tanto matematiamente, omo



29visualmente. Faz-se a remoção de padrões redundantes e irrelevantes e se traduzestes padrões para informação em uma forma ompreensiva pelos usuários.En�m, o proesso de Extração de Conheimento tem diversas etapas, e elasforam brevemente menionadas aima. Cada etapa pode variar de aordo om arealidade do problema que está sendo abordado. Foi onsiderada omo mais impor-tante a etapa de Mineração de Dados, mas nem sempre isto é verdade, isto dependeda abordagem e da modelagem feita dos dados. O que pode se a�rmar é que aetapa de Mineração poder vir a ser a mais omplexa, mas todas as outras etapassão igualmente importantes para o resultado �nal.3.2 Mineração de DadosO ato de minerar os dados pode ser visto omo a tarefa de adaptar um modelo,ou determinar padrões, em um onjunto de dados. O modelo em questão terá afunção de inferir o onheimento. Deidir quando o modelo é on�ável para seextrair algum onheimento representativo dos dados em questão, faz parte de todoo proesso interativo de Extração de Conheimento no qual o onheimento de umespeialista é geralmente neessário.Existe uma grande variedade de algoritmos para mineração de dados oriundosde diversas áreas tais omo: estatístia, reonheimento de padrões, aprendizadode máquina e bano de dados. A maioria destes algorítmos pode ser vista omo oonjunto de algumas ténias básias de ada área, possuindo em geral três ompo-nentes:
• Modelo: o modelo ontém parâmetros que são determinados a partir dosdados. O modelo possui basiamente uma função (por exemplo, lassi�açãoou aproximação) e uma representação (uma aproximação linear ou uma funçãode probabilidade gaussiana, por exemplo).
• Critério: o ritério serve para avaliar a pertinênia de ummodelo, ou onjuntode parâmetros, aos dados analisados. Pode ser algum tipo de função para mediro erro, om algumas adaptações para não espeializar o modelo nos dados emquestão, e nem dotá-lo de um número de graus de liberdade exessivo.
• Algoritmo de busa: um algoritmo que determine a melhor estrutura eparâmetros, uma vez que sejam forneidos os dados, o modelo e o ritério.Desta forma, pode-se dizer que um algoritmo de mineração de dados onsistena instaniação dos omponentes Modelo/Critério/Busa. No entanto os algoritmospossuem grande diferença em ada um dos omponentes, mas prinipalmente nosmodelos adotados para realizar a Mineração.A variação nos omponentes utilizados para realizar a mineração, permite quesejam desempenhadas diferentes tarefas dentro do proesso de Extração de Conhe-imento de aordo om o que se deseja extrair dos dados. A seguir serão abordadasalgumas das ategorias mais usuais da tarefa de mineração, bem omo algumasmetodologias utilizadas.



303.2.1 Categorias de Mineração de DadosOs métodos de mineração possuem diferentes objetivos, sendo omum a apli-ação de mais de um método onseutivamente no proesso de extração para atingiro objetivo desejado pelo usuário. Os objetivos da mineração podem ser divididosem diversas ategorias, e são apresentados a seguir.
• Proessamento dos Dados: são algoritmos para manipulação dos dados en-volvendo ténias de seleção, �ltros, amostragem e transformação dos dados.Visa otimizar o trabalho de análise dos dados.
• Predição: realiza a predição do valor de um atributo para um dado forneidoem onjunto om um determinado modelo. Em alguns asos a predição tam-bém pode ser utilizada para validar uma nova hipótese.
• Regressão: forneido um onjunto de itens, hama-se de regressão a determi-nação dos parâmetros para um modelo de aproximação, tornando este apazde predizer o valor dos atributos para novos itens, ou para itens para os quaisnão se sabe os valores dos atributos.
• Classi�ação: forneido um onjunto pré-de�nido de lasses e um onjunto dedados não vistos, determinar a qual lasse pertene ada um dos dados.
• Clusterização: a partir de um onjunto de itens, partiionar este onjuntoem diversas lasses de tal forma que dados semelhantes estejam agrupados namesma lasse.
• Assoiação: identi�ar relações existentes entre atributos e itens, tais omoa presença de padrões que impliam na presença de um outro padrão. Asrelações podem ser entre atributos de um mesmo ítem ou de itens diferentes.
• Visualização: tem omo objetivo fazer om que o onheimento obtido possaser failmente ompreendido e interpretado pelos usuários. Uma ténia muitoempregada para este �m é a Analise das Componentes Prinipais (PCA).
• Análise dos Dados: visa realizar uma exploração iterativa dos dados sem levarem onsideração algum modelo ou onheimento prévio, a �m de determinarpossíveis padrões existentes nos dados.Assim omo existem diversas ategorias de Mineração de Dados, tambémexistem diversas metodologias que são amplamente utilizadas. Algumas destasmetodologias são abordadas a seguir.3.2.2 Metodologias de Mineração de DadosDe�nir o que é uma metodologia para Mineração de Dados não é uma tarefasimples. Qualquer método apaz de auxiliar na inferênia sobre um determinadodado analisado, pode ser onsiderado omo sendo um método de mineração.



31Diferentes métodos atendem diferentes propósitos, ada um apresentando van-tagens e desvantagens, dependendo de diversos fatores, tais omo: a natureza dosdados a serem analisados e o tipo de resposta esperado. No entando, a maioriados métodos onheidos, utilizados na mineração, podem ser divididos nos seguintesgrupos:
• Métodos Estatístios: métodos foados em veri�ar hipóteses pré-de�nidas eadaptar modelos aos dados. Fazem uso de uma abordagem probabilístia.
• Raioínio Baseado em Casos: abordagem que tenta resolver um problemabaseado em problemas já resolvidos. Analisa-se o problema em questão everi�a-se, dentre os problemas já resolvidos, se existe algum similar este.Existindo, adota-se a mesma solução para o novo problema.
• Redes Neurais: modelo que tenta simular o proessamento realizado pelo ére-bro humano, expliado em maiores detalhes na Seção 3.3. Nesta metodologia,um grande número de neur�nios está interonetado através de pesos sinápti-os, na tentativa de simular o aprendizado humano. Através de um algoritmoapropriado, a rede "aprende"através de alterações em seus pesos, as quais sãorealizadas para, na presença de um estímulo (dados), obter a saída desejada.
• Árvores de Deisão: são árvores onde ada folha representa um teste ou de-isão sobre um ítem dos dados. Dependendo do resultado do teste é esolhidoum determinado ramo. Para lassi�ar um dado iniia-se na raíz da árvore,perorrendo seus nodos até atingir uma folha. A folha representa a deisão aser tomada. As árvores de deisão podem ser onsideradas omo uma formaespeial de um onjunto de regras, araterizada por sua hierarquia organiza-ional.
• Redes Bayeseanas: são representações grá�as de distribuições de probabi-lidade baseadas nas oorrênias presentes nos dados. Mais espeí�amente,são grafos onde os nodos representam atributos e as arestas representam asdependênias probabilístias entre os atributos. Assoiado a ada nodo, háuma distribuição de probabilidade desrevendo a relação entre o nodo e seusnodos-pais.
• Algoritmos Genétios: pertenentes à lasse de algoritmos Evolutivos, são al-goritmos de otimização inspirados nos prinípios observados na evolução nat-ural. A partir de uma oleção de possíveis soluções que ompetem umas omas outras, as melhores soluções são seleionadas e ombinadas entre si a �mde gerar um novo onjunto de soluções ainda mais e�iente.
• Conjuntos Difusos: metodologia própria para trabalhar e proessar inerteza.Conjuntos Difusos adaptam-se bem a dados inompletos, om ruídos ou im-preisos, além de apresentar bons resultados quando se deseja uma modelageminteligente e um ontrole suave.



32Como apresentado, existem diversas metodologias para realização da Miner-ação de Dados, inlusive diversas delas produzindo um mesmo tipo de resultado.Cabe, a quem for fazer uso destas metodologias, analisar qual se adapta melhor àsneessidades.3.3 Redes Neurais Arti�iais - RNAsRedes Neurais Arti�iais (RNAs) são sistemas paralelos distribuídos, ompos-tos por unidades de proessamento simples (neur�nios) que alulam determinadasfunções matemátias (normalmente não-lineares). O funionamento destas redes éinspirado em uma estrutura físia onebida pela natureza: o érebro humano. Asunidades de proessamento são dispostas em uma ou mais amadas, interligadas porum grande número de onexões, que geralmente são unidireionais. Na maioria dosmodelos estas onexões estão assoiadas a pesos, os quais armazenam o onhei-mento representado no modelo e servem para ponderar a entrada reebida por adaneur�nio da rede [Braga et al. 2000℄.Entre as araterístias do érebro humano, que lhe atribuem o omportamentointeligente, as mais importantes a serem simuladas por uma RNA são [Rauber 1998℄:
• Robustez e tolerânia a falhas: a eliminação de alguns neur�nios não afeta afunionalidade global.
• Capaidade de aprendizagem: o érebro é apaz de aprender novas tarefas quenuna foram exeutadas antes.
• Proessamento de informação inerta: mesmo que a informação forneida sejainompleta, afetada por ruído ou parialmente ontraditória, ainda assim umraioínio orreto é possível.
• Paralelismo: um imenso número de neur�nios está ativo ao mesmo tempo.Não existe restrições que obriguem o proessador a exeutar as instruçõesseqüenialmente.3.3.1 Modelo de um neur�nioUm neur�nio é uma unidade de proessamento de informação, fundamentalpara a operação de uma rede neural. O modelo neuronal possui três elementosbásios [Haykin 2001℄:
• Um onjunto de sinapses ou elos de onexão, ada uma araterizada por umpeso ou força própria. O peso sináptio de um neur�nio arti�ial pode estarem um intervalo que inlui tanto valores negativos quanto valores positivos.
• Um somador para somar os sinais de entrada, ponderados pelas respetivassinapses do neur�nio.
• Uma função de ativação para restringir a amplitude da saída de um neur�nio.



33O modelo neuronal (Figura 3.2) também inlui um bias. O bias tem o efeitode aumentar ou diminuir a entrada líquida da função de ativação, dependendo seele é positivo ou negativo, respetivamente.

FIGURA 3.2 � Modelo de um Neur�nioEm termos matemátios, podemos desrever um neur�nio pela seguinteequação:
yk = ϕ
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 (3.1)onde x1, x2, ..., xm são os sinais de entrada; wk1, wk2, ..., wkm são os pesos sináp-tios do neur�nio k ; bk é o bias; ϕ é a função de ativação; e yk é o sinal desaída do neur�nio. Este modelo também é hamado de Modelo MCulloh & Pitts[MCulloh and Pitts 1943℄ e abe fazer algumas onsiderações [Braga et al. 2000℄:1. Redes que seguem este modelo de neur�nio, om apenas uma amada, on-seguem implementar somente funções linearmente separáveis.2. Pesos negativos são mais adequados para representar disparos inibidores.3. O modelo foi proposto om pesos �xos, não-ajustáveis.3.3.2 Função de AtivaçãoConsiderando v =
(
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)

+ bk, a função de ativação é representada por
ϕ (v) e de�ne a saída de um neur�nio. Dentre as possíveis funções que poderiam serutilizadas, quatro se destaam: função linear (Figura 3.3-a), a função rampa (linearpor partes) (Figura 3.3-b), a função degrau (step) (Figura 3.3-) e a função sigmoidal(Figura 3.3-d) [Braga et al. 2000, Haykin 2001, Freeman and Skapura 1992℄
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FIGURA 3.3 � Funções de AtivaçãoA função linear é de�nida por:
y = αx + c (3.2)onde α é um número real que de�ne a saída linear para os valores de entrada repre-sentados por x a �m de gerar a saída y. Esta função pode sofrer limitações quantoaos seus valores de saída, fazendo om que os valores gerados limitem-se a uma faixa[γ, λ℄. Uma função om esta limitação é denominada função rampa.Na função degrau é de�nido um valor hamado de limiar, se a entrada forinferior a esse limiar, a saída será 0, se o valor for maior ou igual ao limiar, o valorserá 1.Por último, a função sigmoidal, a forma mais omum de função de ativaçãoutilizada na onstrução de redes neurais arti�iais. Ela é de�nida omo uma funçãoestritamente resente que exibe um balaneamento adequado entre omportamentolinear e não-linear. Um exemplo de função sigmóide é a função logístia, de�nidapor:
y =

1

1 + ε
−x

T

(3.3)onde y é o valor de saída, x é a entrada, e T determina a suavidade da urva. Cabesalientar que no limite, quando T tende ao in�nito, esta função aproxima-se dafunção degrau, mas om uma vantagem, a função logístia é difereniável, enquantoa degrau, não. Maiores expliações em Haykin [Haykin 2001℄.3.3.3 Arquiteturas de RedeA de�nição da arquitetura de uma RNA é um parâmetro importante na suaonepção, uma vez que ela restringe o tipo de problema que pode ser tratado pela



35rede. Fazem parte da de�nição da arquitetura os seguintes parâmetros: número deamadas da rede, número de nodos em ada amada, tipo de onexão entre os nodose topologia da rede [Braga et al. 2000, Haykin 2001℄.
• Redes om amada únia. São ditas redes de amada únia por onteremsomente uma amada omputaional (amada de saída). Possuem uma a-mada de entrada, mas esta é hamada de amada de entrada de nós fonte, enela não é realizado nenhum proessamento dos dados, logo, não é ontadaomo amada de proessamento[Haykin 2001℄.
• Redes om amadas múltiplas. Esta lasse de rede diferenia da ante-rior por possuir amadas oultas. A função dos neur�nios oultos é inter-vir entre a entrada externa e a saída da rede a �m de propiiar um me-lhor aprendizado à rede, adiionando araterístias não-lineares ao modelo.Desta forma, a rede se torna apaz de extrair estatístias de ordem elevada[Freeman and Skapura 1992℄.
• Redes Reorrentes. Diz-se que uma rede neural é reorrente quando hápelo menos um laço de realimentação. A realimentação pode ser de naturezaloal, quando oorre no nível de um neur�nio, ou de natureza global, se arealimentação engloba uma ou mais amadas ompletas (Figura 3.4). Os ramosde realimentação envolvem os ditos operadores de atraso unitário, os quaispropiiam à rede um omportamento dinâmio [Kolen and Kremer 2001℄.

FIGURA 3.4 � Rede Neural Reorrente



363.3.4 AprendizadoQuando se trabalha om redes neurais é neessária uma adaptação dos val-ores de onexões (pesos sináptios) para estas redes produzirem os valores espera-dos, ou seja, para que ela aprenda alguma função. Um onjunto de proedimentosbem-de�nidos para adaptar os parâmetros de uma RNA para que a mesma possarealizar esta adaptação é hamado de algoritmo de aprendizado. Mendel e MLaren[Mendel and MLaren 1970℄ de�niram aprendizagem omo: "... o proesso pelo qualos parâmetros de uma rede neural são ajustados através de uma forma ontinuadade estímulo pelo ambiente no qual a rede está operando, sendo o tipo espeí�o deaprendizagem realizada de�nido pela maneira partiular omo oorrem os ajustesrealizados nos parâmetros".A forma de aprendizado divide-se em dois tipos prinipais: aprendizado su-pervisionado e aprendizado não-supervisionado.
• Aprendizado SupervisionadoEsta é a forma mais omum no treinamento das RNAs. O objetivo desta formade aprendizado é realizar um mapeamento entre os valores de entrada e de saídaatravés da RNA. Nesta metodologia há a presença de um supervisor, o qual indiaexpliitamente um omportamento para a rede, visando direionar o proesso detreinamento.O proesso onsiste em apresentar uma entrada à rede, propagar os sinais everi�ar o valor obtido omo saída. O valor de saída é omparado om o valordesejado e a diferença entre os dois é onsiderado omo erro para o padrão. Cabeao supervisor realizar ajustes na rede de forma a minimizar o erro, fazendo om quea rede aprenda o onjunto de dados.Este tipo de aprendizado tem omo vantagem riar diversas funções para ummesmo onjunto de dados, pois, o supervisor onsegue direionar o aprendizadoa �m de obter a saída (mapeamento da rede) desejada. Um dos algoritmos maisutilizados para o treinamento supervisionado é o �error bakpropagation�, desritopor Rumelhart et al [Rumelhart et al. 1986℄.
• Aprendizado Não-supervisionadoComo o nome sugere, neste tipo de aprendizado não há a presença de umsupervisor para aompanhar o proesso de treinamento (Figura 3.5-b). Este apren-dizado, assim omo o supervisionado, também possui semelhanças om o apren-dizado humano, prinipalmente nos estágios iniiais da vida, na visão e na audição,onde muitos estímulos externos (imagens ou sons) reebem uma resposta própria deada indivíduo, sem neessariamente o aompanhamento de um supervisor, omopor exemplo a reação à dor ou à luz.Os algoritmos de aprendizado não-supervisionado ontam apenas om os da-dos de entrada da rede. Com a ausênia de um supervisor, a rede adapta seusparâmetros de aordo om as estatístias dos dados de entrada, separando os dadosem grupos, da forma mais homogênea possível. Uma das regras mais utilizadas neste
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FIGURA 3.5 � (a) Aprendizado Supervisionado; (b) AprendizadoNão-supervisionadoaprendizado é o aprendizado ompetitivo, onde todos os neur�nios ompetem paraver qual o que melhor se aproxima de ada entrada apresentada a rede. O maispróximo é onsiderado o venedor, tendo seus valores de pesos atualizados de formaa representar melhor o dado em questão [Kohonen 1997℄.Neste trabalho um modelo de rede que usa aprendizado não-supervisionadoserá utilizado, os Mapas Auto-Organizáveis. Este modelo será brevemente desritona seção 3.4.3.3.5 Tipos de problemas soluionados om RNAsDevido às suas araterístias, as RNAs soluionam diversos tipos de proble-mas, entre eles destaam-se os de lassi�ação e os de aproximação de função.Nos problemas de lassi�ação a RNA visa lassi�ar os padrões em diversaslasses. Estas lasses podem ser onheidas ou não. Caso sejam onheidas, ométodo de aprendizado supervisionado pode ser apliado. Caso ontrário, aplia-seo aprendizado não-supervisionado, que irá enarregar-se de separar os dados visandoenontrar as lasses e atribuir os padrões das lasses existentes.Quando se aborda o problema de aproximação de função, apresenta-se umvalor a rede e faz-se om que ela apresente um resultado o mais próximo possível dodesejado. Para isto é neessário que se use uma ténia de aprendizado supervision-ado.



383.4 Mapas Auto-OrganizáveisOs Mapas Auto-Organizáveis (SOM) são RNAs que realizam o mapeamento deum espaço de entrada Rn para uma matriz bidimensional omposta por m neur�nios.Cada neur�nio i é omposto por um vetor de pesos ~mi ∈Rn. Compara-se um vetorde entrada ~x ∈ Rn om os neur�nios, e o melhor neur�nio é de�nido omo sendo a�resposta� da rede, sendo a entrada mapeada para este neur�nio.O mapeamento da SOM é onsiderado por alguns omo sendo uma �projeçãonão-linear� da função densidade de probabilidade de um espaço de mais alta dimen-são para um espaço bidimensional [Kohonen et al. 1996℄.A determinação do melhor neur�nio para uma determinada entrada pode serrealizada utilizando qualquer ténia, mas em geral é onsiderado o melhor aqueleque apresenta a menor distânia Eulidiana quando omparado om os valores de en-trada. Este neur�nio também é hamado, por alguns autores, de neur�nio venedor.Formalmente, a resposta c da rede é determinada da seguinte forma:
c = arg mini {‖~x − ~mi‖} (3.4)assim, a entrada ~x é mapeada no neur�nio c através do vetor de pesos ~mi.O proesso de aprendizagem do SOM oorre de aordo om a equação a seguir,onde os pesos iniiais ~mi(0) podem ser iniiados aleatóriamente.

~mi (t + 1) = ~mi (t) + hci (t) [~x (t) − ~mi (t)] (3.5)O termo hci (t) apresentado refere-se à função de vizinhança. Durante o apren-dizado da SOM, não somente o neur�nio onsiderado omo resposta ao dado de en-trada sofre ajuste, mas também os neur�nios topologiamente próximos a ele. Estesneur�nios topologiamente próximos são onsiderados a vizinhança do neur�nio, eo tamanho dessa vizinhança, bem omo a forma omo ela também será alteradadurante o aprendizado, estão de�nidos nesta função.A função de vizinhança pode ser determinada de diversas maneiras, a maissimples é determinar um perímetro ao redor da resposta, e atualizar os pesos detodos os neur�nios dentro desse perímetro. Kernels deste tipo são hamados debolha. No entanto, kernels mais omplexos são amplamente empregados, omo obaseado na função Gaussiana:
hci = α (t) .exp

(

−
‖rc − ri‖

2

2ϕ2 (t)

)

, (3.6)onde α(t) é uma função para a taxa de aprendizagem, ‖rc − ri‖ é a distânia entrea resposta c e o neur�nio i, ϕ(t) determina a amplitude da vizinhança. Tanto α(t)omo ϕ(t) são funções deresentes no tempo, e sua forma exata não é determi-nante para o sistema. É aonselhável a utilização destas funções deresentes, e umtreinamento exaustivo para atingir um bom balaneamento nos resultados, entre-tanto, se torna difíil determinar a priori uma regra para estipular a on�guração



39ideal para ada rede, isto deve ser feito experimentalmente, analisando diferenteson�gurações.3.5 Cadeias de MarkovCadeias de Markov são utilizadas em problemas de tomada de deisão nos quaisexistam alguma inerteza assoiada. Esta inerteza pode ser atribuída a variaçõespresentes nos dados, as quais são omuns quando se trabalha om dados oriundos defen�menos naturais, omo os níveis de expressão gênia analisados neste trabalho.Esta variação neessita ser quantitativamente tratada, sendo uma solução inorporá-la em ummodelo matemátio. No entanto, fen�menos naturais ostumam apresentarerto grau de regularidade, desta forma, sua variação pode ser desrita por ummodelo probabilístio [Hillier and Lieberman 1995℄.Proessos envolvendo modelos probabilístios são hamados de proessos es-toástios, e entre estes proessos, enontram-se as Cadeias de Markov, que apre-sentam uma propriedade bem araterístia: as probabilidades de omo o proessoirá evoluir dependem somente do estado presente, e não dos estados anteriores. Aseguir serão desritos em maiores detalhes os proessos estoástios e as Cadeias deMarkov.3.5.1 Proessos EstoástiosUm proesso estoástio é de�nido omo sendo uma oleção de variáveisaleatórias indexadas, Xt, onde o índie t é de�nido em um onjunto T . Freqüente-mente T é tido omo o onjunto dos números inteiros não-negativos, e Xt representauma araterístia de interesse, mensurável, no tempo t.Quando onsidera-se o omportamente de um sistema operando durante umperíodo de tempo, onsidera-se t omo sendo pontos espeí�os no tempo, hama-dos de 0, 1, ... Em ada ponto no tempo o sistema enontra-se em uma ategoriaou estado de um número �nito de ategorias ou estados mutuamente exlusivos eexaustivos, hamados de 0, 1, ..., M . Os pontos no tempo podem ser igualmenteespaçados, ou o espaço entre eles pode depender do omportamento geral do sis-tema físio no qual o proesso estoástio está inserido. Embora os estados possamonstituir uma araterização tanto qualitativa quanto quantitativa do sistema, nãoexiste nenhuma perda de generalidade pela denominação numéria 0, 1, ..., M , aqual será usada para denotar os possíveis estados do sistema. Assim, a represen-tação matemátia do estado do sistema é a de um proesso estoástio {Xt}, ondeas variáveis aleatórias são observadas em t = 0, 1, 2, ..., e onde ada variávelaleatória pode assumir qualquer um dos (M + 1) números inteiros 0, 1, 2, ..., M ,que araterizam os estados do proesso [Karlin and Taylor 1975℄.3.5.2 Cadeias de Markov: De�niçãoPara um proesso estoástio ser onsiderado uma Cadeia de Markov a proba-bilidade ondidional de qualquer �evento� futuro, dado qualquer �evento� passado e



40o estado presente Xt = i, é independente do evento passado e depende somente doestado presente do proesso. Esta araterístia é hamada de propriedade marko-viana [Isaason and Madsen 1976℄.As probabilidades ondiionais P {Xt+1 = j|Xt = i} são hamadas de proba-bilidade de transição. Se, para ada i e j,
P {Xt+1 = j|Xt = i} = P {X1 = j|X0 = i} , ∀ t = 0, 1, ..., (3.7)então, as probabilidades de transição são ditas estaionárias e normalmente de-nominadas por Pij. Ter probabilidades de transição estaionária implia em elasnão mudarem no tempo. A existênia de tais probabilidades de transição tambémimplia em, para ada i, j e n (n = 0, 1, 2, ...),

P {Xt+n = j|Xt = i} = P {Xn = j|X0 = i} (3.8)para todo t = 0, 1, ... Estas probabilidades são também denotadas por p
(n)
ij e, éexatamente a probabilidade ondiional de que a variável aleatória X, omeçandono estado i, esteja no estado j depois de exatamente n etapas (unidades de tempo).Todas as probabilidades ondiionais devem satisfazer as seguintes pro-priedades [Imperatore and Bentjerodt 1970℄:

p
(n)
ij ≥ 0 para todo i e j, e n = 0, 1, 2, ...

∑M
j=0 p

(n)
ij = 1, para todo i e n = 0, 1, 2, ...As probabilidades ondiionais também podem ser representadas onveniente-mente na forma de matrizEstado 0 1 M0 p

(n)
00 . . . p

(n)
0M1

P (n) = 2 ... ... , para n = 0, 1, 2, ... ....M p
(n)
M0 . . . p

(n)
MMAssim, pode-se de�nir uma adeia de Markov de estado �nito omo sendo umproesso estoástio {Xt}(t = 0, 1, ...) om as seguintes araterístias:1. Um número �nito de estados,2. A propriedade markoviana,3. Probabilidades de transição estaionárias,4. Um onjunto de probabilidades iniiais P{X0 = i} para todo i.



413.5.3 Equações de Chapman-KolmogorovAs probabilidades de transição (

p
(n)
ij

) nos mostram, depois de n períodos,qual a probabilidade do proesso, estando no estado i, transiionar para o es-tado j. No entanto, não foi apresentado um método para determinação destasprobabilidades. Esta pode ser feita através das equações de Chapman-Kolmogorov[Hillier and Lieberman 1995℄:
p

(n)
ij =

M
∑

k=0

p
(v)
ik p

(n−v)
kj (3.9)Segundo a Equação 3.9, para ir de um estado i para o estado j em n etapas,o proesso estará em algum estado k depois de exatamente v etapas. Desta forma,

p
(v)
ik p

(n−v)
kj é a probabilidade ondiional do proesso, iniiando no estado i, ir parao estado k, após v etapas e, então, para o estado j em n − v etapas. Assim, asprobabilidades de transição de n etapas podem ser obtidas reursivamente a partirdas probabilidades de transição de uma etapa.Considerando a notação matriial, pode-se dizer que:

P (n) = P n = P v · P n−v = P · P n−1 (3.10)ou seja, a matriz de probabilidades de transição de n estados pode ser obtidaalulando-se a n-ésima potênia da matriz de transição de uma etapa.3.5.4 Tempo da Primeira Passagem e de ReorrêniaAlém de de�nir as probabilidades de transições entre os estados de uma adeia,algumas vezes também se deseja saber o número de transições feitas por um proessopara ir de um estado i para o j. Quando trata-se do tempo em que estas transiçõesoorreram pela primeira vez, este tempo é hamado de tempo da primeira passagemindo do estado i para o j. Entretanto há um aso espeial, quando j = i, neste asoo tempo da primeira passagem é o número de transições para o proesso retornar aoestado iniial i. Este tempo é então hamado de tempo de reorrênia para o estado
i [Hillier and Lieberman 1995℄.Os tempos das primeiras passagens são variáveis aleatórias e têm distribuiçõesde probabilidade assoiadas a elas. Tais distribuições dependem das probabilidadesde transição do proesso. Denotando a probabilidade de que o tempo da primeirapassagem do estado i para o j seja igual a n por f

(n)
ij , as seguintes relações mostramomo as probabilidades de primeira passagem de i para j em n etapas podem seraluladas reursivamente a partir das probabilidades de transição de uma etapa.
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42Para i e j �xos, os f
(n)
ij são números não-negativos tais que:

∞
∑

n=1

f
(n)
ij ≤ 1. (3.12)Há asos em que esta soma pode ser estritamente menor que 1, indiando queum proesso iniialmente no estado i pode nuna hegar ao estado j. Considerando

i = j, pode-se dizer que se o somatório for menor que 1, há uma probabilidadepositiva de o proesso, uma vez tendo passado pelo estado i, não retornar mais aeste estado, sendo o estado i hamado de estado transiente.Considerando ainda i = j diz-se que quando a soma da Equação 3.12 for iguala 1, o estado i é um estado reorrente, pois há uma probabilidade 1 de o proessopartindo do estado i retornar a ele mesmo. No entanto, se a ondição de reorrêniafor satisfeita para n = 1, então este estado é dito ser um estado de absorção.Quanto existe um estado de absorção k, uma vez que este estado seja vi-sitado o proesso não mais sairá deste. Assim, a probabilidade da primeira pas-sagem de i para k é hamada de probabilidade de absorção em k, partindo de i[Isaason and Madsen 1976℄.3.5.5 Propriedades dos Estados de uma Cadeia de MarkovA Seção anterior de�niu dois tipos de estados de uma Cadeia de Markov,os reorrentes e os transientes. No entanto, há outras propriedades e oneitosimportantes a serem de�nidos [Hillier and Lieberman 1995℄:
• Aessibilidade:Sendo p

(n)
ij a probabilidade ondiional do proesso, iniiando no estado i, estarno estado j depois de n etapas, diz-se então que o estado j é aessível a partir doestado i se p

(n)
ij > 0 para algum n ≥ 0.

• Comuniação:Quando um estado j for aessível a partir de um estado i e vie-versa, eles sãoditos omuniados. Uma Cadeia de Markov na qual todos os estados se omuniamé dita ser uma Cadeia irredutível.
• Periodiidade:Em uma Cadeia de Markov, diz-se que um estado i tem um período t (t > 1),se p
(n)
ij = 0, sempre que n não for divisível por t, e t for o menor número inteiroom esta propriedade. Um exemplo disto é um proesso que somente pode entrar noestado i nos tempos 0, 3, 6, ..., neste aso este estado tem período 3. Se o proessopuder estar em um estado em tempos onseutivos, s e s + 1, o estado é dito terperíodo 1 e é hamado de aperiódio.Há ainda um aso espeial entre os estados aperiódios, quando além deaperiódio ele também for reorrente, então passa a se hamar de estado ergódio[Isaason and Madsen 1976℄.�������������-



433.6 Enerramento do CapítuloEste apítulo apresentou alguns dos prinipais oneitos enontrados na lite-ratura sobre a metodologia de Extração de Conheimento, Redes Neurais Arti�iaise Cadeias de Markov, uja exposição é neessária para uma leitura satisfatória destetrabalho.Foram apresentados alguns oneitos sobre Extração de Conheimento, apre-sentando as prinipais etapas do proesso. Foi dediado uma Seção para tratar, emmaiores detalhes, a etapa de Mineração, uma vez que esta é onsiderada a etapamais omplexa de todo o proesso.Sobre RNAs foram vistos seus oneitos básios, uma noção sobre arquiteturasde redes, ténias apliadas no seu aprendizado, bem omo os tipos de problemasa que se apliam. Foi abordado em maiores detalhes os SOMs, importantes para aapliação nesta metodologia, na fase de pré-proessamento dos dados.Finalmente foram apresentados alguns oneitos sobre Cadeias de Markov eProessos Estoástios, sendo que estes farão parte da metodologia e da represen-tação do onheimento utilizado neste trabalho.No próximo Capítulo será feita uma análise sobre alguns dos prinipais tra-balhos enontrados no meio ientí�o, referentes, de forma direta, ou indireta, aostemas abordados nesta dissertação.
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Capítulo 4Revisão Bibliográ�aNeste apítulo serão apresentados alguns trabalhos vinulados à manipulaçãode dados provenientes de Miroarranjos e, também, à Extração de Conheimento.Primeiramente abordam-se trabalhos sobre proessamento de matrizes de ex-pressão gênia para determinar informações relevantes nos dados, bem omo deter-minar os lusters presentes. Trabalhos de lassi�ação de dados de Miroarranjostambém são abordados.Em seguida são apresentados alguns trabalhos sobre Extração de Conhei-mento a partir de dados de Miroarranjos, itando os modelos mais utilizados paraesta tarefa. No entanto, não foram enontrados trabalhos que utilizem RNRs paraExtração de Conheimento de Miroarranjos, assim, trabalhos utilizando RNRs sãoapresentados em uma seção a parte.4.1 MiroarranjosA ténia de Miroarranjos é onsiderada uma ténia nova. Vários trabal-hos têm sido desenvolvidos ainda prourando omo melhor expliar esta ténia,abordando detalhes de seu funionamento. Duggan et al [Duggan et al. 1999℄ apre-senta, em detalhes, omo utilizar esta metodologia na análise da expressão gênia,apresentando os fundamentos da ténia e suas etapas. Butte [Butte 2002℄ em umtrabalho semelhante, relaiona também as bases de dados disponíveis e suas ara-terístias, tais omo os organismos analisados, quantidade de genes envolvidos e onúmero de amostras no tempo. Por �m, entre os trabalhos introdutórios, Kuo et al[Kuo et al. 2004℄ faz uma abordagem voltada à apliação de ténias de Aprendizadode Máquina para extrair informações pertinentes dos dados, itando os modelos apli-ados à análise de Miroarranjos.4.2 Seleção de CaraterístiasUm dos desa�os enontrados ao trabalhar om Miroarranjos é o grandenúmero de genes em relação ao número de amostras da maioria dos experimen-tos. Em um onjunto de dados obtidos em um experimento, apenas parte deles



45são pertinentes para análise, o resto pode ser onsiderado omo ruído provenientedos próprios Miroarranjos. Tendo em mente a eliminação destes ruídos, diversosautores propuseram ténias novas de pré-proessamento.Chuang et al [Chuang et al. 2003, Chuang et al. 2004℄, para soluionar oproblema de seleção de genes, propõem lassi�ar os genes dos experimentos. Osdados são estatistiamente analisados através de uma abordagem denominada RAC(Rank and Combination Analysis), a qual onsiste de duas etapas. A primeira or-dena os genes de aordo om a importânia de sua informação. Para medir estaimportânia, várias medidas podem ser apliadas, a abordagem RAC realiza umaordenação para ada método esolhido (entre as medidas utilizadas estão: variânia,desvio padrão, orrelação e probabilidades). A segunda, onsiste em ombinar osresultados já obtidos, a �m de determinar uma ordenação �nal para o onjunto degenes. Os autores onstruiram um framework para este tipo de análise e observarammelhores resultados quando ombinados diversos métodos.Uma abordagem diferente, mas om a mesma intenção, foi feita por Holteret al [Holter et al. 2000℄, onde eles disutem a utilização de SVD (Singular ValueDeomposition) [Bjornsson and Venegas 1997, Watkins 1991℄ para representação damatriz de expressão gênia de um experimento. Segundo eles, um onjunto om-plexo de expressões gênias pode ser representado por um pequeno número de mo-dos, obtidos pela SVD, os quais apturam os padrões temporais de alterações naexpressão gênia. Foram analisados Miroarranjos do ilo elular CDC-15, esporu-lação, e �broblastos. Nos 3 tipos de dados observou-se que apenas as duas primeirasaraterístias determinadas pela SVD já mostravam uma boa representação dosdados.Hitoshi Iba, em seus trabalhos [Ando and Iba 2004, Paul and Iba 2005℄, vemutilizando para seleção de araterístias uma metodologia baseada em ComputaçãoEvolutiva, apliando algoritmos genétios nesta tarefa. Seu trabalho diferenia-se por não utilizar operadores de mutação e reombinação e, sim, gerar as novassoluções baseado na distribuição de probabilidades das soluções seleionadas dageração anterior (PMBGA - Probabilisti Model Building Geneti Algorithm).Entretanto, muitos autores optam por realizar a seleção de araterístiasatravés da determinação dos lusters presentes nos dados. Vários são os métodosapliados, sendo difíil determinar, a priori, qual produz os melhores resultados.Sendo assim, a próxima seção é dediada a alguns trabalhos sobre o assunto.4.3 ClusterizaçãoO objetivo da lusterização é subdividir o onjunto de dados (no aso, sériestemporais representando o nível de expressão de um gene) de forma a agrupar ex-pressões semelhantes em um mesmo grupo.Um trabalho onsiderado lássio na área foi o de Eisen et al[Eisen et al. 1998℄. Eisen lusterizou dados de Miroarranjos de Saharomyes ere-visiae utilizando lusterização hierárquia. Como resultado da ténia, é gerado umdendograma de expressões gênias. Entretanto, determinar o número de lusters



46presentes não é uma tarefa simples, pois depende de uma valor empírio de seme-lhança que deve ser arbitrado. Mas Eisen pode fazer importantes observações sobrea análise, entre elas a eliminação de dados redundantes propiiada e, também, atendênia de genes de função semelhantes estarem presentes em um mesmo grupo.Outro método utilizado para lusterização é o K-means. Este método utilizak entróides para partiionar os dados. Golub et al [Golub et al. 1999℄ �zeram usodesta ténia em seu trabalho, no entanto, ela apresenta um problema da própriametodologia, neessitar do número de entróides e a posição dos mesmos. Istotorna a ténia sensível à iniialização dos seus parâmetros e, em geral, determinaro número de entróides não é uma tarefa simples, exigindo repetidos experimen-tos até identi�ar a on�guração adequada para os dados. Um método bastantesemelhante ao k-means, mas menos exigente quanto aos parâmetros são os MapasAuto-organizáveis (SOMs).Segundo Slonim [Slonim 2002℄, uma das vantagens da utilização de SOMs, emrelação ao k-means é poder identi�ar as relações entre os lusters. Desta forma,SOMs têm sido utilizados por diversos autores [Tamayo 1999, Toronen et al. 1999,Oja et al. 2002, Nikkila et al. 2002℄ para a determinação de lusters em dados deMiroarranjos. Foi evideniado que através da análise do SOM, já treinado, pode-se hegar a muitas onlusões pertinentes quanto aos lusteres presentes. Törönenet al [Toronen et al. 1999℄ em seu trabalho, evideniou a pratiidade de utilizaçãode SOMs na análise de dados de Miroarranjos, os quais permitem failmente avisualização da quantidade de lusters presentes nos dados.Em um trabalho posterior, Nikkilä et al [Nikkila et al. 2002℄ aprimorou a uti-lização de SOMs para não apenas visualizar os lusters presentes, mas, também,determiná-los. A determinação dos lusters foi realizada om uso da U-matrix, aqual, de modo grá�o, mostra as distânias entre os neur�nios da rede, sendo queos loais onde estas distânias são menores india a presença de lusters (maioresdetalhes sobre o método ver Ultsh [Ultsh 1993℄). Neste trabalho não foi possíveldeterminar om exatidão os lusters, mas quanto à visualização dos dados a SOMfoi mais e�iente que a Clusterização Hierárquia.Oja et al [Oja et al. 2002℄ também domonstram a utilização de SOMs para aexploração de lusters, abordando omo interpretar os resultados da rede e identi�aros lusters, no entando, uma de suas mais importantes ontribuições foi demonstrarque as mesmas inferênias sobre os dados realizadas utilizando Clusterização Hie-rárquia, podem também ser feitas utilizando SOMs.Segundo D'haeseleer [D'haeseleer 2005℄, novos métodos de lusterização sãofailmente riados. Entre os novos métodos já desenvolvidos, Ben-Dor & Yakhini[Ben-Dor et al. 1999℄ modi�am o tradiional método k-means a �m de otimizá-lo para a análise de Miroarranjos om dados de diversas ondições. De�nem ummodelo estoástio para a entrada, também utilizado omo medida de similaridade.Yeung & Ruzzo [Yeung and Ruzzo 2001℄ propõem lusterizar os dados utilizando,para isto, as Componentes Prinipais extraídas por PCA. Além destas, existem ou-tras propostas de metodologias, omo as enontradas em [Lukashin and Fuhs 2001,Bar-Joseph et al. 2002, Zhao and Zaki 2005℄.A próxima seção apresenta a ompilação de alguns trabalhos realizados para



47lassi�ar expressões gênias de Miroarranjos.4.4 Classi�açãoAlgoritmos de aprendizado de máquina, em geral, trabalham om um grandenúmero de amostras e um número limitado de variáveis, no entanto oorre o inversoquando lassi�a-se expressão gênia. Miroarranjos apresentam um grande númerode variáveis om reduzido número de amostras, tornando-se desta forma um desa�opara as ténias tradiionais de lassi�ação [Slonim 2002℄.Considerando as ténias de aprendizado de máquina, os métodos de lassi-�ação estão entre os supervisionados, onde existe uma fase de treinamento omum onjunto de dados onheidos, e uma fase de teste, onde se lassi�a umdado ainda não visto em alguma das lasses do treinamento. Um dos méto-dos mais simples de lassi�ação, mas nem por isso menos poderoso, é o de vi-zinhos mais próximos (Nearest Neighbors), onde lassi�a-se a amostra x omopertenente àquela lasse que for onsiderada mais próxima entre as k lasses detreinamento, de aordo om a medida de similaridade adotada. Apesar de sim-ples, vários são os autores que obtiveram suesso om a utilização desta ténia[Golub et al. 1999, Ramaswamy et al. 2001, Pomeroy et al. 2002℄.Liang & Kelemen [Liang and Kelemen 2002℄ utilizaram Redes Neurais Reor-rentes para lassi�ar expressão gênia. Em seu experimento eles enfatizam a ne-essidade do pré-proessamento antes do treinamento da rede. Segundo resultadosapresentados, a RNR mostrou-se superior a outras ténias, entre elas o K-means,o SOM e até mesmo a SVM. Mas Liang & Kelemen admitem que estes resultadospodem ser por ausa dos dados esolhidos, além da ténia tornar-se inapropriadapara um grande número de lasses, prinipalmente se as diferenças entre as lassessforem sutís.Algoritmos evolutivos também são utilizados para lassi�ação de ex-pressão gênia. Em geral utiliza-se ténias baseadas em Algoritmos Genéti-os, mediante algumas modi�ações, om o intuito de seleionar um número re-duzido de genes, e então apliar uma outra ténia em onjunto para lassi-�ar o gene [Wahde and Szallasi 2006℄. Em um trabalho reente, Ando & Iba[Ando and Iba 2004℄ analisaram o uso de Algoritmos Genétios em onjunto omténias de aprendizado de máquina (K-means, SVM e Naive Bayes) para lassi-�ar expressões gênias. Segundo seus resultados os lassi�adores apresentarammelhores resultados quando apliados em onjunto om Algoritmos Genétios.Não há um onsenso sobre qual ténia melhor se adapta a análise de dadosde Miroarranjos, no entanto, quanto à lassi�ação de expressão gênia, muitosautores onordam que para tal tafera as SVMs são uma esolha segura [Butte 2002,Brown et al. 2000, Slonim 2002℄. A diferença das SVMs em relação a outras téniasé a failidade que ela apresenta para lidar om lassi�ação de dados quando, noonjunto de treinamento há um grande número de exemplos negativos para umpequeno número de positivos. Entretanto, SVMs apresentam omo desvantagem adifíil interpretação dos resultados.



484.5 Extração de Conheimento de MiroarranjosO grande volume de dados de um Miroarranjo, nem sempre signi�a umgrande volume de informações. Além disto, seu formato di�ulta a interpretaçãodas informações. Desta forma, um dos desa�os na análise de Miroarranjos é on-seguir representar a informação presente na forma de Redes Biológias. SegundoStyzynski & Stephanopoulos [Styzynski and Stephanopoulos 2005℄ várias téniassão apliadas para �deifrar�, tanto quantitativamente quanto qualitativamente, aarquitetura das redes.Para este �m, vários modelos têm sido utilizados. Os mais populares serãoapresentados nas seções seguintes.4.5.1 Modelos ContínuosAlguns autores abordam o problema utilizando modelos ontínuos. Chen et al[Chen et al. 1999℄ foram um dos primeiros a realizar este tipo de modelagem omdados de Miroarranjos. Eles propuseram uma modelagem utilizando equações dife-reniais. De aordo om a omplexidade dada ao problema na hora da modelagem,pode-se ter equações lineares ou não lineares [Styzynski and Stephanopoulos 2005℄.Apesar de estes métodos onseguirem uma boa desrição dos dados, determinaros parâmetros do modelo se torna um problema devido à omplexidade matemátiaque o problema adquire. Desta forma, alguns trabalhos voltam seus esforços paradeterminar uma forma de enontrar os parâmetros do modelo, e não determinar omodelo em si.Um modelo bastante onheido para desrever redes bioquímias é o S-systemque desreve o sistema por um onjunto de equações difereniais não-lineares. Estemodelo foi utilizado por Sakamoto & Iba [Sakamoto and Iba 2001℄ e Noman & Iba[Noman and Iba 2005℄ para determinar redes de regulação gênia usando téniasde omputação evolutiva na estimação dos parâmetros do sistema.4.5.2 Análise de CorrelaçãoButte et al [Butte and Kohane 2000, Butte et al. 2000℄ utilizam Redes deRelevânia para determinar a interação entre os genes. Esta metodologia analisaa orrelação entre os dados, determinando a relação entre eles. Além de mostrar, naforma de uma rede, a relação entre os dados, este método também pode ser utilizadopara lusterização. No aso de apliar esta metodologia para lusterização, a van-tagem, em relação às demais ténias, é o fato de agrupar as expressões gênias deaordo om sua orrelação, independente de serem negativas ou positivas, formando,desta forma, lusters biologiamente representativos.4.5.3 Modelos EstoástiosModelos probabilístios são utilizados por diversos autores na mo-delagem de redes regulatórias. Segundo Styzynski & Stephanopoulos[Styzynski and Stephanopoulos 2005℄ esta modelagem possui vantagens signi�a-



49tivas, omo a fáil representação da inerteza e o tratamento de dados faltantes.Como desvantagem, apresenta a grande exigênia omputaional de seu aprendizado,permitindo apenas a modelagem de pequenas redes, bem inferiores às redes reais.Murphy & Mian [Murphy and Mian 1999℄ propuseram o modelo de RedesBayesianas Dinâmias (DBN) para modelar dados de Miroarranjos. Tal modeloreune araterístias de Redes Bayesianas e Cadeias de Markov. Uma das vantagensdesta ténia é a possibilidade de inserção de onheimento prévio na modelagem.Esta ténia foi utilizada por Ong et al [Ong et al. 2002℄ para analisar séries tem-porais de Miroarranjos, identi�ando nos dados as relações entre genes. Kim etal [Kim et al. 2003℄ e Perrin et al [Perrin et al. 2003℄ também utilizaram DBNs nainferênia de redes genétias.Apesar de identi�ar as relações entre os genes, as DBNs apresentam baixapreisão e exigem muito tempo de proessamento. Para minimizar estes problemas,Zou & Conzen [Zou and Conzen 2005℄ propuseram a limitação dos possíveis genesreguladores, minimizando o tempo de proessamento e aumentando a preisão dométodo. Zhou et al [Zhou et al. 2004℄ também utilizaram uma metodologia seme-lhante utilizando, em onjunto, Redes Bayeseanas e MCMC (Markov Chain MonteCarlo) para extrair as relações entre os genes.Entretanto, não existem trabalhos que utilizem RNAs ou RNRs para Extraçãode Conheimento de Miroarranjos. Na próxima seção é apresentada uma ompi-lação dos trabalhos mais signi�ativos nesta área.4.6 Extração de Conheimento de RNRsExtração de Conheimento de RNRs baseia-se na extração de regras das mes-mas. Estas regras são utilizadas para onstruir um modelo formal que represente aomputação realizada pelas redes [Jaobsson 2005℄. Entre os formalismos utilizadosestão as máquinas de estados. Elman [Elman 1990℄, em seu artigo, apresentou o seumodelo reorrente, omparando as ativações internas aos estados de Máquinas deEstados.Em 1995, Siegelmann & Sontag [Siegelmann and Sontag 1992℄ mostraram queRNRs são equivalentes a Máquinas de Turing, logo, possuem a apaidade de om-putar qualquer função omputável. Com isto, tem-se uma poderosa ferramentaomputaional e, frente a possibilidade de interpretar o seu onheimento repre-sentando sua omputação através de Máquinas de Estados, um bom modelo paraExtração de Conheimento.Diversos trabalhos têm apresentado formas de extração de regras a partir deRNRs [Cehin 1997, Andrews and Geva 2002, Zhou 2004, Vahed and Omlin 2004,Liu et al. 2004, Jaobsson 2005, Pehmann and Cehin 2005℄. Resumidamente, ospassos para esta extração são:
• disretização do espaço de estados ontínuo das RNRs;
• geração dos estados e saídas através da alimentação da RNR om os dados deentrada;
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• onstrução da base de regras om as transições de estados observadas;
• e, por �m, minimização da base de regras.A disretização do espaço de estados onsiste em mapear o espaço de estadosontínuo da RNR (miroestados), para os estados orrespondentes à máquina resul-tante (maroestados). Este mapeamento é onsiderado rítio para os algoritmosde extração de regras de RNRs. Tal proesso é denominado por �quantização� doespaço de estados.Várias ténias para quantização podem ser utilizadas. Servan-Shreiber etal [Servan-Shreiber et al. 1989, Servan-Shreiber et al. 1991℄ utilizaram Clusteri-zação Hierárquia para determinar os estados de uma RNR treinada om stringsgeradas por uma pequena máquina de estados �nita. Nestes experimentos os lus-ters identi�ados puderam ser relaionados aos estados da máquina que o gerou, oque representou a onexão entre as RNRs e as máquinas de estados.Entretanto, nem sempre há uma relação de �um para um� entre oslusters enontrados nas redes e os estados das máquinas. Servan-Shreiber[Servan-Shreiber et al. 1991℄ observaram esta araterístia das RNRs. A prinípiohá um aminho alternativo, diferente do aminho das máquinas de estados, mas quetambém soluiona om suesso o problema para o qual a RNR foi treinada. Destaforma alguns autores adiionaram aos seus algoritmos de extração de regras umaetapa de minimização dos estados obtidos [Giles et al. 1992℄.Outra ténia de quantização foi proposta por Giles et al [Giles et al. 1991℄e aprimorada por Omlin & Giles [Omlin and Giles 1996℄. Nesta ténia, o espaçode estados é partiionado em hiperubos idêntios, representando os maroestados.Realiza-se uma busa em largura alimentando a rede om os padrões de entradaaté que nenhum novo hiperubo seja visitado. As transições entre os maroestadossão a base da máquina extraída. Por �m também há a neessidade de simpli�aro aut�mato extraído. Esta ténia apresenta dois problemas deorrentes do fato deanalisar todos os possíveis estados, e para estes, todas as possíveis entradas da rede,que é a omplexidade exponenial e o riso de obter uma representação da rede maisomplexa do que a real, uma vez que a rede pode não trabalhar em todo o domíniopossível [Jaobsson and Ziemke 2003℄.Zeng et al [Zeng et al. 1993℄ propuseram uma abordagem diferente para osmaroestados, utilizando o algoritmo k-means para lusterizar os miroestados. Osentróides dos lusters são então utilizados omo a base da busa em largura. Comesta abordagem os maroestados terão número e tamanho de aordo om o domínioda apliação. No entanto, a determinação dos k lusters é um parâmetro difíil deser de�nido, e que, se mal de�nido, pode oasionar erros já na primeira etapa daextração: a disretização do espaço de estados. Uma alternativa para a determi-nação orreta do número de lusters foi formá-los durante o treinamento da RNR[Frasoni et al. 1996℄.Outra abordagem, baseada na amostragem de RNR, foi proposta por Watrous& Kuhn [Watrous and Kuhn 1992℄. Esta proposta onsiste em armazenar as in-terações da RNR om os dados, de forma a determinar um domínio de atuaçãopara a rede, o qual funinaria omo uma heurístia. Tal heurístia faria om que



51fossem analisados somente os estados relevantes. Com esta abordagem o onjunto deregras extraído se torna menor, evitando informações irrelevantes. No entanto umproblema foi apresentado, a oorrênia de inonsistênias nas transições, o que iriaontra a formalismo das máquinas de estados. Estas inonsistênias serviram omomotivação para a utilização de outra forma de desrição do onheimento extraído,na forma de máquinas estoástias.Tiño & Vojtek [Tino and Vojtek 1998℄ propuseram uma metodologia para ex-tração de máquinas estoástias. Apesar de através da ténia de amostragemoorrerem transições inonsistentes, tais transições podem apresentar um padrãode oorrênia. Através da ontagem destas transições podem ser aluladas suaspropabilidades de oorrênia, as quais podem ser interpretadas omo as probabili-dades de transição de uma máquina estoástia.A representação de onheimento, extraído de RNRs, através de adeiasde Markov, foi abordada por Pehmann & Cehin [Pehmann and Cehin 2005,Pehmann and Cehin 2004, Pehmann 2004℄ que utilizaram omo métodos de lus-terização o k-means e também a lusterização difusa. Nestes trabalhos observou-seque este tipo de representação demonstrou bons resultados para os sistemas dinâmi-os analisados. As adeias de Markov extraídas apresentaram omportamento idên-tio ao dos sistemas utilizados para o treinamento das RNRs.En�m, vários autores vêm estudando a extração de onheimento de RNRs emdiferentes domínios, apresentando resultados promissores. No entanto, não foi en-ontrado nenhum trabalho utilizando esta abordagem para análise de miroarranjos,o que é o objetivo deste trabalho.4.7 Disussão e enerramento do CapítuloEste Capítulo busou apresentar ao leitor as prinipais ténias omputaionaisempregadas em análise de dados de miroarranjos. Pode-se observar a grande quan-tidade de ténias empregadas bem omo a falta de uma metodologia padrão paraas análises.Muitos trabalhos busam omparar diversas ténias, mas, inlusive estes, en-ontram di�uldades em apontar uma das alternativas omo sendo a mais adequada.O desempenho das ténias apliadas depende diretamente dos dados oletados, po-dendo, por exemplo, uma determinada ténia ter melhor ou pior desempenho deaordo om os Miroarranjos analisados.Desta forma, busou-se na bibliogra�a, ténias e métodos de análise que me-lhor se adaptem às realidades deste trabalho. Todos os tipos de análises itados temsua importânia, no entanto, ada um om a sua abordagem.A seleção de araterístias é vital para o proesso, no entanto, para esteexperimento, não se neessita de um método tão exato e determinístio omo ospropostos por Chuang et al [Chuang et al. 2003℄ e Holter et al [Holter et al. 2000℄.Tais métodos possuem parâmetros difíies de serem determinados, que neessitariamde um estudo a parte sobre sua in�uênia na análise, o que aarretaria em um períodode tempo impratiável para sua apliação em uma metodologia omo esta.



52Para esta metodologia seria ideal reunir uma ténia de seleção que unaaraterístias de visualização, om a possibilidade de agrupamento dos dados.Com este �m, uma ténia utilizada om suesso tem sido os Mapas Auto-organizáveis [Toronen et al. 1999, Slonim 2002, Tamayo 1999, Oja et al. 2002,Nikkila et al. 2002℄. Com esta ferramenta é possível visualizar os dados de forma adeterminar as araterístias mais representativas, e após isto, determinar os gruposque apresentam tais araterístias de forma lara e sem a neessidade de onhei-mento prévio dos dados analisados.Quanto às ténias de extração de onheimento apliadas a dados de Mi-roarranjos, ainda não há uma ténia e�iente para tal análise. Butte et al[Butte and Kohane 2000, Butte 2002℄ propõe métodos de extração baseado naanálise de orrelação entre os dados. Tal método é matematiamente e�iente, noentanto, quando os dados de interesse possuem milhares de variávies, o resultadopode se tornar extremamente difíil de ser analisado.Outra proposta e�iente, mas que não se adapta a grandes volumes de infor-mação, são os modelos ontínuos. Existem propostas de modelagem dos dados deMiroarranjos através de equações lineares (ou não lineares, de aordo om a om-plexidade) [Styzynski and Stephanopoulos 2005℄, e até mesmo utilizando o modeloS-system [Sakamoto and Iba 2001, Noman and Iba 2005℄, que é apliado para des-rição de redes bioquímias. No entanto estas ténias não suportam um grandevolume de dados, e a determinação dos parâmetros destes modelos/equações é dealto usto omputaional.Quanto aos modelos estoástios utilizados, grande parte dos trabalhos uti-lizam Redes Bayesianas om uma abordagem temporal, a qual deram o nomede Redes Bayesianas Dinâmias (DBN). Este modelo adiiona a representaçãotemporal das Cadeias de Markov às Redes Bayesianas [Murphy and Mian 1999,Ong et al. 2002, Kim et al. 2003, Perrin et al. 2003℄. No entanto as DBNs apre-sentam resultados pouo on�áveis. Zhou et al [Zhou et al. 2004℄ utilizou, em on-junto om as DBNs, o método MCMC (Monte Carlo Markov Chain), onseguindomelhores resultados, mas, ainda não satisfatórios.Assim, o proesso de Extração de Conheimento a partir de dados de Mi-roarranjos ainda não possui um onsenso sobre qual a metodologia a ser uti-lizada. Este trabalho propõe apliar a metodologia de Extração de Conheimentoa partir de RNRs proposta por Pehmann & Cehin [Pehmann and Cehin 2005,Pehmann and Cehin 2004, Pehmann 2004℄ na forma de Cadeias de Markov,visando inferir as relação presentes nos dados de Miroarranjos.Como visto, as RNRs são teoriamente equivalentes a máquinas de Tur-ing, podendo modelar qualquer tipo de informação [Siegelmann and Sontag 1992℄.Além disso, elas apresentam boa habilidade em modelar dados tempo-rais [Pehmann and Cehin 2005, Pehmann and Cehin 2004, Pehmann 2004℄.Unindo estas araterístias à possibilidade de se extrair o onheimento destasredes na forma de uma Cadeia de Markov [Tino and Vojtek 1998, Pehmann 2004℄aredita-se ter uma metodologia adequada à análise de dados de Miroarranjos. Ametodologia proposta será apresentada, em detalhes, no próximo apítulo.
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Capítulo 5MetodologiaNeste trabalho é proposta uma metodologia para enontrar as relações de in-�uênia entre os genes, a partir de dados brutos de Miroarranjos. Nesta metodologiaestão envolvidas diferentes ténias omputaionais a �m de extrair o onheimentodesejado.Em pouas palavras pode-se desrever esta metodologia (Figura 5.1) nasseguintes etapas:

• Seleção dos dados: seleionar os dados pertinentes à análise, dentre as di-versas bases de dados existentes.
• Determinação dos padrões: determinação dos padrões presentes nos dados,bem omo o pré-tratamento neessário.
• Composição da base de treinamento: a partir dos prinipais padrõesdeterminados, e também dos dados brutos, ompor a base de treinamentopara a RNR.
• Treinamento de RNR: determinação dos parâmetros de treinamento daRNR om a �nalidade de aproximar as séries temporais oriundas dos Miroar-ranjos.
• Extração da Cadeia de Markov: extração da Cadeia de Markov, a partirda RNR treinada, e da base de treinamento.As próximas seções desrevem esta metodologia de forma detalhada, expli-ando ada uma das etapas.5.1 Determinação da Base de DadosOs dados manipulados neste trabalho são matrizes de expressão gênia, obti-das através de análises de Miroarranjos. Nestas matrizes, ada linha orresponde aonível de expressão gênia de um determinado gene, em diversas amostras no tempo,formando as séries temporais. Cada oluna orresponde ao nível de expressão gênia
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FIGURA 5.1 � Visão global da metodologia.de todos os genes em um mesmo instante, a qual nos referimos omo amostra tempo-ral. A Figura 5.2 mostra em detalhes a organização da matriz de expressão gênia.Atualmente, om a popularização da ténia de Miroarranjos, o número dedados oriundos deste tipo de análise rese onsideravelmente. Há diversas bases dedados disponíveis na Internet. Assim, é preiso deidir por uma destas e, para isto,alguns fatores devem ser levados em onsideração. Entre eles, o tamanho das sériestemporais e os trabalhos relaionados.O tamanho da série temporal deve ser o maior possível para otimizar o apren-dizado da RNR. Entretanto, grande parte das bases de dados de Miroarranjospossuem séries urtas, apresentando em torno de 20 amostras temporais.Séries temporais urtas, para este tipo de análise, são desaonselháveis, poisestas séries não possuem muitas informações em seus dados, prejudiando, destaforma, o proesso de extração do onheimento.Outro fator a ser levado em onsideração, são os trabalhos utilizando os mes-mos dados. O fato de outros autores estarem trabalhando om a mesma base, sig-ni�a que há uma maior quantidade de informações a respeito do onjunto de genesem questão permite também a omparação om resultados já obtidos, failitando avalidação da metodologia proposta.Após a determinação da base de dados a ser analisada, é neessário um pré-tratamento, prinipalmente devido ao grande volume de informações presentes nos
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FIGURA 5.2 � Matriz de expressão gênia.Miroarranjos. Esta etapa é desrita a seguir, na próxima seção.5.2 Pré-tratamento dos dadosPara a extração da Cadeia de Markov dos dados de Miroarranjos, primeira-mente é neessário o treinamento de uma RNR om a matriz de expressão gêniaseleionada. Neste ponto, enontram-se duas araterístias on�itantes: o fato dasRNRs não omportarem muitos neur�nios na amada de entrada (parâmetros deentrada) [Haykin 2001℄, e o grande volume de informações, típio dos miroarranjos[Chuang et al. 2004, Causton et al. 2003℄. Para resolver este on�ito, realiza-se umpré-proessamento sobre a matriz de expressão gênia, a �m de reduzir o número deparâmetros de entrada da RNR.Para atingir tal objetivo, várias ténias são apliadas om suesso[Butte 2002℄, entre elas a Clusterização Hierárquia [Slonim 2002℄, Nearest Neigh-bours [Golub et al. 1999℄ e Mapas Auto-organizáveis (SOM) [Tamayo 1999℄. Deseja-se, om este pré-tratamento, seleionar os padrões mais representativos da base dedados. Entretanto, tais padrões não são onheidos a priori. Assim, os Mapas Auto-organizáveis foram esolhidos por proporionarem uma boa visualização dos dados,failitando a tarefa de seleção de padrões.



565.2.1 Determinação dos Padrões de DadosA grande quantidade de informações é uma araterístia presente nasmedições do nível de expressão gênia. Um experimento de Miroarranjo possuimilhares de séries temporais, ada uma orrespondendo ao nível de expressão de umgene. Desta forma, trabalhar om todos estes dados torna-se impratiável. Den-tre os diversos problemas em lidar om tamanha quantidade de séries de expressãogênia, podemos destaar dois. Primeiro, estes dados serão utilizados para treinaruma RNR, sendo que ada série orrespondendo a um parâmetro de entrada. Istolevaria a uma RNR om um número muito elevado de neur�nios, o que não gera-ria bons resultados, ainda mais que o objetivo do trabalho é enontrar as relaçõesexistentes entre os dados. Em segundo lugar, analisar tal quantidade de níveis deexpressão gênia poderia inviabilizar a interpretação dos resultados e a validação dametodologia.Para resolver este problema reduz-se a quantidade de expressões gênias aserem estudadas. A matriz de expressão gênia deixa de ser utilizada em sua to-talidade e passa a ser representada por algumas séries temporais, no aso, as sériesrepresentadas pelos prinipais padrões presentes na matriz de expresssão gênia.Para determinar os prinipais padrões utiliza-se os SOMs, treinados om todaa matriz de expressão gênia. Os SOMs têm omo propriedade agrupar dados semel-hantes, e não forneem uma resposta direta ao problema de determinação de padrões.Para este �m, faz-se uma análise das freqüênias de ativação de ada neur�nio medi-ante a apresentação de todo o onjunto de dados. Cada neur�nio é ativado somentequando onsiderado, pela rede, omo sendo o representante mais próximo do dadode entrada. Considera-se, assim, o número de vezes que o neur�nio foi ativadoomo sendo o número de séries temporais representadas pelo mesmo. Desta forma,os neur�nios que apresentarem um maior número de ativações são onsiderados osprinipais padrões presentes na matriz de expressão gênia, e os pesos do neur�nioomo sendo o protótipo do padrão.Para determinar o número de padrões, de�ne-se um limiar que india quan-tas séries temporais um neur�nio deve representar para poder ser onsiderado umpadrão. A Figura 5.3 exempli�a este proesso apresentando o histograma dasativações dos neur�nios onde é de�nido, omo limiar, 35 séries para ada padrão.Deve-se atentar para não de�nir um limiar elevado, para não exluir padrões impor-tantes presentes nos dados, bem omo, limiares baixos, para evitar trabalhar omo ruído presente nos dados. No presente trabalho obteve-se 11 padrões, e as sériesrepresentadas por estes padrões serão utilizadas para onstruir a base de dados detreinamento das RNRs.Através da representação dos dados da matriz de expressão gênia por seusprinipais padrões, oorre uma redução no volume de informação manipulada. Istofailita o trabalho, tanto em termos omputaionais, omo em termos de validaçãobiológia. Os dados originais são apresentados na Figura 5.4(a) e, os padrões obtidos,na Figura 5.4(b).Contudo, somente determinar os padrões não é su�iente. Após onluída estaetapa, deve-se utilizar estes padrões na onstrução da base de treinamento para a
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FIGURA 5.3 � Quantidade de dados representado por ada neur�nio da SOM.
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(a) Dados de miroarranjos em sua forma origi-nal. 0 10 20 30 40 50 60 70 80
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(b) Protótipo dos prinipais padrões determina-dos a partir dos dados originais.FIGURA 5.4 � Dados de Miroarranjos.RNR. A expliação de omo esta base é onstruída é apresentada na próxima seção.5.2.2 Construção da Base de TreinamentoUma vez determinados os padrões de dados que serão utilizados, o próximopasso é onstruir a base de treinamento para a RNR. Cada padrão orresponde aum dos parâmetros de entrada da Rede Neural, ontudo, o padrão informado pelosSOMs não é um dado verdadeiro, e sim, um protótipo representando um valor médiode um onjunto de dados semelhantes.



58A base de dados de treinamento poderia ser omposta apenas pelos protóti-pos dos padrões, mas os resultados obtidos deste modo não onsiderariam diversasaraterístias presentes nos dados. Como ada padrão determinado representa, nomínimo, 36 séries temporais, em ada uma destas séries pode haver araterístiasque não �am evidentes no protótipo do padrão, e, onseqüentemente, não seriaminformadas a RNR.Tendo isto em vista, a base de dados foi onstruída a partir de séries temporaisoriginais de miroarranjos. Cada parâmetro de entrada da rede neural orrespondea um dos padrões determinados. Considerando que o padrão om menor número derepresentantes possui K séries temporais, então, para ada parâmetro de entradaforam seleionadas K séries de ada padrão. Com isto, ada neur�nio da RNRtem omo base de treinamento K séries temporais, orrespondentes a um mesmopadrão, dispostas de maneira sequenial. Como, ada série temporal é omposta por
J amostras, a matriz om os dados de treinamento possui dimensões P x [K∗(J−1)],onde P orresponde aos padrões (número de neur�nios) e K ∗ (J − 1) orrespondeàs séries temporais onatenadas. Para ada série, trabalha-se apenas om J − 1amostras por se ter removida a última amostra das séries utilizadas omo entradada RNR, e a primeira amostra das séries utilizadas para a saída. Tal proedimentofoi realizado para evitar ligações entre amostras de séries diferentes.Após estas etapas, os dados estão em uma forma adequada para o treinamentoda RNR, desrito a seguir.5.3 Treinamento da RNRA RNR deve ser treinada de modo a aprender as prinipais araterístiasdos dados e onseguir reproduzir, mesmo que em pouos passos, as séries temporaisapresentadas. Para isto se utilizam redes baseadas na topologia de Jordan, om umaamada oulta.Para o número de neur�nios na amada oulta, não se determinou a prinípioum número de neur�nios a ser utilizado. Para ada experimento, redes om diferentesnúmeros de neur�nios oultos foram analisadas om o intuito de enontrar a rede ommelhor resultado. Este melhor resultado signi�ando baixo erro de aprendizagem eboa apaidade de predição om o menor número possível de neur�nios.Conseguir minimizar o número de neur�nios na amada oulta é neessáriopara failitar a tarefa de extração da Cadeia de Markov.Uma vez que as RNRs estejam treinadas om os dados de expressão gênia, opróximo passo onsiste em extrair a Cadeia de Markov om os estados representa-tivos do omportamento dos dados, e determinar as interações existentes em adaum dos estados.
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FIGURA 5.5 � RNA Reorrente Linear.5.4 Extração de Conheimento de RNRsUma vez que se disponha de um onjunto de dados, as RNRs podem serutilizadas omo aproximadores universais de funções, omportando-se da mesmaforma que o proesso gerador dos dados. Assim, a rede passa a representar ummodelo limitado do proesso, que armazena após o treinamento, as araterístiasdos dados [Pehmann 2004℄.5.4.1 IntroduçãoUma vez que RNRs podem ser utilizadas para aproximação de funções, pode-se dizer que a mesma implementa a função que rege o omportamento dos dados.No aso desta apliação, lida-se om séries temporais e, onsiderando um exemplobem simples, de uma rede reorrente linear, pode-se dizer que a rede reproduz aequação de reorrênia que gera os dados de treinamento.Na Figura 5.5 pode ser visto um sistema linear reorrente utilizado para a-proximação de uma série de dados. Neste exemplo há duas entradas y(t) e x(t),sendo esta última, reorrente e orrespondendo ao operador de atraso unitário Z−1.Este operador de atraso unitário é a saída da rede neural no tempo anterior t − 1.Há também os pesos wy e wx que atuam omo oe�ientes das entradas y(t) e x(t),respetivamente. O proessamento, neste aso, é feito pelo neur�nio linear de saída,que realiza simplesmente um somatório do produto das entradas pelos pesos a elasorrespondentes.Considerando o meanismo de funionamento da rede, expressa-se matemati-amente o proessamento feito pela rede, sobre os dados, através da seguinte equaçãode reorrênia:
x (t + 1) = wy ∗ y(t) + wx ∗ x(t) (5.1)A rede neural modelou a série analisada. A partir da rede pode-se dizer que
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FIGURA 5.6 � Modelo de uma RNA Reorrente Não-Linear om uma amadaoulta.a saída x(t + 1) sofre uma in�uênia wy da entrada y(t), e uma in�uênia wx daentrada x(t). Estas in�uênias são forneidas diretamente pelos pesos da rede, osquais são ajustados no momento do treinamento, e através da Equação 5.1 observa-sematematiamente o seu signi�ado.Como este trabalho manipula dados de miroarranjos, os quais possuem umamarante araterístia não-linear, é neessária uma modelagem que onsiga repro-duzir tais araterístias presentes. O que não é possível om o exemplo de aproxi-mação linear mostrado aima. Para tal, é sugerida a utilização de uma Rede NeuralReorrente, om uma amada oulta que possua neur�nios om função sigmóide(Figura 5.6).Utilizando, omo modelo para aproximação, uma RNR om neur�nios não-lineares na amada oulta, onsegue-se uma aproximação e�az das séries temporaisem questão, entretando, a extração das equações de reorrênia deixa de ser umatarefa simples. A amada oulta presente na RNR permite um mapeamento maisomplexo entre a entrada e a saída dos dados, e, om isso, rese também a om-plexidade das equações de reorrênia obtidas.
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FIGURA 5.7 � Aproximação da função sigmóide do neur�nio por três funçõeslineares.5.4.2 Linearização da função Sigmóide e Equações de ReorrêniaO mapeamento realizado pelas RNAs entre a entrada e a saída é feio pormeio das funções de ada neur�nio. Se tratando de neur�nios não lineares, diversasfunções de ativação podem ser utilizadas. Neste trabalho optou-se por trabalharom funções sigmóides.Para a onstrução de uma Cadeia de Markov é neessário extrair estados apartir da RNR. Estes estados são extraídos de aordo om a divisão do espaço detrabalho da rede. Este espaço é determinado através da análise da região de ativaçãodos neur�nios da amada oulta. Estudos realizados omprovam que as ativações dosneur�nios onentram-se basiamente em 3 regiões: na região entral da sigmóide,e nas regiões iniiais e �nais, onforme pode ser visto na Figura 5.7 [Cehin 1997℄.Assim, ada uma destas regiões pode ser aproximada, por uma equação linear, omum erro de aproximação pequeno ao ponto de poder se desonsiderado.Citando, novamente, a Figura 5.7 omo exemplo, a determinação da região detrabalho do neur�nio pode ser feita de diversas maneiras, tanto através dos valores deentrada do neur�nio, dos valores de ativação, ou, até mesmo, através de funções depertinênia. Para exempli�ar vamos onsiderar os valores de entrada e do neur�nio.Neste aso divide-se o espaço de entrada em 3:
• para e < −2: o neur�nio está trabalhando na primeira região, e sua saída podeser aproximada por s = −2, ou seja, uma vez que o neur�nio enontra-se nesta



62região, seu omportamento passa a não depender dos valores de entrada;
• para e ≥ −2 & e ≤ 2: o neur�nio enontra-se na região entral, neste asoaproxima-se sua ativação por s = 0, 5e, logo, diferentemente da primeiraregião, esta região sofre in�uênia direta dos valores de entrada;
• e por �m e > 2: signi�a que o neur�nio estará trabalhando na tereira região.Esta, assim omo a primeira região, pode ser aproximada por uma onstante,neste aso s = 2.Desta forma, ada neur�nio divide o espaço de dados em 3 regiões, de aordoom a função sigmóide. Considerando uma rede om vários neur�nios na amadaoulta, as regiões aumentam na ordem de 3n, onde n é o número de neur�nios oultos.As ombinações entre as regiões de�nidas em ada neur�nio da rede representampossíveis estados da Cadeia de Markov a ser extraída. Contudo, omo ada estado daCadeia de Markov é de�nido pela ombinação das regiões ativadas nos neur�nios,nem todas as ombinações preisam oorrer, sendo assim, podem existir estadospossíveis que não hegam a ser oupados pelo onjunto de dados em questão, nãotendo neessidade de fazer parte da Cadeia de Markov.As Figuras 5.8 e 5.9 apresentam um exemplo de uma RNR om 1 neur�nio naamada oulta e a respetiva divisão do espaço de trabalho deste neur�nio a �m demelhor exempli�ar a metodologia. Como pode ser visto, há 3 regiões de trabalho,as quais orrespondem a um intervalo de dados de entrada. Quando as entradasenontram-se nas regiões esuras da Figura 5.9, o omportamento da saída pode seraproximado por uma onstante (ver Figura 5.7). Nestes asos, se a rede se enontrana região mais à esquerda, podemos aproximar os valores de saída por:

x(t + 1) = −2 ∗ w (5.2)No aso da rede enontrar-se na região mais à direita, a aproximação pode serfeita por:
x(t + 1) = 2 ∗ w (5.3)Nota-se que em ambos os asos os valores de entrada da rede não interferem nosvalores de saída. Quando a rede enontra-se trabalhando na região entral, isto nãooorre, pois, omo foi dito anteriormente, e expliitado na Figura 5.7, a aproximaçãoda saída s é feita por s = 0, 5e, onde e são os valores de entrada do neur�nio. Destaforma, para a rede da Figura 5.8 quando ela enontra-se trabalhando na regiãoentral, a saída é aproximada por:

x(t + 1) = 0, 5w [(wy ∗ y(t)) + (wx ∗ x(t)) + (wb ∗ b)] (5.4)5.4.3 Interpretação das Equações de ReorrêniaNeste trabalho lida-se om dados de Miroarranjos e busa-se a interação e-xistente entre eles. Desta forma, as equações de reorrênia, determinadas através
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FIGURA 5.8 � Modelo Neural Reorrente simpli�ado. y(t) e x(t) são as entradase b, o bias; wy e wx e wb são os respetivos pesos das entradas do neur�niosigmóide e w o peso atribuído a sua saída; x(t + 1) a saída da rede e Z−1 ooperador de atraso unitário.das RNRs, podem nos forneer as informações neessárias. Como interpretar estasinformações, será apresentado nesta subseção.Considerando o exemplo simpli�ado da Figura 5.8, apliado a dados de Mi-roarranjos, de�ne-se as entradas y(t) e x(t) da RNR omo sendo o nível de expressãogênia de um grupo de genes, ujo omportamento se assemelha bastante, e b, omosendo um bias. Neste aso temos x(t + 1) omo saída da rede. Esta saída é aexpressão gênia do grupo de genes x no tempo seguinte ao da entrada.Assim, uma vez de�nidos os parâmetros da rede, pode-se analisar a Equação5.4. Esta equação, obtida através da análise da RNR, nos fornee o valor no tempo
t+1 de expressão gênia do grupo x, quando apresentadas para a rede as expressõesgênias dos grupos x e y. Ou seja, determina-se de que forma os parâmetros deentrada x e y in�ueniam no próximo valor de x.Interpretando biologiamente esta equação de reorrênia, pode-se dizer que ovalor da expressão gênia x(t+1) do grupo de genes x, sofre as seguintes in�uênias:

• wx de seu próprio nível de expressão gênia (x(t));
• wy do nível de expressão gênia do grupo y (y(t));
• e b ∗ wb atribuído a outos fatores externos aos dados apresentados.As informações obtidas destas equações de reorrênia extraídas das RNRspossuem araterístias muito próximas das forneidas por uma Rede Regulatória,o que �a ainda mais evidente quando analisamos estas equações em uma formagrá�a, omo apresentado na Figura 5.10.
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FIGURA 5.9 � Divisão do espaço de trabalho do Neur�nio sigmóide, onsiderandoos valores de wy = wx = 1 e wb = 0, da rede apresentada na Figura 5.8, em funçãode seus parâmetros de entrada y(t) e x(t).

FIGURA 5.10 � Representação grá�a da Equação 5.4.Uma vez já apresentados os prinípios que fundamentam a metodologia, ex-pliando e exempli�ando a extração desejada sobre um modelo simples, a seçãoseguinte apresentará o Sistema de Extração de Regras utilizado.5.5 O Sistema de Extração de RegrasEsta metodologia propõe a Extração do Conheimento na forma de umaCadeia de Markov. Para tanto é neessário, primeiramente, extrair regras, apartir da RNR, que desrevam o omportamento dos dados analisados. Paraeste �m, foi utilizado, omo sistema extrator de regras, o FAGNIS, pro-posto por Cehin[Cehin 1997℄, mas em uma versão implementada no ambienteR[R Development Core Team 2005℄.A esolha do FAGNIS, para ser utilizado omo Sistema de Extração de Regras,deve-se a diversos fatores, os prinipais são:
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• permitir a extração de regras diretamente da RNR treinada;
• garantir a equivalênia de funções entre a RNR e o sistema de inferênia ex-traído;
• apresentar uma alta ompreensibilidade das regras extraídas (i.e. regras maissimples e em menor quantidade);
• estar implementado no ambiente R, permitindo integração om as outras fer-ramentas e sripts utilizados neste trabalho.Um outro fator importante para sua esolha foi o fato de o FAGNIS resultarem um onjunto de regras que desrevem o omportamento de uma RNR em umasimples função linear, e permite a extração da in�uênia das entradas nas saídas.O FAGNIS realiza a partição da região de trabalho da RNR em regiões linearesde forma semelhante a regressão linear por partes, à medida que a rede vai sendotreinada. Cada região linear enontrada pelo FAGNIS orresponde a uma regra,para qual são reportados:
• o protótipo: que desreve o omportamento típio dos padrões pertenentes àregra;
• a equação linear: que determina a saída alulada para os padrões orrespon-dentes à regra, a partir de uma análise dos pesos e ativações da rede;
• a função de pertinênia: que india o grau de pertinênia do padrão para oma regra.5.5.1 De�nição dos Estados da Cadeia de MarkovNeste trabalho, a RNR utilizada é mais omplexa do que a apresentada noexemplo. Ela possui mais neur�nios de entrada e também mais neur�nios na amadaoulta, mas, a prinípio, não se pode de�nir a priori a sua topologia, pois esta deveser de�nida de aordo om os dados em questão. Assim, a partir do momento em quese trabalha om uma RNR om mais de um neur�nio, o espaço de possíveis estadosse multiplia, passa a ter omplexidade O(3n), onde n é o número de neur�niosoultos.Para de�nir os estados da Cadeia de Markov, analisa-se as ativações dosneur�nios da amada oulta para todos os dados, marando, para ada um, qual foio estado ativado. Nem todos os possíveis estados são utilizados para representar osdados, sendo assim, os que não forem utilizados podem ser desartados da Cadeiade Markov.O espaço de entrada da RNR �a dividido em diversos subespaços, ada umrepresentado por um estado da Cadeia de Markov. Por sua vez, os estados da Cadeiade Markov representam o omportamento dos parâmetros de entrada da rede (gruposde expressões gênias), mapeando as iterações presentes. Lembre-se que ada estadoda Cadeia somente é válido em seu subespaço, sendo de�nido por um onjunto deequações de reorrênia, de aordo om as regiões em que ada neur�nio trabalha.



66Desta forma, ada estado da Cadeia de Markov possui, assoiado a ele, umaRede Regulatória válida para um onjunto dos dados de entrada. A Rede Regu-latória é representada por um sistema de equações lineares de�nido em onseqüêniada regra extraída.5.5.2 Determinação das Transições entre os EstadosAs Cadeias de Markov são de�nidas pelos estados e as transições entre eles.Até este ponto, as transições entre os estados não foram de�nidas e serão abordadasnesta seção.A de�nição das transições entre os estados é feita a partir da análise do om-portamento da série temporal. Apresenta-se ada um dos valores de entrada para aRNR já treinada, e, então, são analisados os valores de ativações dos neur�nios da a-mada oulta. A ombinação das regiões que estão sendo ativadas em ada neur�nioindiará o estado no qual a RNR está trabalhando. Ao fazer isto, onsegue-se de-terminar o estado da rede para ada um dos dados da série.A Figura 5.11 representa a análise da série dos dados, neste aso, em uma redeom apenas um neur�nio na amada oulta. Estão representados os 3 estados pos-síveis de trabalho da rede e os pontos pretos representam os dados. Os dados estãopostos na �gura de aordo om a região ativada no neur�nio. As setas representamas transições presentes entre os dados. As setas �nas representam as transições entreum mesmo estado, já as setas largas representam as transições entre os estados.

FIGURA 5.11 � Representação da análise temporal dos dados para determinaçãoda transição entre os estados.Assim, o próximo passo é alular a matriz de ontagem de transições. Nestamatriz estão todas as transições presentes nos dados. A Tabela 5.1 mostra esta



67matriz para os dados da Figura 5.11.TABELA 5.1 � Matriz de ontagem de transições.Estados 1 2 31 4 3 02 2 6 13 0 1 5Na matriz de ontagem, a linha representa o estado e(n) e a oluna representa
e(n+1). A partir desta matriz faz-se um estudo estatístio das transições, alulandosuas probabilidades de oorrênia. Como resultado deste estudo tem-se a Matriz deTransição de Estados, apresentada na Tabela 5.2.TABELA 5.2 � Matriz de Transição de Estados.Estados 1 2 31 4/7

3/7 02 2/9
6/9

1/93 0 1/6
5/6Tendo os estados e as transições existentes entre eles, a Cadeia de Markov jápode ser representada de forma grá�a. A adeia ujas transições foram determi-nadas nesta seção é apresentada na Figura 5.12.

FIGURA 5.12 � Cadeia de Markov om as transições de�nidas pela Matriz deTransição da Tabela 5.2.A seguir uma breve disussão sobre o Capítulo e o seu enerramento.



685.6 Enerramento do CapítuloNeste apítulo, foi apresentada a metodologia proposta para determinar ainteração entre genes através da análise de dados de Miroarranjos.Foram apresentadas as ténias adotadas para pré-proessar os dados, o pro-edimento de treinamento da RNR, o fundamento no qual está baseada a extraçãode onheimento, bem omo o sistema de extração de regras para a obtenção daCadeia de Markov.Para validar esta metodologia, foram realizados alguns experimentos que serãoapresentados no apítulo seguinte.
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Capítulo 6Experimentos e ResultadosEste apítulo apresenta os quatro experimentos realizados, juntamente omuma disussão detalhada dos resultados de ada um. Cada experimento possuiino etapas: seleção dos dados, determinação dos padrões, omposição da base detreinamento, treinamento da RNR e, por �m, extração da Cadeia de Markov. Asetapas de ada experimento seguem a metodologia desrita, e suas partiularidadesserão disutidas separadamente.O primeiro experimento mostra um aso partiular, onde os dados foram gera-dos arti�ialmente, desta forma, dispensando as etapas de seleção e determinação depadrões. Os dados foram gerados através de três equações difereniais e o objetivodeste experimento é lidar om uma base de dados uja relação existente entre asvariáveis seja onheida, faliitando, desta forma, a validação da metodologia. Osdemais experimentos utilizam dados de Miroarranjos.O segundo experimento analisa os dados do Controle de Divisão Celular(CDC-15). A prinipal meta deste experimento é identi�ar o ilo presente nestesdados. O omportamento ílio destes genes é onheido pelo meio ientí�o[Spellman et al. 1998℄, assim, este deve �ar evidente na Cadeia de Markov obtida.O tereiro experimento foi realizado om os dados do Stanford MiroarrayDatabase [Ball et al. 2005℄, base de dados que possui o maior número de amostrastemporais entre as analisadas. Esta base possui expressões gênias envolvidas emdiversas etapas da vida elular, sendo assim, om omportamentos diferentes. Osresultados obtidos neste experimento se mostraram de difíil análise, neessitandode um espeialista na área. Contudo, algumas onlusões foram possíveis a respeitodas relações extraídas pela metodologia. Estas onlusões serão apresentadas, jun-tamente om uma breve disussão de seu signi�ado.Com a metodologia apliada a uma base de dados arti�iais, a duas basesonheidas, e om os resultados já analisados, o último experimento realizado utilizauma base de dados ainda não estudada. Esta última análise visa enontrar relaçõesausais entre os genes odi�antes de proteínas envolvidas em anais de íons, doouvido interno de ratos, durante o desenvolvimento da audição. Os experimentos euma disussão dos resultados também são apresentados neste apítulo.



706.1 Experimento 1 - Dados Arti�iaisEste experimento surgiu frente a neessidade de uma validação formal dametodologia proposta. Este trabalho propõe uma metodologia para extração deonheimento, no entanto, as bases de dados disponíveis possui um grande volumede informação, e pouo pode ser a�rmado sobre estes dados. Desta forma, não háomo omparar o onheimento extraído para poder validar a metodologia.Uma alternativa a este problema foi a geração dos dados a serem analisados.Desta forma toda a informação presente nos dados seria onheida a priori, logo,haveria uma saída desejada para a metodologia, permitindo, assim, determinar suavalidade.6.1.1 Seleção dos DadosOs dados a serem manipulados neste experimento devem se aproximar aomáximo dos dados dos experimentos de Miroarranjos, ao mesmo tempo, não devemser omplexos ao ponto de di�ultar a análise. Assim, optou-se por gerar 3 sériestemporais, através do seguinte onjunto de equações reorrentes:










g1 = 1.001g1 + 0.01g2

g2 = −0.008g1 + 1.001g2

g3 = (logistic (g1) − 0.5) + g3

(6.1)onde:
logistic (x) =

1

1 + exp (−x)
. (6.2)A partir destas equações foram geradas 1000 amostras temporais, resultandona Figura 6.1. Nos dados observa-se um omportamento onstante das urvas g1e g2, mas, g3 apresenta-se de duas maneiras, om omportamento resente e de-resente. Assim, pode-se dizer que o omportamento de g3 representa dois estadospresentes nos dados. Estes estados devem ser obtidos na Cadeia de Markov extraída,apliando-se a metodologia.6.1.2 Determinação dos PadrõesNo aso deste experimento, em que os dados foram gerados arti�ialmente, nãohá a presença de um grande volume de informação, uma vez que somente foi geradoum volume de dados neessário à análise. Assim, esta etapa não se fez neessáriapara o onjunto de dados em questão.6.1.3 Composição da Base de TreinamentoA Base de Treinamento está dividida em dois onjuntos de dados: o onjuntode entrada e o de saída. Esta omposição foi feita diretamente om os dados geradospelo onjunto de equações 6.1.
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FIGURA 6.1 � Dados Arti�iais: g1 em preto, g2 em vermelho e g3 em verde.No entanto, antes de separar a base de dados em onjuntos de entrada esaída, ela foi padronizada, removendo a média e dividindo pelo desvio padrão[Law and Kelton 2000℄. Com a base padronizada, proede-se om a omposiçãodos onjuntos de dados.Os dados gerados onsistem em uma série temporal om 1000 amostras. Apartir destes dados foram ompostos os onjuntos de entrada e saída de forma aproporionar reorrênia a rede. O onjunto de entrada é omposta das amostrasde 1 a 999 dos dados e o onjunto de saída das amostras de 2 a 1000.Uma vez determinados os onjuntos de entrada e saída, a próxima etapa on-siste no treinamento das RNR.6.1.4 Treinamento da RNRA etapa de Treinamento das RNRs não deve ser vista omo uma etapa inde-pendente das demais. Esta pode ser onsiderada omo o meio da metodologia, eestá intimamente ligada tanto às etapas anteriores, omo as posteriores.As etapas anteriores determinam a número de entradas que terá a RNR. Destaforma, a determinação dos padrões preisa ser e�iente de forma a não obrigar aamada de entrada a ter um grande número de neur�nios, o que poderia inviabilizaro aprendizado da rede. No aso deste experimento, devido ao pequeno número deséries temporais em questão (apenas 3), isto não foi um problema. Já as etapasposteriores são importantes na determinação do número de neur�nios oultos daRNR, os quais in�ueniam o número de estados obtidos para a Cadeia de Markov



72extraída.Para este experimento, devido à simpliidade dos dados em questão, foramtreinadas somente 3 variações do número de neur�nios da amada oulta. Foramtreinadas redes om 1, 2 e 3 neur�nios, tendo sido perebida poua diferença dedesempenho entre elas. Todas as redes extraíram apenas 3 estados para a Cadeia deMarkov, e quanto ao erro do aprendizado, as 3 mostram resultados semelhantes. Noentanto, a RNR om 1 neur�nio oulto apresentou o menor erro entre as 3. Estesnúmeros enontram-se na Tabela 6.1.TABELA 6.1 � Comparativo de desempenho das RNR treinadas om os dadosarti�iais.Nro. de neur�nios Número possível Número de estados Erro RMSna amada oulta de estados extraídos1 3 3 0.00024156102 9 3 0.00037205833 27 3 0.0002768718Analisando os resultados, observa-se que o aumento no número de neur�nios daamada oulta não proporiona, para estes dados, aumento da informação extraída(os quais podem ser mensurados pelo número de estados). Além disto, as RNR om2 e 3 neur�nios apresentaram erro maior que a RNR om apenas 1 neur�nio. Sendoassim, a RNR om 1 neur�nio mostra-se omo a de melhor desempenho.A Figura 6.2 mostra a RNR utilizada neste experimento. Esta rede segue aarquitetura de Jordan e apresenta 3 neur�nios nas amadas de entrada e saída, eapenas um neur�nio na amada oulta. As entradas da rede são os dados amostradosno tempo t, e as saídas, os dados amostrados no tempo t + 1.

FIGURA 6.2 � Estrutura da RNR utilizada no experimento om os dadosarti�iais, apresentando uma topologia 3 − 1 − 3, baseada na Rede de Jordan.6.1.5 Extração da Cadeia de MarkovComo foi menionado na seção anterior, 3 estados são su�ientes para desre-ver os dados analisados, pois, mesmo aumentando o número de neur�nios na amada



73oulta, não oorre um aumento no número de estados extraídos.Como o número de estados é pequeno, não foi feito um estudo sobre umapossível redução neste número. A Figura 6.3 mostra a Cadeia de Markov extraída.Foram obtidos 3 estados, denominados de estado 1, 2 e T , e identi�adas as tran-sições existentes.

FIGURA 6.3 � Cadeia de Markov extraída do onjunto de dados arti�iais.6.1.6 Análise e Disussão dos ResultadosUma das prinipais motivações para este experimento é a validação dametodologia proposta. Os dados foram gerados, e omo onseqüênia disto, asequações que regem seu omportamento, bem omo as relações existentes, são o-nheidas.O primeiro passo é veri�ar, para ada estado, os dados representados poreles. A relação entre os dados e os estados pode ser vista na Figura 6.4. Atravésda análise desta �gura observa-se que a RNR dividiu os dados em dois prinipaisestados, representados pelo Estado 1 e pelo Estado 2, e há também um estado detransição entre estes dois, representado pelo Estado T na Cadeia de Markov.A Figura 6.4 também explia a baixa probabilidade de transição entre osestados. É araterístio deste onjunto de dados permaneer muito tempo emum mesmo estado, logo, apresenta uma grande possibilidade de uma transição, deum tempo t para t + 1, levar ao mesmo estado. Outra onsideração é quanto aausênia de transições entre os estados 1 e 2, este tipo de transição oorre atravésdo estado de transição T .En�m, as araterístias da Cadeia de Markov extraída mostram-se represen-tativas dos dados analisados, no entanto, também é neessário um estudo sobre asequações araterístias dos estados para validar a metodologia. Para isto foramanalisados as equações dos estados 1 e 2, por representarem quase a totalidade dosdados. Assim, omo desrição para o Estado 1 temos o seguinte grupo de equações:
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FIGURA 6.4 � Dados Arti�iais om seus respetivos estados da Cadeia deMarkov extraída: g1 em preto, g2 em vermelho e g3 em verde, Estado 1 em azul,Estado 2 em turquesa e Estado T em magenta.










g1 = 1.001 g1 + 0.009798 g2 − 2.98 × 10−17 g3

g2 = −0.00816 g1 + 1.001 g2 − 4.16 × 10−17 g3

g3 = −5.773 × 10−10 g1 − 1.39 × 10−9 g2 + 1.000 g3

(6.3)e o Estado 2 de�nido por:










g1 = 1.001 g1 + 0.009798 g2 − 9.59 × 10−19 g3

g2 = −0.00816 g1 + 1.001 g2 − 8.286 × 10−17 g3

g3 = 1.289 × 10−9 g1 + 1.88 × 10−9 g2 + 1.000 g3

(6.4)Comparando as Equações 6.3 e 6.4, que de�nem os estados extraídos, om aEquação 6.1, que gerou os dados, �a visível que a metodologia onsegue, a partirdos dados, determinar um onjunto de equações apaz de desrever estes dados emum determinado intervalo de tempo.Sobre estas equações, algumas observações devem ser feitas:
• As equações que determinam g1 e g2 são determinadas om grande preisão,quando omparadas om a equação que gerou os dados. Nas equações extraídasaparee a in�uênia de g3, no entanto, esta in�uênia é tão pequena, que pode,inlusive, ser atribuída a algum ruído proveniente da rede neural, e seu valoré tão pequeno que pode ser desprezado.
• A equação que de�nia g3 era uma equação não-linear, om dois tipos de om-portamento, resente e deresente. Estes dois tipos de omportamento foramresponsáveis por dividir os dados em seus dois estados prinipais, um estadodesrevendo os dados enquanto g3 rese, outro enquanto ele derese.
• A desrição dos estados manteve-se �el a realidade dos dados. Na série anali-sada g1 e g2 apresentam o mesmo omportamento, logo, apesar da metodologia



75apresentar dois estados prinipais, a desrição destes dados manteve-se prati-amente a mesma nos dois estados e apresentou diferenças signi�ativas nadesrição dos dados de g3.En�m, este experimento permitiu omprovar que a Extração da Cadeia deMarkov a partir de RNR nos permite enontrar uma desrição linear representativado onjunto de dados analisados, inlusive om as relações existentes entre as sériesanalisadas.6.2 Experimento 2 - CDC-15Uma vez que a metodologia foi apliada a um onjunto de dados om om-portamento onheido e que tenha sido omprovada a oerênia e validade de seusresultados, este experimento visa analisar um onjunto de dados oriundo de Mi-roarranjos. Os dados esolhidos não são omplexos demais, a ponto de di�ultara análise dos resultados e também apresentam um omportamento onheido pelomeio ientí�o, de forma a validar os resultados obtidos.Desta forma, os genes deste segundo experimento são os genes envolvidos noCilo Celular [Nurse et al. 1998℄. Tais genes foram identi�ados por Spellman et al[Spellman et al. 1998℄ e as séries om seus níveis de expressão gênia enontram-sedisponíveis no site do Yeast Cell Cyle Analysis Projet16.2.1 Seleção dos DadosPara este experimento foram utilizadas expressões gênias de Saharomyeserevisiae, medidas durante o período de divisão elular. Os genes seleionadosforam os identi�ados por Spellman et al [Spellman et al. 1998℄ omo partiipantesdo proesso de Controle de Divisão Celular. Ao todo são 799 genes, ada um om24 medições no tempo.Quando ompara-se os dados deste experimento aos dados do experimenteanterior, pode se observar a grande diferença entre o número de séries analisadas.Anteriormente trabalhava-se om 3 séries (ver Seção 6.1.1), agora trabalha-se om799. Como o número de séries (expressões gênias) a serem analisadas é grande paraser passado diretamente a RNR, é neessário a realização de um pré-tratamento paradiminuir o volume de dados a ser analisado. Este pré-tratamento será desrito napróxima seção.6.2.2 Determinação dos PadrõesFrente ao grande volume de dados a ser analisado neste experimento, éneessário uma redução no número de variáveis envolvidas. Isto foi feito deter-minando os prinipais padrões presentes nos dados e desonsiderando os demaisdados.1http://ellyle-www.stanford.edu



76Para a determinação dos padrões foram utilizados os Mapas Auto-organizáveis(SOMs). Para estes dados foram analisadas 5 on�gurações de redes: 5 × 5, 8 × 8,
10 × 10, 15 × 15 e 20 × 20.A rede 5 × 5 não onseguiu separar os padrões de maneira satisfatória. Asredes 15 × 15 e 20 × 20 dispersaram demais os dados, determinando um grandenúmero de padrões, om pouos dados ada um.As redes 8 × 8 e 10 × 10 mostraram-se as melhores para estes dados. Ambaspuderam determinar 9 padrões prinipais entre os dados, um número onsideradobom para ser trabalhado. Quando omparados, os padrões determinados pelas duasredes mostraram-se muito semelhantes, aumentando a on�abilidade da análise. Noentanto, a rede 8× 8 apresentou um maior número de dados para ada padrão, fatoesperado pois esta rede possui menor número de neur�nios, logo, apresenta menordispersão dos dados entre os neur�nios. A Figura 6.5 apresenta estes prinipaispadrões.

5 10 15 20
−3

−2

−1

0

1

2

3

Amostras Temporais

N
ív

el
 d

e 
E

xp
re

ss
ão

 G
ên

ic
a

Principais padrões encontrados para a base CDC−15

FIGURA 6.5 � Prinipais padrões determinados quando analisados os dados dabase CDC-15.Uma vez determinados os prinipais padrões presentes nos dados, a próximaetapa onsiste da omposição da base de treinamento para a RNR, que será apre-sentada na seção seguinte.6.2.3 Composição da Base de TreinamentoUma vez determinados os padrões de dados que serão utilizados, o próximopasso é onstruir a base de treinamentos para a RNR. Cada padrão orresponde aum dos parâmetros de entrada da Rede Neural, ontudo, o padrão informado pelo



77SOM não é um dado verdadeiro, e sim um protótipo que representa um valor médiode um onjunto de dados semelhantes.A base de dados de treinamento poderia ser omposta apenas dos protótiposdos padrões, mas os resultados obtidos deste modo não levariam em onta diversasaraterístias presentes nos dados. Como ada padrão determinado representa nomínimo 16 séries temporais, em ada uma destas séries pode haver araterístiasque não �am evidentes no protótipo do padrão, e onseqüentemente não seriaminformadas a RNR.Tendo isto em vista, a base de dados foi onstruída a partir de séries temporaisoriginais de Miroarranjos. Cada parâmetro de entrada da rede neural orrespondea um dos padrões determinados. Considerando que o padrão om menor númerode representantes possuía 16 séries temporais, optou-se por seleionar 16 séries deada padrão, para ada parâmetro de entrada. Com isto, ada neur�nio da RNRtem omo base de treinamento 16 séries temporais, orrespondentes a um mesmopadrão, dispostas de maneira seqüenial.No entanto, ada série temporal possui apenas 24 amostras, número este on-siderado pequeno para o treinamento da RNR. Assim, os dados foram interpola-dos, utilizando Splines [Chambers and Hastie 1991℄, e ada série passou a ter 48amostras.A matriz de entrada da RNR é omposta de 9 entradas, uma para ada padrão,om 752 amostras, resultantes das 16 seqüênias de amostras, interpoladas e postasde maneira seqüenial (onforme desrito em maiores detalhes na Seção 5.2.2).Uma vez omposta a base de treinamento, a próxima etapa é o treinamentoda RNR, que será desrito na seção seguinte.6.2.4 Treinamento da RNROs dados deste experimento são mais omplexos quando omparados aos doexperimento anterior, desta forma, exigindo uma rede mais omplexa para modelá-los. Foram analisadas 4 on�gurações de RNRs, om 1, 2, 3 e 4 neur�nios na amadaoulta. Os resultados do treinamento e o número de estados extraídos de ada redeestão apresentados na Tabela 6.2.TABELA 6.2 � Comparativo de desempenho das RNR treinadas om os dados doCDC-15.Nro. de neur�nios Número possível Número de estados Erro RMSna amada oulta de estados extraídos1 3 3 0.64221272 9 4 0.62911723 27 9 0.61417764 81 20 0.6090115O erro RMS do treinamento das RNRs mostrou-se sensível ao aumento nonúmero de neur�nios, diminuindo onforme adiiona-se neur�nios na amada oulta.



78Quanto ao número de regras extraídas, a rede om apenas 1 neur�nio determinou onúmero máximo de 3 estados possíveis. Diferente do experimento anterior, ao au-mentarmos o número de neur�nios oultos, aumentou também o número de estadosextraídos, logo, uma rede om apenas 1 neur�nio não é apaz de aprender toda ainformação presente nos dados. As outras on�gurações apresentaram em média 4,9 e 20 estados.Frente a estes resultados, pode-se onluir que o uso de uma rede om 2neur�nios, extraindo apenas 4 estados, pode não representar satisfatoriamente oonjunto de dados. A rede om 4 neur�nios e 20 estados, não generaliza a infor-mação obtida. Retornando à desrição dos dados, ada série temporal é ompostade 24 amostras. Ao se extrair 20 estados, há quase 1 estado para desrever adadado apresentado à rede, não havendo generalização na desrição e sim, apenas umarepresentação na forma de grafo.Desta forma, a rede om 3 neur�nios na amada oulta, apresentada na Figura6.6, se mostra uma boa opção para a análise desta base de dados, om um númerode estados plausível para análise, apresentando uma boa generalização dos dados,permitindo uma análise satisfatória do omportamento do CDC-15.

FIGURA 6.6 � Estrutura da RNR utilizada no experimento om os dados doCDC-15, apresentando uma topologia 9 − 3 − 9, baseada na Rede de Jordan.A seguir, a próxima Seção desreve a extração da Cadeia de Markov sobre aRNR seleionada.



796.2.5 Extração da Cadeia de MarkovFrente às diferentes on�guração de RNRs analisadas, optou-se por realizara extração sobre a RNR om 3 neur�nios na amada oulta. A on�guração daCadeia de Markov extraída varia onforme a RNR apresentada, no entanto as adeiasobtidas mostraram-se bastante semelhantes.A Figura 6.7 apresenta duas adeias extraídas de RNRs om 3 neur�nios na a-mada oulta. A adeia apresentada na Figura 6.7(a) mostra a representação atravésde 8 estados, e a Figura 6.7(b) om 9 estados. Apesar da diferença entre o número deestados, as adeias são bem semelhantes, apresentando um omportamento ílio ea possibilidade de redução.

(a) Cadeia de Markov I - 8 Estados (b) Cadeia de Markov II - 9 EstadosFIGURA 6.7 � Cadeias de Markov extraídas de RNRs om 3 neur�nios na amadaoulta, treinadas om dados de expressão gênia do CDC-15.A seguir, será apresentada uma breve análise e disussão dos resultados obti-dos.6.2.6 Análise e Disussão dos ResultadosComo menionado no íniio da Seção 6.2, o Controle de Divisão Celular éum fen�meno bem estudado pela omunidade ientí�a. Uma das araterístiasmais notáveis neste fen�meno é o omportamento ílio apresentado. A Figura 6.8ilustra este proesso e suas etapas. Maiores informações sobre divisão elular podemser obtidas em Amabis e Martho [Amabis and Martho 2001℄.Para este experimento, a araterístia fundamental presente nestes dados é o



80omportamento ílio. Sabendo desta araterístia, o suesso deste experimentoestá em obter Cadeias de Markov representando este omportamento.

FIGURA 6.8 � Cilo de Divisão Celular.Para análise foram seleionadas duas adeias, apresentadas anteriormente naFigura 6.7. Analisando estas Cadeias �a laro o omportamento ílio apresentadopor ambas, pois, a partir de qualquer estado destas adeias é possível retornar aomesmo após um erto número t de iterações. Vale salientar que este omportamentoílio não está explíito nos dados, no entanto, a metodologia pode extrair talinformação.Outra araterístia presente nos dados são estados das adeias que, a priní-pio, poderiam ser exluídos, omo os Estados 7 e 8 da Cadeia I, e os Estados 8 e 9da Cadeia II. Diz-se que estes estados podem ser exluídos porque apresentam so-mente transição para um outro estado, apresentando probabilidade de 100%. Paraexempli�ar, analisaremos o Estado 8 da Cadeia I. Este estado apresenta transiçãosomente para o Estado 1, desta forma, matematiamente este estado poderia serexluído e haver somente uma transição do Estado 3 para o Estado 1 om umaprobabilidade de 33%. Apesar de matematiamente este estado poder ser exluído,vale relembrar o signi�ado deste estado, que é a representação das interações e-xistentes entre os genes em um determinado período de tempo, sendo assim, esteestado pode signi�ar uma etapa importante no ilo elular, sempre preedido deum mesmo fen�meno, neste aso, sempre que ativo o Estado 8, o próximo estado éobrigatoriamente o Estado 1, e exluir o Estado 8 seria perder informações que bio-logiamente podem ser importantes. No entanto, isto são espeulações que preisamser on�rmadas por um espeialista no assunto.En�m, este experimento mostrou-se importante por apresentar através dasCadeias de Markov extraídas informações oerentes e de aordo om os dados anali-sados. No entanto, mais estudos são neessários visando uma melhor interpretaçãodos resultados, mas tal estudo neessitaria do aompanhamento de um espeialistano assunto.A próxima seção apresentará o experimento realizado om a base de dadosompleta de Stanford.



816.3 Experimento 3 - SMDEste experimento visa analisar uma base de dados maior e bastante utilizadapelo meio ientí�o, a Stanford Miroarry Database (SMD)[Ball et al. 2005℄. Comodi�uldade prinipal neste experimento, está a omplexidade dos dados. São muitasséries amostradas em diferentes fases biológias. No entanto, existem muitos tra-balhos que utilizam estes mesmos dados, o que permite algumas omparações, etambém, fonte de informações para futuros estudos, mais aprofundados, sobre osresultados obtidos.6.3.1 Seleção dos DadosAlém do fato destes dados serem utilizados por diversos pesquisadores emseus trabalhos, outro fator importante que motivou sua utilização é o número deamostras temporais, 80 no total. Normalmente, medições de Miroarranjos possuemaproximadamente 20 pontos, assim, frente às demais bases, esta possui um grandenúmero de amostras, failitando a análise.A base de dados ompleta do SMD possui a expressão gênia de mais de 6000genes. Neste trabalho foi utilizada apenas uma parte desta informação. Foramutilizadas as expressões dos genes seleionados por Eisen et al [Eisen et al. 1998℄,os quais também foram utilizados por Brown et al [Brown et al. 2000℄. Esta seleçãoonsiste na expressão gênia de 2468 genes, de 6 lasses funionais distintas: Cilo doÁido Carboxílio (TCA), Respiração, Ribossomos Citoplasmátios, Proteassoma,Histonas e Proteínas Helix-Turn-Helix. Vale lembrar que ada expressão gênia éuma série temporal omposta de 80 amostras.Quanto ao volume de dados a ser analisado, a base em questão é maior que aanalisada no experimento anterior (os dados do CDC apresentavam 799 expressõesgênias), sendo assim, �a evidente a neessidade de uma redução neste volume. Talproesso está desrito em detalhes na próxima seção.6.3.2 Determinação dos PadrõesNeste experimento foram analisadas 4 on�gurações para os SOMs, 5 × 5,
10 × 10, 15 × 15 e 20 × 20. Somente a rede 5 × 5 não onseguiu separar os dadosde maneira satisfatória. As demais redes identi�aram 11 padrões prinipais entreos dados, ujos protótipos mostraram-se muito semelhantes. No entanto, as redes
15 × 15 e 20 × 20 dispersaram exessivamente os dados, apresentando uma relaçãode dados × padrão signi�ativamente menor do que a rede 10 × 10.Quanto ao número de padrões identi�ados, foi possível omparar estes resul-tados om os resultados obtidos por Nikkilä et al [Nikkila et al. 2002℄, no qual eles�zeram uso de SOM na análise deste mesmo onjunto de dados busando enontrarlusters. Segundo seu experimento, foram enontrados 10 grupos entre os dados,fazendo uso de uma rede de dimensões maiores que as utilizadas neste trabalho,número este muito próximo aos padrões determinados.Os padrões determinados, foram analisados por um espeialista para determi-nar se eles representam algum onjunto onheido de genes, ou então algum aminho



82metabólio. No entanto, não foi possível hegar a nenhuma onlusão sobre o querepresenta, biologiamente, ada padrão. Tal informação é di�il de ser obtida, umavez que ada gene pode partiipar de um ou mais proessos biológios, di�ultandoa lassi�ação do mesmo ao tentar oloá-lo em uma lasse.Para os padrões determinados neste experimento, ada um apresentou pelomenos 36 dados orrespondentes, assim, o próximo passo onsiste em ompor a basede treinamento para a RNR, o que será desrito a seguir na próxima Seção.6.3.3 Composição da Base de TreinamentoSeguindo a metodologia, a base de treinamento foi omposta pelos dados ori-ginais que são representados por ada padrão determinado pelo SOM.Como foram determinados 11 padrões prinipais, a RNR terá 11 neur�nios naamada de entrada. Assim, ada neur�nio orresponderá a um padrão, e reeberáomo entrada 36 séries de expressões gênias orrespondendo a ada padrão. Comojá expliado anteriormente, foi evitada a utilização dos protótipos obtidos om oSOM, uma vez que estes não apresentam tanta informação quanto os dados originais.Os dados do SMD são séries ontendo 80 amostras. Este número de amostrasfoi onsiderado satisfatório para a realização dos experimentos, assim, não foi reali-zado nenhum tipo de pré-proessamento a �m de aumentar este número.Desta forma, a matriz de entrada da RNR é omposta de 11 entradas, umapara ada padrão, om 2844 amostras, resultantes das 36 expressões gênias orres-pondentes a ada padrão, postas de maneira seqüenial.6.3.4 Treinamento da RNRFrente a omplexidade e ao volume maior desta base de dados, avaliou-se umnúmero maior de on�gurações de RNR. Foram analisadas redes om 1, 3, 5, 10, 15e 20 neur�nios na amada oulta. A Tabela 6.3 mostra os resultados obtidos paraos experimentos.TABELA 6.3 � Comparativo de desempenho das RNRs treinadas om os dados doSMD.Nro. de neur�nios Número possível Número de estados Erro RMSna amada oulta de estados extraídos1 3 2 4.1353213 27 8 3.9562885 125 24 3.91220010 1000 73 3.86648015 3375 228 3.77137220 8000 319 3.733685No entanto, para este aso, determinar qual a rede a ser utilizada na extraçãoda Cadeia de Markov não foi uma tarefa simples. Simplesmente basear a esolha no



83erro RMS apresentado pelas redes é uma atitude muito vaga, pois, quanto menor oerro, maior o número de estados.O número de estados extraídos das redes om 10, ou mais, neur�nios oultos,se torna muito grande. Lembrando que as expressões gênias deste experimento pos-suem 80 amostras temporais, no aso da rede om 10 neur�nios oultos, há quase1 estado para ada amostra temporal, o que torna o resultado muito espeí�o.Quanto a rede om 15 e 20 neur�nios a espei�idade do resultado do treinamentodese a nível de espei�ar estados válidos para ada uma das expressões que om-põem a base de treinamento, fazendo om que determinados estados sejam válidospara um número muito pequeno de amostras, desta forma, prejudiando a general-ização desejada para o treinamento.Assim, para avaliar as redes treinadas, foram onsiderados os erros RMS e onúmero de estados da adeia extraída e foi feita uma avaliação da apaidade depredição das RNRs. Foram seleionadas entradas aleatórias, que tiveram a prediçãorealizada pelas RNRs avaliadas manualmente. Foi observado que as RNRs om 1 e 3neur�nios não são apazes de gerar uma saída satisfatória. As outras redes tiveramsuesso na predição dos dados.Após avaliar o erro, o número de estados e a apaidade de predição, a redeom 5 neur�nios oultos foi onsiderada a melhor para a realização da extração daadeia. Esta rede pode ser vista na Figura 6.9, sendo a extração da Cadeia deMarkov realizada om a mesma, desrita na próxima seção.

FIGURA 6.9 � Estrutura da RNR utilizada no experimento om os dados do SMD,apresentando uma topologia 11 − 5 − 11, baseada na Rede de Jordan.



846.3.5 Extração da Cadeia de MarkovA extração da Cadeia de Markov foi realizada om a RNR om 5 neur�niosoultos. Desta rede foram extraídos 24 estados, dos 125 possíveis. Entretanto,analisando o número de dados representados por ada estado, através de um his-tograma (ver Figura 6.10), pode-se onstatar que apenas os 5 primeiros estados jásão su�ientes para representar 95% dos dados, ou seja, da informação analisada.

FIGURA 6.10 � Histograma onstruído para identi�ar o número de estados daCadeia de Markov. O eixo x representa as funções de pertinênia, e o eixo y onúmero de dados representados por elas.Em seguida os dados foram lusterizados entre os 5 primeiros estados da Cadeiade Markov. Analisou-se estatistiamente as séries temporais de dados a �m dedeterminar as troas de estados existentes, bem omo a freqüênia om que oorrem.A Cadeia obtida está apresentada na Figura 6.11.
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FIGURA 6.11 � Cadeia de Markov extraída de uma RNR om 5 neur�nios naamada oulta, treinada om dados do SMD.6.3.6 Análise e Disussão dos ResultadosA SMD é a maior base de dados entre as analisadas nos experimentos apre-sentados, no entanto hama a atenção o fato de apenas dois estados desreverempratiamente 90% dos dados. Desta forma, onsiderando os resultados, analisou-sea representatividade dos estados da Cadeia.Ao analisar a representatividade de ada um dos estados foi observada a raraoorrênia dos estados 3, 4 e 5. Estes estados possuem importânia muito pequenaquando omparados aos estados 1 e 2, os quais estão bem de�nidos na série temporal.A Figura 6.12 mostra as regiões representadas pelos estados 1 e 2 nos dados.Observa-se uma diferença lara entre as regiões representadas e a generalização feitapela RNR sobre os dados. As 60 primeiras amostras, região dos dados om maiorruído, foram pratiamente todas atribuídas ao omportamento desrito pelo Estado1 enquanto que a parte �nal dos dados (as 20 últimas amostras) foram atribuídas aosegundo estado. Nesta �gura os dados representados pelos demais estados não forammostrados devido a baixa oorrênia e para failitar o entendimento da expliação.O Estado 1 é o estado mais representativo sobre os dados, no entanto, analisaras relações existentes na sua região é uma tarefa difíil, frente à pequena amplitudedos sinais e ao grande nível de ruído. No entanto as relações determinadas por esteestado foram representadas em forma de grafo e podem ser vistas na Figura 6.13.Neste grafo, ada nodo representa um onjunto de genes, ou seja, uma entrada daRNR, e os aros, são as relações existentes entre estes genes. Os números junto aosaros representam estas relações e foram obtidos diretamente dos pesos da RNR.
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FIGURA 6.12 � Regiões representadas pelos dois primeiros estados da Cadeia deMarkov extraída.Seu módulo tem signi�ado relativo entre estes dados, representando qual in�uêniaé maior que outra, e o sinal representa se a in�uênia é positiva ou negativa. Dizerque a in�uênia é positiva ou negativa, signi�a dizer que estes sinais omportam-se de maneiras opostas, enquanto um está resendo, o outro está deresendo, evie-versa.O Estado 2 representa uma porção menor dos dados, mas nem por isso éonsiderado um estado menos importante. A região representada por ele apresentasinais mais de�nidos, failitando o estudo. Este estado está representado no grafoapresentado na Figura 6.14.Analisando o segundo estado, há indíios de haver uma seqüênia de even-tos nos quais os genes representados pelos grupos C, D, B, I, E e G enontram-seenvolvidos. Alguns genes mostram-se omo quadjuvantes no proesso, omo os rep-resentados pelos grupos K e F, in�ueniando alguns grupos, mas aparentementefora de uma seqüênia de eventos. As relações dos genes K e F om os demais,apresentam um módulo elevado, no entanto, ao analisar os genes dos grupos foivisto que os sinais possuem amplitude baixa, di�ultando possíveis análises sobreseu omportamento.Há uma outra região bastante interessante para análise, a região entral envol-vendo os lusters I, E e G. São observados indíios de regulação entre os 3 lusters,podendo haver regulação do tipo Feedfoward loop entre eles, neste aso, a ativaçãode I e G oasionaria a repressão dos genes no grupo E.



87

FIGURA 6.13 � Grafo representando o prinipal estado (estado 1 na Figura 6.11)da Cadeia de Markov extraída. Os nodos representam os grupos de genes, e osaros as in�uênias.

FIGURA 6.14 � Grafo representando o segundo prinipal estado (estado 2 naFigura 6.11) da Cadeia de Markov extraída. Os nodos representam os grupos degenes, e os aros as in�uênias.



88As relações existentes entre os lusters I, G e E (destaada na Figura 6.15)foram analisadas através dos protótipos de seus lusters, visando on�rmar as re-lações apresentadas. Conforme apresentado, há dois tipos de omportamento entreos dois lusters de genes. Os lusters I e G possuem o mesmo omportamento, umavez que estão ligados om uma aresta de peso positivo. Já as relações de I om Ee de E om G são ligações negativas, o que india que o luster E omporta-se demaneira oposta a I e G.

FIGURA 6.15 � Região do grafo referente as relações apresentadas no Estado 2(Figura 6.14), a ser estudada em maiores detalhes.As hipóteses aima menionadas neessitam veri�ação. Isto foi feito anali-sando os protótipos dos lusters em questão. As vinte últimas amostras temporaisdestes protótipos, ou seja, os pontos ujo omportamento é representado pelo Estado2, são apresentadas na Figura 6.16. Ao analisar a �gura on�rma-se a análise feitaanteriormente através do grá�o representando as relações presentes entre os dadosno Estado 2. O padrão G (em azul) e o padrão I (em preto), apresentam prati-amente o mesmo omportamento, estando, suas urvas, pratiamente sobrepostas.Já o padrão E (em vermelho) apresenta um omportamento oposto aos outros dois,desta forma, enquanto o padrão E apresenta um omportamento resente, G e Ideresem, e vie-versa.A metodologia proposta mostrou-se e�iente a ponto de determinar em umgrande onjunto de dados (no aso, dados de Miroarranjos) os padrões mais repre-sentativos entre os dados, e através de uma metodologia de extração de onhei-mento, determinar de forma qualitativa e quantitativa as relações entre estes dados.No aso de dados de Miroarranjos, estes resultados geram indíios de regulaçãopresente entre os genes. No entanto, dizer que estes genes estão realmente partii-pando de um proesso de regulação é um tanto arrisado, pois muitos genes podemapresentar um omportamento similar, ou oposto, sem neessariamente estarem par-tiipando de um mesmo proesso, mas no entanto, estes resultados apresentam, nomínimo, um indíio de quais genes podem estar partiipando do mesmo proesso.Frente a um grande onjunto de dados, estes indíios podem ser muito úteis para umespeialista que pretende, frente a milhares de expressões gênias, busar possíveisrelações de regulação.
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FIGURA 6.16 � Comparação entre os protótipos dos padrões I, E e G.6.4 Experimento 4 - Canais de ÍonEste último experimento analisou os dados forneidos pelos laboratórios da HPR&D de Palo Alto. São expressões gênias amostradas dos Canais de Íon dos anaisauditivos de ratos [Rivolta et al. 2002℄. O interesse destes laboratórios é enontrargenes que partiipem do proesso infeioso que sofrem os ratos. Determinando osgenes que partiipam de tal proesso, é possível busar maneiras para ombater esteproesso, evitando que a doença se propague.Os dados em questão são dados de estudos atuais, logo, pouo se sabe sobreeles. Desta forma, toda informação obtida pela análise realizada pode servir deindíios para dirigir as pesquisas realizadas.6.4.1 Seleção dos DadosOs dados foram forneidos em sua forma bruta. Consistem na expressão de6584 genes om 12 amostras temporais não equidistantes. Assim, analisar tal base dedados é um grande desa�o, pois frente a um número pequeno de amostras temporaisomo este, é difíil inferir as interações temporais que estão oorrendo.O primeiro passo foi interpolar os dados, gerando mais amostras temporaispara otimizar o treinamento da RNRs. As 12 amostras foram interpoladas em 60pontos equidistantes. Após a interpolação, os dados foram novamente analisados.Observou-se uma grande diferença no intervalo de valores destas séries. Muitosgenes apresentavam seu nível de expressão pratiamente nulo durante os experimen-tos. Outros não apresentavam-se nulos, mas em ompensação, não apresentavamgrandes variações. Ambos não apresentam informações relevantes e foram exluídosda análise.



90Outro problema presente nos dados foi o intervalo de valores apresentado, naordem de 104. Para resolver este problema os dados foram padronizados segundo aequação abaixo:
dados_pad =

dados_originais − media (dados_originais)

desv_pad (dados_originais)
(6.5)ou seja, remove-se a média dos dados, e divide-se pelo desvio padrão. Desta forma oonjunto apresenta média = 0.0 e desvio padrão = 1.0. Maiores informações sobrepadronização podem ser obtidas em Law & Kelton [Law and Kelton 2000℄.Por �m restaram 771 genes que foram analisados a �m de identi�ar as relaçõespresentes entre eles.6.4.2 Determinação dos PadrõesApesar de, através dos ritérios impostos na fase de seleção, ter havido umasigni�ativa redução no número de variáveis a serem analisadas, este número ainda éonsiderado alto quando o objetivo é o treinamento de redes neurais. Assim, repetiu-se aqui o mesmo proedimento de determinação de padrões itado nos experimentosdas Seções 6.2 e 6.3.Na busa dos padrões presentes nos dados foi utilizado um SOM de topologia

10 × 10. Submetida ao treinamento, esta rede identi�ou a presença de 9 prini-pais padrões, ada padrão, representando pelo menos 15 expressões gênias. Estespadrões são mostrados na Figura 6.17.
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FIGURA 6.17 � Prinipais padrões presentes nos Miroarranjos de anais de íonsdeterminados por um SOM de 10 × 10.Ao observar estes padrões há a impressão de que alguns deles pareem ser omesmo padrão, no entanto, om nível de expressão gênia desloado. Isto meree



91um estudo mais detalhado. O omportamento temporal destes genes é o mesmo,no entanto o fato de apresentarem maior ou menor nível de expressão gênia poderepresentar uma informação biologiamente importante. Como não foi possível aanálise destes resultados por um espeialista, eles serão onsiderados omo sendopadrões distintos de omportamento.6.4.3 Composição da Base de TreinamentoA base de treinamento para este experimento foi omposta a partir dos 9padrões determinados pelo SOM. Cada padrão orresponde a um parâmetro deentrada da RNR, que reeberá as expressões gênias orrespondentes ao respetivopadrão.Os dados em questão, após interpolados, possuem 60 amostras temporais.Cada padrão representa pelo menos 15 expressões gênias. Desta forma, a matrizde entrada da RNR é omposta por 9 entradas, ada uma orrespondendo a um dospadrões determinados, e 885 amostras, orrespondendo as 15 expressões gênias deada padrão, que foram postas sequenialmente.6.4.4 Treinamento da RNRPara identi�ar a RNR a ser utilizada, foram analisadas 4 on�gurações, om1, 2, 3 e 4 neur�nios na amada oulta. A Tabela 6.4 apresenta os resultados obtidos.TABELA 6.4 � Comparativo de desempenho das RNRs treinadas om os dadosdos Canais de Íons.Nro. de neur�nios Número possível Número de estados Erro RMSna amada oulta de estados extraídos1 3 2 0.0031344262 9 5 0.0030511223 27 6 0.0029597984 81 8 0.002847120Analisando o erro RMS, observa-se que o aumento no número de neur�niosna amada oulta melhora o desempenho da rede. Quanto ao número de estadosextraídos, este se mantém pequeno, apresentando pequenas variações de uma on-�guração para outra. A rede om 4 neur�nios mostra uma on�guração robustademais para os dados em questão, pois a mesma representa menos de 10% dosestados que poderia estar representando.Assim, optou-se por trabalhar om a rede om 3 neur�nios na amada oulta,uma vez que a mesma demonstrou um bom aprendizado, e uma boa relação en-tre estados possíveis de serem extraídos frente aos que realmente foram extraídos.Desta forma, a rede onsiderada a melhor para este experimento apresenta a mesmatopologia da rede do experimento 2 (Seção 6.2). O número de padrões determinadosnos dados foi o mesmo, também neste experimento, onsidera-se que 3 neur�nios



92oultos resultam em um bom desempenho da rede. Isto resultou em uma RNR detopologia 9 − 3 − 9, onforme a rede apresentada na Figura 6.6.6.4.5 Extração da Cadeia de MarkovA extração da Cadeia de Markov foi realizada om a RNR om 3 neur�niosoultos. Desta rede extraíram-se 6 estados, dos 27 possíveis. Foi feito um histogramados dados representados por ada estado. Analisando este histograma (ver Figura6.18) onlui-se que os 3 primeiros estados representam mais de 92% dos dadosanalisados.
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FIGURA 6.18 � Histograma onstruído para identi�ar o número de estados daCadeia de Markov. O eixo x representa as funções de pertinênia, e o eixo y onúmero de dados representados por elas.Frente às onlusões hegadas através da análise do histograma, os dados foramlusterizados entre os 3 primeiros estados. Realizou-se a análise estatístia da sérietemporal de dados para determinar as transições, e obteve-se a Cadeia de Markovapresentada na Figura 6.19.
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93Quanto as interações desritas nos estados, as Figuras 6.20 e 6.21 apresentam,respetivamente, as interações dos estados 1 e 2 da adeia de Markov da Figura 6.19.
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95FIGURA 6.21 � Grafo representando o estado 2 da Cadeia de Markov extraída(Figura 6.19). Os nodos representam os grupos de genes, e os aros as in�uênias.6.4.6 Análise e Disussão dos ResultadosUma araterístia, em espeial, destes dados, di�ultou a análise. A pequenaquantidade de amostras temporais. Frente a isto foi neessário interpolar os dados.



94Originalmente haviam 12 amostras, e após a interpolação, 60. Tal interpolação podeter inserido erro aos dados mas, sem ela não seria possível treinar as RNRs e darseguimento às etapas propostas.Outra onsideração a ser feita é o fato dos dados de Miroarranjos não serempreisos, prinipalmente pelo grande espaço de tempo entre uma amostragem dosdados e outra. Assim, durante este período de tempo, muitas vezes não se podefazer a�rmações sobre o omportamento dos genes. Com isto, os erros inseridospela interpolação podem não ser tão signi�ativos, no entanto, um estudo maisdetalhado é neessário.Quanto à adeia extraída, por motivo de tempo não foram analisadas outrason�gurações. Pela araterístia dos dados analisados, aredita-se ser possível de-terminar estados de absorção nas adeias extraídas. No entanto, om a representaçãodos dados somente em 3 estados, isto não �a evidente.As interações entre os genes, desritas pelos estados, permitem observaçõesinteressantes. Primeiramente, om base no histograma dos dados, pode-se dizer queexistem basiamente dois momentos nos dados, um representado pelo Estado 1 eoutro, pelo Estado 2. Alguns grupos de genes apresentam araterístias peuliares.Entre eles ite-se os grupos I e A. Analisando os grá�os das Figuras 6.20 e 6.21,observa-se que estes grupos não in�ueniam nenhum outro, seja de forma positiva,ou negativa. Eles somente reebem in�uênia dos demais genes.Os genes do grupo B mostram omportamento distinto nos dois estados ana-lisados. No Estado 1 (Figura 6.20) eles mostram-se omo ativadores, in�ueniandode forma positiva os grupos G e E. Já no Estado 2 (Figura 6.21) sua função muda,e ele se omporta omo repressor.Outro grupo interessente é o F. Ele apresenta, omo alguns outros, ompor-tamento, ao mesmo tempo, de indução de alguns grupos e repressão de outros.Analisando o Estado 1 (Figura 6.20), F está induzindo a expressão de G, H e I, ereprimindo D. Pode-se dizer que ele tem um omportamento predominantementede indução dos demais grupos. Tal omportamento se inverte no Estado 2 (Figura6.21), onde ele está inibindo a ativação dos grupos E, G e I, e in�ueniando de formapositiva somente o grupo C.En�m, demais análises sobre estes resultados poderiam ser feitas om o auxíliode um espeialista. Tem-se omo objetivo, repassar estes resultados aos espeialistasque forneeram estes dados para a realização dos experimentos, possibilitando queos mesmos possam analisar uidadosamente estas informações.6.5 Enerramento do CapítuloEste Capítulo apresentou os experimentos realizados, expliando as etapasenvolvidas, a determinação dos parâmetros da metodologia proposta, e uma brevedisussão sobre os resultados obtidos.Primeiramente, foi analisada uma base de dados gerada espei�amente parao experimento. O objetivo era, analisando os dados, mostrar que a rede onseguedeterminar um onjunto de equações equivalente ao que gerou os dados. Sendo estas



95equações um onjunto de equações difereniais, a rede sendo apaz de determiná-las, omprova-se que a metodologia é apaz de identi�ar as relações existentesnos dados. E isto foi mostrado através da omparação das equações obtidas pelaextração, om as equações que geraram os dados.O experimento om a base de dados do CDC-15 teve função vital na análiseda representação temporal dos resultados. Neste experimento busava-se uma ar-aterístia onheida, os ilos presentes nos dados, os quais foram determinadospela extração da adeia.Este apítulo também apresentou um estudo das relações determinadas pelosestados das adeias de Markov, no experimento om os dados do SMD. Foi analisadoo signi�ado das relações, bem omo sua oerênia matemátia.Por �m, realizou-se um experimento para analisar uma base de dados om ex-pressões gênias de ratos. Pouo se sabe sobre esta base, e os dados forneidos nãosão os ideais para este tipo de análise. No entanto foram observadas algumas ara-terístias interessantes sobre o omportamento dos grupos de genes, prinipalmentequanto às interações presentes.Pode-se onstatar que a metodologia é uma promissora ferramenta para aanálise de Miroarranjos, gerando informações importantes sobre o omportamentodos genes analisados.No próximo apítulo, são apresentadas as onlusões deste trabalho e as pos-sibilidades de trabalhos futuros.
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Capítulo 7ConlusãoNos últimos anos, os avanços nos projetos de seqüeniamento gen�mio vêmgerando um grande volume de dados. Entre estes dados, estão os níveis de expressãogênias medidos através dos Miroarranjos. Tais dados possuem omo araterístiao grande volume de dados, sendo, por onseqüênia disto, de difíil análise.Este trabalho propõe uma metodologia de extração de onheimento para de-terminar relações temporais de ausa e onseqüênia presentes em dados de Miroar-ranjos, bem omo as relações atemporais. O volume de dados presentes nas mediçõesde Miroarranjos exigem ténias omputaionais e�ientes para determinar estasrelações. Relações que são de grande importânia, por exemplo, para a indústriafarmaêutia, pois podem forneer informações importantes para desenvolver drogasvoltadas ao ombate de vírus e batérias.Há uma arênia de metodologias e�ientes para determinar as interações gêni-as. Alguns trabalhos propõem a utilização de Redes Bayesianas, no entanto talabordagem possui grande limitação omputaional, além de não onseguir represen-tar o omportamento temporal dos dados.Existem autores que utilizam análises estatístias sobre os dados, utilizandométrias omo a orrelação, para determinar as interações. No entanto, estas análisesgeram um grande volume de informação, normalmente de difíil interpretação porparte dos espeialistas interessados.Este trabalho prop�s uma metodologia de extração de onheimento, uti-lizando, omo modelo para os dados, as Redes Neurais Reorrentes. A partir dasRNRs foi possível extrair as relações existentes entre os dados, e representá-lasatravés de Cadeias de Markov.A metodologia proposta é nova. Atualmente não existem trabalhos que re-alizam a análise de Miroarranjos busando suas relações temporais, e, ao mesmotempo, forneendo uma desrição linear das interações presentes nos dados ana-lisados. Como forma de validação, optou-se por apliar a metodologia sobre umonjunto de dados gerados espei�amente om esta �nalidade, para depois apliá-la a dados de Miroarranjos. A vantagem de gerar os dados a serem analisados é tero onheimento das equações que regem o seu omportamento, desta forma, sabendoo onheimento que deve ser �extraído� durante o experimento.O experimento om os dados arti�iais pode ser onsiderado simples, mas os



97resultados omprovaram que a metodologia é apaz de desrever o omportamentotemporal de uma série de dados, bem omo a interação existente entre as séries.Os dados analisados onsistiam de três séries temporais geradas através de um on-junto de equações. A metodologia foi apaz de separar os dados, antes om umomportamento não-linear, em dois estados prinipais, de omportamento linear. Ade�nição destes estados, na forma de equação, foi bem próxima às equações quederam origem ao dados. Desta forma, �a lara a apaidade da metodologia emextrair o omportamento temporal dos dados.Com o suesso do experimento sobre os dados arti�iais, dados de Miroarran-jos foram analisados. Primeiramente, foi analisada a base de dados om expressõesgênias referentes ao ontrole de divisão elular, fênomeno amplamente estudadopelo meio ientí�o om uma araterístia marante de ser um fen�meno ílio.Busou-se veri�ar se a metodologia seria apaz de identi�ar estes ilos, e uma vezanalisados os dados, tal omportamento �ou evidente após a extração da Cadeia deMarkov. Vários experimentos foram realizados (mas nem todos apresentados nestetrabalho), e em todos os resultados estava presente a formação de ilos na rep-resentação do omportamento temporal dos dados, omprovando a e�iênia destametodologia.A identi�ação de ilos nos dados do CDC-15, reforça a on�abilidade dametodologia quanto aos seus resultados. Este ilo está presente no fen�meno dedivisão elular, no entanto, não é uma informação explíita nos dados de Miroar-ranjos. A modelagem destes dados, utilizando RNRs, possibilitou a extração destainformação e sua representação através de Cadeias de Markov.Parte do suesso dos resultados obtidos na extração da Cadeia de Markovom os dados do CDC-15 deve-se à etapa de pré-proessamento e transformaçãorealizada sobre os dados. Os dados de Miroarranjos, atualmente, não favoreem aanálise temporal, pois possuem um grande número de variáveis, om um pequenonúmero de amostras. Espera-se que no futuro, om o avanço da ténia e reduçãonos ustos, onsiga-se gerar mais dados de expressão gênia, aumentando o tempode monitoramento dos organismos e diminuindo o espaçamento entre as amostra-gens, onseguindo uma desrição mais detalhada de omo se omportam os genes,possibilitando se hegar a resultados melhores.Em outro experimento, realizou-se a análise da SMD, tornando possível aomparação entre os resultados obtidos na etapa de pré-proessamento. A téniade pré-proessamento proposta nesta metodologia, apresenta semelhanças om otrabalho de Nikkilä et al [Nikkila et al. 2002℄, difeniando-se nas ténias de lus-terização apliadas. Nikkilä et al apliam a ténia da U-matrix sobre os SOMspara determinar os lusteres presentes nos dados, enquanto no presente trabalho,utilizou-se a freqüênia de ativação dos neur�nios da rede para determinar os prin-ipais padrões. Apesar destas diferenças entre as abordagens, obteve-se resultadossimilares. Nikkilä determinou 10 lusteres nos dados, enquanto neste trabalho foramidenti�ados 11 prinipais padrões de expressão gênia.Não foi possível analisar todas as interações determinadas através da desriçãodos estados obtidos, devido às limitações de tempo intrínseas a uma dissertação demestrado. Foram analisadas as relações julgadas mais importantes e om uma força



98mais signi�ativa frente às demais. Os resultados foram animadores, pois mostraramque a metodologia é apaz de identi�ar as relações temporais existentes entre ospadrões de dados de ada entrada da RNR.A identi�ação de tais relações em dados de Miroarranjos gera indíios deinterações gênias de grande importânia para pesquisadores desta área. Os resulta-dos não permitem a�rmar que a rede de interação é, de fato, a rede regulatória queontrola o sistema analisado, mas as relações matemátias de ausa e onseqüên-ia enontradas já são um aminho para isto. Estas relações, determinadas entreos onjuntos de genes, são muito similares às existentes entre os genes que partii-pam de um proesso regulatório. Tais resultados mostraram-se matematiamenteoerentes, no entanto, são apenas indíios de possíveis regulações, e para on�rmarbiologiamente estes indíios é neessário um estudo minuioso de um espeialista.Este trabalho apresentou uma nova abordagem para determinação de redesregulatórias. A metodologia, omo um todo, apresentou resultados satisfatórios.A etapa de pré-proessamento proposta mostrou-se e�az, permitindo o suesso domodelo esolhido para o aprendizado. As RNRs foram apazes de modelar satisfato-riamente as séries de expressões gênias, assim, permitindo a extração da informaçãoarmazenada, a qual foi representada atravéz de Cadeias de Markov. Tal represen-tação permitiu uma análise temporal dos dados, importante quando busa-se a me-lhor ompreensão dos organismos estudados. Quanto aos estados das Cadeias deMarkov, eles representaram om suesso as relações temporais presentes nos genesanalisados, desrevendo na forma de relações lineares, em seus estados, as interaçõesentre eles.7.1 Trabalhos FuturosEste trabalho deixa aberta algumas possibilidades de trabalhos futuros:
• Simulação. Cadeias de Markov são uma poderosa ferramenta de simulação,no entanto, neste trabalho elas somente foram utilizadas omo um formalis-mo para representação do onheimento. Um estudo sobre a apaidade desimulação das adeias extraídas poderia:� Validar as Cadeias de Markov;� Proporionar uma melhor visualização dos dados de expressão gênia;� Utilizar a apaidade de simulação omo métria de avalição dos resulta-dos obtidos.
• Pré-proessamento. Apesar de areditar que o método de pré-proessamento adotado produz bons resultados, outras metodologias poderiamser analisadas.
• Parâmetros do sistema. A metodologia é sensível às variações nos parâme-tros, assim, um estudo detalhado que auxilie na esolha dos parâmetros seriainteressante.
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• Automatização. A metodologia é omposta de diversas etapas. Estas eta-pas poderiam ser integradas na forma de um Framework, onde algumas outrasfunionalidades poderiam ser adiionadas, entre elas: a esolha da ténia depré-proessamento a ser utilizada, e a esolha dos parâmetros, itada anteri-ormente.
• Análise por um espeialista. Espera-se, om este trabalho, ter forneidouma ferramenta para a análise de dados de Miroarranjos. No entanto, existe aneessidade da análise dos resultados gerados pela apliação desta metodologiapor parte de um espeialista, que poderia indiar possíveis problemas, bemomo, os pontos fortes do trabalho.
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