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Resumo
Este trabalho tem omo �nalidade apresentar um modelo para deteção deomportamentos não usuais baseados em trajetórias. O modelo segue uma linha depesquisa bastante atual na área de âmeras inteligentes ou vigilânia eletr�nia quetende a onorrer om a enorme variedade de dispositivos baseadas em hardwarehoje disponíveis no merado. O fundamento está no proessamento das trajetóriasde pedestres ou objetos adquiridas por meio de �lmagens feitas de ambientes omtráfego. O modelo é fundamentado em um período de treinamento, onde irá aprendero per�l das trajetórias seleionando, agrupando e posteriormente, guardando-asem um bano de dados. Depois irá ompará-las om trajetórias novas que vãosendo adquiridas ontinuamente no período de teste ou operação propriamente dito.No período de teste, uma trajetória será lassi�ada omo usual se ompatívelom as trajetórias adquiridas durante o treinamento, ou não usual, aso ontrário.Neste trabalho, portanto, serão apresentados algoritmos que detetam padrões desimilaridade entre um onjunto de trajetórias no período de treinamento om adanova trajetória adquirida no período de teste.Palavras-have: Reonheimento de Padrões, Vigilânia Eletr�nia, OupaçãoEspaial, Trajetória, Movimento não usual, Histograma 4D, Classi�ação, Misturade Gaussianas.



TITLE: �DETECTION OF UNUSUAL MOTION IN SPACE-PHASE�
Abstrat

This work aims to present a model for detetion of unusual motion based ontrajetories. This model relates to the researh �eld on intelligent ameras andsurveillane systems, that tends to ompete nowadays with the enormous range ofdevies based in hardware available on the market. The main idea of the proposedapproah is to analyze trajetories aquired from �lm senes. The �rst step ofthe algorithm onsists of a training period, that learns the pro�le of trajetories,seleting, grouping and later, keeping them in a database. After that, the algorithmompares new trajetories that are being aquired ontinuously in the test period.In test period, one given trajetory will be lassi�ed as usual if it is ompatible withthe trajetories aquired during the training period, or unusual otherwise. Thiswork, therefore, will present algorithms that detet patterns of similarity betweena set of trajetories in the training period with eah new trajetory aquired in thetest period.Keywords: Eletroni Surveillane, Spatial Oupation, Trajetory, UnusualMotion, Histograms 4D, Classi�ation, Mixture of Gaussians.
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Capítulo 1
Introdução

Com o surgimento da informátia, onde inúmeros algoritmos podemompor softwares poderosos de uso amplo e suportados por hardwares om grandeapaidade, existe um ampo de pesquisa que aponta para um merado resentena área de visão omputaional: segurança eletr�nia e âmeras inteligentes.Algoritmos de visão omputaional podem serem utilizados na deteção de rotasde olisão de trânsito, espaço aéreo e reonheimento faial, entre outras. Empartiular, apliações em vigilânia eletr�nia também tornaram-se indispensáveisatualmente, para proteção de bens materiais em banos, monumentos, empresas,omério e pessoas, tanto a nível estatal ou privado, ontra vândalos, furtos eseqüestros. Em geral, os sistemas onvenionais de vigilânia eletr�nia onsistemna utilização de sensores eletr�nios ou iruitos fehados de TV e de operadores,que analisam ontinuamente as imagens obtidas por estas âmeras. Além degastos dispendiosos om estes tipos de equipamentos, é preiso ontar om pessoalde segurança quali�ado. O trabalho deste pessoal torna-se ansativo quandopouos agentes de segurança observam vários monitores, om áreas que apresentamintenso tráfego. Nestas irunstânias, poderá passar desaperebido algum ato ouomportamento não usual, podendo resultar em algum tipo de oorrênia riminal.Dessa forma, o desenvolvimento de algoritmos que possam detetar eventosnão usuais de forma automátia pode auxiliar o trabalho dos operadores humanos.Deve-se salientar que a deteção automátia de eventos não usuais é um problemaomplexo, pois há vários aspetos a serem analisados: movimento de pessoas,postura, interações, et. O julgamento �nal é uma interpretação puramente humana



13e, em partiular, este trabalho foa a deteção de eventos suspeitos om relação aomovimento de objetos ou pessoas omo será visto a seguir.1.1 Fundamentação do ProblemaPara que possamos avaliar um ambiente e observar o omportamento daspessoas utilizando enas �lmadas, o algoritmo proposto deve identi�ar padrõesde omportamento usuais ou não usuais, tais omo:
• Uma primeira ondição é monitorar regiões onde oorre a movimentação daspessoas na ena �lmada. Normalmente, ao perebermos que existem ertasregiões onde as pessoas aminham mais freqüentemente, logo veri�amos umamovimentação que não ondiz ao que foi observado, ou seja, um desloamentonão usual, omo por exemplo, aminhar fora da alçada. Este tipo deobservação é feita om o auxílio de um mapa de oupação espaial, ou seja, aárea que será �lmada de�nirá a superfíie de um plano bidimensional onde aspessoas serão monitoradas individualmente por suas posições. Qualquer pessoatransitando fora de um aminho pré-estabeleido naturalmente nos hamaráatenção e será onsiderado suspeito, pois geralmente as pessoas perorremáreas bem de�nidas.
• O sentido das pessoas quando �lmadas neste mapa de oupação espaialtambém pode ser onsiderado omo uma ondição importante a sermonitorada, podendo-se extrair algumas ondições não usuais. Se o �uxoglobal, em uma ena, for predominantemente em um únio sentido, uma pessoase desloando em sentido ontrário apresenta um omportamento não usual.
• A veloidade de desloamento (em módulo) de ada omponente na enadeve ser monitorada. Quando obtemos um �uxo de pessoas numa direçãoe observamos uma ou mais pessoas aminhando devagar, paradas ou orrendoem relação a outras é neessária uma atenção redobrada. Tal situação podeser perfeitamente uma fuga ou um omportamento de observação para umonseqüente furto.O algoritmo a ser desenvolvido neste trabalho foará a deteção de movimentosnão usuais, om base nos três aspetos aima itados. Além disso, o proesso de



14armazenagem e lassi�ação das trajetórias no bano de dados será analisada, assimomo, serão exploradas informações referentes a posição, veloidade e o espaço-fase.1.2 O ObjetivoO objetivo prinipal deste trabalho é desenvolver um algoritmo baseadona análise de trajetórias para deteção de movimentos não usuais. Deve haverum sistema de treinamento prévio om trajetórias apturadas neste período detreinamento, que posteriormente seja apaz de identi�ar em trajetórias diferentesdaquelas treinadas, ou seja, identi�ar omportamentos não usuais. A apaidadede difereniação de omportamento usual e não usual, será realizada omparando aposição e a veloidade loal de ada ponto de uma trajetória a ser analisada om opadrão de movimentação, obtida durante a fase de treinamento.O restante desta monogra�a está estruturada da seguinte forma: no segundoCapítulo, alguns trabalhos relaionados om esse tópio de pesquisa são analisados,e o tereiro Capítulo desreve o método proposto. No Capítulo quarto mostraremosalguns resultados experimentais, e no quinto, as onlusões e algumas idéias para aontinuidade do trabalho.
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Capítulo 2
Trabalhos Relaionados

Atualmente, o ampo de pesquisas que envolve deteção de omportamentosnão usuais em trajetórias de pessoas, baseadas enas de vídeo, vem aumentandosigni�ativamente om trabalhos inovadores. A tentativa de onstruir um sistemaque seja apaz de modelar ou aprender omportamentos tipiamente humanos,e depois onfrontá-lo om a realidade tem demonstrado potenial no auxílio deoperadores humanos que operam em monitoramento de vigilânia. Este Capítulodesreverá, brevemente, alguns métodos para deteção de movimentos não usuaisbaseados em trajetórias. Devemos salientar que existe uma grande variedade dealgoritmos que utilizam outros tipos de informação, omo por exemplo, avaliação deposturas, relações interpessoais, omo desrito em Soldera e Hosie et al. [11, 12℄ eoutros, mas esta breve revisão está direionada em trabalhos relaionados à análisede trajetórias. Em partiular, a Seção 2.2 aborda algoritmos que agrupam trajetóriasem lasses. Essa estratégia também será adotada neste trabalho.2.1 Análise Comportamental Baseado em TrajetóriasUm panorama geral sobre sistemas de segurança pode ser obtido em Valerae Velastin [1℄, resumindo que sistemas de deteção de objetos móveis devem inluira deteção e reonheimento do que neessitamos monitorar, seu aompanhamento,análise de seu omportamento e proessos de busa de dados relevantes (ver Figura2.1).
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Figura 2.1 � Proessos envolvidos em um sistema de segurança onforme Valera eVelastin [1℄.A demanda em pesquisa e so�stiação desses sistemas têm sido intensi�adas,e seu emprego também tem sido resente, prinipalmente em enários militares,públios e omeriais. A evolução dos sistemas de segurança inteligentes omeçouom a entrada do sistema CCTV (Closed-Ciruit Television), que onsiste emum número de âmeras espalhadas em um ambiente, onetadas a uma quantiade monitores iniialmente seleionáveis por omandos individuais (uma matriz demonitores). Nestes sistemas, usavam-se ténias analógias de armazenamentoe visualização de imagens. Hoje, isso é feito de maneira digital e as mesmasinformações irulam pelos diversos monitores, ou podendo passar por sistemasde seleção individual CCTV que são interligados por abos oaxiais sem grandedegradação das imagens. A deteção dos objetos pode basiamente ser feita de duasmaneiras assumindo que a âmera está parada:

• Pela diferença temporal; que onsiste em subtrair informações entre doisquadros onseutivos, onforme Figura 2.2. Trata-se de uma boa opção emambientes dinâmios devido a sua fáil adaptação, mas se torna pobre no asode uma extração maior de informações a nível de pixels.
Figura 2.2 � Deteção de objetos por diferença temporal, onforme Valera eVelastin [1℄.
• Pela subtração de bakground : que subtrai o fundo da imagem isolando oque se quer monitorar (ver Figura 2.3). Este proesso tem um desempenho



17superior no aso de extração de informações de objetos, mas é muito sensívelem mudanças dinâmias no ambiente.

Figura 2.3 � Deteção de objetos pela subtração de bakground extraído de Valerae Velastin [1℄.O aompanhamento de objetos (traking) pode ser feito utilizando modelosgeométrios em 2D ou 3D, dependendo da quantidade e omplexidade da apliação.Normalmente, são tidos omo alvos: arros, pessoas ou ambas. Há diversasabordagens omumente utilizadas para realizar o aompanhamento de objetosomo �ltros de Kalman, emprego de modelos de probabilidades omo distribuiçõesGaussianas, �ltros Bayesianos, modelos deMarkov, entre outros. As demais itaçõesno deorrer deste Capítulo omentarão algumas delas.A próxima etapa dos sistemas inteligentes de vigilânia é a análise doomportamento. Corresponde em lassi�ar o problema de uma determinadaaraterístia ou postura não usual através do tempo. Isto presume que o sistemadeve possuir algum tipo de treinamento prévio, para omparar uma situação orrenteom outra guardada em sua base de dados. Aqui entram ténias poderosas dereonheimento, omo redes Bayesianas e modelos de Markov.Como estágio �nal temos que obter um bano de dados, onde todos asinformações extraídas de imagens que servirão tanto para referênia, bem omo,os dados adquiridos durante uma supervisão, devem estar disponíveis para futurasonsultas e manutenção de histórios.Atualmente, estamos em um estágio que hamamos de tereira geração de



18sistemas inteligentes [1℄. Este oneito de�ne que temos sistemas onebidos omum número muito grande de âmeras operando simultaneamente. Monitoramuma área geográ�a onsiderável, om o objetivo de analisar omportamentosde objetos ou humanos previamente modelados. Estes omportamentos aindasão exaustivamente estudados e aprimorados, a �m de termos premissas e regras�rmemente estabeleidas de omportamentos usuais e não usuais, devendo ser omais semelhante possível om a realidade. A seguir, serão desritos alguns artigosde deteção de movimentos não usuais om foo semelhante ao deste trabalho.Nair e Clark [2℄ desreve um sistema automátio de vigilânia que detetaatividades não usuais em uma ena. É omposto por um sistema de deteçãoe aompanhamento das pessoas na ena, reonheimentos de atividades usuaise deteção de atividades que apresentam amplas diferenças das araterístiasnormais. Modelos de Markov HMM (Hidden Markov Models), que são frameworksde reonheimento estoástio, formam a base do reonheimento e deteçãoanormal. Foi utilizado um omputador Pentium III om Windows 2000 paraimplementar o sistema de monitoração em um orredor de um esritório em temporeal. A arquitetura do sistema utiliza uma netam para monitorar o orredor doesritório on�gurado omo servidor HTTP (HyperText Transfer Protool) por ondepodemos fazer o download do vídeo e os quadros podem ser omprimidos em extensãoJPEG (Joint Photographi Experts Group) via internet. Várias âmeras podem seradiionadas ao sistema. Para deteção e aompanhamento das pessoas na ena, éutilizada a ténia de subtração de bakground.Para a atividade de reonheimento, utilizando HMM, é neessário que osmódulos de deteção e aompanhamento de objetos forneçam dados das seqüêniasde tempo dos blobs da ena. Essas informações são neessárias para que as atividadesde ada blob sejam lassi�adas por um HMM disreto. Um vetor araterístio doblob é obtido a partir das oordenadas do entro de massa do respetivo blob, etambém a direção e altura. Sendo HMM disreto, uma representação simbólia édada ao vetor de dados araterístio. Cada vetor araterístio é onvertido a umsímbolo disreto usando um vetor de quantização. Uma vez treinado, mapas omvetores quantizados são indexados a vetores de ódigos (levando em onta a métriaEulidiana). Veja a Figura 2.4.
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Figura 2.4 � O Hidden Markov Model (HMM) utilizado em Nair e Clark [2℄.Cada atividade no orredor do esritório é reonheida usando um onjuntode HMM's que reonhee uma atividade. A probabilidade da seqüênia observadaé omputada para ada HMM, e a atividade é reonheida por uma representaçãoom o mais alto log de semelhança. Assim, se o log de semelhança é mínimo paratodos os HMM's esta atividade é onsiderada não usual.No artigo de Gavrila [13℄ é salientada a importânia do ampo de pesquisas,que engloba o uso da visão omputaional na pesquisa do omportamento humano.Os sistemas de vigilânia que hamamos de inteligentes são aqueles que �ltramomportamentos não usuais e noti�am o agente de segurança para aonteimentosrealmente importantes. Isso evita que o agente �que exposto à rotina entediantede observar inúmeros monitores ontinuamente, o que aaba provoando fadiga notrabalho operando sistemas de vigilânia tradiionais. Mas envolve um uidadosoestudo de aso para que ertos omportamentos realmente possam ser de�nidos, einorporados, para evitarmos os alarmes indevidos (falsos). Esta apliação se tornaimportante em ambientes omo estaionamentos, aessos a prédios, lojas, banos,et. Os gestos e trajetórias das pessoas podem ser aptadas e lassi�adas em trêsgrupos:
• Uma aproximação 2D sem levar em onta a forma e postura das pessoas serestringindo apenas a mapear uma pessoa sobre um plano bidimensional.
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• Uma aproximação 2D que leva em onsideração a forma om que o orpohumano aparee numa ena de vídeo. Alguns movimentos de ertas partesdo orpo humano, são aptados onforme modelos bidimensionais simulados apartir de objetos que se assemelhem a alguma parte do orpo humano.
• Uma aproximação 3D utiliza uma referênia om base em artiulações omgraus de liberdade, entrado em um plano de oordenadas. Apesar da téniaser mais difíil de ser tratada, pois também leva em onsideração o tempo, amesma apresenta um modelo om maior preisão.O framework de Mahajan et al. [3℄ exeuta atividades de reonheimentobaseado em um modelo de máquina multiamadas de estados �nitos, implementadausando omo base um módulo de proessamento de imagens mais simples paradeteção espaço-temporal e identi�ação de limites em objetos. Esta máquina deestados �nitos (aut�mato) passa por um período de treinamento em modo nãosupervisionado om padrões usuais por um período longo de tempo. Já no períodode reonheimento, atividades usuais são aeitas e os padrões que desviarem sãoreonheidas e lassi�adas omo anormais. A amada de proessamento de imagensde baixo nível opera da seguinte forma:
• Com segmentação usando multiamadas adaptativas de bakground esubtração.
• Identi�a pontos mais e menos intensos nos segmentos das imagens.
• Os objetos a serem identi�ados são arros, pessoas e saolas.
• No aompanhamento de objetos foram utilizados �ltros de Kalman e iguala-se os quadros internos das seqüênias de imagens usando a interseção dosvolumes utilizando histogramas de saturação da or dos objetos detetados.
• Deteção do objeto no plano XY. Humanos são omputados pela posição dospés em uma superfíie plana, pelo ponto mais baixo da região segmentada aolongo da direção vertial e apliado neste, a homogra�a da superfíie plana.Para a visão superior (topo) dos arros é omputado o entróide da regiãosegmentada e apliado a homogra�a. Na visão em perspetiva dos arros éutilizado o ponto mais baixo.



21Durante o período de treinamento, os dados são proessados através de tarefasque devem ser onluídas passo a passo pelo algoritmo. É, então, onstruído umaut�mato genério om inúmeras amadas de estados om as diferentes situaçõesenontradas. O algoritmo faz, ontinuamente, neste período de treinamentovarreduras para saber se surgiu algum novo estado lógio. Se positivo, ele éinorporado ou memorizado. Assim, no período de reonheimento ada eventoé omparado om aqueles memorizados pelo aut�mato, e oorrendo alguma situaçãoom uma araterístia diferente é sinalizado um omportamento não usual. Aarquitetura do framework da máquina multiamadas de estados �nitos pode servista na Figura 2.5.

Figura 2.5 � Arquitetura do framework de Mahajan et al. [3℄.O modelo físio de Makris e Ellis [4℄ pode ser ensinado pelo usuário ouaprendido pelo modelo durante um período de treinamento. Em ada parte daena o movimento é desrito semantiamente, e assim é lassi�ado omo entradas,



22aminhos, rotas ou pontos de parada riando os envelopes de aminhos (ver Figura2.6).

Figura 2.6 � Modelo de Makris e Ellis [4℄.O modelo aima possui entradas A,C,E,G,H om junções B,D,F. Os aminhospossíveis são AB, CB, DE, FH, as rotas possíveis são ABDFH, EDFG, CBDE omzonas de parada I e J. A estrutura da ena afeta o omportamento das pessoasem suas trajetórias. Quando temos tráfego de veíulos obtemos um desloamentode arros em um envelope om aminhos �xo, mas nas áreas de desloamentode pedestres obtemos o mesmo padrão mesmo não havendo limites preisos paradeterminar estes envelopes de aminhos. A Figura 2.7 mostra um envelope deaminhos reonheido durante o treinamento.

Figura 2.7 � Caminho reonheido durante o treinamento em Makris e Ellis [4℄.Dois parâmetros se tornam importantes no treinamento: o fator deamostragem, que de�ne a distânia entre dois nodos onseutivos de�nindo aresolução do envelope de aminhos e a distânia mínima entre duas rotas, quedetermina quando dois envelopes de aminhos distintos devem ser ombinadospara formar um somente por estar mais próximo. Com o treinamento onluído,



23as próximas trajetórias são analisadas utilizando adeias de Markov, que permiteestipular a probabilidade de uma trajetória perorrer por ada aminho disponível.Assim sendo, esse modelo permite que novas trajetórias sejam lassi�adas omousuais ou não usuais e a Figura 2.8 nos mostra envelopes onseguidos pelo períodode treinamento.

Figura 2.8 � Envelope reonheido pelo treinamento em Makris e Ellis [4℄.Já no trabalho de Niu et al. [14℄ é utilizado um proesso que emprega váriasâmeras para uma mesma área �lmada, instaladas em loais diferentes. Assim, éformado um vetor om a posição da mesma pessoa em ada âmera e em adainstante, durante sua trajetória. O aompanhamento das pessoas é feito om auxíliode algoritmos vinulados ao paradigma de hipótese e veri�ação omo: �ltros deMonte Carlo, �ltro de partíulas, ondensação baseado na importânia, propagaçãoondiional de densidade e algoritmos genétios. A apliação destes algoritmosgera a possibilidade de não neessariamente empregar distribuições Gaussianas,que serviriam para remover o ruído. Durante a �lmagem, ada quadro pode serinterpretado omo um instante ou estado de uma pessoa (blob) se loomovendona ena. Em ada estado do blob é onsiderada a posição, veloidade e aeleraçãoinstantâneas, e para ada pessoa em movimento é prevista sua posição de aordo omsua veloidade e aeleração anteriores. O problema da olusão, om essa tratativa,passa a ser reduzido pois se pode prever as trajetórias olusas baseando-se nasinformações dos estados anteriores. Também nas informações de outras âmerasquando o objeto está oluso desta, e também das informações provenientes domodelo de Markov. Em se tratando de omportamento individual ou grupo, sãoutilizadas as propriedades estatístias das adeias de Markov, que distinguem tipos



24de omportamento omo:
• Comportamento de perseguição, onde a posição relativa é quase onstante eveloidade relativa nula.
• Comportamento de olisão, onde oorre a variação linear da distânia entredois obstáulos ou objetos om veloidade onstante e não nula.O modelo desrito aima nos mostra que o omportamento é determinadopela análise da difereniação e orrespondênia dos pixels entre as trajetórias daspessoas que estão no modelo. Baseado no treinamento obteve-se 100% de suessona deteção de padrões omo o de perseguição e 80% para os omportamentos deolisão, obtendo-se assim um bom desempenho na lassi�ação de omportamentos.O próximo omentário que faremos será sobre o trabalho de Cupillard etal. [15℄, que utiliza várias âmeras monitorando uma mesma ena, rastreandoos aonteimentos oorridos em uma estação de trem. É riado um modelotridimensional de uma ena baseada nas áreas de interesse, para que o sistemadetermine o omportamento, juntando a visão de ada âmera num únio modelopara esta ena. Nesse modelo também é estimada a forma tridimensional de adaobjeto. Existe uma gama de objetos gravados na sua base de dados, o que tornaesse modelo apaz de lassi�ar novos objetos pela forma dos mesmos. Os objetosprourados são pessoas, grupos, metr�, pessoa olusa, multidão, ruídos e objetos nãoonheidos. A lassi�ação é feita quadro a quadro e o sistema mantêm um grafo deobjetos móveis da ena, obtidos pela união do grafo de objetos de ada âmera. Éutilizado um traker para ada tipo diferente de personagens da ena. Um trakerde pessoas sozinhas e em grupos, omo por exemplo, trabalham juntos monitorandoada integrante e ontabilizando as pessoas de ada grupo, até que a ena �quelotada a 2/3 da área visível sobreposta por objetos em movimento. Atingido essepatamar, o traker de multidões é aionado obtendo-se assim uma maior preisão doontexto, pois é muito difíil separar pessoas entre si devido ao exesso de olusão.A grande �nalidade do trabalho é determinar omportamentos diferentes dospadrões normais no omplexo do metr�. Foi de�nido um ontexto que esreve ereutiliza todos os métodos neessários para a araterização e o reonheimentodos omportamentos. Esse ontexto é �exível e delarativo permitindo dinamizar



25as onlusões sobre trajetórias usuais e não usuais. O modelo proporiona aospersonagens da ena (pessoa, grupo ou multidão), variação de veloidade, forma etrajetória, obtendo-se um estado de agitação, por exemplo, demonstrando um tipode omportamento. Com isso podemos avaliar um enário que está oorrendo numdeterminado instante no trem que pode ser de luta, trapaça, obstrução de aminho,vandalismo, assalto, et. O reonheimento dos omportamentos prourados é feitoomparando se o enário está ativo ou não no sistema. E estando ativo, a busa passapara o enário seguinte, de�nido no formalismo do omportamento na seqüênia atése enaixar num evento1, que seja uma sentença no ontexto pré estabeleido noformalismo. Apesar do sistema empregar o mesmo formalismo humano que de�neuma determinada situação omo usual ou não, este ainda perde em e�iênia se aobservação fosse realizada diretamente pela perepção humana, omo esperado.Um período de treinamento é pré-requisito em muitos trabalhos itados e serveomo base na disretização futura das trajetórias. Cada modelo delimita omo essastrajetórias serão aptadas e tratadas posteriormente, gerando sua base de dadospartiular baseado no que se quer fazer. Conforme desrito no trabalho de Junejoet al. [5℄, durante o treinamento de uma ena, inúmeras trajetórias são apturadase gravadas, sendo que as similares são agrupadas, formando as arestas de um grafo.Estas arestas signi�am os aminhos mais omuns obtidos, onde nas suas redondezasobtemos uma área onheida omo envelope de aminhos, que nos mostra o quantoabrange essa área em torno deste aminho propriamente dito, onforme ilustrada naFigura 2.9.

Figura 2.9 � Envelope de aminhos no método de Junejo et al. [5℄.1É uma situação momentânea em que o personagem se enontra.



26Segundo esse método, as trajetórias pós treinamento são veri�adas onformealguns ritérios omo: araterístias espaiais, veloidade e urvatura, nesta ordem.As araterístias espaiais de uma ou mais trajetória(s) tidas omo inonforme(s),ou seja, são aquelas em que 90% dos pontos estão fora do envelope de aminhosorrespondentes avaliados pelo teste da distânia de Hausdor�. O segundo ritério éutilizado se a trajetória não for onsiderada inonforme, sendo avaliada a veloidadeda trajetória pelo teste deMahanobilis. O último ritério é utilizado para avaliar se aurvatura da trajetória é reta ou irregular. Como exemplo prátio podemos veri�arna Figura 2.10, onde a or vermelha mostra uma ou mais trajetórias não usuais eas demais om a mesma or mostram trajetórias om veloidades semelhantes.

Figura 2.10 � Exemplo de envelopes no método de Junejo et al. [5℄.A trajetória em vermelho, mostrada na Figura 2.10(a) arateriza um ilistaque está trafegando fora do envelope de aminhos araterizado pelas trajetóriasverdes. Na Figura 2.10(b) temos uma trajetória não usual de uma pessoaaminhando em zigue-zague. Uma pessoa om trajetória normal está aminhandona alçada onforme Figura 2.10() e na Figura 2.10(d) uma pessoa orre em umaárea om veloidade que não orresponde ao treinamento gravado no envelope deaminhos.Em Fung e Jerrat [16℄, a diferença entre quadros onseutivos é obtida peloálulo em bloos durante a separação do bakground do foreground. Assim, se a



27média das diferenças entre dois bloos de quadros onseutivos for maior que o limiaré onsiderado que há atividade no bloo orrente. Bloos ativos e próximos entresi são juntados formando blobs orrespondendo a objetos em movimento na ena.Bloos om formas bastante irregulares omo árvores são reonheidos e eliminadospodendo gerar onfusão aso o intruso não seja detetado se aminhar nesta região.Após a remoção do bakground irregular, são utilizadas várias ténias para detetarum omportamento não usual. A primeira providênia é avaliar se a área do blobvaria muito, ou seja, se a quantidade de pixels varia muito no deorrer da trajetória.Cada pixel da âmera pode ter um fator de peso que orresponde à distânia daâmera à área �lmada por esse pixel. Esse sistema de pesos é e�iente para oproblema das trajetórias que se afastam da âmera, ausando a diminuição gradualdo tamanho do blob. É veri�ado, também, se a or dos pixels varia muito. Sea média das diferenças de or de ada pixel de blobs entre quadros onseutivosfor maior que um limiar é onsiderado não usual. Proura-se também, detetarvariação na forma do objeto utilizando o teste de Freer, que utiliza uma relaçãoentre volume e perímetro. Caso o valor obtido for maior que um limiar espei�adoé onsiderado não usual, em função das anormalidades nas araterístias físias dapessoa projetada na âmera.Aqui, também, se utilizou uma rede neural para avaliar as trajetórias quantoa suessão de zonas, pelas quais, ada pessoa se desloou. A rede neural preisade um período de treinamento no iníio do proesso, para adquirir apaidade dedetetar tipos de omportamentos pré-de�nidos lassi�ados omo suspeitos.A proposta de Hung e Gong [17℄ mostra um framework que extrai e representaaraterístias não usuais em enas de vídeo no deorrer do tempo. A deteção dosmovimentos e suas interações são traduzidas em quantização das oorrênias, ou seja,o método quantiza quantas vezes um mesmo evento oorre e o organiza de maneirahierárquia, através das seqüênias de enas. Os resultados mostraram que é possívelreduzir matrizes multidimensionais altamente populadas, representando orrelaçõesentre regiões om movimentos não usuais para um vetor om atividades não usuaislaramente de�nida. Esta failidade deteta movimento não usual ausado por umevento individual ou um fen�meno de ausa e efeito mais omplexo pela separaçãoespaial, mas temporariamente orrelaionada pela loalização da ena.A extração das araterístias salientes está fundamentada em entropia, ou



28seja, quanto mais improvável, mais saliênia ou não usual obtemos o movimento evie versa. A entropia, neste aso, é uma medida estatístia de imprevisibilidade. Eesta entropia somente, não diferenia araterístias usuais de não usuais. Comoexemplo, podemos itar o aso do ruído que deverá ter alta entropia, se suadistribuição não se estender de forma plana. Com isso, a entropia é estendida amúltiplas esalas e atributos, para que não somente seu pio seja avaliado e sim suadistribuição pelas vizinhanças. Portanto, o método aumula eventos de movimentossalientes, baseados na interação espaço-temporal om relação às vizinhanças.Aumulando situações de reinidênia de eventos bastante araterístios atravésdas seqüênias de vídeo, gera-se então, um modelo de orrespondênias. Assim épermitindo quantizar o quanto não usual foi aquele movimento naquele loal espaço-temporal, baseando-se em uma realidade de um evento usual daquele respetivomovimento.O trabalho de Hosie et al. [12℄ está relaionado a lassi�ação e análisede omportamentos a partir de dados de âmeras de segurança. As pesquisasrelaionadas a análise de omportamentos (seja individual ou de grupos)normalmente envolvem domínios que estabeleem regras, ou seja, sabemos que timesde futebol são araterizados pelas ores de ada time e isso é uma regra. Para umsistema de vigilânia ser e�az, o sistema de onsulta a eventos inorporados deve,seguir a lógia de forma a obter de maneira rápida um histório de um determinadoaonteimento que se deseje analisar. Os pontos básios a serem atendidos por umhistório são: o números de pessoas envolvidas, o espaço ou loal e o tempo. Asegmentação e ategorização dos omportamentos foram feitos omo segue:
• Pares de primitivas são de�nidas omo um onjunto de movimentos (lassesde pares), que podem oorrer entre dois alvos em uma ena por um intervalode tempo para amostragem. Em um período de treinamento, este par deprimitivas, pode desenvolver uma série de movimentos a serem monitorados.A quantidade de quadros estabeleida para ada movimento é �xada om oauxilio de um algoritmo de aompanhamento de objetos, para distinção deada lasse de pares e assim estabeleer uma árvore de regras. Aqui nesseaso, a veloidade é invariante e não in�uenia na medição.
• Cadeias de pares são usadas para obter ombinações de pares de primitivas



29mais omplexas de movimentos entre si, por um período temporal maislongo. Podemos obter séries de movimentos estaionários ou onvergentes,por exemplo. As adeias de pares são espei�adas para serem usadas emgrafos diretos, mas é esperado sua inorporação em sistemas de aprendizadode máquina no futuro, para automatiamente, derivar os grafos provenientesde amostras positivas de omportamentos omplexos.
• Os grupos de primitivas são utilizados em grupos, uja a deteção de umdeterminado omportamento ou tarefa é mais omplexa, requerendo umasegmentação mais direionada a dados espeí�os (alvos). A �nalidade éenontrar omportamentos espeí�os entre estes alvos em uma ena.O trabalho de Soldera [11℄ está fundamentado no tratamento de trajetóriasde pessoas, extraídas om base em enas de vídeo. Estas trajetórias servirãopara um treinamento gerando um histório de oupação na ena. Esse histórioé onheido por SOM [18℄ (Spatial Oupany Map) e fornee as regiões queobtivemos alta ou baixa oupação espaial. Em um período posterior de teste,ada nova trajetória é omparada om esses mapas e trajetórias não usuais sãodetetadas, quando a trajetória apresentar baixa oupação espaial. O oneitode SOM está fundamentado em uma imagem de fundo, normalmente é a própriaimagem da área em que se deseja monitorar, onde uma matriz iniialmente omzeros é inrementado ontinuamente durante o período de treinamento. Cadapixel da matriz é inrementada em uma unidade à medida que uma trajetória éperorrida sobre ela. Com isso obtemos vários trilhos ou áreas de oupação espaialdeorrentes desta movimentação. Assim, onluído o treinamento, obteremos áreasde oupação densamente inrementadas e áreas nulas ou quase nulas. Isto difereniaum omportamento usual de outro não usual. Aqui utiliza-se âmeras posiionadasno topo de ada ena a ser monitorada, de maneira a minimizar os efeitos dadeformação da perspetiva. Neste sistema, também, obtemos um proesso dealargamento das trajetórias riando uma másara (onvolução), impedindo queoorra a formação de espaços vazios entre as mesmas no período de treinamento.Isto poderia gerar uma deteção err�nea de trajetórias não usuais no período deteste, em função desta perorrer uma região pouo inrementada.O trabalho de Soldera [11℄ servirá de base para esta proposta, onde o modelo



30passa por modi�ações e aperfeiçoamentos no método de deteção de trajetórias quedesreveremos no próximo Capítulo.2.2 Uso de Clusters no Tratamento de TrajetóriasO trabalho de Lou et. al. [6℄ propõe que trajetórias semelhantes em veloidade,forma e loalização físia possam ser agrupadas de maneira a formar lusters2. Astrajetórias tidas omo modelo padrão em ada luster são mantidas numa rede deBayes, para determinar a quais lusters as novas trajetórias �lmadas se enquadrarão.A Figura 2.11 ilustra esse proesso.

Figura 2.11 � Emprego de Clusters em Lou et al. [6℄.A primeira parte da Figura mostra todas as trajetórias misturadas. A segundanos mostra agrupamentos por veloidade, forma e loalização físia, e a tereirailustra diferentes trajetórias de uma mesma lasse. A medição da similaridadeespaial nas trajetórias é obtida pelo emprego da distânia de Hausdor�. Se umanova trajetória tiver uma probabilidade baixa de pertener a um luster qualquer,será onsiderada não usual, e aso ontrário será aeita em um dos lusters queapresentar uma araterístia semelhante. São usados, também, ontextos paradesrever as trajetórias em linguagem natural omo: a trajetória y está entrandonuma nova região.2São agrupamentos em lasses de trajetórias que apresentam araterístias semelhantes.



31Outro trabalho a ser omentado é o trabalho de Johnson e Hogg [7℄, queaptura a trajetória de pedestres em movimento no mundo real usando seqüêniaslongas de imagens, aptadas por uma âmera de vídeo estátia (veja Figura 2.12).

Figura 2.12 � Captura de trajetórias em Johnson e Hogg [7℄.As trajetórias são amostradas a uma taxa de dois quadros por segundo. Emvez de utilizar seqüênias de posições para desrever o movimento dos objetos, sãoutilizadas trajetórias, que são desritas em termos de �uxo de vetores. Portanto,o �uxo de um vetor signi�a a posição e a veloidade instantânea do objeto. Esse�uxo de vetores é alulado à partir dos dados rus, obtidos das enas de vídeo,onsiderando a mudança das oordenadas ao longo da trajetória apturada pelaâmera. Assumindo que ada ponto da trajetória é obtido em intervalos de tempoonstantes, tal diferença fornee a veloidade instantânea.Alguns resultados na aquisição de trajetórias podem ser observados na Figura2.13. Vale lembrar que essa aquisição foi feita utilizando métodos estatístios, eassim pode efetivamente ser usado omo uma ferramenta de omparação para obteraraterístias de uma ou mais trajetórias.

Figura 2.13 � Reonheimento de trajetórias reais em Johnson e Hogg [7℄.



32Também, pode ser usado quando se tem apenas partes de trajetórias e ombase nas porções reais podemos estimar e simular om protótipo de vetores, astrajetórias ompletas.Maybank et al. [8℄ desenvolveu um framework de um sistema de vigilâniaque reupera dados onforme a neessidade do usuário. Seqüenias de vídeoobtidas por âmeras digitais servem de dados de entrada do sistema. É obtidoo aompanhamento dos objetos móveis da ena e suas trajetórias são extraídas. Umalgoritmo espetral é usado para formar lusters, agrupando trajetórias semelhantese assim servir de referênia de treinamento para o modelo das atividades. Desriçõessemântias são adiionadas ao modelo de atividade de maneira a formar modelos deatividades semântios, e índies semântios são onstruídos para servirem de basede dados de vídeo.Portanto, o proesso de vigilânia e a reuperação dos dados são ombinadosexplorando a semântia na reuperação dos dados obtidos por vídeo, através doaprendizado obtido pelos modelos riados pelas atividades dos objetos. Esteaprendizado é obtido pelo movimento araterístio das trajetórias que sãoagrupadas hierarquiamente (ver Figura 2.14).

Figura 2.14 � Classi�ação de trajetórias de Maybank et al. [8℄.A informação espaial e temporal é utilizada para formar os lusters, dividindoas trajetórias em ategorias e em subategorias om mesmo per�l araterístio.Cada luster de trajetórias orresponde a um modelo de atividade, e ada modelo



33de atividade representa um onteúdo semântio de uma ategoria orrespondentede atividades. Foi proposto uma estrutura hierárquia de índies semântios ereuperação das atividades dos objetos. Os modelos de atividade são usadosomo haves nos índies para aessar os objetos individualmente. Cada atividadeindividual, herda automatiamente todas as desrições semântias dos modelos deatividade a que pertene. Somente um item de desrição semântia para um modelode atividade é obtido manualmente e os demais itens do modelo de atividade sãoobtidos automatiamente. Baseado na estrutura hierárquia dos índies semântiose reuperação de dados, as onsultas om palavras-haves, onsultas a múltiplosobjetos e breves desrições, podem ser obtidos também, utilizando-se as restriçõestemporais de suessão, simultaneidade e algoritmos espeí�os para desenhartrajetórias onforme queira o usuário.Hu et al. [9℄ apresenta um sistema de aprendizagem de padrões de movimentosde objetos que pode ser usado para detetar e prever omportamentos an�malos.O sistema projetado está baseado no uso de lusters, semelhante ao desrito porMaybank et al. [8℄. São armazenados as informações ontidas nos padrões deontorno no desloamento dos objetos usando o algoritmo fuzzy K-means. Também,é proposto um algoritmo para fazer o aompanhamento de múltiplos objetos (verFigura 2.15).

Figura 2.15 � O modelo proposto por Hu et al. [9℄.



34Durante o treinamento, trajetórias são agrupadas hierarquiamente usandoinformação temporal e espaial, onde ada per�l ou padrão de ontorno érepresentado por uma adeia de distribuições Gaussianas. Baseado no aprendizadoestatístio destes padrões, outros métodos estatístios são usados para detetar eprever anomalias e omportamentos.Obtendo-se uma quantidade signi�ativa de trajetórias, este algoritmo onstróiautomatiamente um padrão estatístio dos per�s de ontorno obtidos. Estesistema é omposto por um módulo de aompanhamento de objetos, um módulo detreinamento dos per�s ou padrões obtidos estatístiamente, deteção de anomaliase predição de omportamentos futuros (ver Figura 2.16).

Figura 2.16 � Clusterização hierárquia de trajetórias por Hu et al. [9℄.O módulo de aompanhamento de múltiplos objetos é implementado formandoe agrupando em lusters os pixels de ada plano de imagem, e ao mesmotempo omparando om as distribuições de pixels entre suessivas imagens. Asaída deste módulo fornee araterístias extraídas destas trajetórias omo ores,tamanho et. Isso forma uma amostragem de dados para o treinamento desteper�l. Posteriormente, esse per�l é treinado utilizando o proesso de agrupamentohierárquio ou lusters, baseado em um algoritmo do tipo fuzzy k-means. Cadapadrão ou per�l de ontorno obtido é representado por uma adeia de distribuiçõesde Gaussianas e distribuições estatístias deste per�l de ontorno típio é entãoformado. No módulo de deteção an�malo é alulado as probabilidades de um



35erto omportamento orresponder a um per�l de ontorno obtido no treinamento,e também, é alulado estatístiamente o seu grau de anormalidade. No módulo depredição, trajetórias pariais são omparadas om os per�s de ontornos obtidos dotreinamento para que omportamentos futuros sejam estoástiamente inferidos.O trabalho de Zhou e Kimber [10℄ mostra um framework que ombinamúltiplas direções de aptura de enas de vídeo em um nível de inferênia, utilizandotambém Modelos de Markov (CHMM). São utilizados dois estágios de treinamentopara obter um onjunto de eventos usuais e assim treinar estes Modelos de Markov.Estabeleendo-se um limiar de semelhança para um segmento de teste, que foigerado pelo modelo, é possível onstruir um detetor de eventos não usuais. Esteé um modelo semi-supervisionado que depende do número de interações. Assim, otreinamento é feito em dois estágios ilustrado na Figura 2.17.
Figura 2.17 � Estágios do treinamento na ténia de Zhou e Kimber [10℄.No primeiro estágio é gerado um onjunto de eventos usuais ombinandolusters, que são supervisionados através de uma realimentação (feedbak) dousuário, ou seja, uma pré aeitação por parte do usuário que pode reavaliar algunsdos omportamentos apturados pelos vídeos. Em um segundo estágio, o modelo étreinado preisamente om um onjunto de�nido de eventos usuais sem intervençãodo usuário. O diagrama da Figura 2.18, bem omo a anterior, demonstram omo oproesso é feito em todas as suas etapas.
Figura 2.18 � Extração das imagens na ténia de Zhou e Kimber [10℄.



36O proessamento do algoritmo de aompanhamento de objetos é feito demaneira semelhante ao itado anteriormente por Nair [2℄, usando ténias desubtração de bakground. Os eventos são organizados em lusters utilizando omodelo de Misturas de Gaussianas GMM (Gaussian Mixture Model). Estes lustersorganizam eventos que possuem araterístias similares, mantendo-os agrupadospor lasses. Uma vez estabeleida as lasses, que normalmente possuem um onjuntogrande de eventos de mesma araterístia, ainda poderão oorrer lasses omnúmeros pequenos de eventos que não puderam serem agrupados. Assim, estasserão re-agrupadas novamente, reajustando-as om os existentes ou riando novos.É uma maneira de obter um ajuste �no na oleta destes eventos e impedir queposteriormente estes venham a ser onsideradas não usuais. Em um segundo estágio,é treinado o Modelo de Markov om um onjunto de eventos usuais diretamente.Dispondo-se de uma seqüênia de vídeo para teste, é possível avaliar a vizinhançaem que o segmento esta sendo gerado pelo Modelo de Markov. Se a semelhança forbaixa, se omparado a um limiar estabeleido, o segmento é lassi�ado omo nãousual.O trabalho de Jung at al. [19℄ apresenta uma forma de deteção deomportamentos estranhos baseado em trajetórias. A deteção de movimento nãousual é baseada em dois aspetos: oupação espaial e oerênia das trajetórias. Aoupação é a mesma desrita em Soldera [11℄. A oerênia da trajetória é exploradapela lassi�ação das mesmas em um período de treinamento utilizando GMMs, eavaliando a pertinênia de ada nova trajetória no período de teste om as lassesobtidas.Neste trabalho, pretende-se ampliar o oneito do SOM implantado porSoldera [11℄, inorporando a informação de veloidade instantânea e oerêniade trajetórias. Mais espei�amente, pretende-se agrupar trajetórias oerentesem lusters e gerar histogramas 4D onsiderando novas dimensões omo posição,orientação do desloamento e veloidade, que desrevam o movimento em adaluster. Para uma nova trajetória a ser analisada, seu omportamento é omparadoao histograma 4D de ada luster obtido primeiramente, na fase de treinamento,veri�ando sua oerênia. Em seguida será submetida ao período de teste ouoperação onde as informações do histograma 4D serão onfrontadas om as novastrajetórias. Tal idéia será desrita no próximo Capítulo.
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Capítulo 3
O Método Proposto
3.1 IntroduçãoO método que omeçaremos a desrever está baseado, fundamentalmente, nainterpretação de omportamentos de trajetórias extraídas de enas de vídeo. Aidéia geral do método é utilizar um onjunto de trajetórias em um período detreinamento, que o algoritmo irá utilizar omo exemplos usuais. Na fase de teste,ada nova trajetória será onfrontada om aquelas do treinamento: se for oerente,será onsiderada usual; aso ontrário, não usual. Normalmente, trajetórias usuaisoorrem em aminhos pré-determinados, omo passagens de pedestres (onformeilustrado na Figura 3.1).Para a apliação na prátia do algoritmo proposto, seria ideal a apturaautomátia das trajetórias, usando algoritmos de visão omputaional [18, 19, 14, 4,16, 20, 21, 22, 13℄. Entretanto, o foo deste trabalho não é a aptura das trajetórias,mas sim a fase posterior: a análise das mesmas. Dessa forma, assume-se nestetrabalho que as trajetórias já são onheidas.Este trabalho estende o algoritmo proposto por Soldera [11℄, inluindo diversospontos de aperfeiçoamento. Um dos problemas que o método de Soldera [11℄apresenta é onsiderar em sua análise das trajetórias somente a oupação espaial(bidimensional), ou seja, a oerênia da posição de ada ponto da trajetória sendoanalisada om um histório de oupação espaial obtido no período de treinamento,desonsiderando a veloidade instantânea. Assim, pessoas se movimentando nosentido ontrário do �uxo normal de pessoas seriam onsideradas usuais.O método aqui proposto onsidera quatro dimensões, ou seja, utiliza a
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(a) (b)Figura 3.1 � Exemplo de trajetórias normais.oupação espaial bidimensional, de Soldera, aresida da direção e módulo daveloidade de ada pessoa (ou seja, o espaço-fase será analisado). Assim, seráobtido um histograma 4D do histório de movimentação das pessoas no período detreinamento, que será utilizado para validar trajetórias no período de teste. Alémda inlusão da informação de veloidade, este trabalho agrupa trajetórias em lassesoerentes, onforme será desrito ao longo deste Capítulo.3.2 O Histograma 4D - Espaço-FaseO modelo de perepção de trajetórias suspeitas está fundamentado naoerênia da trajetória de teste om as de treinamento onforme quatro ritérios(orrespondendo à 4 dimensões no histograma). A ada instante, são extraídas asoordenadas espaiais (x, y) da pessoa no plano, além de sua veloidade instantânea
(vx, vy)

1. Assim, ada ponto de uma trajetória orresponde a um ponto no espaço
4D (x, y, θ, v). Com a utilização de diversas trajetórias no período de treinamento,se obtém um histograma de oupação 4D, que será utilizado na avaliação dastrajetórias.Na implementação do algoritmo, o histograma 4D é um arranjo om quatrodimensões, iniializado om zeros. Na medida que o tempo vai transorrendo, aspessoas são �lmadas perorrendo esta área monitorada, e o histograma é atualizado.A idéia básia é inrementar em uma unidade a posição (x, y, θ, v) do arranjo, ada1O vetor veloidade instantânea também pode ser araterizado pelo par (θ, v), onde θ denotaa orientação do vetor, e v seu módulo.



39vez que alguma pessoa passar na posição (x, y) om veloidade (em módulo) ve orientação θ. Entretanto, tal abordagem pode ser muito sensível a variaçõesna obtenção das oordenadas (x, y, θ, v) das pessoas �lmadas (pequenas diferençasnesses parâmetros aarretam no inremento de posições diferentes do histograma),além de requerer uma grande quantidade de trajetórias para uma estimativaon�ável do histograma.Portanto obter um histograma 4D no espaço-fase equivale a dizermos que,obteremos as oordenadas espaiais (x, y) da pessoa no plano, o módulo e orientaçãoda veloidade no deorrer do tempo em ada ponto do arranjo sendo dispostas emum vetor. A abordagem proposta para a onstrução do histograma 4D é dada aseguir.3.2.1 Quantização do HistogramaA primeira questão a ser analisada é a quantização das oordenadas (x, y, θ, v)no álulo do histograma. Para os parâmetros espaiais (x, y), a disretizaçãoé inerentemente dada pelo tamanho da imagem digital representando a imagemanalisada. Sendo Nx ×Ny a resolução da imagem (em pixels), então x é quantizadoem Nx níveis e y em Ny níveis, ou seja, os valores disretizados xd e yd podemassumir os valores:
xd ∈ {0, 1, ..., Nx − 1}, yd ∈ {0, 1, ..., Ny − 1}. (3.1)A orientação θ do vetor veloidade será quantizado em Nθ níveis (neste trabalhoutilizaremos Nθ = 8), sendo que ada um ompreende um setor irular om ângulointerno 2π/Nθ. Assim, os ângulos disretizados θd podem assumir os valores

θd ∈ {θ0, θ1, ..., θNθ−1}, (3.2)onde os valores θj são as bissetrizes de ada setor irular, dados por
θj =

j

Nθ

2π, para j = 0, ..., Nθ − 1. (3.3)Analogamente, o módulo da veloidade é quantizado em Nv níveis, e então osmódulos de veloidade disretizados vd podem assumir os valores
vd ∈ {0, 1, ..., Nv − 1}. (3.4)



40Em partiular, pretende-se utilizar um valor baixo para Nv (mais preisamente,
Nv = 3), quantizando o módulo da veloidade nos níveis baixo, médio e alto, deaordo om:



















vd =

0 (veloidade baixa), se 0 ≤ v ≤ vb1 (veloidade média), se vb ≤ v ≤ va2 (veloidade alta), se v ≥ va

, (3.5)onde vb é um limiar de veloidade baixa, e va é um limiar de veloidade alta. Taisvalores devem ser determinados om base na apliação desejada, mas este trabalhopropõe uma seleção automátia om base nas trajetórias do período de treinamento.Para determinar va e vb automatiamente, assumimos que a maioria dastrajetórias possui veloidade (em módulo) na faixa média na maior parte do tempo,om algumas pessoas andando mais rápido ou mais devagar. Assim, é gerado umvetor ontendo as veloidades de todas as trajetórias em todos instantes de tempo,sendo alulado a média µv e o desvio padrão σv. Os limiares va e vb são determinadosom base no desvio da média, ponderados pelo desvio padrão:
va = µv − kσv e vb = µv − kσv, (3.6)onde k ontrola a extensão da faixa de veloidade média nas trajetórias. Nestetrabalho foi utilizado k = 2.Em resumo, o histograma 4D será representado por um arranjo de dimensões

Nx × Ny × Nθ × Nv. Cada vez que uma pessoa i é detetada no tempo
t, ela é araterizada através de suas oordenadas espaiais (xi(t), yi(t)) eoordenadas de veloidade (θi(t), vi(t)). Tais oordenadas orrespondem a 4posições (xd

i (t), y
d
i (t), θ

d
i (t), v

d
i (t)) no histograma, onde xd

i (t) = xi(t), yd
i (t) =

yi(t), e θd
i (t), vd

i (t) são valores disretizados obtidos através das relações (3.3)e (3.5), respetivamente. Ao invés de inrementar apenas a oordenada
(xd

i (t), y
d
i (t), θ

d
i (t), v

d
i (t)) do histograma, será preenhida uma região em torno de

(xd
i (t), y

d
i (t), θ

d
i (t), v

d
i (t)). Com isso, a impreisão no álulo de (x, y, θ, v) é diluída.Tal abordagem é disutida a seguir.3.2.2 Preenhimento do HistogramaA idéia no preenhimento do histograma é usar um núleo de preenhimento,que afeta uma região em torno da oordenada quantizada (xd

i (t), y
d
i (t), θ

d
i (t), v

d
i (t)).



41Tal preenhimento é dado por:
H(xd, yd, θd, vd) =

N
∑

i=1

Nf (i)
∑

t=1

g(xd − xd
i (t), y

d − yd
i (t), θ

d − θi(t), v
d − vd

i (t)), (3.7)onde N é o número de trajetórias avaliadas, Nf (i) é a duração da i-ésima trajetória,e a função g(x, y, θ, v) é o núleo que gerará o espalhamento em torno do ponto
(xd

i (t), y
d
i (t), θ

d
i (t), v

d
i (t)). Tal função g(x, y, θ, v) será desrita om um produtoseparável, que desaopla o espalhamento nas dimensões espaiais (x e y), nadimensão da orientação (θ) e no módulo da veloidade (v). Ou seja,

g(x, y, θ, v) = g1(x, y)g2(θ)g3(v). (3.8)A função g1(x, y) esolhida é um núleo Gaussiano, implementado através umafunção Gaussiana bidimensional disreta trunada desrita por
g1(x, y) = gσ(x, y) =







1
c
e

−x2
−y2

2σ2 , se − 2σ ≤ x, y ≤ 2σ

0 aso ontrário , (3.9)sendo que c é a onstante de normalização segundo a ondição
∑

(x,y)

gσ(x, y) = 1. (3.10)De fato, tal Gaussiana foi utilizada em [11, 19℄, om o objetivo de atenuar asimpreisões na obtenção das trajetórias, minimizando prinipalmente, o efeito dadeformação da perspetiva quando forem utilizados trajetórias apturadas porâmeras não situadas no topo das enas monitoradas. Além disto levaremos emonsideração o tamanho de uma pessoa (vários algoritmos de aompanhamento depessoas retornam apenas o ponto entral do objeto aompanhado, e a Gaussianaestende a in�uênia espaial para ompreender o espaço oupado pela pessoa). Ovalor do desvio padrão σ deve ser esolhido om base no tamanho médio esperadode uma pessoa ou objeto nas imagens apturadas, sendo sua unidade o pixel. AFigura 3.2 mostra exemplos de trajetórias utilizadas no período de treinamento e oresultado do histograma om o núleo Gaussiano utilizando diferentes valores de σa partir da Figura original (a); σ = 5 em (b), σ = 15 em () e σ = 30 em (d). Valelembrar que somente são mostradas as duas primeiras dimensões do histograma 4D.A função g2(θ), responsável pelo espalhamento da dimensão da orientação,leva em onsideração o setor irular ao qual θi(t) pertene (ujo entro é θd
i (t))
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(a) (b)

() (d)Figura 3.2 � (a) σ = 1 sem espalhamento. (b) σ = 5. () σ = 15. (d) σ = 30.e os setores vizinhos. A idéia é ponderar a in�uênia de ada setor irular ombase na distânia de θi(t) ao entro do setor irular θd
i (t): se θi(t) estiver no entrode um setor irular, tal setor arregará um peso grande no álulo do histograma.Entretanto, se θi(t) estiver perto da fronteira entre dois setores, ada um destes teráum peso semelhante no �mputo do histograma.Mais preisamente, a in�uênia em ada nível θ será dada por

g2(θ) = max

{

0, 1 −
|θ|ang
∆θNθ

}

, para θ ∈ {θ0, ..., θNθ−1}, (3.11)onde θj denotam os ângulos disretizados onforme a Equação (3.3), ∆θNθ
=

2π

Nθ

éo ângulo interno do setor irular utilizado na disretização de θ, e
|θ|ang = min {|θ|, 2π − |θ|} (3.12)representa a distânia angular. Pode-se notar que g2(θ

d − θi(t)) assume o valormáximo (= 1) quando θi(t) oinide om o entro dos setores irulares quantizados(ou seja, θi(t) ∈ {θ0, θ1, ..., θNθ−1}) e θd = θi(t).



43A Figura 3.3 ilustra as variáveis utilizadas na Equação (3.11). Esta regra valepara qualquer número de setores irulares que neessitemos implementar, utilizandoa mesma lógia de separação e sobreposição de setores irulares. Quanto maior aquantidade de sobreposições riadas, maior a apaidade de loalização do vetorveloidade em um respetivo setor irular e maior a erteza (sensibilidade) do seusentido. Por outro lado, maior é a quantidade de memória utilizada. Testamoso algoritmo om diversos Nθ e onluímos que, om Nθ = 8 obtemos um bomomprometimento entre loalização (preisão em um determinado setor irular) ememória.
|θi(t) − θj+1|θ

|θi(t) − θj|θ

θj+1

θi(t)

θj

Figura 3.3 � Setores irulares.A Figura 3.4 ilustra o efeito da tereira dimensão (θ) do histograma paraapturar informações de orientação loal de trajetórias. Um exemplo de trajetóriairular é mostrado na Figura 3.4(a), e �fatias� do histograma ao longo da tereiradimensão θ (para diferentes orientações) são ilustradas na Figura 3.4(b). Perebe-seque ada pedaço da trajetória é apturado pela respetiva orientação loal.Com relação a quarta dimensão v, deve-se menionar que a idéia é utilizaruma quantização Nv em pouos níveis (Nv = 3 é a sugestão deste trabalho). Assim,não faz muito sentido espalhar a in�uênia de v nos vizinhos, e então o núleo g3(v)sugerido é dado por
g3(v) = δ(v), (3.13)onde δ(v) é a função Delta de Dira disreta.
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(a)

(b)Figura 3.4 � Pedaços da trajetória orientadas nas �fatias� ao longo da tereiradimensão θ do histograma.3.3 Agrupamento de TrajetóriasO histograma 4D, desrito até então, permite que se detete a oerênialoal de uma nova trajetória em relação a um onjunto de trajetórias utilizadasem uma fase de treinamento. Entretanto, a oerênia temporal da trajetória éperdida quando se alula o histograma: duas trajetórias om omportamento globalbastante distintos podem ser oerentes loalmente em alguns pontos. Por exemplo,onsidere as trajetórias da Figura 3.5. Nesse aso, há um grupo de trajetóriasoerentes da esquerda para a direita, e outro grupo de trajetórias oerentes subindoao entro e depois dobrando à esquerda. Uma nova trajetória subindo ao entroe dobrando à direita é loalmente oerente om o histograma (na primeira parte éoerente om o primeiro grupo de trajetórias, e na segunda parte om o segundogrupo) ao longo de toda trajetória. Entretanto, perebe-se que ela apresentaum omportamento global distinto de todas as outras trajetórias utilizadas notreinamento.
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Figura 3.5 � Trajetória em preto inoerente om o treinamento.Para evitar esse tipo de situação, utiliza-se neste trabalho um algoritmo queagrupa trajetórias em lasses semelhantes (lustering), preservando a oerêniatemporal, mantendo o agrupamento de trajetórias om as mesmas araterístias deontorno (veja Figura 3.6). Métodos de agrupamento de trajetórias são abordadosbrevemente nos trabalhos de Johnson e Hogg e Lou et al. [7, 6℄. Já o trabalho deJung et al. [19℄ implementa um algoritmo semelhante ao que trataremos neste item.A idéia básia é extrair, para ada trajetória, um vetor de feições que aarateriza. Assim sendo, trajetórias semelhantes gerariam vetores similares. Dessaforma, ada onjunto de vetores de feições assoiados às trajetórias oerentesformariam um aglomerado de pontos, que podem ser detetados utilizandoalgoritmos de lustering [23, 24, 25, 26, 27, 28, 29, 30℄. Independente do algoritmode lustering adotado, o primeiro passo é a extração de vetores de feição para adatrajetória. Pretende-se adotar uma estratégia similar a usada em Jung et al. [19℄,desrita a seguir.Seja (xn(s), yn(s)) para 0 ≤ s ≤ 1 a parametrização de uma trajetória
(x(t), y(t)) om relação ao omprimento de aro s, de modo que (xn(0), yn(0))represente o ponto iniial de uma trajetória e (xn(1), yn(1)) o ponto �nal da mesma.Um modo de obter o vetor de feições x é onatenar N desloamentos, mantendo
(∆xi, ∆yi) ontabilizados em omprimentos de aros eqüidistantes omo

(∆xi, ∆yi) = (x(si+1) − x(si), y(si+1) − y(si)), (3.14)onde si = i
N

, i = 0, ..., N − 1. Portanto, quando tivermos uma trajetória j em umplano bidimensional obteremos um vetor xj, através da onatenação dos N vetores



46de desloamento assoiados om a trajetória:
xj = (∆x0, ∆y0, ∆x1, ∆y1, ..., ∆xN−1, ∆yN−1). (3.15)Assim, trajetórias om mesma araterístia de ontorno produzirão vetores omaraterístias similares, gerando um luster 2N-dimensional que será modelado poruma distribuição de probabilidade Gaussiana. Sendo k uma lasse representandotrajetórias oerentes, esta é araterizada pela média µk, matriz de ovariânia Cke probabilidade a priori wk. Cada luster terá uma função Gaussiana diferente e adistribuição genéria p(x) que onsidera a existênia de todos os vetores, pode serobtida pela mistura de Gaussianas

p(x) =
kmax
∑

k=1

wkpk(x), (3.16)sendo que kmax é o número de lasses e
pk(x) =

(2π)−N

√

|Ck|
exp

{

−
1

2
(x − µk)

T C−1
k (x − µk)

} (3.17)é a distribuição normal assoiada om a k-ésima lasse. Esse número de Gaussianasorresponde ao número de lusters e ada vetor om sua araterístia adquiridadurante o período de treinamento atribuída a uma lasse k é dada por
k = argmax

j∈{1,...,kmax} wjpj(x), (3.18)o que equivale a seleionar a lasse om a maior probabilidade a posteriori de aordoom a regra de Bayes. Dado o onjunto de vetores de feição xj, obtidos a partirdas trajetórias no período de treinamento, o número de lasses kmax, assim omo osvetores µk, matrizes Ck e probabilidades wk podem ser obtidas automatiamenteusando o algoritmo desrito em Figueiredo e Jain [25℄.O número de vetores de desloamento N , usado para riar xj, deve seresolhido om base na omplexidade das trajetórias. Para trajetórias mais simples,pode-se reproduzir o omportamento global das mesmas, om valores baixos de
N . Por outro lado, se as trajetórias forem mais omplexas, elas serão melhorrepresentadas utilizando-se valores maiores de N . Também, deve-se notar quequanto maior o valor de N , maior a dimensionalidade dos vetores de feição x.Assim, é neessária uma maior quantidade de trajetórias (amostras) para obtera distribuição das misturas de Gaussianas de forma on�ável.



47A Figura 3.6(a) mostra um exemplo bastante simples de formação de lustersutilizando o ambiente em T, onde obtemos um onjunto de trajetórias no períodode treinamento (formando diferentes lasses de trajetória oerentes). Os vetores defeição xj, referentes a essas trajetórias (usando N = 1), são mostrados nesta �guraem ores diferentes. Dispomos de trajetórias partindo do aminho entral dobrandoa direita e vie-versa e também trajetórias partindo da esquerda para direita. AFigura 3.6(b) mostra as lasses obtidas (foram detetadas 3 lasses).
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(b)Figura 3.6 � Exemplo de formação de lusters.Após a apliação do algoritmo de lustering às trajetórias no período detreinamento, são obtidas kmax lasses de trajetórias oerentes. Assim sendo, astrajetórias de ada lasse são utilizadas na onstrução de um histograma 4D distinto(onforme desrito nas seções anteriores). Dada uma nova trajetória no período deteste, a idéia é omparar sua oerênia om ada um dos kmax histogramas 4Dalulados no período de treinamento.Embora o emprego de lusters forneça resultados satisfatórios, é preisolembrar que quando dispusermos um volume grande de �uxo de pessoas ou objetosem uma ena durante um período de treinamento, poderemos ter uma variedadebastante signi�ativa de variações de trajetórias. Imaginemos o ambiente da Figura3.7(a) onde foram identi�adas apenas duas trajetórias om araterístias distintasdas demais no período de treinamento. Após apliado o proesso de lusteringpodem oorrer situações em que os vetores de feições de algumas trajetórias seenontrem a uma distânia onsideravelmente grande dos demais lusters omo
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 cluster 6(b)Figura 3.7 � A presença de outliers.mostradas na Figura 3.7(b). O algoritmo que alula automatiamente a mistura deGaussianas tenta inorporá-las a algum luster, proporionando um agrupamentode�iente. Isso motivou a utilização de uma ténia para remoção de outliers, queserá desrito a seguir.3.3.1 Remoção de Outliers.O estudo e a remoção dos outliers tem sido objeto de pesquisas, prinipalmentequando neessitamos empregar estruturas de dados multivariáveis [31℄. É tido omooutlier em uma amostragem om dados brutos (ontaminada), qualquer amostra queseja signi�antemente diferente das demais. No ontexto deste trabalho, outliers sãogerados por trajetórias que não são oerentes om nenhum luster.O trabalho de Peña e Prieto [31℄ apresenta um algoritmo de remoção deoutliers, baseado na análise de projeções a partir de uma amostragem de pontos emuma determinada quantidade de direções. Estes pontos serão analisados num planobidimensional e as direções são obtidas maximizando e minimizando o oe�ienteda urtose2 das mesmas.O uso de projeções para identi�ar outliers é a base de muitas apliações para2O oe�iente da urtose é um indiador de �ahatamento� de uma urva da função de densidade,de�nindo valores mais altos, gerando urvas afuniladas e mais baixos gerando urvas ahatadas.As urvas, também, são onheidas omo: leptoúrtia é uma urtose positiva, mesoúrtia umaurtose nula e a latiúrtia é onheida omo uma urtose negativa.



49este tipo deteção. Estas apliações se baseiam no fato de que, em amostragensmultivariadas ontaminadas, ada outlier deve ser um ponto extremo ao longo deuma direção, afastando-se da média de dados não ontaminados. Outros métodosdesenvolvidos ao longo do tempo requerem projetar dados para randomiamente,gerar direções e preisam de um número muito grande destas direções para obtersuesso na deteção. O suesso destes métodos melhorou onsideravelmente sobponto de vista omputaional, mesmo que, ainda seja usado um número limitado dedireções. Na abordagem de Peña e Prieto [31℄, as direções são geradas pela variaçãonos valores atribuídos ao oe�iente de urtose. Tal método é brevemente desritoa seguir, e maiores detalhes do algoritmo estão na referênia bibliográ�a.Iniialmente, uma seleção iniial de possíveis outliers é feita om base emprojeções suessivas. As amostras que não foram maradas omo possíveis outliersformam o onjunto U , uja média µn e uma matriz de ovariânia Cn são alulados.Para todas as observações xi /∈ U será alulada a distânia de Mahalanobis
di = (xi − µn)T C−1

n (xi − µn). (3.19)Se essa distânia satis�zer a relação di < χ2
2N,α, a observação xi não será onsideradaoutlier, sendo exluído da lista riada preliminarmente e inluída no onjunto U . Éimportante observar que o limiar χ2

2N,α representa o perentil α de uma distribuiçãoChi-quadrada om 2N graus de liberdade. No algoritmo proposto, é utilizado umvalor α = 0, 9999, de modo que apenas observações signi�ativamente distantesdo entro de um luster serão onsideradas outliers, om probabilidade de errode 0, 01%. A média e ovariânia de U são realulados e o proesso é repetidoaté que todos os outliers de ada luster sejam identi�ados e marados, sendoposteriormente exluídos.O tratamento dos outliers utilizado no pós proessamento à lassi�ação iniialgerou resultados bastante satisfatórios. À partir da base de dados obtidas notreinamento mostrado na Figura 3.7(a) foi utilizado o algoritmo de remoção deoutliers, e desta forma, as duas trajetórias foram identi�adas e removidas. Oresultado �nal da lassi�ação é mostrado na Figura 3.8.
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Figura 3.8 � Remoção de outliers.
3.4 Período de Teste ou Operação.Quando onluímos o treinamento, o modelo terá exeutado o levantamentoe armazenamento no seu bano de dados e o per�l de todas trajetórias aprendidas.Estas estarão aumuladas e divididas em kmax lusters. O histograma 4D é aluladoutilizando as trajetórias de ada luster, ou seja, o resultado da fase de treinamentoé um onjunto de histogramas Hk(x

d, yd, θd, vd), para k = 1, ..., kmax.A nova etapa é monitorar ada nova trajetória alimentada para o sistema,veri�ando sua oerênia om ada um dos histogramas omputados na fasede treinamento. Mais preisamente, para ada ponto (x(t), y(t)) de uma novatrajetória a ser analisada se obtém as oordenadas de espaço-fase disretizadas
(xd(t), yd(t), θd(t), vd(t)), onde t = 1, ..., Nf denota o tempo, e Nf é a duração datrajetória. Assim, pode-se veri�ar a ada instante de tempo t se a nova trajetóriaestá oerente om o k-ésimo histograma Hk, analisando a função

dk(t) = Hk

(

xd(t), yd(t), θd(t), vd(t)
)

. (3.20)Se a trajetória for loalmente onsistente om o k-ésimo histograma, os valores dk(t)serão altos; aso ontrário, os valores de dk(t) serão mais próximos de zero. Dessaforma, pode-se avaliar (ao longo do tempo t) se uma nova trajetória está onsistenteom algum dos histogramas omputados no treinamento, permitindo a deteção deporções da trajetória omo usuais ou não usuais.A de�nição do que será onsiderado não usual deverá ser refereniado aoperíodo de treinamento iniial. Vale lembrar que, neste trabalho, as trajetórias



51são agrupadas e guardadas no bano de dados, onstituindo-se a base para umaposterior omparação e avaliação para novas trajetórias no período de teste ouoperação. Com base no treinamento é que será possível um observador humano(agente de segurança), deidir se uma trajetória que arateriza um omportamentooferee algum riso pessoal ou material. Uma vez estabeleido o número kmax delusters, atribuímos limiares de oerênia para ada luster k. Assim, podemosde�nir se uma nova trajetória pode ser onsiderada usual ou não usual no tempo tse
dk(t) < Tk, (3.21)ou seja, se sua oerênia loal om o luster k é menor do que um erto limiar

Tk. Tal limiar deve ser seleionado individualmente para ada luster, para queum diferente número de trajetórias possam ser detetadas em ada luster. Vamosonsiderar (xi(t), yi(t)), para i = 1, ..., Nk o número de trajetórias pertenentes aoluster k obtido em um período de treinamento. Para ada trajetória, é aluladaa oerênia di
k(t) em ada instante de tempo t de aordo om a Equação (3.20)gerando um onjunto

Pk =

Nk
⋃

i=1

Nf (i)
⋃

t=1

{di
k(t)}, (3.22)que aumula a oerênia individual de todas as trajetórias em um luster k. Umapossibilidade para seleionar Tk seria para reuperar um valor mínimo em Pk,que de�ne a mínima oerênia observada no período de treinamento. Entretanto,algumas trajetórias neste período de treinamento podem não ser totalmenteoerentes om o histograma 4D em todos os pontos, o que pode gerar valores muitobaixos. Conseqüentemente, seleionamos Tk omo sendo o valor que remove umafração r dos menores valores no onjunto Pk, ou seja, Tk é r-perentil da distribuiçãode di

k(t). Neste trabalho, foi utilizado r = 0.1, de modo que Tk separa os 10%menores valores de Pk.Tomamos omo exemplo um onjunto de trajetórias simples, que se agrupamem dois lusters somente onforme Figura 3.9. Possuímos trajetórias partindo doaminho entral e dobrando à direita e outras que partem da direita para a esquerda.



52

(a) −150 −100 −50 0 50
−250

−200

−150

−100

−50

0

50

100

150

 

 

 cluster 1
 cluster 2

(b)Figura 3.9 � (a) Trajetórias usadas para treinamento. (b) Os lusters riados.Observamos na Figura 3.10(a) o perurso de uma trajetória somente, que seráanalisada no período de teste. A Figura 3.10() mostra a oerênia dessa trajetóriaom os histogramas das duas lasses mostradas na Figura 3.9(b). Perebe-se queos valores de d2(t) (referentes ao luster 2) são pratiamente nulos, indiando que atrajetória de teste não é oerente om esse luster em nenhum instante de tempo.
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()Figura 3.10 � (a) Trajetória oerente om o treinamento usada para teste. (b)Sobreposição desta no treinamento. () Grá�o de dk(t).



53Já o grá�o de d1(t) apresenta valores sempre maiores do que o limiar T1,indiando oerênia om o primeiro luster durante toda trajetória. Assim, atrajetória é onsiderada usual.
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Capítulo 4
Resultados Obtidos

Neste Capítulo mostraremos alguns resultados obtidos om o método proposto.Como treinamento iniial (utilizado para a obtenção das simulações e resultados),foram iniialmente utilizadas trajetórias inseridas manualmente, através do auxíliode liques no mouse. Numa segunda etapa, as simulações transorreram a partir dedados obtidos de algoritmos de aompanhamento de objetos extraídos de enas devídeo reais. Nestas simulações, foram utilizados 8 níveis de quantização em θ (i.e.
Nθ = 8) e 3 níveis em v (i.e. Nv = 3), sendo que os limiares va e vb foram extraídosautomatiamente de aordo om o proedimento desrito no Capítulo anterior. Ovalor do desvio padrão utilizado para suavizar as dimensões espaiais do histograma
4D, onforme a Equação (3.9), foi de�nido omo σ = 15 em todas as simulações,exeto quando expliitado outro valor.Vejamos omo exemplo a base de treinamento apresentada na Figura 4.1. AFigura 4.1(a) mostra as trajetórias utilizadas no período de treinamento, enquantoque a Figura 4.1(b) mostra as lasses de trajetórias obtidas automatiamente.A Figura 4.2(a) mostra uma trajetória simulada onde uma pessoa aminhapela alçada (região treinada), depois aminha pelo gramado (região não treinada),novamente por uma região treinada e onluindo seu perurso sobre o gramado.A Figura 4.2(b) mostra um grá�o om a oerênia temporal dk(t) entre a novatrajetória e os histogramas 4D referentes às 6 lasses obtidas no treinamento.As linhas oloridas, que onstam no grá�o, mostram os lusters em que atrajetória de teste se enquadrou ao treinamento e obteve as partes do perursoaprovados pelo histograma 4D. Estas partes são onsideradas usuais e as demais,
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(b)Figura 4.1 � Classes de trajetórias oerentes no período de treinamento.
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(b)Figura 4.2 � (a) Teste utilizando uma trajetória. (b) Grá�o de dk(t).que se apresentam om valores muito baixos, são segmentos que são onsideradosomo não usuais (ou seja, não oerentes om nenhuma lasse de trajetórias). Valenovamente lembrar que, quanto mais trajetórias tivermos no período de treinamento,mais estáveis se tornarão os grá�os e as análises e menos susetível o modelo estaráa alarmes falsos.A Figura 4.3 se refere ao treinamento ilustrado na Figura 3.9(a). Na Figura4.3(a) observamos uma trajetória atípia, onde uma pessoa perorreu regiõestreinadas e não treinadas. A Figura 4.3(b) mostra um grá�o om as regiões (anível de pixels) que foram ontempladas. Regiões do grá�o que indiam valores



56baixos, são justamente as mesmas em que esta pessoa perorreu sobre o anteiro,sendo onsiderado omo omportamento não usual. Algumas porções da trajetóriaforam oerentes om o luster 1, e nenhuma parte foi oerente om o luster 2. Taisresultados estão em onsonânia om a inspeção visual das trajetórias.
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(b)Figura 4.3 � (a) Trajetória não usual. (b) Grá�o de dk(t).A Figura 4.4 ilustra outro exemplo de análise de trajetória. A Figura 4.4(a)arateriza uma transição entre lusters, ou seja, a pessoa perorre todo o perursoem regiões treinadas previamente, partindo da região entral e dobrando à esquerda.
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(b)Figura 4.4 � (a) Transição entre lusters. (b) Grá�o dk(t).O grá�o da Figura 4.4(b) india que a primeira parela da trajetória é oerenteapenas om luster 1, e a segunda parela oerente apenas om o luster 2. Assim,



57esta trajetória omo um todo não é onsiderada usual. Salienta-se que esta é umamelhoria ao algoritmo de Soldera [11℄, no qual a mesma trajetória ilustrada na Figura4.4 seria onsiderada ompletamente usual (pois não há o oneito de lusters).Nos exemplos ilustrados nas Figuras 4.5, 4.6, 4.7, o período de treinamento foialimentado om 191 trajetórias (inseridas manualmente), sendo geradas 6 lasses.As variações são: trajetórias no sentido leste-oeste, leste-sul, oeste-sul e vie-versa.A trajetória de teste está em preto na Figura 4.5(a). A Figura 4.5(b) mostra o grá�oem que podem serem vistos os lusters, em que seu per�l de ontorno foi oerentee em que amplitude. Já na Figura 4.5() obtemos os quadros om ada lusterde trajetórias disretizados e a oerênia da trajetória de teste om estes. Nessasilustrações, partes usuais da trajetória são maradas em brano, e não usuais empreto. Também, podemos analisar visualmente as partes do ontorno da trajetóriade teste que foram ompatíveis e, portanto, veri�ar se houve ompatibilidade parialou total a um ou mais lusters. Aqui, o observador humano (agente de segurança)pode visualizar a oerênia da trajetória e atribuir, onforme o ontexto próprio, sea trajetória desta pessoa ou objeto é usual ou não usual. A Figura 4.6 mostra umavariação no ontorno da trajetória de teste e nos quadros segue o mesmo tipo deanálise visual.A Figura 4.7 mostra novas simulações, usando novas trajetórias de teste(relativamente omplexas), avaliadas om base no mesmo treinamento. Na Figura4.7(a), o objeto ou pessoa se desloa om veloidade usual da direita para a esquerdaaté o meio do perurso e depois aelera. Note, que o módulo da veloidade �a forada média obtida no treinamento e se enaixa no limiar de veloidade alta va. A�gura apresenta parte em brano (usual) e o restante em preto (não usual). Asdemais Figuras 4.7(b) e 4.7() exempli�am outros asos.
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()Figura 4.5 � (a) Trajetória de teste dobrando a direita sobreposta no treinamento.(b) Grá�o dk(t). () Em brano estão as porções da trajetória oerentes om orespetivo luster.
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()Figura 4.6 � (a) Trajetória de teste omplexa sobreposta no treinamento. (b)Grá�o dk(t). () Clusters em que houve oerênia.
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(a)

(b)

()Figura 4.7 � (a) Trajetória de teste om variação de veloidade. (b) Trajetória quealterna om o anteiro. () Trajetória om desvio de direção.Na simulação que apresentaremos a seguir, o treinamento foi feito utilizado-seum algoritmo de aompanhamento de objetos (traking) om enas reais de vídeoom veíulos em um viaduto, edidas por Hu et al. [9℄. Foram forneidas 1248trajetórias de diversos padrões de ontorno, e aqui foram apliados os reursos delustering e também remoção de outliers. Vale lembrar que possuímos uma área



61de monitoramento om irulação omum de vários objetos formando sobreposições(amadas) om inúmeras trajetórias. O proesso de avaliação no período de testeou operação é visual e segue os mesmos moldes dos exemplos anteriores, onde oobservador humano (agente de segurança) determina a aeitação do omportamentousual ou não usual, baseado nos ritérios estabeleidos no histograma 4D. O valordo desvio padrão utilizado para veíulos em todas as simulações foi aumentado para
σ = 25.
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outlier(s)(b)Figura 4.8 � (a) Treinamento onforme o traking de enas de vídeo reais. (b)Clusters e outliers obtidos.Deste bano de dados foram extraídas 90% das trajetórias aleatoriamente omobase de dados para treinamento, onforme Figura 4.8. Os outliers removidos estãorepresentados por um �x� onforme a Figura 4.8(b). Os 10% restantes, ou seja, 126trajetórias foram usadas omo teste. A aleatoriedade foi utilizada de maneira anão tornar a aquisição das mesmas tendeniosas a um ou outro luster ou per�l deontorno. As Figuras 4.9-4.12 ilustram a oerênia de algumas destas trajetórias deteste om os histogramas obtidos no período de treinamento. Nesta simulação omdados reais foi possível detetar alguns problemas e veri�ar o quanto os algoritmosde lustering e remoção de outliers podem ser melhorados. Na Figura 4.8(b)podemos observar que existe uma imperfeição no proessamento de um dos lusters,que aabou inorporando outros no seu interior (írulo maior). O re�exo destaimperfeição pode ser perebido diretamente no luster apresentado no quadro 7 (daesquerda para a direita, em verde laro) mostrado nas Figuras de teste 4.9(), 4.10(),



624.11() e 4.12(). Isto oorre pela araterístia do algoritmo de agrupamento(lustering) utilizado, que tenta gerar lasses muito grandes para aomodar amostrasespalhadas no espaço de feições. Conforme omentamos no Capítulo 3 e tambémneste, os problemas gerados durante o emprego destas ténias (lustering e remoçãode outliers) ainda não estão devidamente implementados e soluionados.No onjunto de Figuras 4.12 podemos observar uma trajetória de um veíuloque foi identi�ado omo não usual. Podemos observar que esta não é oerenteintegralmente om o histograma 4D em nenhum dos lusters mostrados na Figura4.12(). Como dito anteriormente, esta é uma trajetória típia para alarme enoti�ação do usuário, �ando a seu ritério a lassi�ação omo usual ou não usual.Em relação ao usto omputaional, o algoritmo e as simulaçõesforam implementadas e proessadas usando a ferramenta MATLAB, versão
7.2.0.232(R2006A), em plataforma Windows XP em um notebook om proessadorAMD Turion 2.0 GHz utilizando memória de 1, 5 GB RAM. O tempo deproessamento, durante um treinamento, varia em função do número e aaraterístia de ontorno (grau de omplexidade) das trajetórias. Nas simulaçõesmais omplexas e numerosas, testadas neste trabalho, onde utilizamos o bloo detrajetórias edido pelo Dr. Weiming Hu, proessamos 1248 trajetórias obtendo-seos resultados om um tempo de 45 segundos. O período de teste (omparação omos histogramas de ada luster) oorre em tempo-real.Este trabalho possui uma versão ompata, om o título �Detetion of UnusualMotion Using Trajetory Clustering and 4D Histograms�, que foi submetido aoperiódio Pattern Reognition.
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()Figura 4.9 � (a) Trajetória no sentido sul-norte de teste empregada. (b) Grá�o
dk(t). () Em brano estão as porções da trajetória oerentes om o respetivoluster.
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()Figura 4.10 � (a) Trajetória no sentido oeste-leste de teste empregada. (b) Grá�o
dk(t). () Em brano estão as porções da trajetória oerentes om o respetivoluster.
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()Figura 4.11 � (a) Trajetória urva de teste. (b) Grá�o dk(t). () Em brano estãoas porções da trajetória oerentes om o respetivo luster.
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()Figura 4.12 � (a) Trajetória não usual. (b) Grá�o dk(t). () Não houve oerêniaintegral desta trajetória em nenhum dos Clusters.
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Capítulo 5
Considerações Finais

Neste Capítulo serão revisados os oneitos que motivaram o desenvolvimentodeste trabalho, as ontribuições que resultaram do desenvolvimento do projeto etrabalhos futuros que foram vislumbrados no deorrer desta pesquisa.5.1 ConlusõesO trabalho proposto está fundamentado na idéia de lassi�ação de trajetórias(idealmente obtidas automatiamente através de algoritmos de visão omputaional)omo usuais ou não usuais. Toda a base de dados que o algoritmo utiliza parafazer esta lassi�ação é proveniente de um período de treinamento obrigatório,onde o movimento das pessoas ou objetos é aprendido e utilizado omo padrão denormalidade. Quanto mais trajetórias forem adquiridas nesta etapa, mais detalhadasserão estas informações no seu bano de dados e menores as hanes de se obteremalarmes falsos, nas futuras omparações om trajetórias no período de teste ouoperação. Também, é importante salientar que o algoritmo deve ser apliado emondições similares àquelas enontradas no período de treinamento, evitando-sealarmes inoerentes.Durante o período de treinamento, as trajetórias om padrões de ontornosemelhantes passam por um proesso de agrupamento em lasses de trajetóriassimilares. O método se resume em extrair, para ada trajetória, um vetor defeições que a arateriza. Assim sendo, trajetórias semelhantes gerariam vetoressimilares. Dessa forma, ada onjunto de vetores de feições assoiados a trajetóriasoerentes formariam um aglomerado de pontos, que podem ser detetados utilizando



68o algoritmo de lustering, menionado no Capítulo 3. Assim, trajetórias om mesmaaraterístia de ontorno produzirão vetores om araterístias similares, gerandoum luster 2N-dimensional, que é modelado por uma distribuição de probabilidadeGaussiana.Também, inluímos um proesso de remoção de outliers. Este proesso, torna-se interessante na medida que exluímos trajetórias que possuem araterístiassigni�ativamente diferentes dos lusters detetados durante o treinamento.Obtendo-se os grupos de trajetórias, um histograma 4D é omputado paraada luster detetado no treinamento. Neste histograma estão de�nidos algunsritérios onsiderados para este trabalho, omo importantes para a supervisão deum determinado ambiente. Primeiramente, foi estabeleido o preenhimento de ummapa de oupação espaial bidimensional (SOM). Porções não usuais da trajetóriasão detetadas se a pessoa ou objeto trafegar em uma região pouo oupada noespaço, ou seja, a ada instante são extraídas as oordenadas espaiais (x, y) dapessoa ou objeto no plano. Também, são obtidos a direção e o módulo do vetorveloidade analisando-se o espaço-fase. A orientação do vetor veloidade foiquantizado em oito setores irulares. Já o módulo foi quantizado em três níveis(baixo, normal e alto), sendo que esses limiares são obtidos automatiamente emfunção do desloamento médio das pessoas na ena. Assim, é obtido um histograma
4D do histório de movimentação obtido no treinamento, que será utilizado paravalidar ada trajetória no período de teste ou operação. No último estágio, o períodode teste ou operação, ada nova trajetória obtida será omparada om o histogramade ada luster obtido no treinamento. Conforme os ritérios estabeleidos pelohistograma, esta trajetória (ou parte desta) será onsiderada usual ou não usual,sendo que nesta última ondição o operador humano (agente de segurança) deve sernoti�ado por um alarme.Vale lembrar que o observador humano (agente de segurança), om base noalarme gerado, deve avaliar e deidir o que será efetivamente onsiderado usual ounão usual. A de�nição de omportamento não usual é subjetiva e dependente deontexto, e todos os resultados apresentados neste trabalho se baseiam na noção de�normalidade� apresentada ao longo do texto.Os resultados experimentais mostradas ao longo do trabalho indiam queo algoritmo desenvolvido pode ser efetivamente utilizado para alertar agentes de



69segurança sobre a presença de movimentos não usuais. Deve-se salientar que muitosdos testes foram realizados om trajetórias inseridas manualmente, e que um estudomais aprofundado om trajetórias reais (obtidos por algoritmos de aompanhamentode objetos) deve ser realizado.5.2 Trabalhos FuturosEmbora o algoritmo proposto tenha apresentados resultados promissores, háalguns aspetos no modelo que podem ser aprimorados. O uso de trajetórias reais(obtidas om algoritmos de aompanhamento de objetos), que ontêm impreisões efalhas nas trajetórias, gerou alguns erros no algoritmo de lustering que utilizamos.Assim, um estudo mais aprofundado sobre o problema de lustering de trajetóriasé um ponto que pode ser melhorado.Outro ponto que pode ser aperfeiçoado se refere ao período de treinamentodeste modelo. Há diversos ambientes onde os �uxos de pessoas se alteramdinamiamente, gerando uma grande quantidade de falsos alarmes. Por exemplo,imaginemos um treinamento feito na entrada de uma esola (�uxo predominanteem direção à esola). Na saída da esola, a maioria das trajetórias sendo analisadasestarão em direção oposta àquela treinada, embora a situação seja usual. Assim,uma melhoria signi�ativa no modelo seria a utilização de diferentes onjuntosde treinamento para diferentes horas do dia, ou de uma estratégia para treinarnovamente o modelo adaptativamente.Todas as ténias empregadas neste trabalho, inlusive no que se refereao histograma 4D, armazenam uma quantidade muito grande de informaçõesainda não utilizadas, estando guardadas, no seu bano de dados e que podemertamente serem exploradas. Um reaproveitamento otimizado destas informaçõesainda oultas, poderia forneer ao usuário uma ferramenta poderosa de alto nível.Estas informações poderiam, por exemplo, serem usadas para uma análise individualde uma ou várias trajetórias simultâneamente omparando suas araterístias deontorno em um determinado momento. Em um outro exemplo, seria possívelreutilizar algumas informações para melhorar o traking utilizado para treinamento,ou seja, obtendo-se uma ou mais trajetórias inompletas sendo possível prever suasaraterístias de ontorno, as mesmas poderiam ser simuladas e ompletadas.



70Finalmente, uma validação mais profunda do desempenho do algoritmodesenvolvido junto a pro�ssionais da área de segurança é neessária, para avaliaros pontos fortes e as questões em que o método pode ser efetivamente melhorado.Além disso, uma onsulta a esses pro�ssionais permitiria um levantamento de novoseventos possivelmente suspeitos que poderiam ser inorporados ao modelo.
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