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Resumo

Neste trabalho é proposto um novo método de otimização do método Monte
Carlo (MC) aplicado ao dobramento de proteínas. Este método baseia-se em in-
formações oriundas de Redes Neurais Arti�ciais (RNAs) treinadas para prever a
estrutura secundária de proteínas. Inicialmente, são introduzidos conceitos básicos
sobre proteínas e sua estrutura, sobre o método MC, sobre RNAs e sobre os métodos
PHD e PROF de treinamento de RNAs para a predição de estruturas secundárias.
A seguir, é apresentada uma revisão bibliográ�ca sobre métodos de previsão de es-
trutura tridimensional de proteínas e o ganho de informação em sistemas híbridos.
Com base nos resultados obtidos em outras abordagens, um novo método é pro-
posto utilizando as predições dos método PROF, disponíveison-line e com índices
de acerto para estrutura secundária acima de 76%, para a redução do espaço de
busca do método MC aplicado ao dobramento de proteínas. O método MC é apre-
sentado com a previsão da estrutura secundária baseada em RNAs (MC-RNA), e
é aplicado a quatro proteínas retiradas da lista de proteínas alvo dos experimen-
tos CASP, para as quais é demonstrado o ganho de acurácia do novo método em
relação ao método MC na determinação da estrutura tridimensional das proteínas.
Adicionalmente ao método MC e ao novo método MC-RNA, foi desenvolvido o mé-
todo de controle MC-DSSP utilizando informação real e conhecida a priori sobre
a estrutura secundária das proteínas. O método MC-DSSP também foi aplicado
às quatro proteínas de teste para demonstrar como a qualidade das predições da
estrutura secundária in�uencia a predição da estrutura terciária. Em todos os tes-
tes com os três métodos MC-DSSP, MC-RNA e MC, atingiu-se maior qualidade de
predição de estrutura terciária com o método MC-RNA do que com o método MC,
utilizando o mesmo esforço computacional. Da mesma forma o método MC-DSSP,
que utiliza informação precisa sobre a estrutura secundária, obteve sempre melhores
predições sobre a estrutura tridimensional do que os demais métodos, evidenciando
a importância da qualidade da informação sobre a estrutura secundária na acurácia
da predição da estrutura terciária de proteínas.
Palavras-chave: Bioinformática, Redes Neurais Arti�ciais, Monte Carlo, Dobra-
mento de Proteínas.
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TITLE: �USE OF ARTIFICIAL NEURAL NETWORKS WITH MONTE CARLO
SIMULATION APPLIED TO THE PROTEIN FOLDING PROBLEM�

Abstract

This work proposes a new strategy to optimize the Monte Carlo method (MC)
applied to the protein folding problem. This strategy is based on the information
obtained from Arti�cial Neural Networks (ANNs), trained to predict the protein
secondary structure. The work presents, initially, background knowledge about
proteins and their structure. Follows an introduction to the MC method, Neural
Networks and to the prediction of secondary structure using PHD/PROF programs.
Then, a survey about tridimensional protein structure is presented. Other concepts,
such as information gain in the context of hybrid systems, are also presented. Based
on state-of-the art results, a new method is proposed using the predictions produced
by the PROF program, availableon-line and with a performance higher than76% for
secundary structure prediction, for the reduction of the MC search space. The MC
method is presented with the secondary structure prediction based on ANNs (MC-
RNA) and applied to four di�erent proteins obtained from the list of target proteins
in the CASP experiments. For these proteins, an improvement in performance is
shown in relation to the conventional MCmethod. Additionaly to the MCmethod an
to the new MC-RNA method, a validation method MC-DSSP was developed using
real informations and a priori knowledge about the secondary structure. The method
MC-DSSP was also applied to the four test proteins to demonstrate the in�uence of
the quality in the secondary structure prediction on the tertiary structure prediction.
In all tests with the three methods MC-DSSP, MC-RNA and MC, a higher score
in terms of tertiary structure prediction was obtained with the MC-RNA method
than with the MC method, for the same computer power. In the same way, the MC-
DSSP method, which uses exact information about the secondary structure, reached
better prediction for the tridimensinal prediction than the other methods, showing
the importance of a good quality in the secondary structure for the prediction of
the tertiary structure.
Keywords: Bioinformatics, Arti�cial Neural Networks, Monte Carlo, Protein Fold-
ing.
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Capítulo 1

Introdução

O método Monte Carlo (MC) é um método de simulação estocástico que pode
ser utilizado para criar uma amostra estatisticamente representativa dos estados
de um sistema físico. A simulação MC de um sistema físico consiste basicamente
em transições aleatórias entre estados do sistema. Estas transições ocorrem de
acordo com as probabilidades de uma cadeia de Markov e resultam, ao atingirem
o equilíbrio, em uma amostra de estados visitados correspondente à distribuição de
estados possíveis do sistema. Se esta amostra for grande o su�ciente e analisarmos
os estados em função de determinada variável, os estados que apresentarem valores
mínimos para esta variável estarão próximos do mínimo global.

Dado um número de estados visitados, grande o su�ciente e que a simulação
MC tenha chegado ao equilíbrio, haverá entre eles um ou mais estados próximos ao
mínimo global do sistema.

Redes Neurais Arti�ciais (RNAs) aproximam o comportamento de um sistema
através de algoritmos de aquisição automática de conhecimento a partir dos dados
do sistema. Além disto RNAs são capazes de aprender o comportamento global
do sistema e são capazes de generalizar o comportamento do sistema para dados
não vistos previamente. Tão importante quanto as características citadas acima é
a capacidade que a RNA treinada tem de, uma vez alimentada com novos dados
de entrada, gerar previsões em apenas um passo. Ou seja, enquanto modelos de
sistemas dinâmicos dos quais não se conhece a solução analítica tem de ser resolvi-
dos numericamente, com ∆t pequeno e alto custo computacional, as RNAs podem
aprender e armazenar a resolução analítica destes sistemas, e realizar em um passo
o equivalente a N passos da solução analítica.

No entanto há limites teóricos para o que a RNA possa aprender sobre de-
terminados sistemas. Há informações que simplesmente não se encontram codi�-
cadas apenas nos dados que descrevem o sistema mas dependem da sua dinâmica
no tempo. Para estes casos o aprendizado armazenado na RNA a partir dos dados
funciona como informação sobre o comportamento estatístico do sistema. Em outras
palavras, baseada nas variáveis do sistema, a RNA pode prever com probabilidade
P o estado �nal deste, e P é dependente da quantidade de informação existente
nos dados de treinamento. Métodos Estocásticos por sua vez têm a capacidade de
extrair amostras representativas dos estados possíveis de um sistema. É de se es-
perar portanto que o aumento de quantidade de informação oriunda de RNAs não
só acelere a simulação MC como melhore a capacidade de aproximação do estado
ótimo em relação aos dois métodos isoladamente.
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O método MC-RNA proposto, baseado na premissa acima, é um modelo de
simulação estocástico que utiliza o método MC para a minimização de uma função
e RNAs para a redução do espaço de busca e conseqüente aceleração da solução
do sistema. O modelo consiste em simulação estocástica pelo método MC, com a
probabilidade de geração de transição de estado g(µ→ ν) determinada pela RNA.

O problema de dobramento de proteínas foi escolhido como aplicação do mé-
todo MC-RNA por ser um problema que envolve alto custo computacional tanto pelo
uso de métodos de simulação contínua quanto pelo uso de métodos de simulação es-
tocástica como o método MC. O alto grau de complexidade imposto pelas dimensões
de uma proteína em termos de número de átomos, a falta de conhecimento sobre os
mecanismos de interação internos à proteína e com o meio tais como a hidrofobici-
dade e o papel da entropia, e a importância da determinação da estrutura nativa de
proteínas para a indústria química e farmacêutica, tornam a aceleração dos métodos
de determinação do dobramento de proteínas um objetivo de suma importância. A
estrutura tridimensional de proteínas é essencial para a determinação da sua função.
A descoberta de novas drogas e terapias depende diretamente da nossa capacidade
de prever qual a conformação �nal de uma proteína em seu meio.

O problema da determinação da estrutura tridimensional de proteínas esbarra
na dimensionalidade do espaço de busca. A busca em todas as possibilidades de
combinações de ângulos de proteínas com centenas de resíduos de aminoácidos (do-
ravante referidos simplesmente como resíduos) resulta em explosão combinatória.
Utilizando a mioglobina como exemplo, com ângulos diedrais entre os seus153 resí-
duos podendo variar livremente de um em um grau entre0o e 360o, teríamos 360153

opções de conformações diferentes!
A literatura está repleta de métodos de predição de estrutura secundária de

proteínas a partir da seqüência de aminoácidos [CF74, GRG91, Lev97, YL93, KS96,
MHA95, RS93, Ros96, SS95, Jon99], e entre estes, o método de predição de estrutura
secundária por RNAs têm obtido excelentes resultados. Uma vez treinadas, as RNAs
podem realizar a predição diretamente a partir da seqüência de aminoácidos, sem
necessidade de comparações com bancos de dados, e são capazes de generalizar o
conhecimento para proteínas não vistas durante a fase de treinamento.

Tamanho da Janela Q3(%) Cα Cβ Ccoil

1 53,90 0,11 0,14 0,17
3 57,70 0,22 0,20 0,30
5 60,50 0,28 0,26 0,37
7 61,90 0,32 0,28 0,39
9 62,30 0,33 0,28 0,38
11 62,10 0,36 0,29 0,38
13 62,70 0,35 0,29 0,38
15 62,20 0,35 0,31 0,38
17 61,50 0,33 0,27 0,37
21 61,60 0,33 0,27 0,32

TABELA 1.1 � Dependência da precisão para os dados de teste (adaptado
de [QS88]). Q3 é á média de acerto na previsão das três estruturasα, β e coil. C é
o coe�ciente de correlação para cada tipo de previsão, como de�nido por [Mat75]

apud [HMK95].
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A abordagem do método misto MC-RNA destina-se a acelerar a simulação
Monte Carlo com o uso de informação estatística proveniente de RNAs. A RNA é
capaz de prever a estrutura secundária diretamente a partir da seqüência local de
resíduos. Como a RNA é treinada com informações locais, não é capaz de modelar in-
terações entre resíduos distantes. Qian & Sejnowski [QS88] e outros [HK89, BBB+90]
mostraram que utilizar uma janela local de resíduos como entrada da RNA melhora
os índices de acerto, como mostrado na Tabela 1.1. Esta Tabela mostra que com
janelas pequenas o índice de acerto da RNA cai, evidenciando a importância da
informação ao redor da janela para a predição da estrutura secundária. Porém, com
janelas maiores do que 6 resíduos de cada lado do resíduo central também ocorre
redução na precisão da previsão. Isto mostra que janelas maiores do que6 resíduos
não contribuem com mais informação, mas pelo contrário deterioram a performance
da predição adicionando ruído [HMK95]. Sabe-se contudo que a estrutura tridimen-
sional da proteína envolve interações entre resíduos distantes, e para levar em conta
a in�uência destes resíduos outros métodos devem ser utilizados que não dependam
apenas de informações locais. O método MC leva em conta a iteração de todos os
átomos da proteína, pois depende do cálculo da energia potencial das conformações
que gera para calcular a probabilidade de transição entre estados.

O novo método MC-RNA utiliza portanto RNAs para acelerar as técnicas
tradicionais de simulação estocástica. Esta aceleração acontece porque o método MC
é simulado com distribuição de probabilidade baseada em RNAs, o que resulta em
diminuição do número de estados passíveis de serem visitados. O método MC-RNA
utiliza-se de RNAs treinadas através do método PROF1, capaz de prever a estrutura
secundária de proteínas a partir da seqüência de resíduos com precisão maior do
que 76% [Ros01], e desenvolvido por Burkhard Rost a partir do método PHD, que
por sua vez era capaz de predições com quase 72% de precisão e foi desenvolvido
originalmente pelo próprio Rost e por Chris Sander [RS93, Ros96, Ros01].

O sistema físico responsável pelo dobramento da proteínas na natureza pode
ser descrito por uma seqüência de aminoácidos e as diversas interações entre seus
átomos. Partindo desta descrição é possível a construção de modelos matemáticos
para a simulação da dinâmica das proteínas. O modelo que melhor representa es-
tas interações é o quântico, constituído por equações de Schrödinger e intratável
computacionalmente.

A simulação de dinâmica molecular é realizada através do modelo mecânico da
interação entre átomos, e é uma das principais ferramentas para o estudo de com-
portamento de moléculas biológicas. A simulação de dinâmica molecular é utilizada
tipicamente em estudos sobre a formação da estrutura tridimensional de proteínas,
de sua dinâmica e termodinâmica.

Apesar da aceitação geral e ampla utilização, o Modelo Mecânico para simu-
lação de Dinâmica Molecular ainda é um processo muito caro computacionalmente.
Devido à falta de soluções analíticas para o modelo mecânico, a integração numérica
de suas equações diferenciais se faz necessária. Inúmeros algoritmos de integração
são utilizados pelos pacotes de dinâmica molecular, mas todos apresentam alto grau
de complexidade do ponto de vista do custo computacional. De fato, proteínas são
comumente compostas por seqüências de100 a 500 aminoácidos, podendo ultrapas-
sar este valor. Se considerarmos que cada aminoácido possui aproximadamente10

1B Rost: PROF: predicting one-dimensional protein structure by pro�le based neural networks.
unpublished, 2000.
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átomos, a dinâmica molecular de uma proteína é um problema que envolve centenas
ou milhares de graus de liberdade.

Na simulação de dinâmica molecular de uma mioglobina é necessário inte-
grar as equações diferenciais de posição e velocidade para aproximadamente1530
átomos em cada iteração. Para a simulação de 1µs de dinâmica molecular da
mioglobina são necessários aproximadamente 1, 53 · 1012 integrações das equações
diferenciais(∆t = 1fs). Em um Xeon 2, 40GHz, 1µs de simulação da mioglobina em
solvente explícito, equivale a 200 dias de processamento. De acordo com [LCN00]
o tempo de dobramento de uma proteína em ambiente �siológico é da ordem de
ms a segundos, o que dá uma idéia da complexidade do problema da simulação de
dinâmica molecular.

Na natureza a dinâmica molecular é responsável por duas etapas do dobra-
mento de proteínas. Na fase inicial ocorre a formação da estrutura secundária, e
posteriormente a formação da estrutura terciária. Ou seja, em um primeiro mo-
mento ocorre a formação de α-hélices e folhas-β. Uma vez terminado este processo,
as estruturas secundárias começam a dobrar umas em direção às outras, formando
a estrutura tridimensional �nal da proteína.

No método proposto, a RNA contribui na aceleração do método MC auxiliando
no processo de formação da estrutura secundária. O método MC �ca responsável
principalmente pelo trabalho de dobrar as α-hélices e segmentos de folhas-β umas
sobre as outras. Ou seja, a RNA é responsável pela previsão da estrutura secundária
relativa à in�uência dos resíduos dentro de uma janela local, e o MC é responsável
pelas iterações entre resíduos distantes.

Inicialmente são introduzidos no Capítulo 2 os conceitos básicos sobre aminoá-
cidos e proteínas, a descrição de sua estrutura em diversos níveis, os campos de força
para proteínas, o dobramento de proteínas e os métodos tradicionais para se atingir
este dobramento. Também são introduzidos conceitos sobre o método MC, clusteri-
zação, sobre RNAs, sobre particularidades do treinamento de RNAs para predição
de estrutura secundária de proteínas, e sobre os métodos PHDsec [Ros96, Ros96]
e PROFsec2 de treinamento de RNAs para a predição de estrutura secundária. O
Capítulo 3 traz uma revisão bibliográ�ca sobre métodos de previsão de estrutura
secundária de proteínas, o estado da arte dos métodos de Dinâmica Molecular, Mé-
todos Estocásticos, RNAs, métodos de alinhamento (baseados em homologia) e o
ganho de informação em sistemas híbridos. No Capítulo 4 é apresentado o novo
método proposto: MC-RNA, que através do ganho de informação proporcionado
pelas RNAs treinadas com o método PROF, otimiza o método MC aplicado ao do-
bramento de proteínas através de redução do espaço de busca. O novo método é
dividido em duas fases: a primeira referindo-se à geração de conformações, e a se-
gunda detalhando a clusterização dos dados gerados. O Capítulo 5 traz os resultados
dos experimentos divididos em quatro seções, uma para cada proteína utilizada como
teste. Finalmente no Capítulo 6 são apresentadas considerações �nais e conclusões
extraídas dos resultados dos experimentos.

No Capítulo 4, juntamente com o novo método MC-RNA proposto, são apre-
sentados os dois métodos de controle utilizados neste trabalho a título de com-
paração: o MC e o MC-DSSP. O MC é o método MC aplicado ao problema de
dobramento de proteínas, e o MC-DSSP é o mesmo método MC com informação

2B Rost: PROF: predicting one-dimensional protein structure by pro�le based neural networks.
unpublished, 2000.
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conhecida a priori da estrutura secundária das proteínas. O método MC serve como
comparativo com o MC-RNA, permitindo mensurar o ganho de performance pro-
porcionando pela informação extra do método MC-RNA. Já o método MC-DSSP
utiliza informação conhecida, obtida experimentalmente, da estrutura secundária
das proteínas testadas. Como o MC-DSSP utiliza informação já conhecida, ele não
tem objetivo de ser uma ferramenta para uso prático em predições, mas foi proposto
e aplicado para demonstrar como a maior precisão da informação sobre a estrutura
secundária acarreta em aumento da acurácia dos resultados em relação ao MC-RNA.

Todos os três métodos MC, MC-RNA e MC-DSSP foram aplicados a um con-
junto de quatro proteínas de domínio público, relativamente pequenas, escolhidas
dentre o conjunto de proteínas utilizadas nos experimentos CASP3 como alvo de si-
mulações: 1j8b, 1g7d domínio C-terminal, 1i74 (domínio 2) e 1kkg. A �m de gerar
os dados do espaço de busca para os algoritmos, foi criado um banco de dados a par-
tir da lista de proteínas não homólogas do grupo EVA4, contendo informações sobre
a estrutura secundária de 377540 resíduos pertencentes à 2327. A análise das con-
formações geradas a partir do método MC-RNA e dos métodos de controle é feita no
Capítulo 5, analisando-se clusters obtidos com o método de clusterizaçãoK-means
aplicado sobre os ângulos formados pelas ligações químicas entre os resíduos. Para
otimizar o processo de clusterização, apenas uma fração dos resíduos das proteínas
com maior liberdade de movimento é utilizada. Como os resíduos pertencentes à
estruturas secundárias formam pontes de hidrogênio entre si, acabam por ter pou-
cos graus de liberdade e podemos desprezá-los para �ns de clusterização, adotando
como representação da conformação tridimensional da proteína apenas os ângulos
dos resíduos pertencentes às alças (coil) que interligam as estruturas secundárias,
e permitem que elas se dobrem umas sobre as outras. Assim como os ângulos de
ligação dos resíduos pertencentes à segmentoscoil são determinantes para a confor-
mação tridimensional da proteína, pequenas variações nestes ângulos causam grande
impacto na estrutura obtida. Soma-se a isto a grande variedade de combinações de
ângulos permitida (contra a existência de intervalos de ângulos preferenciais para
folhas-β e α-hélices) para explicar o alto grau de complexidade inerente ao problema
de dobramento de proteínas.

As proteínas são então representadas pelos ângulos dos resíduoscoil que deter-
minam como as estruturas se dobrarão umas sobre as outras, e para cada proteína há
no Capítulo 5 grá�cos e tabelas que comparam os clusters obtidos através destes ân-
gulos. Os dados obtidos após o término dos experimentos e a clusterização mostram
que, para todas as quatro proteínas testadas, o método MC-RNA obteve sempre
maior acurácia e e�ciência na determinação de conformações tridimensionais pró-
ximas à conformação nativa (conformação tridimensional da proteína na natureza)
do que o método MC. Comparando-se ainda os métodos MC-RNA com o método
MC-DSSP, o segundo foi sempre capaz de produzir estruturas mais próximas da
estrutura nativa do que o primeiro. Considerando-se que as RNAs treinadas com
o método PROF e utilizadas no método MC-RNA conseguem prever a estrutura
secundária com acurácia maior que 76% [Ros01], os ótimos resultados do MC-DSSP
permitem inferir que a melhora nos métodos de predição de estrutura secundária te-
riam grande efeito na otimização do MC aplicado à previsão da estrutura terciária,
ou seja, ao dobramento de proteínas.

3http://predictioncenter.gc.ucdavis.edu/
4EValuation of Automatic protein structure prediction
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Capítulo 2

Conceitos Básicos

Neste Capítulo, são apresentados conceitos necessários ao entendimento deste
trabalho. Os assuntos abordados são a composição e estrutura de proteínas, técnica
Monte Carlo, Clusterização e Redes Neurais Arti�ciais.

2.1 Aminoácidos e Proteínas
As proteínas são as mais abundantes macromoléculas biológicas, e estão pre-

sentes em todas as células e em todas as partes das células [LCN00]. As proteínas
ainda apresentam enorme diversidade: no tamanho elas vão desde pequenos peptí-
deos a enormes polímeros com peso molecular na casa dos milhões de unidades de
massa atômica, e na função onde podem servir para �ns tão diversos quanto fun-
ções enzimáticas e hormonais, na composição da estrutura de tecidos como o tecido
muscular, no transporte de moléculas e muitos outras.

Apesar de toda a diversidade, as proteínas são formadas por combinações de
um grupo de apenas 20 aminoácidos padrão (Tabela 2.1), que se unem uns aos
outros por ligações covalentes em uma seqüência de resíduos distinta para cada
tipo de proteína. Todos os 20 aminoácidos padrão são α-aminoácidos. Eles são
compostos de um carbono central denominado carbono-α e, ligados a ele, um grupo
carboxila, um grupo amina, um átomo de hidrogênio e uma cadeia lateral. A cadeia
lateral é denominada grupo R (de radical), e é o que diferencia um aminoácido do
outro in�uenciando na carga elétrica, na estrutura, no tamanho, na polarização e
na solubilidade em água do aminoácido (Tabela 2.1 e Figura 2.1).
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Aminoácido Abreviatura Símbolo Índice hidropático

Grupos R alifáticos, apolares

Glicina GLY G −0, 4
Alanina ALA A 1, 8
Valina VAL V 4, 2
Leucina LEU L 3, 8
Isoleucina ILE I 4, 5
Metionina MET M 1, 9

Grupos R aromáticos

Fenilalanina PHE F 2, 8
Tirosina TYR Y −1, 3
Triptofano TRP W −0, 9

Grupos R neutros, polares

Serina SER S −0, 8
Prolina PRO P 1, 6
Treonina THR T −0, 7
Cisteína CYS C 2, 5
Asparagina ASN N −3, 5
Glutamina GLN Q −3, 5

Grupos R carregados positivamente

Lisina LYS K −3, 9
Histidina HIS H −3, 2
Arginina ARG R −4, 5

Grupos R carregados negativamente

Aspartato ASP D −3, 5
Glutamato GLU E −3, 5

TABELA 2.1 � Nomenclatura dos aminoácidos (adaptada a partir de [LCN00]).
Os aminoácidos estão divididos por grupos R. Na última coluna o índice de
hidropatia mede a tendência do aminoácido de procurar ambientes aquosos

(valores −) ou ambientes hidrofóbicos (valores+).

Os 20 α-aminoácidos padrão podem portanto ser classi�cados pelo seus grupos
R como [LCN00]: (1) alifáticos e apolares, (2) aromáticos, (3) neutros e polares, (4)
carregados positivamente e (5) carregados negativamente.

Os grupos R da primeira classe são apolares e hidrofóbicos. As cadeias laterais
da alanina, valina, leucina e da isoleucina tendem a se agrupar no interior das
proteínas, estabilizando-as com interações hidrofóbicas.
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FIGURA 2.1 � Os 20 aminoácidos padrão das proteínas([LCN00]) classi�cados
pelo grupo R. As fórmulas estruturais mostram o estado de ionização

predominante em pH �siológico (7, 0). As partes não sombreadas são comuns à
todos os aminoácidos, e as partes sombreadas são os grupos R.

A segunda classe corresponde aos grupos R aromáticos. Estes são relativa-
mente apolares (hidrofóbicos). Os aminoácidos desta classe têm por característica
a absorção de luz ultravioleta, aspecto aproveitado por cientistas para caracterizar
proteínas.

A terceira classe é composta por grupos R neutros e polares, mais solúveis
em água do que os grupos R apolares porque contém grupos funcionais que for-
mam pontes de hidrogênio com a água. A cisteína se oxida na presença de outra
cisteína e forma um aminoácido dimérico chamado de cistina. A cistina é formada
por duas cisteínas ligadas através de ligação covalente dissulfídica, e é altamente hi-
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drofóbica (apolar). As ligações dissulfídicas têm in�uência importante na formação
da estrutura tridimensional de proteínas, pois formam ligações covalentes entre dois
segmentos da proteína ou entre dois polipeptídeos.

Os grupos R das classes (4) e (5) apresentam carga elétrica positiva e negativa
respectivamente. Estes grupos são os mais hidrofílicos. A histidina, por ter uma
cadeia lateral ionizável em ambiente próximos ao pH neutro, tem a função de faci-
litar inúmeras reações catalizadas por enzimas servindo como doador e receptor de
prótons.

A proteína é portanto um polímero de resíduos de aminoácidos, assim deno-
minados devido à perda de água pelo aminoácido ao se ligar através de um ligação
covalente à outro aminoácido. As diferentes combinações deste grupo de20 ami-
noácidos formam as seqüências de resíduos, ou polipeptídeos, que formam todas as
proteínas. A análise da porcentagem de cada tipo de aminoácido presente em uma
proteína pode ser obtida por hidrólise, por meio da qual a seqüência de resíduos é
desnaturada e resulta em uma mistura de aminoácidos livres. É interessante notar
que as porcentagens e mesmo a presença de tipos de aminoácidos varia de pro-
teína para proteína, sendo difícil encontrar duas proteínas diferentes com a mesma
proporção de tipos de aminoácidos.

FIGURA 2.2 � Representação hierárquica dos níveis de estrutura em
proteínas [LCN00].

O conhecimento sobre a estrutura tridimensional de uma proteína em ambiente
natural (estrutura nativa) é essencial para o entendimento de seu funcionamento,
pois a função da proteína no organismo é determinada por sua conformação nativa.
A conformação de uma proteína é o arranjo espacial de todos os seus resíduos.
Mesmo para uma proteína pequena, composta por poucas dezenas de resíduos, as
possíveis conformações teóricas seriam tantas quantas as combinações de variações
de ângulos possíveis para cada uma das ligações covalentes entre os resíduos. No
entanto, apenas algumas conformações tendem a predominar sobre as outras sob
condições biológicas (temperatura, íons, nível de pH, temperatura, etc, similares ao
ambiente �siológico). A Hipótese Termodinâmica [Anf93] estabelece que a estrutura
tridimensional de uma proteína em seu ambiente �siológico natural é tal que a
energia livre de Gibbs [LCN00] (G) de todo o sistema é mínima. Em [BK00] os
autores sugerem que o dobramento da proteína em direção à conformação nativa
percorre um túnel de energia decrescente sem barreiras de energia importantes, e que
"a taxa de dobramento da proteína é limitada por uma região do túnel onde o ganho
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de energia não compensa a perda de entropia conformacional". Os autores sugerem
que a cinética da proteína é determinada majoritariamente por barreiras entrópicas.
Como a conformação nativa de proteínas (e portanto de energia livre mínima) é
determinada por interações fracas [LCN00], simulações de dinâmica molecular que
levem em consideração apenas a entalpia do sistema têm di�culdade em encontrar
os mínimos globais.

A descrição da estrutura de uma proteína é dividida em três etapas principais
(Figura 2.2): (1) a estrutura primária descreve as ligações covalentes entre os resí-
duos, e tem como elemento mais importante a seqüência de resíduos de aminoácidos,
(2) a estrutura secundária se refere à arranjos locais estáveis de resíduos na forma de
estruturas recorrentes, e (3) a estrutura terciária é a estrutura tridimensional global
da proteína. Para proteínas grandes como a hemoglobina, composta por mais de
uma cadeia polipeptídica, o arranjo espacial destas cadeias é denominado estrutura
quaternária.

2.1.1 Estrutura Primária

FIGURA 2.3 � Cadeia polipeptídica. Por convenção os ângulos de rotação das
ligações covalentes no carbono alfa (Cα) são denominados Φ para a ligação N −Cα

e Ψ para a ligação Cα − C. Os planos indicam que os átomos das ligações
covalentes Cα − C −N − Cα são coplanares e portanto as únicas ligações

covalentes com liberdade para rotacionar são as doCα. ([LCN00]).

A estrutura primária de uma proteína é a descrição de todas as ligações cova-
lentes entre a sua seqüência de resíduos. Linus Pauling e Robert Corey, em meados
de 1930 determinaram que entre cada carbono alfa (Cα) há três ligações covalentes
do tipo Cα −C −N −Cα, e que os 4 átomos participantes são coplanares [LCN00].
As únicas ligações covalentes com liberdade para rotacionar são as doCα. Por con-
venção os ângulos de rotação das ligações covalentes noCα são denominados Φ para
a ligação N − Cα e Ψ para a ligação Cα − C. Estes ângulos são chamados ângu-
los diedrais e, devido à rigidez imposta pela coplanaridade dos grupos peptídicos,
tem a sua liberdade de rotacionar limitada pela colisão dos outros átomos do grupo
(Figura 2.3).

O mapa de Ramachandran [GRB96] é um mapa dos ângulos diedrais permiti-
dos para resíduos pertences à uma proteína, e foi proposto por G. N. Ramachandran
em 1963. No mapa de Ramachandran os valores permitidos para os ângulos diedrais
são os que se encontram em regiões de pares de ângulos permitidos (Figura 2.4).
Todos os demais que se encontram fora destas regiões são considerados ângulos não
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permitidos ou proibidos. As regiões permitidas do mapa são construídas através da
determinação dos pares de ângulosΦ e Ψ que que respeitam as distâncias mínimas
permitidas entre átomos em uma cadeia polipeptídica. Para calcular tais distâncias
os átomos são tratados como esferas sólidas de raio igual aos seus raios de Van der
Waals. As regiões parcialmente permitidas são obtidas com raio de Van der Waals
ligeiramente menor e correspondem às conformações de menor estabilidade [LCN00].

FIGURA 2.4 � Mapa de Ramachandran: os valores permitidos para os ângulos
diedrais Φ e Ψ são limitados pela proximidade dos átomos dados os seu raios de
Van der Walls [LCN00]. Na área cinza do mapa encontram-se as combinações

proibidas de ângulos diedrais. Nas regiões azuis encontram-se as regiões
permitidas.

Se a estrutura primária da proteína determina a formação da estrutura se-
cundária, a interação entre os segmentos da estrutura secundária determinam a
estrutura tridimensional, e a função da proteína depende de sua forma tridimensio-
nal nativa, então podemos dizer que a seqüência de aminoácidos de�ne a função da
proteína. Porém, de 20 a 30% das proteínas em humanos são polimór�cas [LCN00],
ou seja, apresentam variações de resíduos na seqüência, porém com pouca ou mesmo
nenhuma alteração na função �nal da proteína. Aparentemente apenas segmentos
críticos da estrutura primária tem de se manter inalterados entre proteínas polimór-
�cas para que mantenham a sua função.

Não se sabe exatamente como a seqüência de aminoácidos determina a estru-
tura terciária de uma proteína, e nem sempre é possível prever a estrutura terciária
a partir da primária. Porém, através de comparação com proteínas homólogas com
conformações nativas conhecidas, se pode inferir a conformação espacial preferencial
da proteína [LCN00]. Ou seja, métodos de alinhamento de estruturas homólogas as-
sumem que proteínas com estruturas primárias e portanto seqüências de resíduos
semelhantes tendem a assumir conformações nativas preferenciais semelhantes.
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2.1.2 Estrutura Secundária
A estrutura secundária refere-se a conformações recorrentes locais em segmen-

tos da seqüência de aminoácidos. Estas conformações são divididas em dois grupos:
α-hélices e folhas-β.

FIGURA 2.5 � Dois modelos da α-hélice de orientação anti-horária (mão
direita) [LCN00]. (a) Os planos das ligações peptídicas são paralelos ao eixo da

α-hélice representado pelo bastão. (b) Modelo bola e bastão daα-hélice mostrando
as pontes de hidrogênio.

A estrutura α-hélice é formada por um segmento de proteína onde os resíduos
formam um espiral estreita ao redor de um eixo imaginário, atraindo-se mutuamente
por meio de pontes de hidrogênio (Figura 2.5). Para cada volta completa daα-hélice
são necessários aproximadamente3, 6 resíduos, e os grupos R dos resíduos situam-se
no lado externo da hélice.

As interações mútuas através de pontes de hidrogênio determinam duas carac-
terísticas importantes da α-hélice: ela é a estrutura que se forma mais rapidamente
e é a mais estável. Porém a estabilidade desta estrutura depende da identidade dos
resíduos que a compõem. Para citar apenas 2 exemplos desta in�uência (Lehninger
cita pelo menos 5), a formação e estabilidade de uma α-hélice é afetada por (1)
a atração ou repulsão entre grupos R sucessivos carregados eletricamente, e(2) as
dimensões de grupos R adjacentes.

A conformação β, assim como a α-hélice, foi predita por Pauling e Corey. Este
tipo de conformação repetitiva resulta em estruturas com formato de zigue-zague.
As conformações β com freqüência se alinham através de interações por ponte de
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FIGURA 2.6 � Conformação β de cadeias polipeptídicas [LCN00]. As vistas
superior e frontal evidenciam os grupos R sobressaindo da forma sanfonada criada
pelas ligações peptídicas. As pontes de hidrogênio também são mostradas. Na
folha-β antiparalela (a) a orientação terminal-amino para terminal-carboxila é
invertida para cada segmento. Na folha-β paralela os segmentos têm a mesma

orientação.

hidrogênio, formando estruturas com superfícies em forma de gaita denominadas
folhas-β. Neste tipo de conformação, os grupos R são dispostos alternadamente em
direções opostas (Figura 2.6), e preferencialmente resíduos com grupos R pequenos
são encontrados na seqüência de folhas-β. As folhas-β são formadas, em geral, por
segmentos próximos na seqüência de resíduos [LCN00], mas podem ser formadas por
segmentos distantes e até por polipeptídeos distintos. Ainda conforme a orientação,
as folhas-β podem ser paralelas ou antiparalelas (Figura 2.6 (b) e (a)) conforme a
sua orientação.

Os resíduos que não participam das seqüências de estruturas secundárias estão
nos segmentos que ligam estas seqüências. Estes segmentos se denominamcoil, e não
possuem estrutura de�nida, sendo portanto de difícil determinação. Em proteínas
globulares de estrutura altamente compacta, mais de 30% dos aminoácidos estão
em coils em forma de loops entre uma e outra estrutura secundária. Alguns tipos
de dobramentos são comuns em proteínas como o β-turn, composto por 4 resíduos
e uma ponte de hidrogênio conectando dois segmentos de folhas-β antiparalelas, em
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FIGURA 2.7 � Os ângulos diedrais dos resíduos participantes de diferentes
estruturas secundárias encontram-se em regiões especí�cas do Mapa de

Ramachandran.

geral localizado na superfície das proteínas [LCN00] globulares.
Os resíduos quando pertencentes a um determinado tipo de estrutura secun-

dária tendem a ter ângulos diedrais característicos, inerentes às restrições impostas
pelo tipo de estrutura espacial. Estes conjuntos de ângulos característicos formam
regiões especí�cas no mapa de Ramachandran para cada tipo de estrutura secundá-
ria. Apesar de estas regiões variarem conforme o tipo de resíduo, de uma maneira
geral as regiões típicas para cada tipo de estrutura secundária são as mostradas no
esquema da Figura 2.7. Este mapeamento nos permitirá mais adiante restringir o
espaço de busca de ângulos diedrais para estas pequenas regiões sempre que dis-
pusermos de informação sobre a estrutura secundária a que pertence determinado
resíduo.

2.1.3 Estrutura Terciária
A estrutura terciária é a estrutura tridimensional dada pela posição espacial

de todos os átomos de uma proteína. A estrutura terciária engloba então a descri-
ção da posição relativa de todos os segmentos de estrutura secundária e de todos
os resíduos dos segmentos intermediários (coil) (Figura 2.8). A determinação da
conformação nativa de uma proteína a partir da seqüência de resíduos é nada mais
do que determinar a sua estrutura terciária nativa a partir da estrutura primária.
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FIGURA 2.8 � Estrutura terciária da proteína glutathione peroxidase do boi.
Assinalados em amarelo as folhas-β, em vermelho as hélices-α e em azul os

segmentos coil.

Como vimos anteriormente, as estruturas secundárias são formadas localmente
em segmentos da cadeia polipeptídica em função dos tipos de resíduos presentes na
seqüência local. As estruturas secundarias, uma vez formadas no ambiente �sioló-
gico, interagem entre si e com os segmentos de coil, e o resultado da interação das
cargas elétricas, das componentes hidrofóbicas e hidrofílicas, das pontes de hidrogê-
nio, das ligações dissulfídicas, e até das restrições de movimento devido ao choque
de estruturas é a conformação nativa �nal da proteína.

Após o processo de formação das estruturas secundárias, estas começam a
se dobrar como efeito das interações de suas cargas elétricas, polarização e efeitos
hidrofóbicos, em direção à conformação nativa. Portanto, uma vez que tenhamos
conhecimento sobre a estrutura secundária de uma proteína, a descrição da estrutura
terciária depende dos ângulos diedrais dos resíduos dos segmentos que conectam as
estruturas secundárias.

2.1.4 Estruturas Primárias Redundantes
Se o polimor�smo representa um obstáculo no mapeamento da seqüência de

resíduos para a conformação nativa e conseqüente função de uma proteína, a deter-
minação da conformação nativa sem o polimor�smo também apresenta limitações.
Isto se deve à necessidade de locomoção de algumas proteínas (principalmente enzi-
mas) que acabam por modi�car a sua conformação nativa. Disto resultam arquivos
PDB1 ditos redundantes: proteínas 100% homólogas com conformações nativas di-
ferentes. De acordo com [HW02] o limite teórico para a taxa média de acerto na
previsão da conformação de proteínas a partir da estrutura primária (utilizando por-
tanto um método com 100% de taxa de acerto) seria de 73, 5%. Ou seja, o limite
teórico de acurácia para um método de previsão da conformação nativa de proteínas
baseado apenas na seqüência de resíduos é menor do que100% porque a estrutura
nativa nem sempre é determinada apenas pela seqüência de resíduos.

1Arquivos com dados sobre a estrutura tridimensional de proteínas do repositórioon-line RSCB
Protein Data Bank, em http://www.rcsb.org/pdb/
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A quantidade de conformações nativas de proteínas determinadas por méto-
dos empíricos atualmente é da ordem de milhares. Os dois métodos utilizados são a
cristalogra�a por raio X e ressonância magnética, e ambos se destinam a determinar
a posição tridimensional de cada átomo de uma proteína. O alto custo em tempo e
recursos para a determinação da conformação nativa por estes métodos e a conve-
niência de conhecimento a priori sobre as possíveis conformações são os motores da
pesquisa em métodos de biologia computacional para o dobramento de proteínas.

2.2 Campos de força em Proteínas
Campo de força é o nome que se dá a um conjunto de informações que permite

calcular a energia de um sistema de uma ou mais moléculas em função da distância
entre átomos de ligações covalentes, entre 2 ligações covalentes (C-C-C) em função
da variação angular, variações de energia de torção, interação de van der Waal entre
2 átomos, forças eletrostáticas, barreiras rotacionais (limites de rotação para ligações
entre 4 átomos, responsáveis pelas regiões proibidas do mapa de Ramachandran),
e parâmetros como energia de formação de moléculas, constantes ambientais (como
a constante dielétrica por exemplo), comprimentos de ligações atômicas e raios de
van der Waal, entre outros.

As interações entre átomos são governadas por interações eletromagnéticas,
sendo que as interações gravitacionais e nucleares são completamente irrelevantes
na escala atômica c. O comportamento de uma molécula pode ser descrito pela
equação de Schrödinger (aqui na sua forma independente do tempo)

Hφ(r1, r2, . . .) = Eφ(r1, r2, . . .), (2.1)
onde ri são as posições do núcleo e elétrons da molécula, φ é a função de onda
que contém toda a informação sobre as propriedades dinâmicas do sistema, eE é a
energia. O operador hamiltoniano é dado por

H =
n∑

i=1

−h2

2mi

+
n∑

i=1

n∑
j=i+1

zizje
2

4πε0|~ri − ~rj| , (2.2)

onde mi é a massa da partícula i, zi é a carga e os outros símbolos têm o signi�cado
usual. O primeiro termo é referente à energia cinética clássica e o segundo à energia
eletrostática. As propriedades de todas as moléculas, incluindo as proteínas, são
governadas por esta equação (excluindo pequenos efeitos relativísticos. A solução
exata desta equação porém não é possível, nem mesmo se considerarmos moléculas
muito simples como H2.

Born e Oppenheimer em 1927 [BO27] desenvolveram uma boa aproximação
para as distribuições eletrônicas e nucleares. Para esta aproximação a energia para
uma molécula de N núcleos e n elétrons é dada por

Etotal = Eeletrons +
N∑

i=1

N∑
j=i+1

zizje
2

4πε0|~Ri − ~Rj|
, (2.3)

onde Ri são os vetores de posição dos núcleos e zi as cargas. O primeiro termo
representa a contribuição feita pela energia potencial das interações envolvendo os
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elétrons, o segundo é o termo coulombiano de repulsão entre os núcleos carregados
de uma molécula. A função de onda eletrônica e a energia potencial são dados por

Heletronsφ(r1, r2, . . .) = Eeletronsφ(r1, r2, . . .). (2.4)
O operador hamiltoniano para a contribuição dos elétrons para a energia é dado por:

Heletrons =
n∑

i=1

{
−h2

2mi

52
i −

n∑
j=1

zje
2

4πε0|~ri − ~Rj|

}
+

n∑
i=1

n∑
j=i+1

e2

4πε0|~ri − ~rj| , (2.5)

onde m é a massa do elétron e ~ri são os vetores posição para os elétrons. O primeiro
termo da soma corresponde à energia cinética dos elétrons, o segundo as interações
entre os elétrons e os núcleos, e o terceiro as interações entre elétrons.

A solução para as equações acima leva a um grande campo de estudos: a
química quântica. A idéia básica dos métodos da química quântica é encontrar a
distribuição dos elétrons para um conjunto �xo de núcleos descrevendo a molécula e,
com a aplicação de um método de minimização de energia a geometria da molécula
pode ser determinada. As equações de Born e Oppenheimer porém, apesar de serem
aproximações, ainda tem grau de complexidade computacional apreciável, sendo
inviáveis computacionalmente para moléculas compostas por mais do que algumas
dezenas de átomos.

Os métodos da química quântica para representar moléculas são impraticáveis
quando aplicados a biomoléculas, assim devemos então considerar um modelo mais
simples de representação. Os efeitos quânticos são aproximados pela mecânica clás-
sica para facilitar a representação. Muitos campos de força foram desenvolvidos com
o uso de dados experimentais para parametrizar um conjunto de funções. Embora
os campos de força tenham algumas diferenças, acabam por usar praticamente o
mesmo conjunto de funções de energia. A seguir, descrevemos os termos de energia
que são utilizadas para quanti�car a energia de proteínas.

2.2.1 Interação entre Átomos Ligados
Estas interações aplicam-se aos átomos que estão próximos uns dos outros, ou

seja, a não mais do que 2 ligações de distância, e por isso são chamadas também e
interações 1− 3.

Ligações Covalentes
Ligações covalentes existem quando dois átomos compartilham elétrons. Caso com-
partilhem um elétron apenas, temos uma ligação simples, e se compartilham um par
de elétrons temos uma ligação dupla.

A lei de Hooke aproxima a energia potencial de uma ligação covalente, é dada
por:

Elig = kr(r − req)
2, (2.6)

onde r é a distância entre os núcleos dos átomos em uma ligação covalente,req é o
comprimento de equilíbrio da ligação, e kr é a constante de mola.

Os valores de req são usualmente obtidos com raios-X de pequenos cristais de
moléculas. Já os valores de constante kr são encontrados por meio de cálculos e
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através da comparação dos resultados com dados experimentais das freqüências de
microondas. Estes parâmetros também podem ser obtidos por cálculos de química
quântica.

Ângulos entre Ligação
Um ângulo θ entre os átomos ABC é de�nido como o ângulo entre as ligaçõesAB
e BC, como pode ser visto na Figura 2.9.

FIGURA 2.9 � Ângulos de ligação.

Assim como a energia associada com a deformação das ligações covalentes, um
termo de energia também é associado à deformação dos ângulos de ligação e é dado
por:

Eθ = kθ(θ − θeq)
2, (2.7)

onde kθ é uma constante positiva que depende do tipo de ângulo, θ é o valor do
ângulo e θ0 é o ângulo de equilíbrio.

Os valores de ângulos são encontrados experimentalmente. Um ângulos de
ligação em torno de 109o signi�ca que o átomo central é tetraédrico, possuindo
quatro átomos ligados a ele. Já um ângulo em torno de 120o indica um átomo
central com três átomos ligados. Os valores de ângulos de ligação também são
obtidos empiricamente através de raios-X de alta resolução de pequenas moléculas.
Também podem ser obtidos através de dados de espectrogra�a ou de cálculos.

Ângulos Diedrais
Estes são os ângulos de torção Φ e Ψ já vistos anteriormente. O ângulo diedral Ψ
(ângulo de torção) entre quatro átomos ABCD é de�nido como o ângulo entre os
planos ABC e BCD, como podemos ver na Figura 2.10.

A forma funcional padrão para representar a energia potencial de uma rotação
funcional foi introduzida por Pitzer. Esta é uma função periódica representando a
interação entre os quatro átomos que formam o ângulo diedral:

Edied =
3∑

n=1

Vn

2
[1 + cos(nφ− γ)], (2.8)

onde Vn é a barreira de energia para a rotação,n a quantidade de máximos ou míni-
mos em uma volta e γ determina o o�-set angular. Nos anos 60, quando funções de
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FIGURA 2.10 � Ângulos diedrais.

energia potencial foram desenvolvidas para proteínas, foi veri�cado que o potencial
de Pitzer era insu�ciente para fornecer uma representação completa das barreiras de
energia nas mudanças de ângulos diedrais. Funções de energia potencial modernas
normalmente modelam a dependência da energia em função do ângulo diedral por
uma combinação do potencial de Pitzer e interações entre átomos não ligados,

2.2.2 Interações Entre Átomos Não Ligados
Estas interações aplicam-se a átomos que não estão ligados através de ligações

covalentes. São chamadas de interações1−4 por atuarem em átomos que encontram-
se distantes de três ou mais ligações. As interações eletromagnéticas dominam na
escala molecular e fornecem a base fundamental para todas as interações, ligadas ou
não.

Interações Eletrostáticas
No caso das interações eletrostáticas as cargas do núcleo e elétrons interagem de
acordo com a lei de Coulomb:

V =
qiqj

4πε0εrrij

, (2.9)

onde qi e qj são as cargas e rij sua distância, ε0 a permissividade no vácuo e εr a
constante dielétrica do meio onde as cargas estão colocadas. A maneira estritamente
correta de usar esta lei seria considerar todos os núcleos e elétrons separadamente,
colocá-los na equação de Schrödinger e aplicar métodos de química quântica para
resolver a equação para a con�guração espacial dos núcleos de interesse. Esta solu-
ção no entanto é completamente impraticável para sistemas biomoleculares. Então
devemos desenvolver um modelo que seja útil para lidar com os núcleos dos átomos
sem que seja necessário tratar os elétrons explicitamente.

Pontes de Sal
Como poderia se esperar os resíduos lisina e arginina, que são positivamente carre-
gados, podem formar uma interação forte com os resíduosASP ou GLU que são
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carregados negativamente. Nas proteínas esta interação é conhecida como ponte de
sal. Elas são relativamente raras.

Pontes de Hidrogênio
As interações eletrostáticas entre grupos que não possuem carga elétrica são de
fundamental importância para a estrutura biomolecular.

FIGURA 2.11 � Molécula de água.

O que ocorre é que grupos sem carga elétrica podem ter uma grande polariza-
ção. As órbitas em torno da molécula são distribuídas de uma maneira que partes
da molécula tenham menos elétrons, e portanto uma carga positiva, e a outra parte
tenha em excesso e portanto carga negativa. Alguns átomos possuem a tendência
de atrair elétrons sendo chamados de eletronegativos. Outros átomos têm a tendên-
cia de perder elétrons e são chamados de eletropositivos. Em casos extremos esta
tendência faz com que um átomo perca totalmente um elétron para outro, levando
à formação de compostos carregados conhecidos como íons. Em um caso menos ex-
tremo elétrons são compartilhados por dois átomos em uma ligação covalente, mas
são puxados para o lado de um dos átomos. Exemplo clássico é a molécula de água
esquematizada na Figura 2.11.

FIGURA 2.12 � Ponte de hidrogênio entre molécula de água.

Como o O2 é eletronegativo ele atrai os elétrons que está compartilhando na
ligação com o H2, o que distribui as cargas de maneira que os átomos deH �quem
com caráter positivo e oO2 com caráter negativo. No caso da água o valor da carga
efetiva em cada átomo deH é alto (cerca de 1/3 do valor do elétron) e, combinado
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com a curta distância entre átomos de hidrogênio e oxigênio, leva a molécula de água
a ter um grande momento dipolo. Duas moléculas de água podem formar então uma
interação eletrostática muito forte, como esquematizado na Figura 2.12.

Esta interação é conhecida como ponte de hidrogênio. Moléculas de água
podem formar uma rede e são muito importantes para a estrutura das proteínas. A
capacidade das ligações do carbóxi-oxigênio da cadeia principal em formar pontes de
hidrogênio com os aminoácidos da cadeia principal leva à possibilidade de formação
das diferentes estruturas secundárias, como asα-hélices e folhas-β.

Dispersão
Um átomo pode ser visualizado como tendo um núcleo com carga positiva envolto
em uma nuvem de elétrons com carga negativa. Em um ponto externo do átomo
a carga será negativa, uma vez que a carga positiva do núcleo está exatamente no
centro balanceado pelas cargas negativas dos elétrons. Entretanto, como os átomos
vibram, por alguns instantes a carga positiva não estará exatamente no centro,
criando um dipolo instantâneo. Como existem outros átomos na proximidade do
primeiro, este será afetado pelo primeiro e terá induzido um dipolo. Os dois dipolos
atraem-se mutuamente produzindo uma interação atrativa. Pode-se demonstrar
que a interação de dispersão varia de acordo com a potência sexta da distância
entre dois átomos: −Bij/r

6
ij. O fator Bij depende basicamente da natureza do par

de átomos interagindo. É normal parametrizar a dispersão empiricamente usando
dados energéticos e estruturais de cristais de pequenas moléculas.

Termos de Repulsão
Quando dois átomos são trazidos muito próximos um do outro a ponto de seus
orbitais começarem a se sobrepor, existe um custo muito alto de energia. No limite
em que os núcleos atômicos são coincidentes os elétrons devem dividir o mesmo
sistema orbital. O princípio de exclusão de Pauli diz que dois elétrons não podem
dividir o mesmo estado. Desta forma a metade dos elétrons do sistema deverá ir
para orbitais com energias superiores às energias de valência. Por esta razão, às
vezes o núcleo repulsivo é chamado de "interação de exclusão de Pauli".

A maneira mais simples e antiga de representar o núcleo repulsivo para átomos
é usando o modelo de esfera rígida. Neste modelo os átomos têm um raio caracte-
rístico e não podem se sobrepor. Esta porém é uma maneira rude de representação,
pois na realidade os sólidos e líquidos são compressíveis, Uma maneira mais realís-
tica de representar o custo energético para aproximações muito próximas é utilizar
um termo que varie com r−12.

O termo de repulsão cai muito rapidamente quando a distância entre dois
átomos aumenta, mas contrariamente �ca muito grande em distâncias curtas. Esta
aproximação é normalmente usada para função de energia potencial de proteínas.
Quando uma precisão maior é necessária, adota-se um modelo de dois parâmetros:
Aij exp(−Bijrij),

Este termo, em conjunto com a representação para a dispersão por um termo
R6

ij, é comumente conhecido como "potencial de Buckingham". Ele fornece uma
representação mais realística particularmente em distâncias curtas. Contudo, não é
normalmente utilizado para simulações macromoleculares porque introduz comple-
xidade computacional com o termo exponencial.
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O Potencial de Lennard-Jones e o Raio de Van der Waal
Os termos de dispersão são colocados juntos no potencial de Lennard-Jones:

Aij

r12
ij

− Bij

r6
ij

. (2.10)

Esta equação pode ser reescrita em uma forma mais instrutiva, escolhendo-se o caso
da interação entre dois átomos do mesmo tipo:

V = E ∗
[{

2R∗
r

}12

− 2

{
2R∗
r

}6
]
. (2.11)

O mínimo da função é em r = 2R∗ e possui energia−E∗. A distânciaR∗ é conhecida
como o raio de Van der Waal e E∗ é o potencial de Van der Waal. É importante
notar que a interação Lennard-Jones entre átomos descarregados é menos atrativa
que aquela entre grupos carregados. A diferença é que a contribuição eletrostática
dominará a interação Lennard-Jones. Em casos onde grupos descarregados formam
estruturas compactas as energias de Van der Waal são freqüentemente citadas como
estabilizadoras da conformação.

Efeito do solvente e interações hidrofóbicas
O fato de as proteínas normalmente estarem inseridas em um meio aquoso complica
consideravelmente o entendimento das interações dos diferentes grupos. A seguir
vamos examinar duas contribuições importantes do solvente sobre as interações com
proteínas.

Efeito Dielétrico
Quando duas cargas elétricas interagem no vácuo, a energia da interação entre els é
dada pela leio de Coulomb:

V =
qiqj

4πε0rij

. (2.12)

Entretanto, se as cargas estão em um meio preenchido por algum material, a energia
é reduzida por um fator conhecido como constante dielétrica do meio. Neste caso,
a energia é determinada por:

V =
qiqj

4πε0εrrij

, (2.13)

onde εr é a constante dielétrica do meio.
A origem do efeito dielétrico deve-se ao fato de o campo elétrico polarizar o

material que ele envolve, Podemos imaginar que o meio é composto por um grande
número de dipolos microscópicos e estes serão então alinhados com o campo elétrico.
Como conseqüência teremos um campo elétrico oposto ao campo original, o que
causará redução do potencial elétrico e da energia de interação.

Nas simulações de proteínas, uma aproximação comum é a inclusão de um
grande número de moléculas de água em simulações de dinâmica molecular.
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Efeito Hidrofóbico e Entropia
O efeito hidrofóbico é a observação de que as moléculas apolares tendem a formar
agregados na presença de água, como gotas de óleo por exemplo. Este efeito não
pode ser facilmente modelado por interações eletrostáticas e normalmente inclui-
se um termo na função de potencial de energia que represente este efeito. Esta
interação é de grande importância para o dobramento de proteínas.

Do fato de as moléculas hidrofóbicas tenderem a se agrupar no interior da
molécula decorre a constatação de que nem sempre as conformações de menor energia
corresponderem à conformação nativa. Ao utilizarmos métodos de minimização de
energia para a busca da conformação nativa de determinado polipeptídeo, podemos
chegar à conclusão que determinada conformação com moléculas hidrofóbicas na
superfície poderia ser preferencial em função de sua baixa energia eletrostática.
Porém tal conformação implicaria na formação de agrupamentos de moléculas de
água em forma de gaiola (através de pontes de hidrogênio) ao redor das moléculas
hidrofóbicas. Tais estruturas implicariam em uma menor entropia, e são portanto
menos prováveis. Portanto a forma nativa de um polipeptídeo é determinado pelo
balanço entre minimização de energia e maximização de entropia.

2.2.3 Tipos de Campos de Força (Funções Potencial de Energia)
A credibilidade em um cálculo de mecânica molecular é dependente das equa-

ções de energia potencial e dos valores numéricos dos parâmetros que são utilizados
nestas equações. Também para minimização de energia por mecânica molecular
ou para simulações moleculares a qualidade do campo de força e de outros pa-
râmetros que controlam os cálculos de�nem a qualidade dos resultados computa-
dos [BA91, GS91].

Campo de força ou função de energia potencial é o conjunto de termos de ener-
gia, cada qual condizente a um tipo de interação, que, reunidos com os parâmetros
devidamente escolhidos, descrevem a energia das moléculas.

Os campos de força devem satisfazer dois critérios: (1) reproduzir as estruturas
experimentais com uma certa precisão, e (2) as estruturas cristalinas corresponden-
tes ao mínimo de energia encontrado para o potencial devem representar estruturas
cristalinas possíveis. Idealmente um campo de força deve ser simples, rápido (com-
putacionalmente barato), transferível e o mais preciso possível.

Existem vários tipos de campo de força, os quais podem ser classi�cados se-
gundo as características listadas a seguir:

• tipo de componente que será simulado: proteínas, carboidratos ou polinucleo-
tídeos;

• tipo de ambiente do componente de interesse: fase gás, solução aquosa ou não
polar;

• alcance dos termos de interação no campo de força;

• forma funcional dos termos de interação;

• tipo de parâmetros de ajuste, isto é, se os parâmetros são teóricos ou experi-
mentais.
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As principais diferenças entre os campos de força em uso são: a forma funcional
de cada termo de energia, os números de termos cruzados incluídos e o tipo de
informação que é utilizada para o ajuste dos parâmetros.

As funções de energia potencial mais comumente utilizadas para peptídeos são:

• ECEPP [MMBS75, SNS84];

• CHARMM [BBO+83];

• GROMOS [HBvGP84];

• AMBER [WK81];

• OPLS [JMTR96];

• MM3 [AYL89a, AL89, AYL89b];

Estas funções de energia potencial são muito parecidas em sua forma funcional,
mas diferem em detalhes de suas parametrizações. A maior diferença na forma
funcional é que o CHARMM e o AMBER consideram a molécula �exível, e o ECEPP
é concebido em termos de uma geometria �xa e não prevê alongamento e contração
das ligações ou a curvatura dos ângulos de ligação. CHARMM e AMBER usam
coordenadas cartesianas dos átomos como suas variáveis independentes enquanto
ECEPP usa como variáveis independentes os ângulos diedrais.

Embora os resultados obtidos com as funções de energia potencial sejam ape-
nas aproximados da realidade, eles possuem uma grande vantagem: são computaci-
onalmente baratos, Isto permite a introdução de representações mais realísticas do
ambiente, como por exemplo água envolvendo uma proteína que está sendo simulada.

O método do campo de força ignora o movimento dos elétrons e calcula a
energia de um sistema como função das suas posições nucleares somente. Por este
motivo é chamada de função de potencial de energia. A maior vantagem dos campos
de força é a velocidade dos cálculos, o que permite que cálculos de estruturas grandes
como proteínas possam ser realizados em computadores com PCs por exemplo. A
capacidade de lidar com grande número de partículas também torna este o único
método para realizar simulações onde os efeitos do solvente devem ser estudados.
Para sistemas onde são disponibilizados um bom conjunto de parâmetros é possível
realizar uma predição da geometria e da energia com uma aproximação muito boa
da realidade.

2.2.4 Campo de Força MM3
O campo de força MM3 é muito poderoso para a simulação de moléculas

orgânicas. O mesmo foi desenvolvido a partir do campo de forças MM2, do qual
herdou muitas características, podendo ser classi�cado como um campo de força
pertencente à classe dos campos de força "complexos". Deve-se tal fato à inclusão
de termos cruzados para a representação de ângulos e ligações.

A energia potencial representada pelo campo de força MM3 é, assim como em
outros campos de força, composta da soma de vários termos de energia potencial,
sendo cada um deles o representante de um tipo de interação. A seguir a relação de
cada termo com sua referida equação.
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Alongamento da ligação covalente:

Es = 71.94Ks(l − l0)
2

[
1− 2.55(l − l0) + (

7

12
· 2.55(l − l0)

2

]
(2.14)

Encurvamento de ângulos

Eθ = 0.021914kθ(θ − θ0)
2
[
1− 0.014(θ − θ0) + 5.6 · 10−5(θ − θ0)

2−
7.0 · 10−7(θ − θ0)

3 + 9.0 · 10−10(θ − θ0)
4
]

(2.15)

Torção entre ângulos:

Eω =
V1

2
(1 + cosω) +

V2

2
(1− cos 2ω) +

V3

2
(1 + cos 3ω) (2.16)

Interação Encurvamento-Alongamento:
Esθ = 2.51118Ksθ [(l − l0)(l

′ − l′0)] (θ − θ0) (2.17)

Interação Alongamento-Torção:

Eωs = 11.995
Kωs

2
(l − l0)(1 + cos 3ω) (2.18)

Encurvamento-Encurvamento:
Eθθ′ = −0.021914Kθθ′(θ − θ0)(θ

′ − θ′0) (2.19)

Interação Van der Waal:

Evdw = ε

{
−2.25

(rv

r

)6

+ 1.84 · 105 · e[−12.00 r
rv

]
}

(2.20)

2.3 Dobramento de Proteínas
As indicações através de medidas termodinâmicas são que as proteínas nativas

são fracamente estáveis em condições �siológicas. A energia livre necessária para
sua desnaturação é de aproximadamente 0, 4kJ.mol−1 por resíduo de aminoácido, o
que leva a uma energia de 80kJ.mol−1 para uma proteína com 200 resíduos. Cada
um dos efeitos não covalentes, como efeitos hidrofóbicos, interações eletrostáticas e
pontes de hidrogênio, pode chegar a milhares de kilojoules por mol em uma molécula
inteira de proteína. A conseqüência é que a estrutura de uma proteína é o resultado
de um balanço delicado entre poderosas forças concorrentes. A seguir, discutiremos
quais são as forças que estabilizam a proteína e como elas atingem um estado �nal
dobrado mais estável.

As estruturas das proteínas são regidas principalmente por efeitos hidrofóbicos
e, em menor grau, por interações entre resíduos polares e outros tipos de ligações.

O efeito hidrofóbico que faz com que substâncias apolares minimizem seus
contatos com a água é o principal determinante da estrutura de proteínas nativas.
A agregação de cadeias laterais apolares no interior de uma proteína é favorecida
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pelo aumento de entropia das moléculas de água que, de outra forma, iriam formar
gaiolas ordenadas em torno de grupos hidrofóbicos.

Interações Eletrostáticas
Em interiores de agregados de proteínas nativas as forças de Van der Waal, que
são relativamente fracas, são uma in�uência estabilizadora importante. Como estas
forças atuam somente a pequenas distâncias, elas desaparecem quando a proteína é
desenrolada,

As pontes de hidrogênio possuem apenas uma pequena contribuição na es-
tabilidade das mesmas. Isto ocorre porque os grupos que formam as pontes de
hidrogênio em uma proteína desenrolada formam pontes de hidrogênio energetica-
mente equivalentes com moléculas de água. As pontes de hidrogênio dão a tônica
�nal na estrutura terciária por selecionarem a estrutura nativa singular de uma pro-
teína dentre um número relativamente pequeno de conformações hidrofobicamente
estabilizadas.

A associação de dois grupos iônicos de proteínas de carga oposta é designado
par iônico ou ponte salina. Cerca de 75% dos resíduos com carga nas proteínas
são membros de pares iônicos localizados principalmente na superfície das proteí-
nas. Apesar das fortes atrações eletrostáticas entre membros com cargas opostas de
um par iônico essas interações contribuem pouco para a estabilidade das proteínas
nativas. Assim ocorre porque a energia livre das interações de carga do par iônico
normalmente não é su�ciente para compensar a perda de entropia das cadeias late-
rais e a perda da energia livre de solvatação. quando esses grupos com carga formam
um par iônico. Esses fatores explicam a razão pela qual os pares iônicos são pouco
conservados entre proteínas homólogas.

Desnaturação e Renaturação de Proteínas
O aquecimento com pouca variação de temperatura causa alterações abruptas de
propriedades conformacionais sensíveis.

As variações de pH alteram o estado iônico das cadeias laterais de aminoácidos
alterando a distribuição de cargas e a existência de pontes de hidrogênio.

Os detergentes associam-se com os resíduos apolares de uma proteína inter-
ferindo com as interações hidrofóbicas responsáveis pela estrutura nativa delas. O
íon guanidina e a uréia em concentrações entre5M e 10M são desnaturantes protéi-
cos mais comumente usados. Eles atuam aumentando a solubilidade de substâncias
apolares na água. Isto deve-se a sua habilidade em romper interações hidrofóbicas.

Rotas de Dobramento de Proteínas
Poderíamos imaginar que a proteína atinge o dobramento de sua conformação na-
tiva procurando cada uma das conformações possíveis aleatoriamente até encontrar
aquela que é correta.

No entanto, um cálculo simples realizado por Cyrus Levinthal demonstrou que
tal não pode ocorrer. Imagine uma proteína comn resíduos que possui então 2n ân-
gulos de torção φ e ψ, e que cada um possua três conformações estáveis fornecendo
32n ≈ 10n conformações possíveis para a proteína (desconsiderando as cadeias la-
terais). Como a velocidade em que ligações simples são reorientadas é de10−13s
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o tempo t em segundos para que a proteína experimente todas as conformações
possíveis é

t =
10n

1013
. (2.21)

Para uma proteína pequena de 100 resíduos o tempo seria de1087s o que é muito
maior do que a idade estimada do universo (6 · 1017s).

As proteínas dobram-se para atingir sua conformação em poucos segundos,
evidenciando que elas se dobram utilizando rotas diretas. Então uma proteína ao
dobrar-se apresenta uma quebra abrupta de energia livre.

O estágio inicial do dobramento da proteína é extremamente rápido, sendo
que a maior parte da estrutura secundária de proteínas pequenas já está em sua
conformação nativa após 5ms do início do dobramento.

Nos próximos 5 a 1000ms a estrutura secundária torna-se estável e a estrutura
terciária começa a ser formada. No estágio �nal do dobramento, que para as peque-
nas proteínas de domínio único ocorre nos próximos segundos, a proteína sofre uma
série de movimentos complexos por meio dos quais adquire a organização rígida das
suas cadeias laterais e pontes de hidrogênio internas, enquanto as moléculas de água
remanescentes são expelidas do interior hidrofóbico.

O dobramento, assim como a desnaturação, parece ser um processo coope-
rativo. Uma proteína que está dobrando-se deve, necessariamente, progredir de
um estado de alta energia e entropia, para um estado de baixa energia e entropia.
Um polipeptídeo não dobrado apresenta muitas possibilidades de conformação (alta
entropia) com o dobramento em número cada vez menor de conformações a sua
entropia e sua energia livre diminuem. O diagrama de energia entropia não é um
vale suave, mas uma paisagem dentada. Pequenos buracos ou elevações representam
conformações que são temporariamente aprisionadas até que, por ativação térmica
aleatória, consigam sobrepor a barreira de energia livre e possam progredir para uma
conformação de menor energia. Evidentemente as proteínas evoluíram para atingir
rotas de dobramento e�cientes e conformações nativas estáveis. Contudo, proteínas
dobradas erroneamente ocorrem na natureza e acredita-se que seu acúmulo possa
ser a causa de várias doenças.

2.4 Métodos Tradicionais de Otimização
Otimização é a procura por um valor ótimo. Quando falamos de otimização

estamos falando de procurar um valor máximo ou mínimo para uma função, ou em
outras palavras, achar a melhor solução para um problema.

Este problema pode ser unidimensional, quando a função possuir somente uma
variável ou multidimensional, quando existem várias variáveis para serem ajustadas.
À função para a qual procura-se o valor ótimo, máximo ou mínimo, dá-se o nome
de função objetivo

f(~x) = f(x1, x2, . . . , xn) (2.22)
com os limites li ≤ xi ≤ ui, para 1 ≤ i ≤ n, de�nindo o domínio de cada variável.

Em um problema de otimização estamos interessados em encontrar o máximo
ou o mínimo para a referida função, o que pode ser de�nido como:
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Seja S o conjunto das possíveis soluções da função de�nida por f : S → <;
encontre uma solução (x∗1, x

∗
2, . . . , x

∗
n) ∈ S tal que f(x∗1, x

∗
2, . . . , x

∗
n) satisfaça o critério

f(x∗1, x
∗
2, . . . , x

∗
n) ≤ f(x1, x2, . . . , xn),∀(x1, x2, . . . , xn) ∈ S (2.23)

para minimização, e

f(x∗1, x
∗
2, . . . , x

∗
n) ≥ f(x1, x2, . . . , xn),∀(x1, x2, . . . , xn) ∈ S (2.24)

para maximização. Além de encontrarmos um valor máximo ou mínimo para uma
função, ao otimizar devemos fazê-lo usando um processo que seja em si otimizado.
Podemos até mesmo concluir que encontrar o valor ótimo absoluto com um processo
ine�ciente, ou seja, custoso em termos computacionais, é pior do que encontrar
rapidamente um ponto muito próximo do ótimo.

Existem atualmente vários métodos de otimização que já foram amplamente
estudados. A seguir faremos uma breve descrição de alguns destes métodos sem nos
preocuparmos com testes de validação para os mesmos.

Métodos Analíticos
Um dos principais métodos de otimização é o método analítico baseado em cálculo.
Este pode ser direto ou indireto. No método indireto resolve-se um conjunto de
equações não lineares resultantes de se igualar o gradiente da função objetivo a zero,
procurando assim um extremo local, mas fazendo a função "saltar"e "mover-se"na
direção relacionada com o gradiente local, que é o método conhecido por descida de
gradiente.

Este método demonstra falta de robustez porque é local, isto é, inicia a busca
a partir de um ponto e encontra a melhor solução na vizinhança deste ponto. Ob-
viamente se este ponto inicial escolhido estiver próximo ao extremo global para o
problema, este método o encontrará. Mas se o ponto escolhido estiver próximo de
uma solução local, este método encontrará esta solução e �cará preso nela, não mais
tendo condições de buscar o extremo global. Como em problemas reais geralmente
existem muitas soluções locais e somente uma delas é global, a probabilidade de este
método encontrar que não seja global é grande. Outra falha deste método é que ele
necessita que existam derivadas de�nidas, o que não é típico em problemas reais, que
geralmente possuem espaços de busca com muitos picos, ruídos e descontinuidades.
Devido a estas restrições este método de otimização é aplicado a uma classe restrita
de problemas.

Esquemas Enumerativos
Outro método também amplamente estudado são os esquemas enumerativos, como
por exemplo a busca exaustiva, que consistem simplesmente em enumerar e ob-
servar todos os pontos do espaço de busca, para então encontrar a melhor solu-
ção.Evidentemente este método é impraticável para espaços de busca grandes.

Outro método que também já teve seu momento de grande popularidade são
os métodos aleatórios. Estes métodos, como por exemplo a busca cega,beam search
e Hill-Climbing, criam uma árvore de busca e procuram pela solução percorrendo
esta árvore. Testes com estes métodos mostraram que eles também não possuem um
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bom desempenho, ou seja, se o espaço de busca for muito grande estes algoritmos
falham no requisito da e�ciência e eventualmente encontram extremos locais.

Busca Tabu
É um método utilizado principalmente em problemas de otimização combinatória
que procura evitar mínimos locais na busca. Este método inclui algumas técnicas
heurísticas nas suas próprias regras de operação e por isso pode ser caracterizado
como um procedimento meta-heurístico [HTdW95].

A busca começa com uma única solução inicial, e a partir dela através de
um procedimento chamado demovimento é gerado um conjunto de soluções. Este
movimento para a criação de soluções é controlado por restrições tabu e critérios de
aspirações. As restrições tabu e os critérios de aspirações são armazenados em listas
circulares o que signi�ca que quando um novo elemento é adicionado na lista o ítem
mais antigo é eliminado.

As restrições tabu são as soluções que já foram visitadas na busca e que devem
ser evitadas nas próximas iterações do algoritmo.

Os critérios de aspirações são as soluções que estão na lista tabu e apresentam
uma possibilidade de serem uma solução aproximada para o problema, se após uma
longa busca nenhuma solução melhor for encontrada a lista de aspirações contém
critérios que eliminam as restrições tabu, Isto signi�ca que um movimento proibido
por uma restrição tabu pode passar a ser permitido caso satisfaça a condição de
aspiração, permitindo que uma solução aproximada para o problema seja aceita.

Uma característica adicional encontrada na busca tabu é que a função objetivo
pode ser substituída por uma nova função objetivo que permite a introdução de
intensi�cação e diversi�cação da busca.

Recozimento Simulado
Uma maneira de se evitar o aprisionamento do sistema em mínimos locais, baseada
em idéias de mecânica estatística e ciência dos materiais, foi proposta por Kirk-
patrick, Gellat e Vecchi [KGV83], e batizada deSimulated Annealing (recozimento
simulado) devido às semelhanças com o processo físico de têmpera.

Da ciência dos materiais sabe-se que para construir um sólido de estrutura cris-
talina perfeita deve-se fundir o material e depois diminuir lentamente a temperatura
do sistema, demorando um longo tempo. Se o sistema é resfriado rapidamente, a
amostra resultante apresentará vários defeitos estruturais sem nenhuma ordem de
longo alcance.

Para entender como são feitas as mudanças na con�guração do sistema em
questão, considere um sistema com muitos átomos, a uma temperatura �nita, em
contato com um banho térmico. Se executamos um pequeno deslocamento∆X em
um átomo, resultando em uma variação na energia do sistema de∆E, aceitamos
esta mudança de a energia diminui (∆E < 0), e este arranjo atômico passa a ser a
nova con�guração do sistema. Se a energia aumentar (∆E > 0), aceitamos a nova
con�guração com a probabilidade

P (∆E) = e

ş
−∆E
kbT

ť
. (2.25)

Nesta relação, T é a pseudo-temperatura (doravante denominada simplesmente de
temperatura) e kb é um parâmetro que determina o cronograma de têmpera, isto é,
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como a probabilidade varia com a temperaturaT . A escolha de P (∆E) tem como
conseqüência a evolução do sistema com a distribuição de Boltzmann.

Baseado nestes dois conceitos, Kirkpatrick e Vecchi propuseram um algoritmo
de otimização iterativa, onde o sistema é iniciado a uma temperaturaT0 bastante
alta comparada com as escalas de energia envolvidas. A temperatura permite movi-
mentos que aumentam a energia de uma quantidade∆E com probabilidade P (∆E)
dada em 2.25. O algoritmo para a implementação do método é o seguinte:

1. Iniciamos o sistema com temperatura T0

2. Com a temperatura �xa, um ou mais graus de liberdade do sistema são mo-
di�cados por um valor ∆X com probabilidade gaussiana P (∆X).

3. Cada mudança ∆X leva o sistema de uma energia E para outra com energia
E ′i = E+∆E. Aceitamos esta mudança com probabilidadeP (∆E) = e

ş
−∆E
kbT

ť
.

4. Após executarmos as N mudanças (aceitas ou não) no sistema, diminuímos a
temperatura de acordo com uma regra pré estabelecida.

5. Retornamos ao passo 2 até atingirmos T ≈ 0, onde se espera que o sistema
tenha alcançado o estado fundamental.

No caso do Recozimento Simulado, no inicio do processo, podem ser feitos
alguns movimentos decrescentes, ou seja, o método aceita possíveis soluções de maior
custo (no caso do problema de minimização), na expectativa de escapar de um
mínimo local. A idéia é explorar su�cientemente todo o espaço do problema logo no
início, para que a solução �nal seja relativamente independente do estado inicial.

Quatro ingredientes são necessários para a implementação do algoritmo de
Recozimento Simulado:

• descrição concisa da con�guração do sistema;

• gerador aleatório de "movimentos"ou rearranjos dos elementos em uma con�-
guração;

• função objetivo quantitativa contendo os compromissos a serem assumidos;

• cronograma de têmpera das temperaturas e intervalos de tempo para os quais
o sistema evoluirá.

A vantagem deste método em relação à descida de gradiente é que ele não ne-
cessita usar a derivada para ser executado o que permite que sejam feitas otimizações
de funções descontínuas.

2.5 Técnica Monte Carlo
Métodos MC são utilizados para integração numérica, otimização global, teoria

de �las, e solução de grandes sistemas de equações diferencias lineares parciais ou
equações integrais. Métodos MC são largamente empregados em física estatística e
química, em problemas que envolvem o estudo do comportamento de milhares de
átomos no tempo e no espaço [Sch02].
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A maior parte dos algoritmos MC manipula variáveis aleatórias uniformemente
distribuídas e independentes [Sch02]. Ou seja, assume-se que as variáveis indepen-
dentes obedecem a uma distribuição de probabilidade (DP)ρ que satisfaz ρu(x) = 1
para x pertencente ao intervalo [0, 1] e ρu(x) = 0 caso contrário. Destas variáveis ale-
atórias uniformes é possível obter outras distribuições não uniformes teóricas (como
as distribuições normal, Gamma ou Poisson) ou empíricas.

A técnica MC foi originalmente desenvolvida para estimar integrais sem solu-
ção analítica. Dada uma função contínua f(x), a integral

I(x) =

∫ x

0

f(x)d(x) (2.26)

pode ser estimada a partir da seguinte forma. Se escolhermos um número randômico
real h uniformemente distribuído entre 0 e x, e outro número ν entre 0 e o valor
máximo de f(x) para o intervalo de 0 a x, e plotarmos o ponto (h, ν) no grá�co de
f(x) × x, a probabilidade deste ponto estar abaixo da linha do grá�co da função é
dada por I(x)/x. Portanto se gerarmos randomicamente uma grande quantidadeN
de pontos e contarmos a quantidadeM de pontos que �caram abaixo da linha do
grá�co de I(x), podemos estimar I(x) por:

I(x) = lim
N→∞

Mx

N
. (2.27)

Em modelos de sistemas mecânicos como um gás dentro de um recipiente ou
uma macromolécula em uma "caixa"de água, a simulação MC de equilíbrio térmico
calcula o valor esperado (expectância) 〈Q〉 de uma variável observável Q, como a
energia interna U do sistema por exemplo. A maneira ideal de calcular tal valor
esperado é calcular a média dos valores da variável para cada estadoµ do sistema
ponderada pela probabilidade de Boltzmann de cada estado. Então o valor esperado
é dado por

〈Q〉 =

∑
µQµe

−βEµ

∑
µ e

−βEµ
, (2.28)

mas só é viável para sistemas muito pequenos. As técnicas MC utilizam apenas um
sub-conjunto dos estados escolhidos de maneira randômica de alguma DPpµ. Dado
o subconjunto de estadosM = µ1 . . . µM , uma estimativa da quantidade 〈Q〉 é

QM =

∑M
i=1Qµi

p−1
µi
e−βEµi

∑M
j=1 p

−1
µj
e−βEµj

, (2.29)

onde QM é denominado o estimador de 〈Q〉, e quando M →∞ temos QM = 〈Q〉.
Se assumirmos a DP uniforme, ou seja, todos os estados com a mesma proba-

bilidade pµ, a equação (2.29) se reduz a:

QM =

∑M
i=1Qµi

e−βEµi

∑M
j=1 e

−βEµj

. (2.30)

Porém, em sistemas onde podemos somente nos valer de pequenas amostras do
conjunto de estados (o que é usual em se tratando de simulação de sistemas físicos
moleculares), se utilizarmos a DP uniforme o resultado será uma representação muito
pobre dos estados importantes do sistema como mínimos de energia por exemplo. A
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técnica para a escolha dos estados relevantes dentre um grande número de estados
é denominada amostragem por importância.

De acordo com [NB99] um sistema físico real não passa por todos os estados
possíveis durante o tempo em que são observados2, mas realiza uma amostra muito
pequena dos estados possíveis. Os sistemas físicos reais realizam uma espécie de MC
de suas próprias propriedades, o que reforça a corretude da utilização de técnicas MC
para obter cálculos razoáveis das propriedades de um sistema a partir de amostras
pequenas mas representativas do sistema.

A estratégia para a amostragem por importância é ao invés de se escolher os
estadosM de acordo com uma DP uniforme, utilizar a probabilidade de Boltzmann
correta de cada estado. Agora a probabilidade de que um estadoµ seja escolhido é
pµ = Z−1e−βEµ e o estimador para 〈Q〉, equação (2.30), se reduz a

QM =
1

M

M∑
i=1

Qµi
. (2.31)

Esta expressão é bem mais simples e funciona melhor do que (2.30), pois esta
de�nição deQM leva em consideração o tempo real em que o sistema está nos estados
mais prováveis.

Porém, para que a expressão (2.31) tenha utilidade é necessário gerar uma
amostra randômica de estados que esteja de acordo com a DP de Boltzmann. Para
tanto as técnicas MC utilizam processos Markov como gerador do grupo de estados
a ser utilizado.

Neste contexto, um processo de Markov é um mecanismo que, dado um sistema
no estado µ, gera um novo estado ν do sistema, com a probabilidade de transição
P (µ→ ν). Para um processo Markov, duas restrições devem ser satisfeitas para to-
das as probabilidades de transição: (1) não variar no tempo, e (2) depender somente
das propriedades dos estados µ e ν, e não de quaisquer outros estados pelos quais o
sistema tenha passado anteriormente. Ou seja, a probabilidade do processo Markov
estar no estado µ e produzir o estado ν é a mesma sempre que o estado atual for
µ. As transições de probabilidade P (µ → ν) devem satisfazer também à seguinte
restrição:

∑
ν

P (µ→ ν) = 1 , (2.32)

ou seja, o processo Markov gera um estado ν quando recebe um estado µ. É im-
portante observar que a probabilidade de haver transição de estado para o mesmo
estado (P (µ→ µ)) pode ser diferente de zero.

Em uma simulação MC o processo Markov é utilizado repetidamente gerando
uma cadeia de Markov de estados. O processo Markov deve ser tal que após su�ciente
número de iterações a partir de qualquer estado do sistema produza uma sucessão

2Se tomarmos como exemplo um litro de gás nas CNTP, o sistema conterá aproximadamente
1022 moléculas. As velocidades típicas para estas moléculas são da ordem de 100m/s, dado o
comprimento de onda da ordem de 10−10m. Cada molécula terá então ao redor de 1027 estados
quânticos diferentes possíveis dentro do recipiente de 1 litro, e o gás terá ao redor de(1027)10

22

estados possíveis. As moléculas mudam de estado a cada colisão entre si e com as paredes do
recipiente a uma taxa de 109 colisões por segundo, ou 1031 mudanças de estado por segundo para
todo o gás. A esta taxa, levaria 101023 vezes a idade do universo para que o gás passasse por todos
os estados possíveis [NB99].
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de estados com probabilidade dada pela DP de Boltzmann. Quando isto acontece
o sistema atingiu o ponto de equilíbrio, e para alcançar este tipo de resultado,
precisamos de mais duas restrições ao processo Markov: as condições de ergodicidade
e de balanço detalhado.

A condição de ergodicidade é a capacidade do processo Markov atingir qual-
quer estado a partir de outro estado qualquer. Na DP de Boltzmann todos os estados
ν tem uma probabilidade pν , e se um destes estados é inatingível a partir de um
estado µ, não é possível alcançar o objetivo de gerar uma sucessão de estados com
probabilidade de acordo com a DP de Boltzmann.

Na prática o método MC pode colocar a maioria das probabilidades de transi-
ção em zero, desde que haja um caminho de transições com probabilidade diferente
de zero entre cada dois estados da amostra escolhida.

A condição de balanço detalhado se destina a garantir que o sistema seja
simetricamente reversível no tempo, ou seja, que não hajam ciclos limitantes e que a
taxa total de vezes que uma transição ocorre é igual a taxa de vezes que a transição
reversa ocorre. A condição de balanço detalhado

pµ · (P (µ→ ν)) = pν · (P (ν → µ)) , (2.33)
uma vez satisfeita faz com que o sistema sempre tenda para a probabilidade pµ

conforme t → ∞. Esta condição está de acordo com os sistemas físicos reais, pois
estes quase sempre obedecem à condição de balanço detalhado.

Podemos portanto fazer com que a DP dos estados gerados pelo processo
Markov tenda a qualquer DP escolhendo um conjunto de probabilidades de transição
que satisfaça a equação (2.33). Se desejamos a DP de Boltzmann, simplesmente
utilizamos esta DP para determinar as probabilidades da condição de equilíbrio
detalhado:

P (µ→ ν)

P (ν → µ)
= e−β(Eν−Eµ) . (2.34)

Por �m, a proporção de aceitação é baseada no fato de que podemos de�nir transições
de probabilidade do tipo P (µ → µ) com valores diferentes de zero. Isto permite
quebrar a probabilidade de transição em duas partes:

P (µ→ ν) = g(µ→ ν)A(µ→ ν) . (2.35)
A quantidade g(µ → ν) é a probabilidade de seleção, dado um estado inicialµ, de
que um novo estado ν, será gerado, e a quantidade A(µ → ν) é a probabilidade de
aceitação do novo estado gerado.

A proporção de aceitação confere liberdade para a escolha do algoritmo de
geração de novos estados sem prejuízo das restrições levantadas anteriormente, e
obter o conjunto desejado de probabilidades de transições. Ou seja, ajustando os
valores das probabilidades P (µ → µ) podemos fazer com que o conjunto de proba-
bilidades de transição tenha o conjunto de valores que mais nos convém, uma vez
que a equação (2.34) determina tão somente a proporção:

P (µ→ ν)

P (ν → µ)
=
g(µ→ ν)A(µ→ ν)

g(ν → µ)A(ν → µ)
. (2.36)

A outra restrição, a equação 2.32, também é satisfeita pela equação anterior.
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Portanto, para construirmos um algoritmo MC, primeiro criamos um algoritmo
que gera estados novos ν randomicamente a partir dos estadosµ com um conjunto de
probabilidades g(µ → ν), e depois aceitamos ou rejeitamos estes estados com grau
de aceitação A(µ→ ν). Isto satisfará todos os requisitos para as probabilidades de
transição, e portanto produzir uma lista de estados que, quando o algoritmo atingir
o equilíbrio, serão similares à DP de Boltzmann.

O algoritmo Metropolis é o mais famoso e largamente utilizado algoritmo
MC [NB99], e foi introduzido por Nicolas Metropolis em um artigo de 1953 so-
bre simulação de um gás modelado por esferas sólidas. No algoritmo Metropolis os
N estados possíveis de serem atingidos tem todos a mesma probabilidade de geração

g(µ→ ν) =
1

N
, (2.37)

e a probabilidade de geração dos demais estados é zero. Com estas probabilidades
de geração, a condição de balanço detalhado da equação 2.34 passa a ser

P (µ→ ν)

P (ν → µ)
=

(g(µ→ ν))(A(µ→ ν))

(g(ν → µ))(A(ν → µ))
=

A(µ→ ν)

A(ν → µ)
= e−β(Eν−Eµ) . (2.38)

Para obter a maior taxa de aceitação possível, e levando em consideração que
A(µ→ ν), sendo uma probabilidade, não pode ser maior que1, podemos escolher

A(µ→ ν) = e−
1
2
β(Eν−Eµ+∆Emax) . (2.39)

Na equação acima, a probabilidade de aceitação de transição entre os estados
de máxima e mínima energia do sistema é1, porém cai rapidamente com a redução da
taxa de variação negativa da energia, e é praticamente zero para variações positivas
de energia. O algoritmo MC com probabilidades de aceitação dadas por (2.39)
seria muito ine�ciente (Figura 2.13). A simulação MC teria baixa probabilidade de
aceitação de transições de estado e pouca ou nenhuma chance de escapar de mínimos
locais através de transições para estados de maior energia.

Se determinarmos que a probabilidade de aceitação da transição para um es-
tado de menor energia seja a maior possível, no caso 1, podemos depois ajustar a
probabilidade de aceitação da outra transição para respeitar a condição de balanço
detalhado da equação 2.38. Suponhamos por exemplo que a energia do estadoµ é
menor do que a energia do estado ν : Eµ < Eν . Então a maior probabilidade de
aceitação entre os dois estados éA(ν → µ), e portanto damos a esta probabilidade
o valor 1. Para satisfazermos a equação 2.38 basta agora determinarmos o valor da
transição inversa: A(µ → ν) = e−β(Eν−Eµ). Para otimizar a busca por estado de
menor energia, o algoritmo Metropolis determina que:

A(µ→ ν) =

{
e−β(Eν−Eµ) se Eν − Eµ > 0
1 caso contrário . (2.40)

Ou seja, se geramos um novo estado com energia menor do que a do estado
atual, sempre aceitamos a transição. Se o novo estado gerado tiver energia maior,
aceitamos a transição com a probabilidade acima. Desta forma não perdemos tempo
rejeitando transições para estados de menor energia, e mantemos a probabilidade de
escapar de mínimos locais aceitando transições para estados de maior energia com
probabilidade dada pela DP de Boltzmann.
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FIGURA 2.13 � A linha contínua é a taxa de aceitação da equação 2.39. A
transição para um estado com redução de energia equivalente à−1

2
∆Emax tem

probabilidade de ocorrer de apenas 0, 13, e a taxa de aceitação de transições para
estados de maior energia é 0, 02 no máximo. No algoritmo Metropolis

(equação 2.40) representado pela linha tracejada, as probabilidades de transição
são as maiores possíveis para cada∆E, respeitando-se a condição de balanço

detalhado.

2.6 Clusterização
Neste trabalho a clusterização tem um papel crucial na determinação dos re-

sultados da técnica MC. A simulação MC é inicializada várias vezes com sementes
aleatórias diversas. Findas as simulações temos resultados distribuídos probabilisti-
camente pelos mínimos locais do modelo molecular. Aclusterização é a ferramenta
que pode informar quais conformações de proteínas localizadas em diversos míni-
mos locais de energia pertencem à mesma classe de solução, permitindo a escolha
da conformação que melhor representa cada grupo (cluster).

Clusterizar é organizar dados em conjuntos de acordo com algum critério de
similaridade. Dados em um conjunto (cluster) são mais similares entre si do que com
dados pertencentes a outros clusters. A clusterização é um processo de organização
não supervisionado, ou seja, a organização emerge dos dados sem nenhuma pré-
classi�cação.

Os passos típicos de um processo de clusterização são:

1. Representação de padrões através de atributos. Estes atributos podem ser me-
didos ou extraídos dos padrões. Se utilizarmos uma proteína como exemplo,
poderíamos representá-la por um ou mais atributos como número de aminoá-
cidos, estrutura secundária, compactação, energia, hidrofobicidade, etc.

2. De�nição de medidas de proximidade adequadas para os atributos escolhidos.
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3. A clusterização propriamente dita.

Antes de entrarmos especi�camente nos processos declusterização, é necessário
de�nirmos os termos que serão utilizados nesta seção, sendo eles:

• Padrão: é a instância de um dado. Um padrãox é representado por um vetor
de atributos x = {x1, x2, . . . , xd}.

• Atributo: os valores escalares dos componentesxi do vetor x que representam
o padrão.

• Dimensionalidade: é o número de atributos do padrão, e de�ne a dimensãod
do hiperespaço que contém os dados.

• Distância entre padrões: é o valor utilizado para aferir a similaridade entre
um par de padrões. Quanto maior a distancia, menor a similaridade entre2
padrões. A função de distância mais intuitiva é a Distância Euclidiana, dada
por:

d2(xi, xj) =

(
d∑

k=1

(xi,k − xj,k)
2

) 1
2

= ‖xi − xj‖2 . (2.41)

Para evitar que atributos com escalas de valores maiores sejam preponderantes,
os atributos devem ser normalizados antes de se utilizar a Distância Euclidiana.

As abordagens para clusterização são inicialmente divididas em dois grupos
principais: hierárquica e particional. A abordagem hierárquica particiona o espaço
de dados recursivamente, enquanto a particional produz apenas um número �xo de
partições.

A vantagem dos algoritmos hierárquicos é prescindirem de intervenção na es-
colha inicial de clusters. Porém, como têm alta complexidade computacional, não
podem ser utilizados para clusterização de grandes conjuntos de dados ou para pa-
drões de grande dimensionalidade.

Os Algoritmos de Clusterização Hierárquica produzem dendrogramas a partir
de dados e são em sua maioria baseados nos algoritmossingle-link [SS73] , complete-
link [Kin67] e minimum-variance [War63], sendo os dois primeiros os mais popula-
res [JMF99].

O algoritmo de Clusterização Hierárquica consiste nos seguintes passos:

1. Compute a matriz de proximidade contendo a distância entre cada par de
padrões. Crie um cluster para cada padrão.

2. Encontre o par de clusters mais similar de acordo com a matriz de proximidade
e una esses clusters em um novo cluster. Atualize a matriz de proximidade.

3. Se todos os padrões estão em apenas um cluster, pare. Caso contrário retorne
para o passo 2.
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De um algoritmo de clusterização particional se obtém simplesmente particio-
namento dos dados, ao invés de uma estrutura declusters como a do dendrogramas
resultante dos algoritmos hierárquicos. Algoritmos particionais são indicados para
conjuntos de dados grandes, onde a construção de dendrogramas é computacional-
mente proibitiva [JMF99]. A di�culdade dos algoritmos particionais é a necessidade
de se escolher o número de clusters.

Nesta técnica busca-se otimizar uma função objetivo em relação a algum cri-
tério. Como a busca combinatória de todo o conjunto de possíveiscluster em busca
do ótimo é computacionalmente impraticável, na prática se utiliza rodar varias ins-
tâncias do algoritmo com pontos iniciais diferentes. A melhor con�guração é então
escolhida como resultado do algoritmo de clusterização.

O algoritmo k -Means é popular por ser fácil de implementar e devido a sua
baixa complexidade (O(n), onde n é o número de padrões). Porém o algoritmo é
sensível à escolha das partições iniciais. Uma escolha infeliz de condição inicial pode
levar à convergência em um mínimo local.

Na Figura 2.14 as elipses representam os clusters formados se escolhermos
A, B e C entre os sete padrões bidimensionais como os pontos de partida para a
construção de 3 clusters. Esta con�guração tem Erro Quadrado bem maior do que a
clusterização representada pelos retângulos. Se escolhemos por exemplo os padrões
A, D e F como pontos iniciais, obtemos a clusterização mostrada pelos retângulos,
que é a con�guração de mínimo global.

FIGURA 2.14 � O algoritmo k -Means é sensível às condições iniciais

Por isto a necessidade de várias inicializações randômicas com número de par-
tições iniciais diferentes. Os passos para rodar o algoritmok -Means são os seguintes:

1. Escolha randomicamente k padrões ou k pontos dentro do hiperespaço con-
tendo os dados como sendo os centros inicias de clusters.
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2. Adicione cada padrão ao centro de cluster que estiver mais próximo.

3. Compute o novo centro do cluster com o novo conjunto de membros.

4. Se o critério de convergência não é atingido, volte para o passo 2. Critérios
típicos de convergência são nenhum ou mínimo numero de padrões trocando
de clusters, ou baixa taxa de redução no erro quadrado.

O algoritmo ISODATA [BH65] permite unir e dividir os clusters resultantes
do particionamento. No exemplo da Figura 2.14 o algoritmo ISODATA, uma vez
apresentado à clusterização representada pelas elipses, atingiria o mínimo global
representado pelos retângulos. Inicialmente ele uniria os clusters {A} e {B,C}
dada a proximidade entre seus centróides. O cluster {D,E, F,G} apresenta alta
variância, e seria dividido resultando nos dois clusters{D,E} e {F,G}.

2.7 Redes Neurais Arti�ciais
Uma RNA é um processador distribuído, maciçamente paralelo, constituído

de unidades de processamento simples, denominados neurônios arti�ciais, que tem
propensão natural para armazenar conhecimento e baseia-se no cérebro humano em
dois aspectos [Hay01]: (1) o conhecimento é adquirido pela rede a partir do seu
ambiente através de um processo de aprendizagem, e (2) o conhecimento adquirido
é armazenado nos pesos sinápticos. Os pesos sinápticos são valores associados às
sinapses ou conexões entre os neurônios da rede.

O grande sucesso das RNAs se deve à sua capacidade de aprendizagem a partir
dos dados, sem auxílio de qualquer tipo de conhecimento prévio sobre o sistema
de onde se originam. O treinamento é feito com algoritmos de treinamento que
utilizam conjuntos de dados de entrada e saída para modi�car os pesos da RNA.
Os pesos são modi�cados de modo a gradualmente fazer com que a RNA apresente
na sua saída valores cada vez mais próximos aos dados de saída reais para um
conjunto de dados de entrada do sistema. Em outras palavras as RNAs podem
ser treinadas através de algoritmos de aprendizagem para modelar o sistema. No
entanto, a característica mais atraente das RNAs é a capacidade de generalização,
ou seja, a capacidade de prever saídas para dados de entrada não existentes na fase
de treinamento. Obviamente há restrições à efetividade das previsões das RNAs
ligadas à quantidade de informação existente nos dados de treinamento.

Nas seções seguintes as características das RNAs e da aprendizagem serão
abordadas com mais detalhes, desde o modelo de Neurônio Arti�cial, passando por
RNAs multicamadas, aprendizado, algoritmos de treinamento, treinamento super-
visionado, até alguns conceitos básicos sobre a RNA treinada para previsão de es-
trutura secundária: como representar os resíduos, e a técnica de janelamento.

2.7.1 Neurônio Arti�cial
O neurônio arti�cial é uma simpli�cação do neurônio biológico, ou ainda uma

unidade de processamento baseada no funcionamento do neurônio biológico. Como
no neurônio biológico, o neurônio arti�cial (doravante denominado simplesmente
neurônio):
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1. tem conexões de entrada, por onde recebe sinais de ativação de outros neurô-
nios,

2. tem conexões de saída, por onde envia o seu sinal de ativação adiante,

3. tem uma mecanismo para conjugar as ativações de entrada e avaliar a sua
intensidade para ativar a sua saída.

As conexões entre os neurônios biológicos são chamadas sinapses e são respon-
sáveis pelo armazenamento de informação. Para tanto os neurônios que são ativados
com maior freqüência tendem a aumentar de espessura em relação aos demais. As
sinapses dos neurônios biológicos são representadas por conexões ponderadas entre
os neurônios, onde o peso wyx representa a espessura da sinapse entre os neurônios
biológicos x e y (Figura 2.15, no alto a esquerda). A avaliação dos sinais de entrada
para ativação do neurônio é feita aplicando-se o somatório das entradas a uma fun-
ção sigmoidal. Este tipo de função garante que a saída de um neurônio se estabilize
em um valor mínimo ou máximo a medida em que o somatório das entradas tenda a
se afastar da origem. Esta capacidade de estabilização permite que o conhecimento
adquirido seja estável durante a aprendizagem.

O neurônio de uma RNA é portanto uma unidade de processamento composta
por um somador e uma função de ativação não linear (Figura 2.15). Ligado ao
neurônio estão as conexões de entrada vindas de outros neurônios ou dos dados de
entrada, e a conexão de saída que é ativada por uma função de ativação. Somando-
se às conexões de entrada há uma conexão que não provém de outro neurônio ou de
dados de entrada, mas da unidade de bias. Esta unidade tem a função de adicionar
uma constante à função de ativação, permitindo assim que a curva da função se
afaste da origem. O neurônio recebe sinais de entrada de outros neurônios e dobias,
ponderados por pesos sinápticos, e responde na sua saída com o sinal de ativação.
O modelo de um neurônio arti�cial pode ser descrito pelo par de equações:

ak =
m∑

j=1

wkjxj (2.42)

e

yk = ϕ(ak + bk), (2.43)
onde x1, x2, . . . , xm são os sinais de entrada;wk1 , wk2 , . . . , wkm são os pesos sinápticos
do neurônio k; bk é o bias; ϕ()̇ é a função de ativação e yk é o sinal de saída ou
ativação do neurônio. O bias efetua uma transformação a�m no combinador linear
ak

2.7.2 RNA multicamada
O perceptron é a denominação de uma rede neural muito simples, estudada

intensamente nas décadas de 50 e 60 devido à sua capacidade de aprendizagem. O
perceptron consiste basicamente de uma camada de unidades de entrada conectadas
a um neurônio de saída. As unidades de entrada são neurônios simples, cuja função
de ativação consiste em simplesmente repassar o valor da entrada para o neurônio
de saída. Em 1969 porém, M. Minsky e S. Papert provaram matematicamente que o
perceptron somente conseguia aprender a mapear funções lineares [Hay01]. Com sua
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FIGURA 2.15 � Acima à esquerda: representação esquemática de um neurônio
arti�cial. Os valores de entrada x1, x2, . . . xn são multiplicados pelos respectivos

pesos w1, w2, . . . , wn. O somatório das entradas ponderadas pelos pesos aplicado à
função de ativação é o valor de ativação y do neurônio. Em baixo na esquerda a
função de ativação Sigmóide y = 1

1+(e−x)
. Na direita, representação de uma RNA

com 6 neurônios na camada de entrada, 4 neurônios na camada escondida e 3
neurônios na camada de saída.

famosa demonstração da incapacidade do perceptron de aprender a simples função
XOR, mostraram que o perceptron só era capaz de classi�car dados linearmente
separáveis, e provocaram um desinteresse da comunidade cientí�ca por RNAs que
perdurou até meados da década de 80. Foi nesta época que o interesse pelas RNAs
ressurgiu, com o advento das RNAs multicamadas.

A RNA multicamada feed-forward (Figura 2.15, à direita) é uma RNA com
múltiplas camadas de neurônios, sendo que cada neurônio de uma camada está
conectado com os neurônios da camada seguinte. A RNA multicamadafeed-forward
é composta de uma camada de entrada, uma ou mais camadas escondidas com
neurônios de função de ativação não-linear e uma camada de saída. Devido à camada
de neurônios escondida este tipo de RNA é capaz de aprender mapeamentos não
lineares entre os dados de entrada e os dados de saída. O nome feed-forward ou
alimentação à frente se refere à característica das RNAs multicamadas em que as
saídas dos neurônios das camadas intermediárias ou escondidas é direcionada para
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a entrada dos neurônios das camadas seguintes.
Dado que se tenha um conjunto de dados de entrada e de saída represen-

tativo do domínio e imagem de uma função não linear e com tamanho su�ciente,
haverá uma con�guração de RNA multicamada que associada a um algoritmo de
aprendizado será capaz de aprender esta função em um tempo �nito e generalizar
os resultados para dados externos a este conjunto com um erro determinado. O
modelo mais comumente utilizado de RNA multicamada consiste em RNAs de três
camadas: uma camada de entrada, uma camada escondida e uma camada de saída.
Descartados os problemas de qualidade dos dados de aprendizado, a limitação de
aprendizagem de funções não lineares para este tipo de RNA está ligado principal-
mente ao número de neurônios pertencentes à camada escondida. Se o número de
neurônios for muito pequeno corre-se o risco de a RNA não ser capaz de mapear a
função não linear com um erro pequeno. Já se o número de neurônios for demasiado
grande em relação à quantidade de dados de treinamento, a RNA pode se especi-
alizar em demasia nestes dados e perder a capacidade de generalização, no que se
costuma chamar de decorar.

Infelizmente não se conhece ainda um método de escolha automático do nú-
mero de neurônios ideal para cada tipo de conjunto de dados de treinamento para
funções contínuas. O algoritmo Cascade Correlation proposto por Scott Fahlman
permite a construção automática da topologia da rede durante o treinamento, mas
é aplicável somente para problemas de classi�cação. Como a grande maioria dos sis-
temas na natureza são representados por funções contínuas não lineares, a escolha
da topologia ainda depende da experiência do pesquisador e da tentativa e erro.

2.7.3 Aprendizado
O aprendizado de uma RNA é o resultado da aplicação interativa de um algo-

ritmo de treinamento baseado em um conjunto de dados de entrada e saída de um
sistema. Em linhas gerais, o método de treinamento consiste em repetir as seguintes
operações:

1. atribuir valores iniciais aos pesos da RNA,

2. alimentá-la com dados de entrada,

3. fazer o cálculo da ativação de todos os neurônios na ordem de entrada para a
saída (alimentação à frente),

4. comparar os valores de ativação dos neurônios da camada de saída com os
valores de saída do conjunto de dados do sistema,

5. e por �m alterar os valores dos pesos para diminuir o erro obtido.

As operações enumeradas acima são repetidas até que seja atingido o critério
de parada, tipicamente o erro médio quadrado. Virtualmente todos os algoritmos de
treinamento supervisionado, ou seja, em que os pesos são modi�cados em função do
erro da RNA em relação aos dados esperados, se baseiam nas regras e no algoritmo
descritos acima. A atribuição inicial é tipicamente mas não obrigatoriamente alea-
tória. O erro médio quadrado é calculado sobre o erro para cada padrão, que é uma
instância de valores de entrada e saída, e é calculado sobre dados não disponíveis
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no treinamento. O controle do erro em dados externos ao conjunto de treinamentos
permite veri�car quão bem a RNA aprendeu a generalizar o aprendizado.

A escolha dos dados que serão separados do conjunto de testes e a maneira
que será feita esta separação é essencial para evitar comportamentos tendenciosos
ou o super-treinamento da RNA. Por aprendizado entende-se fazer a RNA aprender
a simular o comportamento do sistema. Se entregamos todos os dados disponíveis
para o treinamento da RNA, mesmo que obtenhamos índices de erro muito pequenos
só poderemos a�rmar que a RNA aprendeu a mapear o conjunto de dados de entrada
disponível para o conjunto de dados de saída igualmente disponível. O aprendizado
efetivo do comportamento de um sistema só é atingido se separarmos parte dos
dados do conjunto de treinamento e criarmos um conjunto de teste.

O conjunto de dados de teste é utilizado então para acompanharmos o treina-
mento da RNA e a evolução do erro para os dados de teste, que ela não conhece.
Isto se faz interrompendo o treinamento periodicamente, apresentando os dados de
entrada do conjunto de teste para a RNA, e comparando a sua saída com os da-
dos de saída do mesmo conjunto. Enquanto o erro para estes dados que a RNA
não conhece estiverem diminuindo signi�ca que a capacidade de a RNA generalizar
o aprendizado para dados desconhecidos está aumentando, e devemos continuar o
treinamento. Quando este erro parar de descer devemos interromper o treinamento
independentemente de o erro médio quadrado para os dados de treinamento conti-
nuar a descer. Na verdade, a medida que continuamos com o treinamento, é comum
o erro de teste parar de descer e começar a subir enquanto o erro dos dados de
treinamento continua a descer. Isto chama-se super-treinamento e re�ete a perda de
capacidade de generalização da RNA em prol da especialização nos dados de treina-
mento. Em uma comparação livre com o aprendizado humano, pode-se dizer que a
rede está deixando de aprender e está começando adecorar. Um terceiro conjunto de
dados ainda pode ser separado para validação do aprendizado. O conjunto de dados
de validação não participa nem do treinamento, nem do teste, mas é apresentado à
rede já treinada para validar o erro de generalização obtido nos testes.

A maneira como se separam os dados em conjuntos de treino, teste e validação
também in�ui na aprendizagem, e para garantir a lisura do método deve ser feita
de maneira adequada. Não há um consenso sobre as técnicas mais adequadas, mas
as mais aceitas são holdout e k-fold-cross-validation. O método holdout consiste em
separar o conjunto de dados em dois conjuntos: o conjunto de treino e o de teste,
cada um com 2/3 e 1/3 do total de dados respectivamente. O método k-fold-cross-
validation por sua vez divide o conjunto de dados emK subconjuntos de mesmo
tamanho. Então são formados dois conjuntos, o conjunto de treino comK − 1
subconjuntos, e o conjunto de teste com o subconjunto restante. O processo de
aprendizado é feito K vezes, alternando-se a cada treinamento o subconjunto que
forma o conjunto de teste. Usualmente se utiliza o método10-fold-cross-validation,
mas K pode chegar até o número de padrões existente no conjunto de dados. Neste
caso o método passa a se chamar live-one-out, pois o treinamento é feito N vezes
para um conjunto de dados de tamanhoN , cada vez retirando apenas 1 dos dados
para o conjunto de teste. Este último método é o ideal pois controla o erro para
cada um dos dados de teste individualmente, e permite identi�car a e�cácia do
aprendizado por regiões de dados, mas é computacionalmente pesado e é em geral
preterido em prol do bem aceito 10-fold-cross-validation.
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Há ainda a escolha dos dados que irão para cada conjunto. Esta escolha tem
de ser feita com critério de modo a evitar aprendizados tendenciosos. Os dois mé-
todos principais para a escolha dos dados são a escolha aleatória e a estrati�cação.
O primeiro consiste na escolha randômica dos dados para cada subconjunto, e a
segunda se baseia na manutenção da distribuição estatística dos dados em cada sub-
conjunto. Ambas dependem da qualidade do gerador pseudo-randômico utilizado,
e a diferença entre ambas diminui com o aumento do conjunto de dados. Ou seja,
o cuidado da manutenção da representação de todos os tipos de classes em cada
subconjunto só faz sentido se a quantidade de dados for relativamente pequena.

Por �m há a necessidade de se repetir cada conjunto de treinamentos com
sementes aleatórias diferentes, pois as RNAs são sujeitas à mínimos locais como
qualquer método de minimização. Como os algoritmos de treinamento são deter-
minísticos, dois treinamentos com a mesma inicialização e os mesmos conjuntos de
treino e teste vão chegar exatamente ao mesmo resultado. E inicializações com
sementes aleatórias diferentes tendem a resultar em erros mínimos diferentes.

2.7.4 Algoritmos de Treinamento
Os algoritmos de treinamento supervisionado são todos variações de um mesmo

método: um conjunto de exemplos de dados de entrada e saída é apresentado à RNA,
a diferença entre a resposta da RNA e aos dados de saída é calculado, e correções
são aplicadas aos pesos baseados neste erro.

O método mais comum de modi�car os pesos de uma RNA é baseado na regra
de Hebb, segundo a qual uma sinapse entre dois neurônios é fortalecida se as duas
unidades são ativadas ao mesmo tempo. A forma geral da regra de Hebb é:

∆wji = g(aj(t), dj)h(oi(t), wji) (2.44)
onde:

wji peso da sinapse do neurônio i para o neurônio j
∆wji variação do peso wji durante o processo de aprendizagem
aj(t) ativação do neurônio j no passo t
dj valor de exemplo, em geral a saída desejada do neurônioj
oi(t) saída do neurônio i no passo t
g(. . . ) função, depende da ativação do neurônio e da saída desejada
h(. . . ) função, depende da saída do neurônio precedente

e do peso atual da sinapse

2.7.5 Treinamento Supervisionado
Treinar uma RNA feed-forward com aprendizado supervisionado consiste nos

seguinte passos.

1. Um padrão de entrada é apresentado à camada de entrada da RNA. A entrada
então é propagada para a frente na rede até que a ativação atinja a camada
de saída.

2. A saída da RNA é então comparada com o valor desejado, o erro é propagado
recursivamente para trás na RNA e os pesos de todas as sinapses são ajustados
de acordo com um delta calculado para cada sinapse.
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Os passos acima são repetidos para todos os padrões da base de dados de
treinamento, quantas vezes forem necessárias para estabilizar o erro da RNA.

Dentre os algoritmos mais comuns para o treinamento de RNAs feed-forward
encontram-se os algoritmos BackPropagation e suas variantes, o Rprop e o Quick-
Prop.

O algoritmo mais famoso para treinamento de RNAs feed-forward é o back-
propagation. O nome backpropagation se refere à retropropagação do erro para cada
camada da RNA. A maior di�culdade da utilização de RNAs multicamadas nas
décadas de 50 e 60 era a inexistência de uma regra que permitisse escolher cor-
retamente nas camadas intermediárias os neurônios a serem penalizados. Até que
Rumelhart, Hinton e Williams desenvolvessem em 1986 o algoritmo BackPropaga-
tion, somente era possível treinar RNAs sem camadas intermediárias, pois a regra de
Hebb (eq. 2.44) dependia do erro da saída da rede. O problema de determinar um
erro para a saída de neurônios de camadas intermediárias de forma a poder alterar
os pesos que os ligavam à camadas anteriores foi resolvido pela chamadageneralized
delata-rule. O algoritmo BackPropagation consiste então nos seguintes passos:

1. Fase de propagação para a frente.
Um padrão de entrada é apresentado à RNA. A entrada é então propagada à
frente através da RNA até atingir a camada de saída.

2. Fase de propagação para trás - Camada de saída
A ativação (saída) da camada de saída é então comparada com a saída desejada
da RNA. O erro, ou seja, a diferença (delta) δj entre a ativação oj e o valor
da saída desejada dj de um neurônio de saída j é então utilizado em conjunto
com o valor de ativação oi do neurônio i da camada anterior para computar a
alteração necessária do peso wji que conecta os dois.
Para computar os deltas dos neurônios das camadas internas (escondidas) para
os quais não há valores de saída desejados com os quais comparar, os deltas
da camada seguinte, que já foi computado, são utilizados na fórmula dagene-
ralized delta-rule (eq. 2.46). Desta maneira os erros (deltas) são propagados
para trás e todos os pesos da RNA são corrigidos de acordo.

O tipo de atualização de pesos pode ser online ou o�ine. No treinamento online
as atualizações de pesos Deltawji

são feitas para cada padrão apresentado, ou seja,
a cada passo de propagação para frente e para trás. Já no treinamentoo�ine, os
deltas de cada padrão são acumulados até que o ciclo (época) esteja completo. Só
então o Deltawji

acumulado é aplicado ao peso. A generalized delta-rule utilizada
pelo algoritmo de BackPropagation é dada por:

∆wji = η δj oi (2.45)

δj =





ϕ′j(aj + bj)(dj − oj) se o neurônio j é um neurônio de saída
ϕ′j(aj + bj)

∑
k δkwkj se o neurônio j é um neurônio

da camada escondida

onde:
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η = taxa de aprendizado (constante)
δj = erro
dj = saída desejada do neurônio j
oi = saída do neurônio precedente i
i = índice de um neurônio predecessor do neurônio j corrente com peso wji de i para j
j = índice do neurônio corrente
k = índice de um sucessor do neurônio corrente j com peso wkj de j para k

A generalized delta-rule é utilizada pelo algoritmoBackPropagation. Os outros dois
algoritmos citados, RProp e QuickProp utilizam regras de atualização de pesos di-
versas.

2.7.6 RNA aplicada à previsão de estrutura secundária
Para complementar os conceitos básicos de RNA, é necessário ressaltar algu-

mas características especí�cas dos métodos de treinamento de RNAs para determi-
nação de estrutura secundária de proteínas. Nesta seção analisaremos os seguintes
pontos: a representação dos resíduos, o janelamento e o resultado produzido pela
RNA.

A Representação dos resíduos
Uma RNA treinada para reconhecer a estrutura secundária de proteínas recebe com
dados de entrada tipos de resíduos, que são variáveis discretas. Para ser processada
esta informação deve ser transformada em valores numéricos.

A maneira de se efetuar esta representação é através de uma codi�cação. A
codi�cação mais usual neste tipo é a chamada representação ortogonal. Nesta re-
presentação a entrada discreta é representada porN entradas binárias. onde N é
o número de classes as quais a variável discreta pode pertencer. Como as proteínas
são compostas por 20 tipos principais de resíduos, uma RNA que recebe como en-
trada o tipo de um resíduo tem uma camada de entrada composta por 20 neurônios.
Para cada tipo de resíduo um dos neurônios recebe o valor 1 como entrada, e os de-
mais 19 neurônios recebem o valor zero. Por exemplo, para representar os resíduos
Alanina, Arginina e Valina poderíamos utilizar os códigos 00000000000000000001,
00000000000000000010 e 10000000000000000000 respectivamente. Com é comum as
RNAs podem receber como entrada não um mas vários resíduos no formato de uma
janela da seqüência de resíduos de tamanhoN . Neste caso o número de neurônios
da camada de entrada é necessariamente de 20N .

Além desta representação binária do tipo de resíduos, podem ser utilizados
como entrada de RNAs os atributos físico-químicos dos resíduos. Para os atributos
que têm escala contínua podem ser utilizados os valores normalizados, e para os
demais a codi�cação ortogonal descrita acima. De acordo com [WM00], os atributos
físico-químicos mais utilizados são hidrofobicidade, volume, massa, área, propensão
a formar determinada estrutura secundária, refratividade. Baldi e Brunak [BB01]
ainda adicionam à lista: carga, família, distância da extremidade da proteína, entre
outros.
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Janelamento
A princípio uma RNA que fosse ser treinada para mapear a estrutura primária de
uma proteína em sua estrutura secundária deve basicamente aprender a prever a
estrutura secundária desta proteína baseada apenas na seqüência da resíduos que a
compõe. Portanto esta RNA poderia receber como entrada por exemplo o tipo de
resíduo e a posição relativa dele na seqüência e apresentar como saída a estrutura
secundária à qual este resíduo pertence. Esta exemplo de arquitetura de RNA não
tem a menor possibilidade de aprender o mapeamento desejado por um motivo muito
simples: não há informação su�ciente no padrão de entrada composto apenas pelo
tipo de resíduo e a sua posição relativa. Hoje se sabe que o tipo e a posição dos
resíduos anteriores e posteriores ao resíduo em análise in�uenciam na determinação
do tipo de estrutura secundária a qual este resíduo fará parte, �ndo o dobramento
da proteína na natureza [HMK95].

A técnica de janelamento visa entregar para RNA informações não somente
sobre o resíduo do qual se quer descobrir a estrutura secundária, mas de parte da
seqüência de resíduos que o circundam. Então, cada padrão de dados constitui não
mais o tipo e posição do resíduo como entrada e a estrutura secundária como saída,
mas um segmento ou janela da seqüência de resíduos. Esta janela é composta por
N resíduos, e a saída da RNA é a previsão da estrutura secundária à qual pertence
o resíduo central desta janela.

2.7.7 Métodos PHD/PROF
O método PHDsec de Burkhard Rost [RS93, Ros96] se utiliza de RNAs para

predição de estrutura secundária de proteínas a partir da estrutura primária. Mais
precisamente, as RNAs aprendem a predizer a estrutura secundária a qual pertence
um resíduo baseado em informações locais, da vizinhança do resíduo, e em infor-
mações globais da seqüência de resíduos. As informações locais não são extraídas
diretamente da seqüência de resíduos, mas do resultado do alinhamento da seqüên-
cia com proteínas homólogas. Portanto o método têm em duas etapas: na primeira
é gerado um alinhamento com múltiplas proteínas homólogas, e na segunda este
alinhamento serve de entrada a um sistema de RNAs.

O alinhamento de proteínas é realizado inicialmente com BLAST [AGM+90],
que é um método rápido para alinhamento de proteínas. O programa compara a
seqüência de cada proteína com o banco de dados de seqüências SWISSPROT e
calcula a signi�cância das similaridades entre seqüências. Finalizado o trabalho do
BLAST, o método PHDsec utiliza-se do programa MaxHom [SS91], um programa
de alinhamento dinâmico de múltiplas seqüencias mais sensível, baseado em per�s
de alinhamento. O programa MaxHom constrói uma família3 de proteínas em duas
etapas: (1) refaz o alinhamento utilizando agora somente as proteínas tidas com ho-
mólogas pelo método BLAST, e (2) realiza um corte baseado no número de resíduos
alinhados.

Os dados locais do per�l resultante da etapa de alinhamento, juntamente com
dados estatísticos globais da seqüência original, servem agora de entrada para as
RNAs. O método PHD para predição de estrutura secundária de proteínas processa
os dados de entrada em múltiplos níveis. O primeiro nível é uma RNA com ali-
mentação à frente de três camadas (de entrada, escondida, e de saída), que faz o

3Uma família é de�nida por um conjunto de proteínas que tendem a ter estruturas similares.
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mapeamento entre dados da seqüência e a correspondente estrutura secundária. Os
dados de entrada da RNA de primeiro nível provém de dois tipos de contribuições:
uma é local e corresponde a dados do alinhamento retirados de um janela de treze
resíduos, e a outra consiste em dados da seqüência global (Figura 2.16).

FIGURA 2.16 � Método PHDsec (Figura extraída de [RS93, Ros96]). Primeiro
uma janela de 13 resíduos é selecionada do alinhamento da seqüência (Na Figura é

mostrada uma janela de apenas 7). Em seguida são computados o per�l e
informações globais a partir da seqüência da proteína. Finalmente o sistema de
RNAs é alimentado com as informações locais e globais. O sistema de RNAs é
composto por RNAs em dois níveis. A RNA do primeiro nível tem24 neurônios
para informação local (20 para os tipos de resíduos, um para um espaçador que

permite estender a janela além das extremidades da proteína, dois para a
quantidade de inserções e deleções, e um para o peso de conservação); e32 para
informação global (20 para a composição de aminoácidos da proteína, 4 para o

comprimento da proteína, e 8 para a distância da janela em relação às
extremidades da proteína). A camada de saída tem3 unidades que representam a
estrutura secundária do resíduo central da janela. A RNA do segundo nível recebe
com entrada a saída do primeiro nível mais as informações globais (espaçador,

constante, etc). A saída da RNA de segundo nível á mesma da de primeiro nível:3
neurônios, uma para α-hélice, outro para segmento de folha-β e o terceiro para o

resto.

A saída da RNA do primeiro nível é a previsão da estrutura secundária na qual
o resíduo central da janela se encontra. A RNA do segundo nível realiza um mape-
amento do tipo estrutura secundária para estrutura secundária, ou seja, recebe uma
janela da seqüência de estruturas secundárias gerada pelo sua da de previsão da RNA
do primeiro nível e, baseada nesta janela e novamente em dados globais da seqüên-
cia, realiza nova previsão de estrutura secundária para o resíduo central da janela.
O nível seguinte consiste na média aritmética sobre o resultado de RNAs treinadas
independentemente, e o último nível é simplesmente um �ltro que corrige previsões
drasticamente irreais (ex.: HEH → HHH; EHE → EEE; e LHL→ LLL) Para
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�ns de previsão de estrutura secundária, a estrutura prevista é a correspondente ao
neurônio com o maior valor, e o grau de con�ança na previsão é dado pela diferença
entre este valor e o valor dos dois neurônios de saída restantes.

As camadas de entrada das RNAs de primeiro e segundo nível que compõem o
sistema de RNAs do método PHDsec estrutura secundária contém respectivamente
344 e 84 neurônios. Para a RNA do primeiro nível, os neurônios da camada de
entrada estão divididos da seguinte forma:

• Informação local: para cada um dos 13 resíduos da janela são necessários 24
neurônios. Um grupo de 24 neurônios, representando o resíduo de uma posição
especí�ca, é divido da seguinte maneira:

� Tipos de resíduos: 20 neurônios, um para cada um dos resíduos padrão.
� Espaçador: 1 neurônio, indica que a janela deve ser estendida para a

outra extremidade da proteína. Isto permite que resíduos próximos às
extremidades da seqüência possam aparecer no centro da janela de resí-
duos.

� Ins/Del: 2 neurônios, contém a quantidade de inserções e deleções no
alinhamento para esta posição.

� Peso de conservação: 1 neurônio para a constante de conservação calcu-
lada durante a fase de alinhamento

• Informação global: 32 neurônios são necessários para codi�car os dados de
entrada sobre a seqüencia de resíduos.

� Porcentagem de aminoácidos: 20 neurônios recebem o valor da porcenta-
gem de cada tipo de aminoácido presente na seqüência da proteína.

� Tamanho da proteína: 4 neurônios codi�cam o tamanho da proteína em
valores discretos: ≤ 60, ≤ 120, ≤ 240 ou > 240.

� Distâncias A-Hterm e A-Cterm: 8 neurônios codi�cam a distância da
janela às extremidades da proteína (≤ 40, ≤ 30, ≤ 20 ou ≤ 10).

A RNA do segundo nível tem a camada de entrada dividida de maneira se-
melhante à RNA do primeiro nível, trocando apenas o grupoTipo de resíduo pelo
grupo Tipo de estrutura secundária e sem o grupo de inserção e deleção. A estrutura
da RNA de segundo nível é então:

• Informação local: para cada um dos 13 resíduos da janela são necessários 5
neurônios. Um grupo de 5 neurônios, representando o resíduo de uma posição
especí�ca, é divido da seguinte maneira:

� Tipos de estrutura secundária: 3 neurônios, representando α-hélice, seg-
mento de folha-β, e nenhuma das anteriores (loop.

� Espaçador: 1 neurônio, indica que a janela deve ser estendida para a
outra extremidade da proteína. Isto permite que resíduos próximos às
extremidades da seqüência possam aparecer no centro da janela de resí-
duos.
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� Peso de conservação: 1 neurônio para a constante de conservação calcu-
lada durante a fase de alinhamento

• Informação global: 32 neurônios são necessários para codi�car os dados de
entrada sobre a seqüencia de resíduos.

� Porcentagem de aminoácidos: 20 neurônios recebem o valor da porcenta-
gem de cada tipo de aminoácido presente na seqüência da proteína.

� Tamanho da proteína: 4 neurônios codi�cam o tamanho da proteína em
valores discretos: ≤ 60, ≤ 120, ≤ 240 ou > 240.

� Distâncias A-Hterm e A-Cterm: 8 neurônios codi�cam a distância da
janela às extremidades da proteína (≤ 40, ≤ 30, ≤ 20 ou ≤ 10).

A estrutura secundária é codi�cada por três unidades: α-hélice, H (H, G e I do
DSSP [KS83a]), segmento de folha-β, E (E e B do DSSP), e nenhuma das anterio-
res, denotado por L de loop. Esta codi�cação é idêntica nas RNAs dos níveis1 e 2, e
os dados de entrada mais signi�cativos para a RNA do segundo nível são as janelas
da seqüência de estruturas secundárias geradas pela RNA do nível anterior. O uso
da RNA de mapeamento de estrutura secundária pra estrutura secundária se deve
à di�culdades da RNA do primeiro nível de aprender certas características especí�-
cas sobre formação de estruturas secundárias. Di�culdade esta inerente ao método
de treinamento de RNAs, que pressupõe independência entre dados adjacentes e
apresenta à RNA exemplos escolhidos de forma randômica. Como resultado a RNA
do primeiro nível é capaz de aprender a prever a estrutura secundária provável a
que pertence um resíduo em determinada posição da seqüencia, mas é incapaz de
aprender por exemplo que α-hélices contém no mínimo três resíduos. A RNA do
segundo nível aprende a determinar a estrutura secundária utilizando informação de
contexto sobre a estrutura secundária adjacente.

Os dados primários para o treinamento das RNAs, ou seja, as seqüências de
proteínas propriamente ditas, apresentam proporções diferentes para as três estru-
turas secundárias. Os resíduos do banco de dados utilizado por Rost estavam distri-
buídos aproximadamente entre as estruturas da seguinte forma: 32% em α-hélices,
21% em segmentos de folhas-β, e 47% em loops. Para evitar que esta distribuição
acarretasse em piores resultados para as classes menos representadas (menos dados
== menor acurácia), foi utilizado o que se chama de treinamento balanceado: o
treinamento foi realizado alternando-se as três estruturas. Por exemplo: se no passo
anterior do treinamento o exemplo apresentado à RNA consistia em uma janela
com o resíduo central em umaα-hélice, o exemplo atual é uma janela com o resíduo
central em uma folha-β, e a próxima janela será escolhida entre as que tem resíduo
central em loop. 0 treinamento balanceado representa melhora no predição de es-
truturas menos representadas no dados (ex.: folha-β) mas piora os resultados para
as estruturas mais presentes (ex: loop), e por conseguinte o desempenho geral da
capacidade de predição cai.

Para encontrar o meio termo entre RNAs treinadas com e sem treinamento
balanceado, o método PHDsec implementa a estratégia de decisão por júri. Conside-
rando o sistema de RNAs em dois níveis utilizado, foram realizados4 tipos distintos
de treinamento cobrindo todas as 4 combinações possíveis de RNAs de primeiro
nível com treinamento não balanceado e balanceado, e RNAs de segundo nível com
treinamento não balanceado e balanceado. A decisão por júri é a média aritmética
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simples sobre o resultado dos 4 sistemas de RNAs, e o resultado �nal é dado pela
unidade de maior valor entre as três unidades de saída. Além da unidade com maior
valor (unidade vencedora) determinar a estrutura predita, a diferença entre esta
unidade e a de segundo maior valor é usada para calcular o índice de con�abilidade
na previsão. Este índice é normalizado entre 0 e 0.9, e é tanto maior quanto maior
for a diferença da unidade vencedora para as demais.

Para completar a explanação sobre a metodologia, é importante falarmos sobre
como os dados foram escolhidos e divididos para evitar a super-especialização. RNAs
com muitos graus de liberdade, treinadas sem dados de validação, ou com dados não
representativos da população, tendem a se especializar nos dados de treinamento en-
quanto perdem a capacidade de generalização. Como a base da utilização de RNAs é
a capacidade de generalizar o conhecimento adquirido com os dados de treinamento
para dados não conhecidos, deve-se evitar a todo o custo a especialização. Para o
treinamento das RNAs do método PHDsec foram formados conjuntos de treino e
teste de tal forma que: (1) os grupos fossem diferentes, ou seja, nenhuma proteína
de um grupo com mais de 25% de similaridade com proteínas do outro grupo; (2)
o treinamento (ajuste de parâmetros livres) fosse feito com cross-validation; e (3)
a validação fosse feita com novas estruturas de proteínas experimentalmente deter-
minadas após o começo do projeto. Se as RNAs aplicadas aos novos grupos de
validação obtivessem menor acurácia do que quando aplicadas aos grupos de teste,
isto signi�ca que houve super especialização no treinamento.

O PHDsec (PHD para predição de estruturas secundárias de proteínas) foi o
primeiro método a ultrapassar a marca de 70% de acurácia. De fato, à época da
publicação, o método atingiu 72% de acerto na predição de estrutura secundária
por resíduo. Para atingir esta meta foram utilizadas no treinamento mais de300
cadeias de proteínas, somando um total de70.000 resíduos. Originalmente disponível
no servidor Predict Protein, o método PHDsec foi substituído pelo mais recente
PROFsec, também de Burkhard Rost e ainda não publicado. O método PROFsec
é similar ao PHDsec, mas utiliza-se do método PSI-BLAST [AMS+97], mais rápido
e sensível a similaridades fracas porém importantes do ponto de vista biológico,
para realizar o alinhamento das proteínas na primeira fase do processo. Todas as
predições utilizadas neste trabalho foram retiradas das RNAs treinadas pelo método
PROFsec, através de consultas ao servidorPredict Protein.
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Capítulo 3

Estado da Arte

Neste Capítulo são abordados temas relevantes a este trabalho, com a intenção
de situar a proposta no contexto dos trabalhos cientí�cos relacionados ao trabalho.
As áreas abordadas incluem RNAs e suas aplicações na simulação de sistemas dinâ-
micos e classi�cação, e métodos de previsão de estrutura secundária de proteínas.

3.1 Predição da Estrutura tridimensional
A Hipótese Termodinâmica [Anf93] estabelece que a estrutura tridimensional

de uma proteína em seu ambiente �siológico natural é tal que a energia livre de todo
o sistema é mínima. Ou seja, a conformação nativa de uma proteína é determinada
pela totalidade das interações interatômicas e portanto pela seqüência de aminoáci-
dos. Esta idéia enfatiza que a conformação estável tridimensional de uma proteína
somente faz sentido em seu ambiente natural, ou seja, na presença de água, íons,
nível de pH, temperatura, etc, similares ao ambiente �siológico.

A maior parte das abordagens utilizadas para determinação da estrutura de
proteínas pode ser classi�cada em dois grandes grupos: métodosAb initio e por
homologia. As modelagens Ab initio prescindem de conhecimento prévio sobre a
estrutura tridimensional da proteína e se baseiam em interações físico-químicas,
enquanto as abordagens baseadas em homologia se valem de bancos de dados para
analisar a similaridade entre seqüências [DBS04].

De acordo com [HW02] a acurácia dos métodos de predição de estrutura secun-
dária é limitada pela própria natureza �exível das proteínas, que permite diferentes
estruturas secundárias para segmentos de resíduos homólogos. Em [VRD+01] vários
métodos são utilizados para prever a desordem estrutural a partir da seqüência de
aminoácidos, sendo que os melhores resultados são obtidos com conjuntos de RNAs.

3.2 Dinâmica Molecular
Balali-Mood e outros utilizaram dinâmica molecular em [BMHB03] para si-

mular uma camada dupla mista composta por dioleoilfosfatidilcoline (DOPC) e di-
oleoilfosfatidilglicerol (DOPG) na água. Para tanto utilizaram unidades de água
do tipo Carga em Ponto Simples e a estrutura inicial foi previamente construída e
dobrada manualmente formando a camada dupla.
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A simulação foi ainda realizada com hidrogênio explícito para veri�car a in-
teração entre peptídeos e as camadas duplas. O tempo combinado para equilíbrio
com minimização de energia e dinâmica molecular para as camadas duplas com 140
moléculas foi de aproximadamente 3, 5ns, o equivalente a aproximadamente 30 dias
em um PC Atlhon biprocessado.

Lehninger [LCN00] reporta a simulação de dinâmica molecular de um sub-
domínio de 36 resíduos da proteína vilina. Para a simulação no tempo teórico
de 1µs foram necessários meio bilhão de passos de integração executados por dois
supercomputadores Cray, cada um rodando por dois meses.

3.3 Métodos Estocásticos
Moret et all [MBMP02] propuseram em 2002 um método estocástico otimizado

de busca no espaço de conformação de polipeptídeos. No trabalho eles utilizaram
Descida de Gradiente para encontrar as conformações de baixa energia de polipeptí-
deos que tipicamente formamα-hélices, em um espaço de busca reduzido através da
utilização das regiões permitidas dos Mapas de Ramachandran para cada peptídeo.

3.4 RNAs
N. Qian e T. Sejnowski [QS88] utilizaram em 1988 um modelo neural para

predizer a estrutura secundária diretamente a partir da seqüência de aminoácidos.
A rede neural treinada era capaz de receber como entrada uma janela de 13 resíduos
de proteínas reais e devolver como resposta o tipo de estrutura secundária a que o
resíduo central pertence com 63% de precisão.

Em [YY01] um conjunto de RNAs é utilizado para atingir precisão de66%.
O método PHDsec [RS93, Ros96] utiliza duas camadas de RNAs para ultra-

passar a barreira dos 70% de precisão na predição da estrutura secundária em1993.
Em [FA01] RNAs são utilizadas para prever a localização sub-celular de pro-

teínas a partir da composição e ordem dos resíduos.
Em [Wu96] Cathy H. Wu apresenta uma introdução abrangente e detalhada

às RNAs e a sua utilização para análise de seqüências moleculares.
Em [CLZ+01] RNAs são utilizadas para predizer segmentos transmembrânicos

de α-hélices baseadas na hidrofobicidade da seqüência de resíduos.
Em [FPP95] RNAs são utilizadas para predizer a distância entre alfa-carbonos

a partir da seqüência de resíduos.

3.5 Métodos Baseados em Homologia
Stephen Altschul et all desenvolveram em 1990 a ferramenta BLAST (Basic

Local Alignment Search Tool) [AGM+90] para determinação de estrutura tridimen-
sional a partir de alinhamento com seqüências homólogas.

O algoritmo BLAST baseia-se em uma medida de similaridade local para de�-
nir estruturas homólogas e portanto a possível estrutura terciária de uma seqüência
de resíduos. Os algoritmos Gapped BLAST e PSI-BLAST [AMS+97], desenvolvi-
dos 7 anos depois pelo mesmo autor utilizam estatísticas e heurísticas para gerar
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alinhamentos faltantes e aumentar a sensibilidade sobre similaridades fracas mas
biologicamente relevantes.

3.6 Sistemas Híbridos e Ganho de Informação
Neste trabalho desenvolveremos um método que se vale da informação sobre

a estrutura secundária oriunda de previsões de RNAs para guiar algoritmos de MC
em direção à conformação nativa de proteínas.

Em [SR04] há um estudo sobre o efeito do conhecimento sobre a estrutura se-
cundária na determinação da estrutura tridimensional de uma proteína. Os autores
utilizam teoria da informação para gerar distribuições de ângulos diedrais a partir
da estrutura secundária conhecida e da estrutura secundária prevista. O efeito da
informação sobre a estrutura secundária na predição da conformação nativa tridi-
mensional é obtido através do cálculo da mudança de entropia, e é mostrado como o
grau de precisão dos métodos de previsão de estrutura secundária afetam a previsão
da estrutura terciária.

Ainda de acordo com os autores, apenas uma pequena fração da incerteza
sobre os ângulos diedrais da conformação nativa (14 a 38%, com resolução entre
20 e 90o) são resolvidos com o conhecimento exato da estrutura secundária. Se a
informação sobre a estrutura secundária é proveniente de métodos de previsão a
perda de informação é tal que um método com o grau máximo atual de 75% de
acurácia retém apenas um terço da informação estrutural codi�cada na estrutura
secundária. Por outro lado, os autores mostram que o ganho de informação aumenta
exponencialmente com o aumento na precisão dos métodos de predição da estrutura
secundária.
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Capítulo 4

Metodologia

O método Monte Carlo realiza uma busca aleatória no espaço de parâmetros
de uma função, baseada em uma distribuição de probabilidade. Na aplicação do
dobramento de proteínas, os parâmetros são os ângulos diedrais Φ e Ψ de cada
aminoácido presente na seqüência da proteína em análise. Teoricamente, na técnica
Monte Carlo se poderia produzir valores aleatórios de forma a cobrir todo o hiper-
espaço de parâmetros com pontos. Na prática é necessário reduzir a complexidade
do problema restringindo as regiões visitadas àquelas de maior interesse de modo a
tornar a simulação tratável computacionalmente. Iremos restringir a região para a
qual pontos devem ser gerados em função do Mapa de Ramachandran e das RNAs.

A metodologia proposta para o método MC-RNA é aplicar Monte Carlo com
distribuição de probabilidade construída a partir das previsões de RNAs em conjunto
com o Mapa de Ramachandran. Enquanto o Mapa de Ramachandran restringe o
espaço amostral às regiões de ângulos permitidos �sicamente, a previsão das RNAs
limita a busca às regiões do Mapa de Ramachandran onde ocorre a estrutura predita.

Para o cálculo da energia livre das conformações criadas pelo modelo, uti-
lizaremos o campo de força MM3Pro implementado no pacote de mecânica mo-
lecular TINKER. O campo de força MM3Pro, que é baseado no campo de força
MM3 [AYL89a], é um conjunto de parâmetros e expressões ajustados para o cálculo
das forças de interação entre átomos de uma proteína.

4.1 Redução do espaço de busca
As abordagens para redução do espaço de conformações tridimensionais de pro-

teínas dos algoritmos propostos neste trabalho baseiam-se em dois métodos: Mapa
de Ramachandran e RNAs para predição de estrutura secundária.

O Mapa de Ramachandran pode ser utilizado como ferramenta para a redução
do espaço de estados, pois separa as combinações de ângulos diedraisΦ e Ψ em
regiões permitidas e proibidas. Nas regiões proibidas encontram-se combinações de
ângulos que colocariam os átomos a distâncias menores que seus raios de Van der
Walls. As regiões permitidas são ainda divididas por tipo de estrutura secundária.
Além desta divisão, é possível ainda calcular a superfície de energia do Mapa a partir
dos pares de ângulos diedrais. Podemos portanto dividir a abordagem de redução do
espaço de conformações por Monte Carlo em duas: sem e com conhecimento sobre
a estrutura secundária.
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FIGURA 4.1 � Segmento da previsão de estrutura secundária para a Mioglobina
obtida pelo método de B. Rost. Na primeira linha a seqüência de resíduos da
Mioglobina, na segunda linha a estrutura (H = α-hélice), na terceira linha a

probabilidade de acerto da previsão da estrutura secundária, e na quarta linha a
estrutura secundária com probabilidade p >= 0, 5.

Para escolher ângulos diedrais de um resíduo quando não temos informações
a priori da estrutura secundária à qual ele pertence, utilizamos a região permitida
do Mapa de Ramachandran. Como a região proibida ocupa a maior parte do Mapa
de Ramachandran, se utilizarmos apenas a região permitida reduzimos automatica-
mente o espaço de estados a serem explorados por um algoritmo de busca.

Caso tenhamos conhecimento sobre a estrutura secundária a qual o resíduo
pertence, podemos nos valer desta informação para restringir ainda mais o espaço
de estados. A região permitida é dividida em sub-regiões conforme a estrutura
secundária formada pelos pares de ângulos. Para este trabalho utilizamos as predi-
ções de estruturas secundárias de RNAs através do Método PHDsec [RS93, Ros96]
disponíveis on-line1. As RNAs recebem como entrada a seqüência de aminoácidos
e fornecem o tipo de estrutura secundária (α-hélice, folha-β ou coil) e o grau de
con�ança na previsão para cada aminoácido da cadeia (Figura 4.1).

Para escolha randômica, simplesmente geram-se dois números randômicos que
são mapeados para a distribuição de ângulos da área permitida do mapa ou para a
sub-região correspondente à estrutura secundária.

4.2 Método MC-RNA - Aplicado ao Dobramento de Proteí-
nas

Como dito na introdução, O método MC-RNA é um modelo de simulação
estocástico que utiliza RNAs para a redução do espaço de busca. O modelo consiste
em simulação estocástica pelo método MC, com a probabilidade de transiçãoP (µ→
ν) determinada pela combinação das probabilidades g(µ → ν) e A(µ → ν), estas
por sua vez determinadas respectivamente pela RNA e pela diferença de energia∆E
entre os estados ν e µ.

O algoritmo geral inicial para a simulação MC aplicada ao problema de do-
bramento de proteínas é o seguinte:

• Inicialização: criar estado inicialµ composto por seqüência de pares de ângulos
diedrais.

• Calcula a energia total da proteínaEν .

• Enquanto o sistema não atinge equilíbrio:
1The PredictProtein server em http://www.embl-heidelberg.de/predictprotein/submit_def.html#top.
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� Escolhe aleatoriamente um resíduo.
� Cria aleatoriamente estado ν a partir de µ, escolhendo aleatoriamente um

novo par de ângulos diedrais para resíduo escolhido.
� Calcula a energia total Eµ da proteína com a nova conformação.

� calcula A(µ→ ν) =

{
e−β(Eν−Eµ) se Eν − Eµ > 0
1 caso contrário .

� Efetua transição µ→ ν com probabilidade P (µ→ ν).

• O sistema atinge o equilíbrio quando a taxa de transições efetuadas �car abaixo
de limite arbitrado ou for zero.

FIGURA 4.2 � O novo estado ν é obtido alterando-se um par de ângulos diedrais
de um resíduo. Para ser gerada a transiçãoµ→ ν é necessário que o novo par de
ângulos pertença à região permitida do mapa de Ramachandran. Se a região do
mapa coincidir com a classi�cação da RNA para a estrutura secundária, então

g(µ→ ν) equivale ao grau de con�ança na previsão da rede.

No método MC-RNA o papel da RNA é determinar a quantidadeg(µ → ν),
ou seja, a probabilidade de se gerar um novo estado ν a partir de um estado µ. O
novo estado ν é o resultado de duas escolhas aleatórias: primeiro ocorre a escolha
de um entre todos os resíduos que compõem a proteína, e em seguida a escolha de
novos valores para o par de ângulos diedrais deste resíduo. Feito isto duas ações
são tomadas: veri�ca-se se o par de ângulos está na região permitida do mapa de
Ramachandran, e se a região do mapa corresponde à estrutura prevista pela RNA
para aquele resíduo, naquela posição da proteína. Então a probabilidade de geração
da transição para o estado ν é calculada conforme o grau de con�ança na previsão
da RNA (Figura 4.2). O algoritmo inicial para a simulação do método MC-RNA é
então o seguinte:

• Inicialização: criar estado inicialµ composto por seqüência de pares de ângulos
diedrais.
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• Calcula a energia total Eµ da proteína.

• Enquanto o sistema não atinge equilíbrio:

� Escolhe aleatoriamente um resíduo.
� Cria aleatoriamente estado ν a partir de µ escolhendo aleatoriamente um

novo par de ângulos diedrais para o resíduo escolhido
� Se ν ∈ { região proibida do mapa de Ramachandran (MR)}:

∗ g(µ→ ν) = 0

� Se RNA não classi�ca resíduo como pertencente àα-hélice ou à folha-β:
∗ g(µ→ ν) = 1

� Caso contrário:
∗ Se ν ∈ { região do MR correspondente à classi�cação da RNA}:

· g(µ→ ν) = grau de con�ança na classi�cação da RNA
∗ Caso Contrário:

· g(µ→ ν) = 1− grau de con�ança na classi�cação da RNA
� Se g(µ→ ν) 6= 0

∗ Calcula a energia total Eν da proteína com a nova conformação.

∗ calcula A(µ→ ν) =

{
e−β(Eν−Eµ) se Eν − Eµ > 0
1 caso contrário .

� Efetua transição µ→ ν

com probabilidade P (µ→ ν) = g(µ→ ν) A(µ→ ν).

• O sistema atinge o equilíbrio quando a taxa de transições efetuadas �car abaixo
de limite arbitrado ou for zero.

O algoritmo descrito acima é �el ao método MC-RNA, mas ainda é pouco
e�ciente em termos computacionais. Em vez de escolher aleatoriamente pares de
ângulos em todo o espaço de estados, podemos simplesmente escolher os ângulos
diretamente de um espaço previamente reduzido. Este espaço reduzido pode ser
obtido em uma primeira etapa eliminando as combinações de ângulos proibidas pelo
mapa de Ramachandran. Sobre o espaço de ângulos permitidos, podemos utilizar a
classi�cação de estrutura secundária da RNA e eliminar as combinações de ângulos
das áreas que não correspondem à estrutura secundária prevista. Para diminuir
ainda mais a complexidade do modelo, podemos restringir o número de resíduos
passíveis de sofrerem alteração, formando blocos rígidos deα-hélices ou segmentos
de folhas-β. Todas estas otimizações são implementadas no algoritmo proposto, que
é baseado no algoritmo inicial descrito anteriormente, e será visto em detalhes a
seguir.

O algoritmo proposto para simular o método MC-RNA implementa uma abor-
dagem espacial e paralela. A implementação é realizada em duas fases: (1) geração
de estruturas por MC com consulta às RNAs, e (2) minimização e clusterização.

Na primeira fase do algoritmo é gerada uma amostra deN conformações da
proteína em estudo. A geração das conformações é feita de acordo com a classi�-
cação das RNAs e com o grau de con�ança na classi�cação. Por exemplo, se para
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um determinado resíduo em uma determinada posição na seqüência de resíduos a
classi�cação da RNA é α-hélice com grau de con�ança de 0, 7, então podemos espe-
rar que em média 70% das conformações da amostra apresentem ângulos típicos de
α-hélice no resíduo citado.

A segunda fase do algoritmo consiste em minimização de energia por descida de
gradiente e posterior clusterização das conformações minimizadas. A minimização
de energia serve para acomodar átomos em posições mais estáveis de maneira a se
poder avaliar a real energia potencial da proteína. A clusterização é o método que
resultará na escolha das conformações mais próximas da conformação nativa.

4.2.1 Fase 1: Geração de conformações
Nesta seção são explicados com detalhes os passos para se formar os conjun-

tos iniciais de conformações. A primeira fase do método de simulação proposto
constitue-se na geração de um conjunto de conformações tridimensionais aleatoria-
mente, com a utilização em maior ou menor grau de informação sobre a estrutura
secundária das seqüências funcionando como viés.

As proteínas escolhidas para este estudo foram retiradas da lista de proteínas
alvo dos experimentos CASP2. Para os experimentos foram escolhidas quatro estru-
turas relativamente pequenas: 1i74 (domínio 2), 1kkg, 1g7d domínio C-terminal e
1j8b.

Para cada uma das seqüências foram produzidos grupos de conformações de
acordo com 3 algoritmos, que chamaremos de MC (Monte Carlo), MC-RNA (Monte
Carlo com RNAs) e MC-Ideal (Monte Carlo com RNA ideal). O método MC-RNA
utiliza o método MC com informação oriunda da previsão de estrutura secundária
da seqüência por RNAs, juntamente com a probabilidade de acerto da RNA. Os
outros dois métodos foram utilizados a título de comparação: o MC que consiste
em Monte Carlo sem informação sobre estrutura secundária, e o MC-Ideal, que se
utiliza de informação real sobre a estrutura secundária das seqüências analisadas.

Fase 1, 1a Parte: Banco de Dados EVA
O projeto EVA (EValuation of Automatic protein structure prediction) é tocado por
pesquisadores do grupo CUBIC (Columbia University Bioinformatics Center) da
Universidade de Columbia, em conjunto com os grupos SALI-lab da Universidade
UCFS (Califórnia, São Francisco), PDG (Protein Design Group) da Universidade
de Madrid, e demais colaboradores. O objetivo principal do EVA é "Fornecer uma
análise contínua, totalmente automatizada e estatisticamente signi�cativa dos ser-
vidores de predição de estruturas". Entre outras atividades, o projeto EVA man-
tém um banco de dados continuamente atualizado de proteínas não homólogas. O
banco de dados de proteínas não homólogas EVA é um subconjunto do universo de
proteínas de estrutura conhecida. As proteínas destes subconjunto são ditas não
homólogas por que não há entre elas nenhum par de proteínas com mais de33% de
resíduos idênticos em seqüências de alinhamento de mais de100 resíduos [Ros99].

A lista de proteínas deste subconjunto encontra-se disponível para download
no site do projeto. O trabalho realizado utilizou a lista de proteínas do banco de

2http://predictioncenter.gc.ucdavis.edu/
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dados EVA de 11 de agosto de 2005. Esta lista contém 3419 proteínas ou sub-cadeias
de proteínas não homólogas.

A preparação dos dados da lista de proteínas não homólogas EVA constituiu-se
das seguintes fases:

1. Download dos arquivos PDB - Os arquivos PDB (Protein Data Bank -
http://www.rcsb.org) são arquivos que contém entre outros dados a estrutura
primária da proteína (a seqüência de resíduos) e as coordenadas atômicas de
átomos. Arquivos PDB de todas as 3419 proteínas foram baixados do banco
de dados de proteínas PDB. Do total de proteínas da lista EVA,44 proteínas
não estavam disponíveis e foram substituídas por similares.

2. Processamento dos arquivos PDB
As estruturas tridimensionais das proteínas descritas nos arquivos PDB podem
ser visualizadas com o auxílio de softwares de visualização com o RASMOL.
Embora a visualização tridimensional de uma proteína a partir de um arquivo
PDB baixado do repositório corresponda à conformação nativa da proteína,
se utilizamos as informações das coordenadas atômicas de átomos presentes
neste arquivo PDB sem nenhum pré-processamento não podemos obter medi-
das con�áveis sobre a proteína descrita. Os arquivos PDB são gerados a partir
de observações oriundas de processos físicos para análise de proteínas como
Difração por Raio-X e Ressonância Nuclear Magnética. Por mais precisos que
sejam estes métodos, pequenos erros nas coordenadas atômicas dos arquivos
PDB podem levar softwares de analise a erros grotescos. Os exemplos mais
comuns são determinação de energia potencial excessivamente alta devido à
distâncias entre átomos arti�cialmente pequenas, ou mesmo devido à sobre-
posição de átomos (energia In�nita). Para melhorar a usabilidade e testar a
con�abilidade dos arquivos PDB, todos passaram por um pré-processamento,
descrito a seguir.

(a) PDB -> XYZ
A ferramenta utilizada nesta etapa é o PDBXYZ, do pacote de modela-
gem molecular Tinker. Esta ferramenta recebe como entrada um arquivo
PDB e produz um arquivo XYZ. Os arquivos XYZ são o tipo básico de
arquivo de coordenadas cartesianas do Tinker, e contém a descrição dos
átomos. um por linha, em função de suas coordenadas cartesianas. Além
do nome do átomo e de suas coordenadas cartesianas cada linha contém
uma lista dos átomos aos quais o átomo está ligado, e o número que re-
presenta o tipo de átomo no campo de força escolhido. Neste trabalho o
campo de força utilizado foi o campo MM3Pro, que é desenvolvido espe-
ci�camente para o cálculo das forças de interação eletrostáticas levando
em consideração características peculiares às proteínas.
Entre os parâmetros do comando PDBXYZ estão o campo de força utili-
zado e a cadeia a ser transcrita. Muitas seqüências listadas na lista EVA
não correspondem a proteínas completas, mas cadeias especí�cas de uma
proteína. Nestes casos o arquivo XYZ resultante do comando contém
apenas as coordenadas dos átomos da cadeia selecionada.

(b) XYZ -> INT
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Os arquivos INT contém uma representação interna da estrutura molecu-
lar das proteínas. O formato é semelhante ao dos arquivos XYZ. Porém,
ao invés das coordenadas cartesianas dos átomos, as coordenadas inter-
nas consistem em uma distância a um átomo previamente determinado, e
dois ângulos de ligação ou um ângulo de ligação e um ângulo diedral com
átomos predecessores. Para transformar os arquivos XYZ em arquivos
INT foi utilizada a ferramenta XYZINT e o campo de força MM3Pro.

3. Minimização
Após a preparação dos arquivos INT, um para cada proteína da lista EVA, foi
feita minimização de energia de cada proteína com a ferramenta MINIROT do
pacote Tinker. A ferramenta MINIROT realiza minimização de energia por
descida de gradiente no espaço formado por ângulos diedrais. Para tanto o
software recebe como entrada o arquivo INT a ser minimizado e o critério de
parada, na forma do rms (root mean square) do gradiente em kcal/mole/Å.
O critério de parada das minimizações utilizado foi parar quando orms do gra-
diente de energia fosse menor do eu1kcal/mole/Å: o su�ciente para acomodar
os átomos em posições realistas de acordo com suas interações eletrostáticas.
O resultado das minimizações são arquivos INT_2, com os ângulos ligeira-
mente alterados em relação aos arquivos INT originais pela descida de gradi-
ente.

4. Pós processamentoApós a minimização das proteínas, o pós-processamento
dos dados foi feito para formar um banco de dados de resíduos, respectivas
estruturas secundárias e ângulos diedrais. Nesta fase, além do pacote Tinker
também foi utilizado o software DSSP [KS83a]. Os ítens a seguir descrevem o
DSSP e o método utilizado para a formação do banco de dados.

(a) INT_2 -> DSSP_2
Como os ângulos dos arquivos INT foram alterados pela descida de gra-
diente, a conformação espacial das proteínas descritas por eles pode ter
sofrido alguma alteração. Para extrairmos a estrutura secundária destas
proteínas após a minimização, precisamos gerar novos arquivos PDB, e
utilizarmos o programa DSSP para a leitura da estrutura secundária.
O programa DSSP é a implementação do artigo de1983 de Kabsch e San-
der [KS83b] por eles mesmos sobre descrição de estrutura secundária de
proteínas a partir de reconhecimento de padrões de pontes de hidrogênio
e formas geométricas. O programa DSSP não prevê estrutura secundária,
mas dado um arquivo de coordenadas atômicas no formato PDB, de�ne a
estrutura secundária a que pertencem os resíduos, algumas características
geométricas e a superfície de exposição ao solvente.
Destas características utilizamos aqui apenas a capacidade de descrever
a estrutura secundária a partir de arquivos do tipo PDB. O processo é
simples: para cada proteína minimizada geramos a partir do arquivo de
ângulos INT_2 o arquivo correspondente XYZ_2 com a ferramenta do
Tinker INTXYZ. Em seguida utilizamos outra ferramenta do Tinker, o
XYZPDB para gerarmos o arquivo PDB_2 correspondente. Em seguida
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utilizamos o arquivo DSSP para gerarmos a partir dos arquivos PDB e
PDB_2 os arquivos DSSP e DSSP_2. Os arquivos DSSP e DSSP_2
contém respectivamente a estrutura secundária da proteína antes da mi-
nimização e depois da minimização.

(b) Lista de Resíduos
Em cada um dos passos de pré-processamento e minimização, proteínas
foram descartadas. Na fase de pré-processamento os descartes ocorreram
em função de falhas nos arquivos PDB originais que impedissem passos do
pré-processamento, como falta de determinados átomos ou resíduos. Já
entre as proteínas que ultrapassaram a fase de pré-processamento, muitas
não obtiveram sucesso durante o processo de minimização. Ao �nal, das
3419 proteínas e sub-cadeias de proteínas listadas no EVA, restaram2327
que terminaram as suas respectivas minimizações por atingirem o critério
de parada.
Para este trabalho foi desenvolvido um conjunto de ferramentas para
manipular dados de estrutura secundária e ângulos diedrais denominado
DSTK (Diedral angles and Secondary strucure TollKit). O comando SA-
NITIZEDSSP é uma ferramenta do DSTK que extrai dos arquivos DSSP
informações sobre os ângulos diedrais dos resíduos e o tipo de estrutura
a que pertencem. O comando ainda recebe como parâmetros o arquivo
DSSP, um arquivo texto com a lista de proteínas EVA que são formadas
por mais de uma cadeia, e a opção de desprezar ou não os resíduos da
extremidade da seqüência. O SANITIZEDSSP então lê o arquivo DSSP,
extrai os dados apenas da cadeia de interesse (indicada por uma letra no
nome da proteína EVA), e mapeia os8 tipos de estrutura secundária para
3, conforme a Tabela 4.1.

DSSP DSTK
Estrutura Símbolo Símbolo Estrutura
4-hélice (α-hélice) H
3-hélice (310-hélice) G A α-hélice
5-hélice (π-hélice) I
segmento isolado de folha-β B B folha-β
folha-β E
curva (turn) com ponte de H T
centro de curva com 5 resíduos S C coil
coil C

TABELA 4.1 � Mapeamento da representação de estrutura secundária do DSSP
para a representação utilizada neste trabalho

O comando SANITIZEDSSP recebeu todos os arquivos DSSP_2 e produziu o
arquivo EVA_2.DAT, contendo 377540 linhas, cada uma com as informações
sobre um resíduo das 2327 proteínas efetivamente minimizadas da lista EVA.
O arquivo EVA_2.DAT tem o formato

. . . . . .
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. . . . . .

. . . . . .
25 V A -66.2 -19.8 2bem_A
26 Q A -67.7 -17.3 2bem_A
27 Y A -99.8 -3.2 2bem_A
28 E C -159.5 65.6 2bem_A
29 P A -68.4 -16.8 2bem_A
30 Q A -77.6 -11.8 2bem_A
31 S A -108.8 29.2 2bem_A
32 V C -80.4 75.8 2bem_A
33 E B -111.7 130.0 2bem_A
34 G B -143.8 -160.4 2bem_A
35 L B -82.9 149.6 2bem_A
36 K C -89.0 177.8 2bem_A
. . . . . .
. . . . . .
. . . . . .

onde a primeira coluna contém o número do resíduo na seqüência da cadeia
da proteína, a segunda coluna a identi�cação do resíduo, a terceira coluna o
tipo de estrutura secundária a que o resíduo pertence, as colunas 4 e 5 são os
ângulos diedrais Φ e Ψ, e a quinta coluna contém o código PDB de4 letras da
proteína seguido de uma letra indicando a cadeia.

FIGURA 4.3 � Mapas de Ramachandran representando os ângulos diedrais de
todos os resíduos alanina da lista EVA antes (esq.) e depois (dir.) da minimização.

No eixo horizontal o ângulo diedralΦ e no vertical o ângulo diedral Ψ.

As demais ferramentas do DSTK utilizam este arquivo como fonte para a
produção de mapas de Ramachandran especí�cos para tipos de resíduos e es-
truturas secundárias. A título de ilustração, a Figura 4.3 mostra os mapas de
Ramachandran especí�cos para o resíduo alanina quando participante de es-
truturas α-hélice ou folha-β. Os mapas foram feitos selecionando nos arquivos
DSSP.DAT e DSSP_2.DAT apenas os ângulos das linhas com os símbolos A
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(alanina) na coluna 2 e A ou B (α-hélice ou folha-β) na coluna 3. A confec-
ção do arquivo DSSP.DAT com dados das proteínas pré-minimização teve o
objetivo de permitir a comparação com os ângulos preferenciais após a mini-
mização. Como mostra a Figura 4.3, a concentração de ângulos nas regiões
atribuídas às duas estruturas secundárias aumentou após a minimização.

Fase 1, 2a Parte: MC-RNA
O método de geração de estruturas MC-RNA utiliza a previsão da estrutura se-
cundária para a redução do espaço de busca. Ou seja, geramos um conjunto de
estruturas a partir da seqüência de resíduos de uma proteína escolhendo os seus
ângulos diedrais por Monte Carlo, mas restringindo os ângulos que podem ser esco-
lhidos com informação proveniente das RNAs. O método de geração de estruturas
MC-RNA é descrito a seguir passo a passo.

1. Previsão RNA
O primeiro passo é consultar o servidorPredict Protein para obter a previsão
da estrutura secundária. Como explicado na seção 4.1, o servidor utiliza RNAs
treinadas para prever a estrutura secundária a partir de seqüências de resíduos.
A seqüências de resíduos da proteína é submetida ao servidor, e este envia
a previsão da estrutura secundária para cada resíduo junto com o grau de
con�ança da previsão, que varia de resíduo para resíduo.
Partindo desta previsão, o script do DSTK PROF2LISTARES cria o arquivo
LISTA_RES.DAT. O segmento a seguir é a parte do arquivo LISTA_RES.DAT
da proteína 1j8b que vai do resíduo 47 ao 64 e que está em destaque na Fi-
gura 4.4.

. . . . . . .

. . . . . . .

. . . . . . .
47 R B 0.7 B AC
48 R B 0.8 B AC
49 I B 0.8 B AC
50 D B 0.7 B AC
51 I B 0.3 X X
52 D C 0.6 C AB
53 P A 0.2 X X
54 S A 0.0 X X
55 L A 0.2 X X
56 M A 0.4 X X
57 E A 0.4 X X
58 D C 0.5 C AB
59 D C 0.6 C AB
60 K A 0.8 A BC
61 E A 0.8 A BC
62 M A 0.9 A BC
63 L A 0.9 A BC
64 E A 0.9 A BC
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. . . . . . .

. . . . . . .

. . . . . . .

FIGURA 4.4 � À esquerda a proteína 1j8b. À direita em destaque o segmento que
vai do resíduo 47 ao 64. Em cima à direita a previsão das RNAs para o segmento

(E = β, L = turn/coil, H = α).

A primeira coluna é o índice do resíduo na seqüência, a segunda o tipo de
resíduo, a coluna 3 contém a estrutura real da proteína3, na coluna 4 estão
os graus de con�ança nas previsões das RNAs, na quinta coluna a estrutura
prevista pela RNA, e por �m na sexta coluna as estruturas não previstas para a
aquele resíduo. Quando o grau de con�ança da previsão (coluna4) é < 0.5, as
ultimas duas colunas recebem o símboloX que funciona como coringa: indica
que o resíduo pode pertencer a qualquer estrutura. A previsão das RNAs do
servidor Predict Protein para cada resíduo pode ser α-hélice (H), folha-β (B)
ou outros (C).

2. Geração da amostra de estruturas
Neste passo as N estruturas da amostra são geradas por MC, escolhendo os
ângulos em regiões especí�cas do mapa de Ramachandran de acordo com as
previsões das RNAs. Esta etapa é realizada pelo programa do DSTK DIHE-
DRAL_CHANGE2 em 3 passos, que são descritos a seguir.

(a) Parâmetros
3A coluna 3 contém a estrutura secundária conhecida da proteína, se disponível, extraída de um

arquivo DSSP. Os dados desta coluna não são utilizados em nenhuma computação, sendo apenas
informativos e servindo de comparação com a estrutura prevista pelas RNAs.
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O executável DIHEDRAL_CHANGE2 carrega para a memória3 arqui-
vos: o arquivo EVA_2.DAT que contém a lista de resíduos, estruturas
secundárias e ângulos diedrais de todas as seqüências da lista eva, o ar-
quivo da proteína em análise no formato INT do Tinker, contendo a lista
de resíduos e representação interna por distâncias e ângulos, e o arquivo
LISTA_RES.DAT contendo as previsões das RNAs para aquela seqüên-
cia. Os demais parâmetros do executável são, além de parâmetros para
conferência e validação dos arquivos carregados, a quantidade de estru-
turas a serem geradas, e um número inteiro e negativo para o gerados da
seqüência randômica.

(b) Geração de mapas
Uma vez carregados com os dados e parametrizado, o executável gera ma-
pas de Ramachandran especí�cos para cada par de resíduo e estrutura(s)
secundária(s) do arquivo LISTA_RES.DAT. Por exemplo, a linha do ar-
quivo correspondente ao resíduo50 da proteína 1j8b é 50 D B 0.7 B AC o
que signi�ca que o quinquagésimo resíduo da proteína é o Aspartato (D),
e que a rede neural prevê com 70% de con�ança que o resíduo faz parte
de uma folha-β (B, na quinta coluna). O executável criará então duas
listas de ponteiros: uma que irá apontar para todos os resíduos Aspar-
tato da lista eva que participem de folhas-β, e outro para o conjunto de
Aspartato que estejam em α-hélices, turns ou coil. As duas listas agora
são dois mapas de Ramachandran: um com Aspartatos em folhas-β, e
outro com Aspartatos fora de folhas-β.
O procedimento acima á repetido para cada par de tipo de resíduo e
subconjunto de estruturas. Ao �nal deste procedimento formamos um
conjunto de mapas de Ramachandran especí�cos. Este conjunto é o novo
espaço de busca reduzido para o algoritmo MC: somente os ângulos deste
conjunto serão disponibilizados para a geração randômica de estruturas.

(c) Criação das estruturas com consulta às RNAsUma vez criado o
conjunto de mapas de Ramachandran, o executável passa para a fase de
geração de estruturas por MC. Inicialmente é criada uma cópia do arquivo
INT representando a estrutura. O procedimento então consiste em, para
cada resíduo da proteína:
i. gerar um valor aleatório entre 0 e 1,
ii. se o valor gerado for menor ou igual ao grau de con�ança da previsão

da RNA, escolher randomicamente um par de ângulos diedrais do
mapa de Ramachandran correspondente à previsão,

iii. caso contrário, escolher do mapa de Ramachandran contrário à pre-
visão,

iv. alterar os ângulos diedrais correspondentes na representação interna
da cópia do arquivo INT, e salvar o arquivo em disco

O procedimento descrito acima é repetidoN vezes, gerando N arquivos
INT com conformações diferentes. No exemplo dado anteriormente do
quinquagésimo resíduo da proteína 1j8b, a linha que o descreve é 50
D B 0.7 B AC, indicando que para N grande, 70% das conformações
geradas terão os ângulos diedrais do seu resíduo de número50 escolhidos
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aleatoriamente do mapa de Ramachandran que contém apenas ângulos de
Aspartatos quando participantes de folhas-β. Da mesma forma, os 30%
de conformações restantes terão os ângulos retirados dentre os ângulos
de Aspartatos fora de folhas-β.

Para veri�car a e�cácia do método MC-RNA foram realizados métodos con-
trole: os métodos MC e MC-DSSP. O primeiro é o método MC tradicional, sem
nenhuma informação sobre a estrutura secundária. O segundo é o método MC
com informação da estrutura secundária real da conformação nativa conhecida da
proteína. As motivações destes testes são servir de comparativo com o método
MC-RNA, e demonstrar o efeito da informação sobre a estrutura secundária na
capacidade do método MC de encontrar a conformação nativa da proteína.

Fase 1, Controle: MC
Ométodo de geração de estruturas MC não utiliza a previsão da estrutura secundária
para a redução do espaço de busca. Ou seja, geramos um conjunto de estruturas a
partir da seqüência de resíduos de uma proteína escolhendo os seus ângulos diedrais
diretamente por Monte Carlo. O objetivo deste método é comparativo: demonstrar
o ganho de performance do método MC-RNA em relação ao método MC tradicional.
A única restrição do espaço de busca realizada neste método é a escolha dos ângulos
a partir de mapas de Ramachandran contendo ângulos permitidos para o tipo de
resíduo especí�co.

O método de geração de estruturas MC é descrito a seguir passo a passo.

1. Lista de resíduos
A lista de resíduos LISTA_RES.DAT, que no método MC-RNA é criada a
partir da previsão das RNAs é alterada de modo a que o método MC não
obtenha informações que permitam a restrição do espaço de busca baseado
nas informações. A única restrição de espaço de busca é feita em relação ao
tipo de resíduo.
Para ilustrar o procedimento utilizaremos a mesma fração da seqüência da
mesma proteína utilizada como exemplo no método MC-RNA: a proteína1j8b,
resíduos 47 ao 64:

. . . . . . .

. . . . . . .

. . . . . . .
47 R B 0.7 X X
48 R B 0.8 X X
49 I B 0.8 X X
50 D B 0.7 X X
51 I B 0.3 X X
52 D C 0.6 X X
53 P A 0.2 X X
54 S A 0.0 X X
55 L A 0.2 X X
56 M A 0.4 X X
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57 E A 0.4 X X
58 D C 0.5 X X
59 D C 0.6 X X
60 K A 0.8 X X
61 E A 0.8 X X
62 M A 0.9 X X
63 L A 0.9 X X
64 E A 0.9 X X
. . . . . . .
. . . . . . .
. . . . . . .

A diferença para a lista original é que as colunas 6 e 7 aonde vai a previsão
da estrutura secundária e o complemento da previsão são preenchidos com um
X, signi�cando qualquer estrutura.

2. Geração da amostra de estruturas
Neste passo as N estruturas da amostra são geradas por MC, escolhendo os
ângulos em mapas de Ramachandran especí�cos para cada tipo de resíduo.
A diferença em relação ao método MC-RNA é que os mapas de Ramachan-
dran especí�cos contém ângulos diedrais do resíduo independente do tipo de
estrutura secundária a que pertence.

(a) Parâmetros
O executável DIHEDRAL_CHANGE2 carrega os mesmos parâmetros
do método MC-RNA: o arquivo EVA_2.DAT, o arquivo da proteína em
análise no formato INT do Tinker, e o arquivo LISTA_RES.DAT modi-
�cado.

(b) Geração de mapas
Uma vez carregados com os dados e parametrizado, o executável gera
mapas de Ramachandran especí�cos para cada tipo de resíduo presente
no arquivo LISTA_RES.DAT. Isto signi�ca que, ao contrário do método
MC-RNA onde tínhamos inúmeras possibilidades de mapas com combi-
nações de resíduos e estruturas secundárias, teremos aqui no máximo20
mapas, um para cada tipo de resíduo.
Para a o exemplo da linha do arquivo da proteína1j8b 50 D B 0.7 X X,
o executável criará apenas uma lista de ponteiros que irá apontar para
todos os resíduos Aspartato da lista eva, não importando a estrutura
secundária à que pertençam.

(c) Criação das estruturas Uma vez criado o conjunto de mapas de Ra-
machandran, o executável passa para a fase de geração de estruturas por
MC:
i. Escolher randomicamente um par de ângulos diedrais do mapa de

Ramachandran correspondente ao tipo de resíduo
ii. alterar os ângulos diedrais correspondentes na representação interna

da cópia do arquivo INT, e salvar o arquivo em disco
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O procedimento descrito acima é repetido N vezes, gerando N arqui-
vos INT com conformações diferentes. Para N grande, a distribuição
dos ângulos do resíduo de número nas conformações geradas seguirá a
distribuição do Aspartato na lista Eva.

Fase 1, Controle: MC-DSSP
O método de geração de estruturas MC-DSSP utiliza a informação da estrutura
secundária real da conformação nativa conhecida da proteína para a redução do es-
paço de busca. Ou seja, realizamos a restrição do espaço de busca como no método
MC-RNA, mas nos valemos de informação privilegiada, obtida passando a ferra-
menta DSSP no arquivo PDB baixado do servidor. Assim utilizamos a informação
da estrutura secundária verdadeira da proteína como se fosse a previsão de uma
hipotética RNA perfeita, capaz de prever a estrutura secundária de proteínas com
índice de acerto de 100%.

Este método, assim como o método MC descrito anteriormente, foi realizado
antes do método MC-RNA, e cumpriu o objetivo de demonstrar o ganho de per-
formance do método MC para o dobramento de proteínas quando auxiliado com
informações sobre a estrutura secundária. O método MC-DSSP é o seguinte:

1. DSSP
Como explicado anteriormente, o software DSSP não prevê estrutura secun-
dária, mas é capaz de extrair de uma arquivo no formato PDB a estrutura
secundária a que pertencem os resíduos, baseado nas coordenadas atômicas
presentes no arquivo.
A lista de resíduos LISTA_RES.DAT, que no método MC-RNA é criada a
partir da previsão das RNAs é alterada da seguinte maneira: a previsão das
RNAs é substituída pela estrutura real da proteína lida pelo DSSP do arquivo
PDB, e o grau de con�ança da previsão é substituído por 1.0.
A fração da seqüência da proteína 1j8b, resíduos 47 ao 64 �ca então:

. . . . . . .

. . . . . . .

. . . . . . .
47 R B 1.0 B X
48 R B 1.0 B X
49 I B 1.0 B X
50 D B 1.0 B X
51 I B 1.0 B X
52 D C 1.0 C X
53 P A 1.0 A X
54 S A 1.0 A X
55 L A 1.0 A X
56 M A 1.0 A X
57 E A 1.0 A X
58 D C 1.0 C X
59 D C 1.0 C X
60 K A 1.0 A X
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61 E A 1.0 A X
62 M A 1.0 A X
63 L A 1.0 A X
64 E A 1.0 A X
. . . . . . .
. . . . . . .
. . . . . . .

o que garante que os ângulos serão escolhidos para a estrutura real em100%
dos casos.

2. Geração da amostra de estruturas
Neste passo as N estruturas da amostra são geradas por MC, escolhendo os
ângulos em regiões especí�cas do mapa de Ramachandran de acordo com a
estrutura secundária real obtida pelo DSSP do arquivo PDB original.

(a) Parâmetros O executável DIHEDRAL_CHANGE2 carrega os mesmos
parâmetros do método MC-RNA: o arquivo EVA_2.DAT, o arquivo da
proteína em análise no formato INT do Tinker, e o arquivo LISTA_RES.DAT
modi�cado.

(b) Geração de mapas
Como no método MC-RNA, uma vez carregados com os dados e parame-
trizado, o executável gera mapas de Ramachandran especí�cos para cada
par de resíduo e estrutura(s) secundária(s) do arquivo LISTA_RES.DAT.
Ao contrário do MC-RNA, porém, não são gerados mapas para os grupos
de resíduos não previstos pelo DSSP.
No exemplo da linha do arquivo lista_res.DAT da proteína1j8b corres-
pondente ao resíduo 50 da proteína 1j8b, a linha 50 D B 1.0 B X o
executável criará apenas uma lista de ponteiros para Aspartatos perten-
centes à folhas-β.

(c) Criação das estruturas com consulta às RNAsComo no MC-RNA,
criamos a partir dos ângulos dos mapas de Ramachandran reduzidos:
i. Escolher randomicamente um par de ângulos diedrais do mapa de

Ramachandran correspondente ao tipo de resíduo e ao tipo de estru-
tura secundária.

ii. alterar os ângulos diedrais correspondentes na representação interna
da cópia do arquivo INT, e salvar o arquivo em disco

O procedimento descrito acima é repetidoN vezes, gerando N arquivos
INT com conformações diferentes. Independente do tamanho deN , ga-
rantimos que 100% das conormações geradas para a proteína 1j8b terão
os ângulos do resíduo 50 escolhidos do mapa de ângulos especí�cos de
Aspartatos que pertençam à folhas-beta.

Finda a etapa de geração de proteínas por MC-RNA, MC e MC-DSSP, dis-
pomos de conjuntos de N arquivos INT, cada um representando uma conformação
diferente da proteína em estudo. Porém, todos os arquivos forma gerados fazendo-se
alterações em ângulos diedrais de um arquivo matriz, sem preocupações em efeitos
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colaterais como proximidade excessiva entre átomos ou sobreposições decorrentes
destas alterações. Na próxima seção descrevemos a fase dois do algoritmo, onde as
estruturas são reacomodadas através de minimização de energia, e os resultados são
clusterizados.

4.2.2 Fase 2: Minimização e Clusterização.
Nesta seção são explicados o processo de minimização e clusterização dos con-

juntos de conformações obtidos na fase 1 do método. A segunda fase do método
de simulação proposto constitue-se na minimização de energia das conformações
geradas por MC, e posterior clusterização.

Cada amostra de conformações geradas por MC é constituída deN arquivos
INT, cada um com a representação interna da proteína em estudo na forma de
coordenadas. Como explicado na subseção 4.2.1 (Fase1: Geração de conformações),
as coordenadas presentes no arquivo INT são distância a um átomo pré-determinado,
e dois ângulos de ligação ou um ângulo de ligação e um ângulo diedral em relação
á átomos predecessores. Como o método MC somente altera os ângulos diedrais,
é necessário um método para realizar alterações nos demais ângulos e distâncias
entre átomos representados no arquivo INT, de forma a chegar a uma representação
mais realista em termos energéticos. Em outras palavras, cada vez que se modi�cam
ângulos entre átomos de uma proteína, faz-se necessária uma acomodação de todos
os demais ângulos das ligações atômicas da estrutura. De outra maneira não seria
possível fazer qualquer tipo de comparação entre as conformações que levassem em
conta a energia potencial, e a clusterização das conformações não traria informações
úteis.

Fase 2, Parte 1: Minimização
Como na minimização das proteínas da lista EVA na fase de pré-processamento,
para a minimização das conformações das proteínas pós método MC foi utilizado
o método de descida de gradiente no espaço formado por ângulos diedrais. A fer-
ramenta utilizada também foi a mesma: o MINIROT do pacote Tinker. Como
explicado na subseção 4.2.1, a ferramenta MINIROT realiza minimização de energia
em estruturas descritas por um arquivo INT, ou seja, minimiza a energia de uma
proteína, dada um conformação inicial descrita através de ângulos de ligações entre
átomos em um arquivo INT.

Ao contrário porém das minimizações realizadas no pré-processamento das
proteínas da lista EVA, o critério rms foi mais elevado. Enquanto as minimizações
das proteínas da lista EVA eram interrompidas quando a o gradiente de energia
baixava de 1kcal/mole/Å, o critério de parada adotado para as minimizações de
energia por descida de gradiente para as conformações pós MC foi de10kcal/mole/Å.
A adoção da interrupção precoce da minimização em10kcal/mole/Å adotada para
as conformações pós MC se deve à di�culdade relativa da realização de descida
de gradiente encontrada nestas estruturas. Como as proteínas da lista EVA já se
encontram em conformações próximas à conformação nativa, o tempo gasto em
minimização de energia é muito menor do que para as estruturas geradas por MC.
Estas últimas podem se encontrar em posições muito diversas da conformação nativa,
e até mesmo em estruturas inviáveis, exigindo grande quantidade de tempo para a
estabilização em um mínimo local por descida de gradiente. Na verdade, as proteínas
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geradas por MC precisaram de mais tempo em média para serem minimizadas com
critério de parada em 10kcal/mole/Å do que as proteínas da lista EVA com o critério
de parada mais re�nado de 10kcal/mole/Å. A título de comparação, enquanto as
minimizações das proteínas da lista EVA levaram em média108 passos de descida de
gradiente para atingir o gradiente de1kcal/mole/Å e serem interrompidas, as médias
para as estruturas geradas estão entre 110 e 3683 passos por estrutura (Tabela 4.2).
Se levarmos em consideração que o número médio de resíduos das proteínas da lista
EVA é de aproximadamente 162 resíduos por proteína, e que todas as seqüências
testadas são menores que a média, �ca mais claro como a desorganização estrutural
de uma proteína afeta os tempos de minimização.

Proteína Método número médio tempo médio
(número de resíduos) de passos (minutos)

MC 1153 14
1i74 (108) MC-RNA 922 10

MC-DSSP 117 1, 6
MC 1611 25

1kkg (108) MC-RNA 1718 20
MC-DSSP 453 5, 4

MC 794 5
1g7d (77) MC-RNA 705 4, 5

MC-DSSP 208 1, 3
MC 870 7, 4

1j8b (92) MC-RNA 616 4
MC-DSSP 110 0, 51

TABELA 4.2 � A Tabela mostra a média de passos de minimização e de tempo de
simulação por conformação gerada por três métodos: MC. MC-RNA e MC-DSSP.
A quantidade de informação aumenta no sentido MC->MC-RNA->MC-DSSP, e o
tempo de minimização tende a diminuir no mesmo sentido. Isto é um indício de
que quanto maior a informação disponível sobre a estrutura secundária, mais
próximas à conformação nativa estarão as conformações geradas pelo MC. Os

tempos foram obtidos em computadores Intel(R) Xeon(TM) CPU2.40GHz, com
1MB ou 2MB de memória e dedicação exclusiva.

Após a minimização, são tiradas 4 medidas para cada uma das conformações
obtidas: energia, superfície acessível total, superfície acessível das cadeias laterais,
e distância RMS com a conformação �nal. A medida da energia nada mais é do
que a energia �nal obtida no processo de minimização com a ferramenta MINIROT.
A superfície acessível é a superfície formada pela rolagem de uma esfera de1, 4Å
por sobre as partes externas da proteína às quais a esfera consiga ter acesso. A
superfície acessível das cadeias laterais é a contribuição das cadeias laterais dos
resíduos hidrofóbicos à superfície total, e a distância RMS é a raiz quadrada da soma
dos quadrados das distâncias entre átomos da conformação obtida e da conformação
nativa conhecida.

As superfícies acessíveis da proteína e de suas cadeias laterais são obtidas
através do seguinte procedimento:
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1. INT_2->PDB_2
Cada conformação INT gerada pelo MC e posteriormente minimizada é ar-
mazenada em um arquivo INT_2. A partir destes arquivos e com as ferra-
mentas do Tinker INTXYZ e XYZPDB geramos arquivos no formatoProtein
Data Bank com o pre�xo PDB_2, contendo as proteínas minimizadas descri-
tas através de seus átomos, tipo de resíduo a que pertencem e coordenadas
cartesianas.

2. Cálculo da superfície acessível totalA ferramenta SPACEFILL do Tin-
ker calcula entre outros a superfície acessível de moléculas. Para tanto a
ferramenta utiliza uma versão modi�cada da descrição analítica original da
superfície de moléculas de Connolly [Con83]. A superfície é particionada em
seus componentes geométricos e decomposta em contribuições convexas para
cada átomo individualmente. O executável SPACEFILL recebe como entrada
um arquivo PDB_2 e calcula a superfície total e a contribuição de cada átomo
para a superfície total.

3. Cálculo da superfície acessível das cadeias lateraisO interesse na res-
ponsabilidade das cadeias laterais na superfície total é a identi�cação da posi-
ção de resíduos hidrofóbicos: se estão corretamente voltados para o interior da
proteína, a contribuição de suas cadeias laterais para a formação da superfí-
cie acessível á próxima a zero. Como resíduos hidrofóbicos voltados para fora
não são facilmente encontrados na natureza, superfícies acessíveis de cadeias
laterais deste tipo de resíduo indicam conformações pouco prováveis.
Para o cálculo da contribuição das cadeias laterais à área total são conside-
rados neste trabalho os resíduos hidrofóbicos ALA, CYS, CYH, CSS, CYX,
PHE, ILE, LEU, VAL, e TRP. Como esta medida tem �ns comparativos, as
contribuições dos átomos de carbono das cadeias laterais é su�ciente, e os
demais átomos são excluídos do cálculo para reduzir o custo computacional.
Para obtermos a contribuição dos átomos da cadeia lateral à superfície aces-
sível total, é preciso identi�car os átomos que pertencem à essas cadeias. A
ferramenta ANALYZE do DSTK recebe como entrada o arquivo PDB da con-
formação em análise e a saída do arquivo SPACEFILL. O ANALYZE então
percorre o arquivo PDB_2, identi�ca todos os átomos pertencentes aos resí-
duos hidrofóbicos e cria uma lista com os índices de todos os átomos de carbono
destes resíduos que não sejam o carbonoα. Então identi�ca na saída do SPA-
CEFILL os carbonos da lista e as suas respectivas contribuições convexas à
área total. A saída da ferramenta ANALYZE é a superfície total calculada pelo
SPACEFILL e a soma das contribuições de todos os carbonos pertencentes às
cadeias laterais dos resíduos hidrofóbicos
Para o próximo e último passo da metodologia, a clusterização, são necessários

ainda os ângulos diedrais das proteínas minimizadas. Estes ângulos são extraídos
dos arquivos INT_2 através da ferramenta GET_ANGLE_RES do DSTK, e são
uni�cados pela ferramenta ANALYZE em um arquivo contendo o nome da proteína,
o índice da sua conformação obtida por MC com ou sem RNA, um par de Ângulos
diedrais para cada resíduo da seqüência, a energia potencial da conformação, a
superfície total acessível, a superfície acessível das cadeias laterais hidrofóbicas, e a
distância da estrutura para a conformação nativa conhecida da proteína.
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A seguir é explicado como foi feita a clusterização nestes dados e quais os
critérios utilizados para a escolha de variáveis do processo.

Fase 2, Parte 2: Clusterização
Para a análise das estruturas resultantes das simulações MC foi utilizado o algoritmo
de clusterização particional K-means em função da sua baixa complexidade.

Até aqui a implementação do método MC-RNA foi descrita utilizando a va-
riação de energia como parâmetro. No entanto, as diferenças de energia entre a
conformação nativa que se quer atingir e mínimos locais é muito sutil. Muitas vezes
estruturas completamente diversas podem se encontrar no mesmo patamar de ener-
gia potencial. Para melhorar a performance do modelo, é interessante utilizar não
apenas a energia, mas outras propriedades das proteínas que as possam diferenciar
de maneira mais e�caz.

A função objetivo de qualquer algoritmo de busca deve se basear em parâme-
tros que indiquem o grau de proximidade entre a conformação gerada e a provável
estrutura tridimensional da proteína. Os parâmetros de comparação tipicamente
utilizados para comparar duas conformações tridimensionais são: Erro Médio Qua-
drado entre os átomos, energia potencial, hidrofobicidade, compactação e até seme-
lhança visual. A minimização da energia potencial e a maximização da compactação
não leva em conta efeitos como hidrofobicidade, que pode indicar estruturas menos
compactas e de maior energia como sendo as conformações preferenciais na natu-
reza. A�m de balancear as de�ciências de cada parâmetro, propomos utilizar uma
função objetivo mista baseada em2 parâmetros: compactação (medida da superfície
exposta ao solvente) e energia potencial.

Se assumirmos que a compactação de uma proteína é proporcional à área
acessível ao solvente, podemos utilizar esta informação extra para aceitar ou rejeitar
uma transição entre estados de mesma energia. Para o cálculo da compactação foi
utilizada a implementação do algoritmo de Connolly [Con83] do pacote de mecânica
molecular Tinker. Este algoritmo calcula a parcela da superfície de Van der Waal de
uma molécula que é acessível ao solvente. O processo consiste em modelar a molécula
do solvente por uma esfera, e rolar esta esfera sobre a molécula. A superfície gerada
desta maneira é composta de partes de esferas e toros, e portanto tem sua área
passível de ser calculada analiticamente.

Para reduzir a complexidade, a clusterização porK-means foi realizada sobre
apenas alguns ângulos diedrais das proteínas. Mais precisamente foram escolhidos
ângulos de resíduos sobre os quais as RNAs não conseguem fazer um predição sa-
tisfatória. Como o método K-means é sensível às condições iniciais, o método é
repetido algumas vezes para se obter o conjunto de clusters mais provável. Termi-
nada a clusterização, os clusters são examinados quanto à presença de conformações
com as seguintes características: baixa energia, pequena superfície total, pequena
superfície hidrofóbica e pequeno RMS com a original. De posse destas informações
é possível determinar quais clusters contem as conformações mais condizentes com a
conformação nativa, e determinar as características comuns das conformações deste
cluster. Deste modo conseguimos isolar os ângulos diedrais que nos aproximam mais
da conformação nativa da proteína em estudo.

No próximo Capítulo, conforme mostramos os resultados do método, exempli-
�camos a escolha de ângulos e de clusters descrita acima.
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Capítulo 5

Resultados

Neste Capítulo descrevemos os resultados obtidos para as proteínas utilizadas nos
experimentos: 1i74 (domínio 2), 1kkg, 1g7d domínio C-terminal e 1j8b. Para cada
proteína foram realizados um experimento com o algoritmo MC-RNA e um expe-
rimento com cada um dos algoritmos de controle MC-DSSP e MC, totalizando12
simulações. Cada simulação gerou uma amostra contendo1000 conformações, e to-
das sofreram minimização de energia conforme as regras explicadas no Capítulo da
metodologia. Em todos os experimentos parte das estruturas não pôde ser minimi-
zada (o executável MINIROT do Tinker interrompia a minimização com erro) ou
acabou em mínimos locais muito altos, e foi eliminada. As eliminações de con�gu-
rações em mínimos locais altos foi necessária para que pudéssemos trabalhar com
médias signi�cativas, e portanto o critério utilizado para a eliminação foi a aproxi-
mação entre médias e medianas. Este critério se mostrou válido se observarmos que
as distribuições têm desvios padrão compatíveis com as médias para distribuições
que aproximam a normal. Como a clusterização porK-means é dependente dos pon-
tos escolhidos como clusters iniciais, e o número de clusters deve ser determinado
pelo usuário, foram necessários exaustivos testes com o algoritmo de clusterização
K-means, variando-se o número de número de clusters e veri�cando o número de
inicializações aleatórias necessárias para a repetição de con�gurações de ângulos en-
tre rodadas. Após experimentos com as quatro proteínas, o número de5 clusters,
com 5 inicializações aleatórias cada um, foi considerado o conjunto de parâmetros
ótimo, e utilizado em todos os experimentos deste trabalho. Nas quatro seções a
seguir são apresentados os resultados para as quatro proteínas, uma por sessão. Em
cada seção sempre é mencionado o número total de conformações efetivamente uti-
lizado nas clusterizações, que é o número de proteínas que tiveram a sua energia
minimizada com sucesso. Há também uma tabela em cada seção apresentando uma
análise das 5 rodadas e os 5 clusters obtidos em cada rodada.

5.1 Proteína 1j8b

A proteína 1j8b é composta por 92 resíduos, uma folha-β central composta por
3 segmentos, duasα-hélices longas e uma curta. A Tabela abaixo mostra a seqüência
de resíduos da proteína na primeira linha, acompanhada da estrutura secundária da
conformação nativa (lida pelo DSSP) e pela previsão da estrutura secundária feita
pelas RNAs respectivamente na segunda e terceira linhas.
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01-60: LGGLMKQAQQMQEKMQKMQEEIAQLEVTGESGAGLVKITINGAHNCRRIDIDPSLMEDDK
DSSP : CCCAAAAAAAAAAAAAAAAAAATTTBBBBBBAAATBBBBBBTTCCBBBBBBCAAAAATCA
RNA : C..AAAAAAAAAAAAAAAAAAAAA.BBB..CCC.BBBBBB.CC..BBBBB.C.....CCA

61-92: EMLEDLIAAAFNDAVRRAEELQKEKMASVTAG
DSSP : AAAAAAAAAAAAAAAAAAAAAAAAAAAAATCC
RNA : AAAAAAAAAAAAAAAAAAAAAAAAAA....CC

Os pontos na linha da previsão das RNAs indica que para aquele resíduo a RNA
não conseguiu fazer um previsão com mais de50% de con�ança. Para a clusterização
das conformações obtidas a partir da seqüência da proteína1j8b foram selecionados
os ângulos dos resíduos identi�cados por estes pontos, descartados os próximos às
extremidades. Ou seja, os ângulos diedrais dos resíduos para os quais não se tem
previsão através de RNAs.

Para a proteína 1j8b temos então 26 ângulos de 13 resíduos selecionados.
Pode-se veri�car no alinhamento da estrutura secundária real lida pelo DSSP e da
estrutura secundária predita pelas RNAs que estas obtiveram sucesso em identi�car
as duas maiores α-hélices e a existência de três segmentos de folha-β. A pequena α-
hélice formada pelo segmentoPSLME (resíduos 53 a 57) porém não foi identi�cada.

Para melhor entender a in�uência da informação sobre a estrutura secundária
no desempenho do método Monte Carlo, a Tabela 5.1 lista uma série de valores
comparativos para a Energia. As primeiras 3 colunas mostram respectivamente a
quantidade de conformações descartadas devido à impossibilidade de minimização
por descida de gradiente, o número de estruturas descartadas por energia demasiado
alta, e o número de conformações efetivamente utilizado na fase �nal de clusteriza-
ção. Os demais valores são medidas de energia: energia mínima, máxima, média,
mediana e desvio padrão da amostra deN conformações.

Método # E = ∞ # E alta N E min E max E média E mediana DP
MC 95 128 777 1415 2618 1723 1713 133

MC-RNA 67 86 847 1427 2468 1672 1666 108
MC-DSSP 19 20 961 1380 1919 1602 1601 51

TABELA 5.1 � Medidas de energia das amostras de conformações geradas para a
seqüência da proteína 1j8b. As três primeiras colunas contém respectivamente o
número de conformações impossíveis de minimizar, o número de conformações
cortadas da cauda à direita da distribuição e o númeroN de conformações

destinadas à clusterização. As cinco colunas restantes são as menores e maiores
energias da amostra de N conformações, a média, a mediana e o desvio padrão.
Todos os valores se referem às conformações após a fase de minimização por

descida de gradiente.

Os métodos estão ordenados de modo que a quantidade de informação sobre
a estrutura secundária fornecida ao MC cresce de cima para baixo: MC tem zero
informação e MC-DSSP tem 100% de informação. Desta forma, de acordo com a
Tabela 5.1 podemos inferir que quanto mais informação sobre a estrutura secundária,
menor a ocorrência de conformações impossíveis ou improváveis, menor a energia
média e menor a variância das conformações geradas pelo método MC. A diminuição
da energia média das conformações minimizadas e da variância da distribuição desta
energia pode ser visualizado nos grá�cos da Figura 5.1.
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FIGURA 5.1 � Distribuição de energia potencial das amostras para as
conformações geradas pelos métodos MC-DSSP (topo), MC-RNA e MC, para a
proteína 1j8b. À medida que evoluímos do método MC para o MC-DSSP a

quantidade de informação aumenta, e a média e a variância da distribuição de
energia diminui.
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5.1.1 Resultados da clusterização para 1j8b

Para cada conjunto de conformações gerado pelos métodos Monte Carlo foi
realizada clusterização por K-means. Para cada método Monte Carlo, o conjunto
de conformações sobre o qual se aplicou a clusterização foi extraido do total de
1000 conformações gerada pelo método, excluídas as proteínas que não conseguiram
ser minimizadas e as que encerram a minimização de energia em mínimos locais
relativamente altos. Para os métodos Monte Carlo (MC), Monte Carlo com previ-
são de estrutura secundária por RNAs (MC-RNA) e Monte Carlo com informação
sobre estrutura secundária real (MC-DSSP), os conjuntos contém 777, 847 e 961
conformações respectivamente.

Cada conformação dos conjuntos contém2n ângulos diedrais, e valores de ener-
gia, superfície total exposta ao solvente, parcela da superfície referente à elementos
hidrofóbicos, e distância RMS em relação à conformação nativa. Para reduzir a com-
plexidade dos dados a serem clusterizados, foram escolhidos os ângulos dos resíduos
para os quais não há previsão de estrutura secundária pela RNA. Esta heurística
parte da presunção que, se a previsão das RNAs para os demais resíduos fosse per-
feita, poderíamos descrever a estrutura tridimensional apenas com a de�nição dos
ângulos de resíduos intermediários. Ou seja, se assumimos que as RNAs foram ca-
pazes de prever a estrutura secundária de certos segmentos da proteína, podemos
descrever a estrutura terciária dizendo como estes segmentos se dobram uns sobre os
outros. Esta informação é extraída dos ângulos diedrais dos resíduos intermediários
entre uma e outra estrutura secundária prevista. Seguindo o mesmo raciocínio, ex-
cluímos os ângulos não previstos de resíduos nas extremidades da proteína, quando
ocorrem, visto que agregam pouca informação sobre a estrutura tridimensional e
aumentam a complexidade da clusterização.

O número de clusters escolhido para esta e para as demais proteínas foi, con-
forme explicado na introdução deste capítulo, 5 Após a clusterização, os clusters
foram analisados quanto à concentração de conformações com menor energia, su-
perfícies de exposição total e hidrofóbica, e a distância RMS com a conformação
nativa. Deste exame se constatou que quando a clusterização consegue reunir simul-
taneamente em um dos cinco clusters as maiores proporções de conformações com
menor energia, com menor superfície de exposição ao solvente total, e com menor
superfície de exposição hidrofóbica, este cluster reúne também a maior proporção
de conformações com menor distância RMS em relação à conformação nativa da
proteína. Em outras palavras, se a concentração de conformações com menores va-
lores para as três variáveis pode ser encontrado em um mesmo cluster, é grande a
probabilidade de este cluster estar mais próximo à conformação nativa. O contrário
é verdadeiro: se as concentrações de conformações com menores valores para as três
variáveis se encontram dispersos entre os clusters, não podemos dizer qual cluster
se aproxima mais da conformação nativa.
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MC MC-RNA MC-DSSP
Cl <E <ST <SH <RMS <E <ST <SH <RMS <E <ST <SH <RMS

Rodada no. 1
1 27 27 25 26 17 16 21 15 9 11 10 9
2 7 10 9 10 17 16 15 18 41 40 42 41
3 19 19 23 19 27 20 23 22 5 5 2 5
4 14 12 10 11 16 19 16 18 20 19 16 16
5 10 9 10 11 7 13 9 11 21 21 26 25

Rodada no. 2
1 25 23 22 21 29 23 28 24 7 9 9 8
2 11 13 12 16 23 29 21 26 5 5 3 5
3 21 20 19 19 9 9 9 7 34 35 33 33
4 13 11 16 11 12 15 16 12 40 37 42 40
5 7 10 8 10 11 8 10 15 10 10 9 10

Rodada no. 3
1 10 13 12 15 13 13 16 14 5 5 2 5
2 21 16 17 18 10 10 10 6 5 5 3 5
3 6 10 8 10 23 30 22 27 39 40 40 38
4 16 14 19 16 23 13 15 22 40 37 42 40
5 24 24 21 18 15 18 21 15 7 9 9 8

Rodada no. 4
1 20 17 23 14 9 8 10 6 20 19 16 16
2 16 13 13 19 21 17 19 18 8 9 9 8
3 11 13 12 16 23 30 21 25 46 45 44 46
4 6 10 8 10 16 14 18 18 17 19 20 23
5 24 24 21 18 15 15 16 17 5 4 7 3

Rodada no. 5
1 25 26 25 22 10 12 12 6 21 21 26 25
2 21 19 16 19 14 19 19 15 7 6 10 6
3 6 10 8 10 15 15 19 22 9 11 10 9
4 9 8 9 10 16 11 12 16 20 19 16 16
5 16 14 19 16 29 27 22 25 39 39 34 40

TABELA 5.2 � Clusters das conformações da proteína1j8b. Para cada método há
5 colunas: o número do cluster, e as freqüências de presença dentro de cada cluster
de conformações com menor Energia, menor Superfície Total, menor Superfície
Hidrofóbica e menor distância RMS. As rodadas de1 a 5 referem-se a cinco
inicializações com sementes aleatórias diferentes. Os maiores valores entre os

clusters de cada rodada estão grifados, e quando um cluster contém
simultaneamente o maior número de conformações com baixos valores para as3

medidas, o valor RMS também é grifado.

Na Tabela 5.2 estão dispostos dados sobre as conformações que apresentam
menores valores em uma de três medidas: energia, superfície total ou superfície
hidrostática, e a distribuição destas conformações entre os clusters. A tabela é
constituída pela união de 15 tabelas menores, cada uma representando os5 clusters
de uma rodada ou inicialização especí�ca de um dos métodos MC, MC-RNA e
MC-DSSP. Para cada método temos 5 colunas: a primeira representa o número do
cluster (de 1 a 5), as três colunas seguintes contém a quantidade de ocorrências
de conformações com valores pequenos para as 3 medidas energia (E), superfície
total (ST) e superfície hidrofóbica (SH), e a quinta e última coluna a ocorrência de
conformações com baixas distâncias RMS em relação à conformação nativa.
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Para entendermos melhor a Tabela 5.2 usaremos um exemplo de sua cons-
trução. A aplicação do método MC-RNA para a geração de1000 conformações da
proteína 1j8b resultou, após o processo de minimização, em uma amostra contendo
847 conformações minimizadas. Em seguida, a amostra sofreu 5 rodadas de clus-
terização por k-means, cada rodada com uma semente aleatória diferente. Findo o
processo, temos cinco conjuntos de clusters para cada um dos três métodos MC-
DSSP, MC-RNA e MC. Feito isto, foram identi�cadas84 conformações (ou aproxi-
madamente 10%) do total da amostra com os menores valores para cada medida:
energia, superfície total, superfície hidrofóbica e para a distância RMS. Por �m, a
distribuição deste subconjunto de conformações com os menores valores, ou valores
mínimos, foi veri�cada contando quantas ocorreram em cada cluster.

Agora podemos veri�car, olhando para a Tabela 5.2, linha 3, coluna MC −
RNA, que na rodada número 1 a clusterização produziu 5 clusters, e que o cluster
de número 3 contém concomitantemente a maiorconcentração de conformações com
valores de energia, superfície total, superfície hidrofóbica e distância RMS próximos
aos mínimos da amostra para estas medidas. Para cada conjunto de 5 clusters a
maior ocorrência de conformações de energia e de medidas de superfície mínimas
é assinalada em negrito. Observando os demais conjuntos de5 clusters das outras
rodadas e dos outros métodos, chega-se à conclusão de que quando ocorre a con-
comitância de concentrações de mínimos como no cluster assinalado acima, ocorre
neste mesmo cluster a maior concentração de distâncias RMS próximas ao mínimo.
O inverso nos leva a concluir que quando as concentrações de valores próximos aos
mínimos para as medidas de energia e áreas estão dispersos entre dois ou mais clus-
ters, nada se pode a�rmar quanto à localização do cluster com maior concentração
de conformações de distância RMS mínima.

Por exemplo, a segunda rodada de clusterização da amostra do método MC-
RNA resultou em 29 conformações entre as 84 de menor energia no cluster 1, e 23
no cluster 2. Mas como o cluster 2 contém 29 das 84 conformações mais compactas
(menor superfície total exposta ao solvente) contra23 do cluster 1, a distribuição de
con�gurações com distâncias RMS em relação à conformação nativa é quase igual
entre os dois. De fato, o cluster1 perde neste quesito para o cluster2 por 24 a 26. Em
uma situação real de estudo de uma proteína nova, não temos acesso à distância RMS
com a estrutura nativa, simplesmente porque não conhecemos a estrutura nativa da
proteína. Neste caso, para tentar identi�car qual o cluster que mais se aproxima
da estrutura nativa poderíamos escolher o critério de concentração simultânea de
mínimos de energia, superfícies total e hidrofóbicas. Por isto identi�camos com
negrito a quantidade de conformações de mínimos RMS pertencentes a um cluster
apenas quando este mesmo cluster contiver simultaneamente concentrações altas
em relação aos demais clusters de valores mínimos de energia, superfície total e
superfície hidrofóbica. Outro fato que podemos depreender dos valores da tabela é
que quanto maior for a concentração de conformações com valores mínimos para as
três medidas em um mesmo cluster, maior será a concentração de conformações com
distâncias RMS mínimas em relação à conformação nativa.

Se olharmos novamente para a Tabela 5.2, agora comparando os métodos,
podemos veri�car que, a medida que avançamos da esquerda para a direita indo do
método MC para o MC-DSSP, o número de ocorrências de clusters com concentração
de mínimos para as três medidas aumenta, e também aumenta a diferença relativa
entre as concentrações nestes clusters em relação aos demais.



97

H
is

to
gr

am
a 

de
  E

ne
rg

ia
 P

ot
en

ci
al

 
R

od
ad

a 
# 

4 
− 

C
lu

st
er

 #
 3

K
ca

l/m
ol

Freq.(n=237)

14
00

16
00

18
00

20
00

22
00

24
00

020406080100

H
is

to
gr

am
a 

de
  S

up
. H

id
ro

f. 
R

od
ad

a 
# 

4 
− 

C
lu

st
er

 #
 3

A
ng

st
ro

m
 ^

2

Freq.(n=237)

20
0

25
0

30
0

35
0

40
0

0102030405060

H
is

to
gr

am
a 

de
  S

up
. T

ot
. 

R
od

ad
a 

# 
4 

− 
C

lu
st

er
 #

 3

A
ng

st
ro

m
 ^

2

Freq.(n=237)

70
00

80
00

90
00

10
00

0
11

00
0

020406080100

H
is

to
gr

am
a 

de
  R

M
S

 c
om

 E
st

r.
 N

at
. 

R
od

ad
a 

# 
4 

− 
C

lu
st

er
 #

 3

D
is

t. 
R

M
S

Freq.(n=237)

10
15

20
25

30
35

40
45

020406080

FIGURA 5.2 � Distribuição da energia, superfície total, superfície hidrofóbica e
distância RMS à conformação nativa para o cluster3 da quarta rodada de
clusterização para a proteína 1j8b, conformações geradas por MC-RNA.
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Este fato indica que o aumento de informação que ocorre do método MC para
o MC-RNA, e deste para o MC-DSSP acarreta aumento no número de conformações
geradas mais próximas ou semelhantes à conformação nativa, e que isto é identi�cado
pelo método de clusterização k-means que tende a concentrar estas con�gurações em
um único cluster.

Os histogramas da Figura 5.2 representam as distribuições de probabilidade
do cluster 3 da quarta rodada de clusterização, da amostra obtida com o método
MC-RNA. A forma de sino das distribuições e a variância pequena indicam que o
cluster realmente identi�ca um padrão de conformações com características comuns.
Podemos observar também a concentração proporcionalmente maior de conforma-
ções de baixa energia em relação a distribuição do total das conformações mostrada
anteriormente na Figura 5.1. Se estivéssemos utilizando o método para de fato infe-
rir algo sobre a estrutura nativa da proteína, escolheríamos este cluster e os clusters
3 da rodada 1 e 5 da rodada 5. Todos os três são cluster com concentração de míni-
mos, e não por coincidência se plotarmos os vetores de ângulos que os representam
veri�camos que são bem semelhantes entre si. Não apenas isto, mas são próximos
ao vetor feito com os ângulos retirados da estrutura nativa da proteína. Podemos
observar esta proximidade nos três grá�cos, novamente um para cada método, da
Figura 5.3. Nestes grá�cos os ângulos dos clusters com concentração simultânea
dos mínimos dos parâmetros energia e superfícies são plotados como pontos unidos
por linhas para facilitar a visualização. No eixo horizontal dos três grá�cos estão os
índices dos ângulos diedrais utilizados na clusterização. Neste caso são os ângulos
dos resíduos de número 25, 29, 30, 34, 41, 44, 45, 51, 53, 54, 55, 56 e 57 na seqüência
da proteína, e que foram escolhidos por não terem estrutura prevista pelas RNAs.
Como cada resíduo têm um par de ângulos, os índices dos ângulos representados
no grá�co começam com 50 e 51, 58 e 59, até os últimos ângulos de número 114 e
115. Nos grá�cos temos ainda, além dos clusters do MC-DSSP, pontos unidos pela
linha tracejada mais fraca que representam os ângulos da estrutura nativa. Como
podemos observar, a semelhança entre os ângulos da estrutura nativa e do método
MC-DSSP é signi�cativa. Observa-se também que para o MC-DSSP e para o MC-
RNA, os clusters que mais se aproximam da estrutura nativa (cluster3 da rodada
r4 para ambos MC-DSSP e MC-RNA, e cluster 1 da rodada r2 para o MC) são
os clusters com maior concentração de mínimos entre as rodadas para os métodos
MC-DSSP e MC-RNA, mas isto não se observa com o método MC. A Tabela 5.3
mostra, para cada um dos três métodos, para cada uma das cinco rodadas de clus-
terização, os ângulos centrais dos clusters com maior concentração de mínimos para
os parâmetros energia, superfície total e superfície hidrofóbica. Para facilitar a com-
paração, os ângulos da conformação nativa estão replicados para cada método. Se
observarmos os ângulos de índice 50 a 83 (correspondentes aos resíduos de índice
25, 29, 30, 34 e 41) podemos veri�car que o método MC tem maior di�culdade
em convergir para um cluster do que o método MC-RNA. Os valores dos ângulos
dos resíduos pertencentes ao outro extremo da proteína por sua vez mostram que o
MC-DSSP formou um cluster mais próximo da conformação nativa do que o método
MC-RNA, como era de se esperar.
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MC: Ângulos da estrutura nativa e dos clusters das rodadas1, 2 e 5 (clusters 1, 1 e 1)
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FIGURA 5.3 � Os grá�cos mostram os ângulos da estrutura nativa e dos clusters
que concomitantemente tem a maior concentração de estruturas com menor

energia, superfície total e superfície hidrofóbica exposta ao solvente, para3 rodadas
de clusterização para cada um dos 3 métodos, para a seqüência da proteína 1j8b.
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rodada cluster Ângulos Diedrais centrais dos clusters: método MC-DSSP
Índices Φ 50 58 60 68 82 88 90 102 106 108 110 112 114
estr. nat -72 -86 -149 96 -104 70 -84 -99 -49 -50 -81 -76 -103

1 2 -78 -125 -114 -61 -114 -96 -90 -113 -62 -72 -71 -72 -71
2 4 -84 5 -114 -59 -105 -94 -89 -112 -63 -72 -71 -72 -70
3 3 -77 -125 -114 -62 -114 -95 -89 -113 -62 -72 -71 -72 -70
3 4 -84 3 -114 -59 -105 -93 -89 -112 -63 -72 -71 -72 -70
4 3 -77 -126 -114 -61 -104 -97 -90 -113 -63 -72 -71 -72 -71
5 5 -78 -126 -114 -63 -103 -96 -103 -113 -63 -72 -72 -72 -71
Índices Ψ 51 59 61 69 83 89 91 103 107 109 111 113 115
estr. nat 150 163 161 4 -171 29 127 127 -42 -23 -15 -10 -13

1 2 18 149 129 -33 130 100 91 124 -23 -27 -32 -30 -30
2 4 17 -156 133 -32 119 98 100 127 -21 -27 -33 -30 -32
3 3 18 149 130 -33 129 101 106 124 -23 -27 -31 -30 -31
3 4 18 -155 133 -32 118 98 98 127 -21 -27 -33 -31 -32
4 3 17 149 130 -33 117 100 91 125 -23 -27 -31 -30 -31
5 5 15 150 130 -32 114 100 119 124 -23 -27 -31 -30 -31

rodada cluster Ângulos Diedrais centrais dos clusters: método MC-RNA
Índices Φ 50 58 60 68 82 88 90 102 106 108 110 112 114
estr. nat -72 -86 -149 96 -104 70 -84 -99 -49 -50 -81 -76 -103

1 3 -82 96 -79 -98 -79 -88 -69 -93 -68 -88 -86 -86 -85
2 1 -83 92 -78 -97 -80 -90 -70 -92 -68 -89 -86 -87 -87
2 2 -85 99 -79 96 -69 -100 -73 -94 -70 -91 -87 -91 -79
3 3 -86 99 -79 96 -69 -99 -72 -94 -70 -90 -87 -91 -79
4 3 -86 100 -79 94 -71 -100 -73 -94 -70 -91 -86 -91 -79
5 5 -84 99 -79 54 -71 -99 -68 -89 -69 -99 -87 -95 -78
Índices Ψ 51 59 61 69 83 89 91 103 107 109 111 113 115
estr. nat 150 163 161 4 -171 29 127 127 -42 -23 -15 -10 -13

1 3 31 -12 10 14 35 47 32 55 59 52 35 37 15
2 1 31 -14 15 16 35 50 31 57 61 49 37 37 18
2 2 40 -11 22 -15 29 53 42 56 62 63 44 44 16
3 3 41 -11 22 -13 29 53 42 56 62 67 43 44 18
4 3 41 -14 23 -13 29 54 44 57 62 65 45 46 16
5 5 33 -3 13 -21 33 54 44 38 43 109 46 59 16

rodada cluster Ângulos Diedrais centrais dos clusters: método MC
Índices Φ 50 58 60 68 82 88 90 102 106 108 110 112 114
estr. nat -72 -86 -149 96 -104 70 -84 -99 -49 -50 -81 -76 -103

1 1 -80 27 -84 -88 -70 -92 -73 -95 -69 -84 -81 -94 -76
2 1 -86 -99 -79 84 -76 -91 -72 -92 -70 -98 -85 -85 -78
3 5 -87 -93 -79 101 -76 -86 -70 -93 -70 -98 -84 -86 -78
4 5 -87 -93 -79 101 -75 -86 -69 -93 -70 -98 -85 -86 -78
5 1 -81 44 -83 -88 -72 -90 -73 -95 -69 -83 -82 -92 -76
Índices Ψ 51 59 61 69 83 89 91 103 107 109 111 113 115
estr. nat 150 163 161 4 -171 29 127 127 -42 -23 -15 -10 -13

1 1 23 -32 40 -61 25 32 33 48 61 35 10 52 24
2 1 39 31 8 -7 37 56 45 44 71 64 25 31 16
3 5 37 16 16 -8 42 52 40 47 64 59 26 31 17
4 5 37 16 15 -8 41 53 41 48 64 59 25 32 17
5 1 26 -19 41 -61 25 33 30 48 60 36 19 49 27

TABELA 5.3 � A tabela mostra os ângulos dos cluster que concomitantemente têm
a maior concentração de estruturas com menor energia, superfície total e superfície
hidrofóbica exposta ao solvente, para cada uma das cinco rodadas de clusterização,
para cada um dos três métodos, para a seqüência da proteína1j8b. A linha no

topo de cada método contém os ângulos da estrutura nativa conhecida da proteína.

Por �m, evidenciando o aumento signi�cativo da probabilidade de gerarmos
estruturas mais próximas à conformação nativa proporcionado pela informação sobre
a estrutura secundária, colocamos lado a lado na Figura 5.4 a conformação nativa da
proteína 1j8b e as estruturas de menor distância RMS produzidas por cada um dos
algoritmos. Estas imagens foram feitas com o software de visualizaçãoRasmol. Este
software tem por característica atribuir a cor amarela para segmentos de folha-β
apenas se estes estão próximos o su�ciente para formarem pontes de hidrogênio. Na
estrutura gerada pelo método MC-DSSP, apesar dos ângulos beta aparecerem nos
locais corretos, há sutis diferenças de ângulos que impedem a aproximação maior dos
segmentos e a identi�cação da folha-β. O método MC-RNA teve mais di�culdade em
tratar a região da folha-β e em formar as α-hélices, mas está a caminho da forma
tridimensional correta. O método MC por sua vez apresenta di�culdade maior,
inclusive com a formação das α-hélices.
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FIGURA 5.4 � Da esquerda para a direita: Conformação nativa da proteína1j8b,
e conformações de menor distância RMS com a conformação nativa obtidas pelos
métodos MC-DSSP, MC-RNA e MC. As energias são respectivamente de1087

1443, 1784, 1620 Kcal/mole.

5.2 Proteína 1g7d, domínio C-terminal
A proteína 1g7d é uma proteína globular composta por77 resíduos, em quatro

α-hélices ligadas por coils e turns. Apesar de ser composta apenas por α-hélices
(4, ligadas por pequenos segmentos coil ou turn), e ser portanto teoricamente um
problema mais fácil, a 1g7d tem uma característica crucial: contém um núcleo hi-
drofóbico muito bem de�nido. Embora esta característica não pareça tão relevante
à primeira vista, muitos métodos que ignoram a variável entrópica da hidrofobia
falham ao tentar encontrar a conformação nativa deste tipo de proteína. Um deste
métodos é o de mecânica molecular no vácuo. O pacote Tinker, usado durante todo
este trabalho para a minimização de proteínas por descida de gradiente, implementa
a mecânica molecular no vácuo. Para proteínas com forte núcleo hidrofóbico, a ca-
racterística hidrofobia acaba por ter um papel mais importante do que a própria
energia da molécula na determinação da estrutura nativa. Por isto esta proteína é
importante para os testes do método MC-RNA.

A tabela abaixo mostra a seqüência de resíduos da proteína na primeira linha,
acompanhada da estrutura secundária da conformação nativa (lida pelo DSSP) e
pela previsão da estrutura secundária feita pelas RNAs respectivamente na segunda
e terceira linhas.

01-60: PGCLPAYDALAGQFIEASSREARQAILKQGQDGLSGVKETDKKWASQYLKIMGKILDQGE
DSSP : CCCCTAAAAAAAAAAACCTAAAAAAAAAAAAAATTTTCTTTAAAAAAAAAAAAAAAATCT
RNA : CCCC..AAAAAAAAA..C.AAAAAAAAAAAAAA....C...AAAAAAAAAAAAAAAA.CC

61-77: DFPASELARISKLIENK
DSSP : AAAAAAAAAAAAAAACC
RNA : CC.AAAAAAAAAAA.CC
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Para a proteína 1g7d, seguindo os critérios descritos para a proteína 1j8b,
selecionamos os ângulos Φ e Ψ de 12 resíduos, os resíduos 16, 17, 19, 34, 35, 36, 37,
39, 40, 41, 58 e 63.

A partir das amostras de conformações geradas pelos métodos MC-DSSP, MC-
RNA e MC foram realizados cortes na cauda à direita das 3 distribuições de energia.
As distribuições após os cortes tem o formato dos histogramas da Figura 5.5. Tanto
pelos histogramas quanto pelos dados da Tabela 5.4 pode-se veri�car o aumento da
variância a medida que descemos do grá�co relativo ao método MC-DSSP em direção
ao método MC, e passando pelo MC-RNA. A variância pode ser encarada como a
medida de especialização de um cluster, e deve ser baixa para indicar que aquele
cluster representa realmente um grupo de características comuns de seus membros.

Método # E = ∞ # E alta N E min E max E média E mediana DP
MC 110 163 727 1282 1931 1500 1490 80

MC-RNA 100 157 743 1279 2311 1471 1456 87
MC-DSSP 38 78 890 1297 2155 1433 1424 56

TABELA 5.4 � Medidas de energia das amostras de conformações geradas para a
seqüência da proteína 1g7d. As três primeiras colunas contém respectivamente o
número de conformações impossíveis de minimizar, o número de conformações
cortadas da cauda à direita da distribuição e o númeroN de conformações

destinadas à clusterização. As cinco colunas restantes são as menores e maiores
energias da amostra de N conformações, a média, a mediana e o desvio padrão.
Todos os valores se referem às conformações após a fase de minimização por

descida de gradiente.
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FIGURA 5.5 � Distribuição de energia potencial das amostras para as
conformações geradas pelos métodos MC-DSSP (topo), MC-RNA e MC, para a

proteína 1g7d.
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MC MC-RNA MC-DSSP
Cl <E <ST <SH <RMS <E <ST <SH <RMS <E <ST <SH <RMS

Rodada no. 1
1 11 10 14 12 26 15 20 24 26 25 24 19
2 12 12 10 6 9 17 9 9 14 14 12 14
3 24 27 27 25 15 16 22 19 21 18 16 17
4 10 14 9 17 15 16 14 11 22 23 27 31
5 15 9 12 12 9 10 9 11 6 9 10 8

Rodada no. 2
1 18 15 12 10 15 9 19 18 21 18 17 17
2 14 9 12 12 27 25 26 27 6 10 10 8
3 18 16 16 11 9 10 7 10 14 13 9 13
4 11 20 12 16 9 17 9 9 22 22 27 29
5 11 12 20 23 14 13 13 10 26 26 26 22

Rodada no. 3
1 21 24 25 22 21 15 25 24 20 17 15 14
2 16 12 20 20 8 12 15 11 14 13 11 13
3 15 9 12 13 20 14 16 19 14 16 12 16
4 6 14 5 9 15 14 9 11 17 19 27 25
5 14 13 10 8 10 19 9 9 24 24 24 21

Rodada no. 4
1 21 21 24 21 9 17 8 8 14 14 12 14
2 19 15 13 11 21 12 19 15 21 19 17 18
3 9 20 12 17 17 17 15 13 7 8 9 7
4 8 7 11 11 13 12 18 17 21 23 27 31
5 15 9 12 12 14 16 14 21 26 25 24 19

Rodada no. 5
1 14 9 12 12 10 16 10 9 19 12 12 11
2 17 15 14 13 9 9 9 9 19 25 27 30
3 14 14 14 19 14 15 11 11 4 6 13 6
4 9 13 13 15 15 13 17 21 26 25 25 21
5 18 21 19 13 26 21 27 24 21 21 12 21

TABELA 5.5 � Clusters das conformações da proteína1g7d. Para cada método há
5 colunas: o número do cluster, e as freqüências de presença dentro de cada cluster
de conformações com menor Energia, menor Superfície Total, menor Superfície
Hidrofóbica e menor distância RMS. Para esta proteína especí�ca, na coluna

MC-DSSP, as concentrações de mínimos RMS são determinados pela concentração
de mínimos de superfície hidrofóbica exposta ao solvente.

A Tabela 5.5 de clusters da proteína1g7dmostra a distribuição entre os cluster
da ocorrência de valores mínimos para as medidas de energia, superfície total exposta
ao solvente e superfície hidrofóbica exposta ao solvente. Um aspecto que merece
destaque nesta Tabela é a importância da última medida.

Para determinar os clusters de maior concentração de mínimos de distancia
RMS das con�gurações geradas pelo método MC-DSSP, ao contrário do que ocorre
com as demais proteínas estudadas neste trabalho e com os métodos MC-RNA e MC
para a própria 1g7d, não é necessária a concentração de mínimos para as três medidas
no mesmo cluster. Ao contrário, para um cluster poder ser declarado possuidor da
maior concentração de mínimos de distância RMS com a conformação nativa basta
que ele contenha a maior concentração de mínimos de superfície hidrofóbica exposta
ao solvente. Nem mesmo o número de mínimos de energia não necessita ser superior
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ao dos demais clusters. E isto acontece para as 5 rodadas de clusterização das
con�gurações geradas pelo método MC-DSSP para esta proteína.

No método MC-RNA a in�uência da componente entrópica inserida pela me-
dida da superfície hidrofóbica ainda está presente mas não é mais determinante
para a determinação do cluster de mínimos de RMS. Na rodada de clusterização de
número 4 do método MC-RNA, os cluster 2 e 3 contém relativamente mais con�gu-
rações com superfícies hidrofóbicas mínimas (19 e 18) do que os demais, mas contém
apenas ambos contém apenas 12 mínimos de superfície total das 74 con�gurações
possíveis (para a amostra de 743 con�gurações, são consideradas mínimas as 10%
que tem os menores valores). O cluster vencedor contém concentrações respectiva-
mente de 16 e 14 mínimos de superfície total e hidrofóbica. A in�uência da presença
de mínimos de superfície hidrofóbica em clusters diminui ainda mais para o método
MC, onde nem mesmo um cluster com concentração concorrente de mínimos das três
medidas consegue reunir maioria de mínimos de distância RMS com a conformação
nativa.

A partir destas constatações e comparações podemos chegar a importante con-
clusão que a quantidade de informação in�uencia diretamente no aparecimento de
características especí�cas detectáveis pelo método de clusterização. No caso de pro-
teínas globulares, aparentemente a informação detectada pela adição de informação
sobre estrutura secundária promovida pelas RNAs é que a posição dos resíduos hi-
drofóbicos é extremamente importante para a determinação da estrutura nativa. Nas
Figuras 5.6 e 5.7 encontram-se os histogramas das distribuições do segundo cluster
da segunda rodada de clusterização das conformações geradas por MC-RNA, e do
quarto cluster, rodada 1, das con�gurações geradas por MC-DSSP. É fácil ver que
a superfície hidrofóbica está com média �agrantemente menor na distribuição de
probabilidade gerada pelo MC-DSSP.

A Figura 5.8 mostra a comparação dos ângulos dos centros de alguns clusters
com os mesmos ângulos da conformação nativa da proteína1g7d. Os cluster esco-
lhidos são os de maior concentração de mínimos de superfície hidrofóbica exposta
ao solvente, e a proximidade com os ângulos da conformação nativa demonstra mais
uma vez a in�uência deste fator na determinação da estrutura tridimensional.

Por �m, a Figura 5.9 mostra uma comparação visual entre a conformação na-
tiva e algumas das conformações geradas pelos métodos. As conformações mostradas
oriundas do método MC-RNA não foram porém as de menor superfície hidrofóbica,
mas as de menor energia, com níveis baixos de superfície hidrofóbica exposta. Há
um compromisso entre a compactação de estruturas, exposição de elementos hidro-
fóbicos ao solvente e energia potencial que estabelece limites abaixo dos quais o
decréscimo de uma medida acarreta na elevação de outras. As imagens mostram
que o método MC-RNA gerou conformações visualmente muito similares à estrutura
nativa, só não encontrando a conformação nativa por defeitos nos ângulos de alguns
resíduos dos segmentos coil que interligam algumasα-hélices.
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FIGURA 5.6 � Distribuição da energia, superfície total, superfície hidrofóbica e
distância RMS à conformação nativa para o cluster2 da segunda rodada de
clusterização para a proteína 1g7d, conformações geradas por MC-RNA.
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FIGURA 5.7 � Distribuição da energia, superfície total, superfície hidrofóbica e
distância RMS à conformação nativa para o cluster1 da segunda rodada de
clusterização para a proteína 1g7d, conformações geradas por MC-DSSP.
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Índice do ângulo diedral na seqüência da proteína.

MC: Ângulos da estrutura nativa e dos clusters das rodadas1, 3 e 4 (clusters 3, 1 e 1)
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FIGURA 5.8 � Os grá�cos mostram os ângulos do cluster que tem a maior
concentração de estruturas com menor superfície hidrofóbica exposta ao solvente
para cada um dos três métodos, para seqüência da proteína1g7d. A título de

comparação, a linha de rótulo nat corresponde aos ângulos da estrutura nativa. No
eixo horizontal, os índices dos ângulos
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FIGURA 5.9 � Da esquerda para a direita e de cima para baixo: Conformação
nativa da proteína 1g7d, conformação de menor distância RMS com a conformação
nativa pelo método MC-DSSP, as três conformações de menorenergia pelo método

MC-RNA, e em baixo à direita a conformação de menor distância RMS pelo
método MC. As energias e RMS de cada uma são respectivamente (emKcal/mole,

Å): (877,0), (1425, 10.8), (1279, 12.3), (1281, 13.9), (1285, 15) e (1387, 10.4).

5.3 Proteína 1i74, domínio 2

A proteína 1i74 é composta por 108 resíduos que formam uma seqüência de
segmentos de segmentos folhas-β e α-hélices intercaladas. Uma peculiaridade e
um desa�o para a determinação da estrutura nativa desta proteína é a existência
de folhas-β formadas por segmentos não contíguos na seqüência. Por exemplo, o
segmento β que vai do resíduo 11 ao 20 forma pontes de hidrogênio com outro
segmento que vai do resíduo 56 ao 63 em uma folha-beta paralela. Entre o primeiro
e o segundo há a maior α-hélice do domínio, e o próximo segmento forma uma folha-
β antiparalela com o último. Portanto não é uma estrutura trivial de se determinar,
porém há várias proteínas que se assemelham a ela, e por isto vale a pena investigar.

A tabela abaixo mostra a seqüência de resíduos do domínio 2 da proteína
1i74 na primeira linha, acompanhada da estrutura secundária da conformação na-
tiva (lida pelo DSSP) e pela previsão da estrutura secundária feita pelas RNAs
respectivamente na segunda e terceira linhas.

01-60 : IDAKTFELNGSQVRVAQVNTVDINEVLERQNEIEEAIKASQAANGYSDFVLMITDILNSN
DSSP : CCBBBBBBTTBBBBBBBBBBTCAAAAAAAAAAAAAAAAAAAAAATCTBBBBBBBBTTTTB
RNA : CC......CC..BBB.BB......AAAAAAAAAAAAAAAAA..CCCC.BBBBB....CCC

61-108: SEILALGNNTDKVEAAFNFTLKNNHAFLAGAVSRKKQVVPQLTESFNG
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DSSP : BBBBBBBTTAAAAAAAATCCCBTTBBBBTTCCCAAAATAAAAAAAACC
RNA : ..BBB..CC.AAAAA......CCC.BBB..................CC

Para a escolha dos resíduos cujos ângulos diedrais �zeram parte da clusteri-
zação foram considerados os resíduos sem previsão por parte das RNAs e distantes
das extremidades. Como as RNAs não foram capazes de fazer nenhuma previsão
sobre os resíduos do primeiro segmentoβ ou da última α-hélice, esse resíduos foram
descartados da clusterização. Foram selecionados28 resíduos: 11, 12, 16, 19, 20, 21,
22, 23, 24, 42, 43, 48, 54, 55, 56, 57, 61, 62, 66, 67, 70, 76, 77, 78, 79, 80, 81 e 85.

A Tabela 5.6 mostra os valores para tamanho de amostras e medidas de ener-
gia para os três métodos. Podemos perceber que, em comparação com as duas
primeiras proteínas estudadas neste trabalho, o número de estruturas que falharam
em minimizar a energia ou pararam em mínimos locais muito alto aumentou. Isto
acontece devido ao tamanho relativamente maior da seqüência. Com o aumento das
seqüências o número de combinações possíveis de ângulos a serem escolhidos por
um método Monte Carlo que não causem colisões entre moléculas decresce. Quando
moléculas próximas causam energias que tendem ao in�nito a descida de gradiente
pode �car inviabilizada. É interessante notar que o acréscimo de informação sobre
a estrutura secundária diminui o risco destas mal-formações, como mostra a dimi-
nuição de descartes do método MC-RNA me relação ao MC, e do MC-DSSP em
relação ao MC-RNA.

Método # E = ∞ # E alta N E min E max E média E mediana DP
MC 151 171 678 1438 2869 1775 1778 143

MC-RNA 116 167 717 1483 2699 1769 1769 125
MC-DSSP 19 38 943 1442 1912 1702 1706 60

TABELA 5.6 � Medidas de energia das amostras de conformações geradas para a
seqüência da proteína 1i74. As três primeiras colunas contém respectivamente o
número de conformações impossíveis de minimizar, o número de conformações
cortadas da cauda à direita da distribuição e o númeroN de conformações

destinadas à clusterização. As cinco colunas restantes são as menores e maiores
energias da amostra de N conformações, a média, a mediana e o desvio padrão.
Todos os valores se referem às conformações após a fase de minimização por

descida de gradiente.

Como mostram os histogramas da Figura 5.10, que são traduzidos em números
na Tabela 5.6, as distribuições de energia para os três métodos Monte Carlo são
muito semelhantes, sendo o desvio padrão praticamente a única diferença entre os
métodos. Isto indica que talvez seja necessário aumentar o tamanho da amostra para
compensar a complexidade embutida nos graus de liberdade de seqüências maiores.
Mas isto também tem um limite, pois a complexidade cresce exponencialmente com
o aumento da estrutura.

À excessão da rodada de clusterização 2 o resultado das clusterizações foi
inde�nido para o método MC-RNA, como mostra a Tabela 5.7. Os grá�cos das dis-
tribuições de medidas da Figura 5.11 também corroboram esta impressão, dado que
a distribuição de energia para o cluster é similar à distribuição do total da amostra.
Apesar disto, na comparação dos ângulos do cluster3 da segunda rodada da coluna
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FIGURA 5.10 � Distribuição de energia potencial das amostras de conformações
geradas pelos métodos MC-DSSP (topo), MC-RNA e MC, para a proteína1i74.
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MC-RNA com os ângulos da estrutura nativa, o método MC-RNA ainda se saiu
um pouco melhor do que o método MC (Figura 5.12). Em compensação a proximi-
dade dos ângulos dos clusters do método MC-DSSP com a conformação nativa salta
aos olhos, evidenciando a in�uência da informação sobre estrutura secundária para
auxiliar o método Monte Carlo no dobramento de proteínas.

MC MC-RNA MC-DSSP
Cl <E <ST <SH <RMS <E <ST <SH <RMS <E <ST <SH <RMS

Rodada no. 1
1 12 12 12 9 13 11 9 9 1 4 1 3
2 14 17 13 14 19 18 19 21 17 15 14 11
3 6 7 8 10 6 10 9 9 12 10 14 11
4 20 18 20 20 18 23 19 19 25 22 31 31
5 15 13 14 14 15 9 15 13 39 43 34 38

Rodada no. 2
1 13 11 13 9 14 10 16 15 32 35 28 34
2 15 15 15 17 13 13 15 16 10 8 12 9
3 9 13 10 10 20 25 20 20 25 21 31 31
4 11 12 16 16 12 9 8 9 18 16 15 12
5 19 16 13 15 12 14 12 11 9 14 8 8

Rodada no. 3
1 11 12 12 13 13 15 11 15 30 24 24 31
2 16 15 15 18 15 16 14 13 6 15 11 7
3 13 13 11 12 18 12 18 15 5 4 4 5
4 13 12 12 9 13 18 15 15 42 37 46 43
5 14 15 17 15 12 10 13 13 11 14 9 8

Rodada no. 4
1 13 13 14 10 16 14 13 14 10 16 12 11
2 18 17 16 16 5 8 6 8 29 27 22 27
3 10 14 11 11 14 14 17 18 12 10 14 12
4 12 13 11 15 17 13 18 13 42 37 45 41
5 14 10 15 15 19 22 17 18 1 4 1 3

Rodada no. 5
1 15 15 14 12 15 16 15 14 7 6 5 5
2 18 16 16 17 11 10 11 13 26 22 32 32
3 11 14 12 15 17 11 16 10 9 14 8 8
4 10 9 14 11 13 12 15 19 34 36 34 37
5 13 13 11 12 15 22 14 15 18 16 15 12

TABELA 5.7 � Clusters das conformações da proteína1i74. Para cada método há
5 colunas: o número do cluster, e as freqüências de presença dentro de cada cluster
de conformações com menor Energia, menor Superfície Total, menor Superfície
Hidrofóbica e menor distância RMS. Para esta proteína especí�ca, na coluna

MC-DSSP, as concentrações de mínimos RMS são determinados pela concentração
de mínimos de superfície hidrofóbica exposta ao solvente.



113

H
is

to
gr

am
a 

de
  E

ne
rg

ia
 P

ot
en

ci
al

 
R

od
ad

a 
# 

2 
− 

C
lu

st
er

 #
 3

K
ca

l/m
ol

Freq.(n=186)

14
00

16
00

18
00

20
00

22
00

010203040506070

H
is

to
gr

am
a 

de
  S

up
. H

id
ro

f. 
R

od
ad

a 
# 

2 
− 

C
lu

st
er

 #
 3

A
ng

st
ro

m
 ^

2

Freq.(n=186)

40
0

50
0

60
0

70
0

80
0

90
0

01020304050

H
is

to
gr

am
a 

de
  S

up
. T

ot
. 

R
od

ad
a 

# 
2 

− 
C

lu
st

er
 #

 3

A
ng

st
ro

m
 ^

2

Freq.(n=186)

80
00

90
00

10
00

0
11

00
0

12
00

0
13

00
0

0102030405060

H
is

to
gr

am
a 

de
  R

M
S

 c
om

 E
st

r.
 N

at
. 

R
od

ad
a 

# 
2 

− 
C

lu
st

er
 #

 3

D
is

t. 
R

M
S

Freq.(n=186)
15

20
25

30
35

40
45

0102030405060

FIGURA 5.11 � Distribuição da energia, superfície total, superfície hidrofóbica e
distância RMS à conformação nativa para o cluster3 da segunda rodada de
clusterização para a proteína 1i74, conformações geradas por MC-RNA.
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Índice do ângulo diedral na seqüência da proteína.
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Índice do ângulo diedral na seqüência da proteína.

MC-RNA: Ângulos da estrutura nativa e do cluster3, rodada 2
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FIGURA 5.12 � Os grá�cos mostram os ângulos do cluster que concomitantemente
tem a maior concentração de estruturas com menor energia, superfície total e

superfície hidrofóbica exposta ao solvente, para três rodadas de clusterização para
cada um dos três métodos, para a seqüência da proteína1i74. A título de

comparação, a linha de rótulo nat corresponde aos ângulos da estrutura nativa.
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Na comparação visual com a estrutura nativa, é visível a semelhança entre
esta e a conformação de menor RMS do método MC-DSSP (Figura 5.13). A confor-
mação do método MC-DSSP tem na ordem certa e muitas vezes na posição espacial
correta praticamente todos os elementos da estrutura da conformação nativa. Ape-
nas algumas diferenças sutis de ângulos de resíduos emturns ou coils que conectam
dois segmentos de folha-β impedem que se aproximem completamente e sejam re-
conhecidos com a folha-beta da proteína. O método MC-RNA não conseguiu bons
resultados nas estruturas secundárias das extremidades porque as RNAs falharam
em prever que eram um folha-β, e não conseguiu na sua estrutura de menor RMS
acertar todos os segmentos que teriam ângulos de folha-β. Em defesa do método
porém podemos dizer que: (1) a estrutura nativa é de difícil determinação dada a
formação de estruturas intercaladas como a folha-β paralela intercalada por uma
α-hélice de folhas-β, sendo que mínimas imperfeições no escolha dos ângulos pelo
método provocam facilmente sobreposição de átomos, e (2) o método MC-RNA se
saiu no mínimo tão bem quanto o método MC.

FIGURA 5.13 � Da esquerda para a direita e de cima para baixo: Conformação
nativa da proteína 1i74, conformações de menor distância RMS com a

conformação nativa pelos métodos MC-DSSP, MC-RNA, e em baixo pelo método
MC. As energias são respectivamente de 1194 1460, 1608 e 1520 Kcal/mole

5.4 Proteína 1kkg

A proteína 1kkg tem α-hélices e folhas-β intercaladas em uma estrutura tridi-
mensional em forma de espiral. É composta de 108 resíduos, dispostos na listagem
abaixo na primeira linha. A estrutura secundária da conformação nativa (lida pelo
DSSP) e pela previsão da estrutura secundária feita pelas RNAs estão respectiva-
mente na segunda e terceira linhas.
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01-60 : MAKEFGRPQRVAQEMQKEIALILQREIKDPRLGMMTTVSGVEMSRDLAYAKVYVTFLNDK
DSSP : CCCCTTTAAAAAAAAAAAAAAATTTTTTTAAATTCCBCTCBBBBTTTTBBBBBBBCTAAA
RNA : CCC....AAAAAAAAAAAAAAAAAAA..CCCCC...BBBBBB..CC....BBBBB..CCC

61-108: DEDAVKAGIKALQEASGFIRSLLGKAMRLRIVPELTFFYDNSLVEGMR
DSSP : CAAAAAAAAAAAAATAAAAAAAAAAATTCTCCCBBBBBBCCTTTTTCC
RNA : C.AAAAAAAAAAAA...AAAAAA............BBB.......CCC

Podemos observar que a previsão das RNAs para a proteína1kkg foi melhor
e mais abrangente do que para a seqüência de mesmo tamanho do domínio 2 da
Proteína 1i74. Portanto, descartando resíduos próximos às extremidades e esco-
lhendo resíduos sem previsão por parte das RNAs, selecionamos para clusterização
a seguinte lista de 29 resíduos: 27, 28, 34, 35, 36, 43, 44, 47, 48, 49, 50, 56, 57, 62,
75, 76, 77, 84, 85, 86, 87, 88, 89, 90, 91, 92, 93, 94 e 95.

Apesar da melhora na previsão da estrutura secundária por parte das RNAs,
a Tabela 5.8 nos mostra que, como ocorreu com o domínio 2 da proteína 1i74, as
distribuições são muito parecidas, principalmente as geradas pelos métodos MC e
MC-RNA. A diferença para a distribuição MC-DSSP �ca novamente por conta do
menor desvio padrão. A impressão se con�rma se compararmos o grá�co da distri-
buição de energia da Figura 5.15 com a distribuição de energia para o conjunto das
conformações geradas pelo método MC-RNA (Figura 5.14). O cluster em questão é
o quinto cluster da quarta rodada da coluna MC-RNA na Tabela 5.9, e é também o
único cluster gerado a partir das conformações geradas a partir do método MC-RNA
a preencher o pré-requisito de concentrar simultaneamente a maior parcela de mí-
nimos de energia, superfície total e superfície hidrofóbica relativamente aos demais.
Se formos analisar os grá�cos de comparação entre ângulos centrais dos clusters, os
centros dos clusters do MC-RNA e do método MC praticamente se equiparam. Em
compensação os ângulos centrais dos clusters do método MC-DSSP mais uma vez
se aproximam muito bem dos ângulos da conformação nativa.

Método # E = ∞ # E alta N E min E max E média E mediana DP
MC 191 238 571 12919 14386 13448 13508 209

MC-RNA 124 234 642 12956 14233 13459 13500 195
MC-DSSP 51 118 831 12937 13826 13502 13529 129

TABELA 5.8 � Medidas de energia das amostras de conformações geradas para a
seqüência da proteína 1kkg. As três primeiras colunas contém respectivamente o
número de conformações impossíveis de minimizar, o número de conformações
cortadas da cauda à direita da distribuição e o númeroN de conformações

destinadas à clusterização. As cinco colunas restantes são as menores e maiores
energias da amostra de N conformações, a média, a mediana e o desvio padrão.
Todos os valores se referem às conformações após a fase de minimização por

descida de gradiente.
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FIGURA 5.14 � Distribuição de energia potencial das amostras de conformações
geradas pelos métodos MC-DSSP (topo), MC-RNA e MC, para a proteína1kkg.
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MC MC-RNA MC-DSSP
Cl <E <ST <SH <RMS <E <ST <SH <RMS <E <ST <SH <RMS

Rodada no. 1
1 3 4 4 4 14 11 10 8 15 13 14 18
2 10 7 12 7 11 11 11 12 4 5 5 3
3 23 25 23 24 10 14 10 11 15 12 16 11
4 11 11 8 9 18 16 20 16 37 37 34 40
5 10 10 10 13 11 12 13 17 12 16 14 11

Rodada no. 2
1 8 12 9 11 11 11 8 8 21 26 18 20
2 16 15 13 12 16 12 14 13 8 6 7 7
3 10 9 12 9 13 16 16 17 15 13 18 11
4 16 16 17 19 14 14 15 14 13 14 13 18
5 7 5 6 6 10 11 11 12 26 24 27 27

Rodada no. 3
1 19 19 20 19 17 15 19 14 14 15 13 17
2 2 3 5 4 14 11 10 12 13 16 10 15
3 12 12 14 10 10 11 11 12 15 11 19 13
4 16 15 11 17 13 12 12 12 24 24 21 21
5 8 8 7 7 10 15 12 14 17 17 20 17

Rodada no. 4
1 16 11 12 14 16 16 15 12 7 6 7 5
2 7 11 10 10 11 12 8 12 30 30 32 32
3 18 18 18 17 11 12 12 12 16 13 17 12
4 9 8 7 8 6 8 8 10 22 18 17 26
5 7 9 10 8 20 16 21 18 8 16 10 8

Rodada no. 5
1 14 12 11 11 12 13 11 10 16 13 18 13
2 9 10 11 12 14 13 12 10 8 6 7 7
3 17 19 18 18 17 14 18 16 19 18 18 19
4 12 11 9 8 12 15 13 15 20 21 23 22
5 5 5 8 8 9 9 10 13 20 25 17 22

TABELA 5.9 � Clusters das conformações da proteína1kkg. Para cada método há
5 colunas: o número do cluster, e as freqüências de presença dentro de cada cluster
de conformações com menor Energia, menor Superfície Total, menor Superfície
Hidrofóbica e menor distância RMS. Para esta proteína especí�ca, na coluna

MC-DSSP, as concentrações de mínimos RMS são determinados pela concentração
de mínimos de superfície hidrofóbica exposta ao solvente.
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FIGURA 5.15 � Distribuição da energia, superfície total, superfície hidrofóbica e
distância RMS à conformação nativa para o cluster5 da quarta rodada de
clusterização para a proteína 1kkg, conformações geradas por MC-RNA.
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MC-RNA: Ângulos da estrutura nativa e do cluster5, rodada 4
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FIGURA 5.16 � Os grá�cos mostram os ângulos dos clusters que tem a maior
concentração de estruturas com menor superfície hidrofóbica exposta ao solvente
para cada um dos três métodos, para a seqüência proteína1kkg. A título de

comparação, a linha de rótulo nat corresponde aos ângulos da estrutura nativa.
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Apesar da estrutura dos ângulos não ser idêntica numericamente à estrutura
nativa, como observado na Figura 5.16 MC-DSSP, os ângulos obtidos são uma versão
quase em escala da estrutura nativa, indicando que a maior parte das estruturas
dentro do cluster 4 se aproxima da estrutura nativa. Observa-se que os ângulos são
similares. Comparando o método MC, MC-RNA e MC-DSSP, conclui-se que para
esta proteína, os ângulos representativos dos clusters para os métodos MC e MC-
RNA são equivalentes e os resultados são semelhantes. Porém, MC-DSSP apresenta
resultados signi�cativamente melhores. A diferença assim reside na capacidade de
prever a estrutura secundária com exatidão, tornando assim o método limitado ao
desempenho do método de previsão da estrutura secundária. Fosse o resultado de
previsão da estrutura secundária da RNA semelhante ao DSSP, então a qualidade
dos resultados para o método MC-RNA também se distinguiria do MC puro. Apesar
disto, considerando o melhor caso para cada um dos métodos (veja Figura 5.17) em
termos de energia, MC-DSSP obteve o melhor resultado.

Deve-se levar em conta também o fato que esta proteína representa um caso
difícil, pois possui folhas beta no centro da estrutura, que desta forma in�uenciam
a estrutura global da proteína. Qualquer erro na previsão das folhas beta afeta a
estrutura de forma global.

A simples comparação visual entre as quatro estruturas na Figura mostra que
os resultados MC-DSSP e MC-RNA encontram-se próximos da estrutura nativa.
Faltam as pontes de hidrogênio ao longo das folhas-beta para que o programa Rasmol
desenhe as estruturas coil no estilo de setas. Porém pode-se veri�car que há um
alinhamento dos resíduos no local onde a estrutura beta deveria ter se formado,
indicando que uma minimização posterior poderia levar à formação das pontes de
hidrogênio.

FIGURA 5.17 � Da esquerda para a direita: Conformação nativa da proteína
1kkg, conformações de menor distância RMS com a conformação nativa pelos
métodos MC-DSSP, MC-RNA, e em baixo pelo método MC. As energias são

respectivamente de 13259 13137, 13207 e 13205 Kcal/mole
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Capítulo 6

Considerações Finais

Neste trabalho foi proposto um novo método de simulação estocástico chamado
MC-RNA. O método MC-RNA utiliza MC para percorrer o espaço de busca de
conformações de proteína, e RNAs para a redução deste espaço de busca.

A utilização das RNAs para a redução do espaço de busca se dá através da
previsão da estrutura secundária da proteína. Se utilizássemos o método MC sem
nenhuma heurística que permita a redução do espaço de busca de proteínas, o al-
goritmo passaria a maior parte do tempo percorrendo estados que correspondem à
conformações improváveis e distantes da conformação nativa. Com a previsão das
RNAs reduz-se o espaço de busca restringindo o acesso à conformações consideradas
pouco prováveis. O método MC-RNA acarreta em melhora na capacidade do MC
em encontrar conformações mais próximas da conformação nativa. Esta melhora,
que signi�ca menor distância entre as conformações criadas pelo MC-RNA e a es-
trutura nativa, é dependente da qualidade da informação entregue pela RNA ao
MC Para testar esta a�rmação, foram realizados testes em paralelo para o método
MC-RNA e para dois métodos de controle: o método MC e o método MC-DSSP. O
método MC-DSSP pode ser considerado um método MC-RNA ideal, pois utiliza a
informação da estrutura nativa de uma proteína lida pelo software DSSP como se
fosse a previsão de um RNA com capacidade de acerto de100%.

Os métodos de controle foram implementados e aplicados nas proteínas de
teste com a motivação de veri�car a in�uência da quantidade de informação no
desempenho do método MC para a busca da conformação nativa de proteínas. O
método MC-RNA e os métodos de controle foram testados com4 proteínas de domí-
nio público, relativamente pequenas, utilizadas pelo CASP como alvo de simulações:
1j8b, 1g7d domínio C-terminal, 1i74 (domínio 2) e 1kkg. Inicialmente foi criado um
banco de dados contendo 377540 resíduos retirados de 2327 proteínas constantes da
lista de proteínas não homólogas do grupo EVA. O banco de dados assim criado con-
tem, para cada resíduo, o tipo do resíduo, os ângulos diedrais do resíduo quando na
proteína original, e a estrutura secundária a qual pertencia. Uma vez construído, o
banco de dados passou a ser o espaço de busca para o método MC-RNA e os demais
métodos de controle, constituindo-se por si só em um primeiro passo na redução
do espaço de busca, uma vez que exclui combinações de ângulos não permitidas no
mapa de Ramachandran. O próximo passo foi obter as informações necessárias para
os métodos MC-RNA e MC-DSSP. Para o método MC-RNA foram utilizadas as
previsão de estrutura secundária do método PROF submetendo-se a seqüência de
resíduos das quatro proteínas alvo para o servidor Predict Protein. Para obter a
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informação real sobre a estrutura secundária necessária para o método MC-DSSP,
os arquivos em formato PDB de cada proteína obtidos do servidorProtein Data
Bank foram submetidos ao software DSSP.

A simulação dos métodos MC-RNA e dos métodos controle consistiram em ge-
rar amostras de 1000 conformações para cada proteína, resíduo a resíduo, escolhendo
os ângulos no banco de dados criado previamente. A variável em comum aos três
métodos é que todos selecionam ângulos entre resíduos do banco com o mesmo tipo
do resíduo da conformação. Os métodos MC-RNA e MC-DSSP utilizam um critério
de seleção a mais, baseado em informação sobre a estrutura secundária. A diferença
entre eles é que enquanto o método controle MC-DSSP utiliza informações verda-
deiras sobre a estrutura nativa conhecida, o método MC-RNA utiliza a previsão de
RNAs, e leva em conta o grau de con�ança da previsão para a sua utilização. O
produto destas simulações, 12 amostras de 1000 conformações, uma para cada pro-
teína e para cada método, sofreu minimização de energia por descida de gradiente e
clusterização por k-means. Para a clusterização foram selecionados apenas ângulos
diedrais de resíduos pertencentes à segmentos coils, devido à sua importância na
con�guração de dobramento das estruturas secundárias e conseqüente conformação
tridimensional. O processo de clusterização foi realizado de maneira a formar cinco
clusters, e foi repetido cinco vezes para cada amostra de 1000 conformações com
inicializações aleatórias. Findo o processo de clusterização, para cada amostra os
clusters das cinco rodadas foram analisados quanto as proporções de quatro medidas
em suas proteínas: energia potencial, área da superfície exposta ao solvente, área
da superfície exposta correspondente a resíduos hidrofóbicos, e distância média qua-
drada (RMS) entre os átomos da conformação gerada e os da conformação nativa.
Um método de análise que se mostrou de grande valia foi simplesmente selecionar
subgrupos de con�gurações com valores abaixo de um limite para cada medida, e
veri�car como se distribuíram entre os clusters. Para os testes realizados, o limite
arbitrado para determinada variável foi o valor desta variável alto o su�ciente apenas
para separar uma amostra contendo um décimo da população. Várias rodadas de
clusterização foram realizadas com inicialização aleatória, e em todas as rodadas é
notória a correspondência entre as proteínas pertencentes a um cluster em termos
de baixo RMS e os atributos medidos nesta dissertação, a saber, energia, superfí-
cie total e superfície hidrofóbica. Ou seja, clusters com proteínas cujas estruturas
tendem a possuir pequena distância RMS também são aqueles clusters onde as pro-
teínas tendem a possuir baixa energia, pequena superfície total e pequena superfície
hidrofóbica. Apesar deste resultado atestar a factibilidade e bons resultados da
abordagem, deve-se considerar que os resultados para estruturas menores são mais
conclusivos neste sentido.

Talvez o mais importante resultado seja o fato de que, dos três atributos con-
siderados, baixos valores de superfície hidrofóbica são melhores indicadores de que
se está em um cluster com proteínas de baixo RMS do que baixos valores de energia.
A energia potencial continua sendo um parâmetro importante para a determinação
da conformação nativa, mas no ambiente natural a energia compete com a superfície
hidrofóbica exposta ao solvente, e se cria uma balanço entre variação de energia e
entropia. Devido a este efeito, muitos métodos de dobramento de proteínas que não
levam em consideração a água acabam por minimizar a proteína além da barreira
imposta pela redução da entropia causada, por exemplo, por torções estruturais que
exponham resíduos hidrofóbicos ao solvente. Métodos como a Dinâmica Molecular
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(DM) podem ser realizados em água e são capazes de simular o efeito entrópico
sob o custo extra de simular uma caixa de água ao redor da proteína. O método
MC-RNA conseguiu, através da inserção da medida de superfície hidrofóbica na
determinação de clusters candidatos, simular o efeito hidrofóbico sem que isto acar-
retasse em aumento do grau de complexidade do algoritmo. O efeito da água parece
ter sido extremamente bem modelado através da superfície hidrofóbica, pois em pra-
ticamente todas as rodadas o critério da superfície hidrofóbica indica o cluster com
o menor RMS mesmo para as proteínas maiores.

Procurou-se na dissertação considerar diferentes casos de proteínas de estudo.
Assim, analisou-se tanto casos compostos somente de estruturas secundárias alfa-
hélice, quanto misturas das duas: α-hélices e folhas-β. Proteínas compostas por
folhas-β apresentam maior grau de di�culdade para a determinação da estrutura
nativa devido basicamente a duas peculiaridades: (1) as características não locais
da estrutura secundária, que permitem formar pontes de hidrogênio com resíduos
distantes na seqüência de aminoácidos, e são difíceis de prever para métodos que se
baseiam majoritariamente em informações locais como as RNAs, e (2) a alta sen-
sibilidade a variações nos ângulos diedrais dos resíduos pertencentes às alças entre
folhas-β. Para a energia de uma folha-β composta por dois ou mais segmentos ser
minimizada os ângulo diedrais de dois ou três resíduos que participem da alçacoil
que liga cada par de segmentos da folha devem ser tais que os segmentos �quem
paralelos e próximos o su�ciente para permitir a formação de pontes de hidrogênio.
Métodos Monte Carlo possuem um elevado nível de aleatoriedade nas estruturas
geradas. Um pequeno erro na distância e orientação entre as estruturas e o casa-
mento das folhas-beta não ocorre, mesmo que a previsão da estrutura secundária
seja perfeita. Ou seja, a sensibilidade da energia potencial em relação aos ângulos
diedrais nas alças (estruturas coil) é especialmente grande para folhas beta. Para
a formação de folhas-beta completas através da formação de pontes de hidrogênio,
que possuem uma energia potencial relativamente alta, a movimentação das estru-
turas pode requerer saltos entre mínimos locais separados por picos de energia. Já
a estrutura α-hélice possui as pontes de hidrogênio locais, internas à estrutura, e a
interação com as demais estruturas da proteína se dá principalmente por interações
de Van der Waal cujas contribuições energética são sensivelmente menores e mais
suaves. Os fenômenos descritos acima explicam a di�culdade dos algoritmo MC-
RNA e mesmo do MC-DSSP em formar folhas-β apesar de terem obtido resultados
bons em termos de RMS e mesmo visuais, como para com a proteína 1kkg que
obteve a estrutura global tridimensional em forma de espiral com os dois métodos
MC-RNA e MC-DSSP, e como para a proteína1i74 que atingiu a estrutura espacial
e a seqüencia de resíduos correta para o método MC-DSSP, e principalmente para a
proteína 1j8b one o MC-RNA aproximou a estrutura tridimensional global e o mé-
todo MC-DSSP não formou a folha-β interna por pequenas imprecisões nos ângulos
dos resíduos das alças. As estruturas resultantes de ambos os métodos MC-RNA
e MC-DSSP aplicados à proteína globular 1g7d são conformações que aliam baixa
energia potencial à pequena superfície hidrofóbica, e como para a proteína1j8b não
se atingiu a conformação nativa por defeitos nos ângulos dos resíduos nos segmentos
coil As conformações obtidas estão próximas o su�ciente da conformação nativa de
cada proteína para permitir que a aplicação de um algoritmo de busca como a DM
possam partir destes pontos sub-ótimos e levar adiante o processo de dobramento
da proteína em tempo reduzido Com o método de identi�cação de clusters com
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concentração de baixos valores para a energia, superfície total e superfície hidrofó-
bica, o método MC-RNA pode prover, a título de trabalhos futuros, um conjunto de
conformações inicias carregados de informação indicando o caminho provável para o
dobramento de proteínas. Métodos caros computacionalmente como a DM em vácuo
ou em solvente podem então utilizar o cluster selecionado conforme os critérios de
energia e superfície hidrofóbica exposta ao solvente do método MC-RNA e utilizar
as conformações do cluster como um grupo de condições iniciais pré otimizado

Por �m, a comparação entre as conformações de menor RMS obtidas por cada
método mostrou indubitavelmente a importância da informação sobre a estrutura
secundária e o seu grande efeito na aproximação da estrutura terciária nativa por
métodos de busca como o Monte Carlo. O método MC-RNA obteve em todos
os testes a estrutura mais próxima da conformação nativa em relação ao método
MC, e também foi suplantado pelo método MC-DSSP em todos as simulações . Se
esta regra for aplicável aos demais métodos de determinação de estrutura terciária,
sempre que surgir um método de treinamento de RNAs para prever a estrutura
secundária que logre avanços na taxa de acerto, este método poderá estar apto a
melhorar a performance de técnicas de dobramento de proteínas.
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