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RESUMO

Os sistemas de trafego sdo fundamentais no desenvolvimento das cidades. Todavia, esses
sistemas sofrem cada vez mais com problemas como congestionamentos. Problemas como este
podem elevar o consumo de combustiveis e polui¢do do ar. Além disso, estes problemas afe-
tam diretamente a satde das pessoas, estudos apontam que a exposi¢do ao trafego como fator
que colabora com fases iniciais de infarto do miocdrdio. Uma maneira eficiente de reduzir
essa categoria de problema € realizar o controle semaférico inteligentemente, por algoritmos de
aprendizado por reforco ou gerenciamento de trafego. Todavia, para implementar essa categoria
de solugdo, € necessdrio extrair informacdes do ambiente. O advento do processamento digi-
tal de imagens e das redes neurais convolucionais possibilitaram a extracao de dados de forma
menos problematica comparado a métodos mais tradicionais, como a instalacao de sensores nas
pistas. Utilizando imagens € possivel extrair diferentes categorias de dados, como a quantidade
de veiculos em uma faixa, tempo que ficam parados e também a categoria que este trabalho se
propde a extrair, a origem e destino dos veiculos em cruzamentos. Com motivacdo gerada a
partir da necessidade de obter dados para resolver problemas ligados ao trafego, este trabalho
contribui com um pipeline completo para processamento de imagens em cruzamentos de trafego
filmados com angulagdo aérea. O pipeline detecta veiculos, identifica suas trajetdrias e metrifica
as origens e destinos, diferenciado-se assim dos trabalhos da literatura pesquisados. O pipeline
€ composto por trés principais Os sistemas de trafego sao fundamentais no desenvolvimento das
cidades. Todavia, esses sistemas sofrem cada vez mais com problemas como congestionamen-
tos. Problemas como este podem elevar o consumo de combustiveis e polui¢do do ar. Além
disso, afeta diretamente a saude das pessoas, estudos apontam que a exposi¢ao ao trafego como
fator que colabora com fases iniciais de infarto do miocdrdio. Uma maneira eficiente de reduzir
essa categoria de problema € realizar o controle semaférico inteligentemente, por algoritmos de
aprendizado por reforco ou gerenciamento de trafego. Todavia, para implementar essa categoria
de solucdo, € necessdrio extrair informagdes do ambiente. O advento do processamento digi-
tal de imagens e das redes neurais convolucionais possibilitaram a extracdo de dados de forma
menos problematica comparado a métodos mais tradicionais, como a instalacao de sensores nas
pistas. Utilizando imagens € possivel extrair diferentes categorias de dados, como a quantidade
de veiculos em uma faixa, tempo que ficam parados e também a categoria que este trabalho se
propde a extrair, a origem e destino dos veiculos em cruzamentos. Com motivacdo gerada a
partir da necessidade de obter dados para resolver problemas ligados ao trafego, este trabalho
contribui com um pipeline completo para processamento de imagens em cruzamentos de trafego
filmados com angulacdo aérea. O pipeline detecta veiculos, identifica suas trajetorias e metrifica
as origens e destinos, diferenciado-se assim dos trabalhos da literatura pesquisados. O pipeline
¢ composto por trés principais médulos. Uma rede neural convolucional do tipo YOLO (You
Only Look Once) customizada, capaz detectar veiculos em filmagens com angulagdo aérea. O
segundo mddulo possui a implementacdo de método rastreador referenciado na literatura cujo
objetivo € atribuir identidade aos veiculos em todos os frames. O terceiro mddulo é chamado
"origens e destinos", cujo objetivo € quantificar a quantidade de veiculos que passam por um
unico local na cena e extrair a quantidade de veiculos por rotas. Como método de avaliagdo,
cada médulo do pipeline foi metrificado. O modelo detector atingiu o resultado de IDP 77,5%
e IDR de 95,8%. O algoritmo rastreador obteve um resultado de MOTA 72,6% ¢ MOTP 74,4%.
Dado que cada médulo do pipeline depende do outro, o resultado geral € visto através da metri-
ficacdo do terceiro, origens e destinos. Esta etapa € avaliada em duas fases, a primeira sendo a
quantidade de veiculos que passam por um tnico ponto na cena, onde a média de OD Error % é
1,80% e a média de OD Error % para rotas € 7.53%.tidade aos veiculos em todos os frames. O



terceiro modulo é chamado origens e destinos, cujo objetivo é metrificar a quantidade de veicu-
los que passam por um tnico local na cena e extrair a quantidade de veiculos por rotas. Como
método de avaliagdo, cada mddulo do pipeline foi metrificado. O modelo detector atingiu o
resultado de IDP 77,5% e IDR de 95,8%. O algoritmo rastreador obteve um resultado de MOTA
72,6% e MOTP 74,4%. Dado que cada mddulo do pipeline depende do outro, o resultado geral
¢ visto através da metrificacio do terceiro, origens e destinos. Esta etapa é avaliada em duas
fases, a primeira sendo a quantidade de veiculos que passam por um Unico ponto na cena, onde
a média de OD Error % € 1,80% e a média de OD Error % para rotas € 7.53%.

Palavras-chave: Trafego. Sistemas Inteligentes de Trafego. Extracdo de dados. Visdo com-
putacional. Aprendizado profundo. Redes Neurais Convolucionais.



ABSTRACT

Traffic systems are fundamental in the development of cities. However, these systems in-
creasingly suffer from problems such as congestion. Problems like this can increase fuel con-
sumption and air pollution. In addition, it directly affects people’s health. For example, studies
indicate that exposure to traffic is a factor that collaborates with the early stages of myocardial
infarction. An efficient way to reduce this problem category is to perform traffic light control
intelligently by reinforcement learning or traffic management algorithms. However, it becomes
necessary to extract information from the environment to implement this solution category. The
advent of digital image processing and convolutional neural networks made it possible to ex-
tract data in a less problematic way compared to more traditional methods, such as installing
sensors on the tracks. Using images, it is possible to extract different categories of data, such
as the number of vehicles in a lane, the time they are stopped, and the category that this work
proposes to extract, the origin and destination of vehicles at intersections. With motivation gen-
erated from the need to obtain data to solve problems related to traffic, this work contributes
with a complete pipeline for image processing in traffic intersections filmed with aerial angle.
The pipeline detects vehicles, identifies their trajectories, and metrifies origins and destinations,
thus differentiating itself from the researched works in the literature. The pipeline consists of
three main blocks. A custom YOLO (You Only Look Once) convolutional neural network ca-
pable of detecting vehicles in aerial angled footage. The second block has the implementation
of a tracking method referenced in the literature whose objective is to attribute identity to vehi-
cles in all frames. Finally, the third block is called origins and destinations, whose objective is
to measure the number of vehicles that pass through a single location in the scene and extract
the number of vehicles by the route. As an evaluation method, each block of the pipeline was
metric. The detector model reached the result of IDP 77.5% and IDR of 95.8%. The tracking
algorithm obtained a result of MOTA 72.6% and MOTP 74.4%. Since each block of the pipeline
depends on the other, the overall result is seen through the metrification of the third, "origins
and destinations". This step is evaluated in two phases, the first being the number of vehicles
that pass through a single point in the scene, where the average OD Error% is 1.80% and the
average OD Error% for routes it is 7.53%.

Keywords: Traffic. Intelligent Traffic Systems. Data extraction. Computer vision. deep
learning. Convolutional Neural Networks.
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1 INTRODUCAO

Os sistemas de trafego sdo fundamentais no desenvolvimento das cidades. Todavia, es-
ses sistemas sofrem cada vez mais com problemas como os congestionamentos (ARNOTT;
SMALL, 1994). Problemas como este podem elevar o consumo de combustiveis e poluicao do
ar (SHAWE-TAYLOR; DE BIE; CRISTIANINI, 2006). Além disso, estes problemas afetam di-
retamente a satde das pessoas, estudos como o de Peters et al. (2004) apontam que a exposi¢ao

ao trafego poder ser um fator que colabora com fases iniciais de infarto do miocérdio.

Para resolver problemas como os de congestionamentos, surge a area de Intelligent Traspor-
tation Systems (ITS), que, além de receber atencdo de dreas como engenharia civil e mecénica,
recebem também aten¢do de dreas como ciéncia e engenharia da computagdo. Para ITS, obter
dados do ambiente é¢ uma tarefa fundamental (ZEAR; SINGH; SINGH, 2016) que possibilita,
por exemplo, implementar sinais semaféricos inteligentes ou ter um nivel maior de gerencia-
mento. O advento do processamento digital de imagens e aprendizado profundo possibilitou
a extracdo de dados de forma menos problematica comparado a métodos mais tradicionais,
como a instalacdo de sensores nas pistas ou utilizando GPS (ZHANG et al., 2011). Através de
imagens, é possivel extrair diferentes categorias de dados, como a quantidade de veiculos em
uma faixa, tempo que ficam parados e, também a categoria de informacdes que este trabalho se

propde a extrair, a origem e destino dos veiculos em cruzamentos de trafego.

Com motivagdo gerada a partir da necessidade de obter dados para resolver problemas li-
gados ao trafego, este trabalho contribui com um pipeline completo para pré-processamento
de imagens em cruzamentos de trafego filmados com angulagdo aérea, disponibilizadas no con-
junto de dados UAVDT (DU et al., 2018a). O pipeline detecta veiculos, identifica suas trajetorias
e metrifica as origens e destinos, diferenciado-se assim dos trabalhos da literatura pesquisados,
como serd observado na Se¢do 3. O pipeline € composto por trés principais médulos. O pri-
meiro € composto por uma rede neural convolucional do tipo YOLO (You Only Look Once)
customizada, capaz detectar veiculos em filmagens com angulagdo aérea. O segundo médulo
possui a implementacdo de método rastreador referenciado na literatura cujo objetivo € atribuir
identidade aos veiculos em todos os frames. O terceiro modulo é chamado "origens e destinos",
cujo objetivo € metrificar a quantidade de veiculos que passam por um unico local na cena e

extrair a quantidade de veiculos por rotas.

Como metodologia de avaliacdo, o pipeline foi submetido a experimentos com duas cenas
de tradfego em ambientes de cruzamentos. Dados reais, denominados ground truth (GT), foram
coletados para cada mdédulo do pipeline detector (i), rastreador (ii) e origens e destinos (iii),
0 que possibilitou a comparagdo com os resultados inferidos. O modelo detector atingiu o
resultado de IDP 77,5% e IDR de 95,8%. O algoritmo rastreador obteve um resultado de MOTA
72,6% e MOTP 74,4%. Dado que cada médulo do pipeline depende do outro, o resultado geral
€ visto através da metrificacio do terceiro, origens e destinos. Esta etapa é avaliada em duas

fases, a primeira sendo a quantidade de veiculos que passam por um Unico ponto na cena, onde
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a média de OD Error % é 1,80% e a média de OD Error% para rotas € 7.53%.

1.1 Questoes de pesquisa e hipoteses

No sentido de buscar uma solug@o para extragdo de dados no ambiente de trafego, surge a

seguinte questdo de pesquisa:

1. Como extrair dados de origem e destino dos veiculos em cruzamentos de redes vidrias

utilizando técnicas de aprendizado profundo aplicadas sobre imagens?

Para responder essa questdo, elaboramos as seguintes hipdteses.

1. O uso da rede neural convolucional YOLO customizada, permite reconhecer veiculos em

cenas de trafego.

2. O uso da métrica de IOU, considerando também os veiculos detectados, permite que seja

feito o rastreamento dos veiculos de uma cena ao longo do tempo.

3. A partir do rastreamento e de um conjunto de linhas virtuais que identificam a entrada
e saida de cada pista, € possivel contabilizar os veiculos que saem de uma origem e vao

para um destino.

4. O uso de cenas de trifego filmadas em angulacdo aérea permite ter uma visualiza¢io

completa do cruzamento.

1.2 Objetivos e Contribuicoes Cientificas

Com base na pergunta de pesquisa e nas hipoteses formuladas, o objetivo deste trabalho
¢ extrair a origem e destino de veiculos em cruzamentos de trifego a partir de imagens em
angulacdo aérea. Para alcancar esses objetivos, foram realizados estudos que culminaram com

as contribuicdes cientificas listadas abaixo:

1. Revisdo sistemdtica de literatura para identificar gaps e caracteristicas da drea de extracao

de dados em cenas de trafego.

2. A proposta de um pipeline capaz de extrair, de imagens de trafego, a quantidade de vei-
culos que passam por um Unico ponto na cena e extrair a origem e destino dos veiculos

na cena.

3. A proposta de um modulo de detec¢do composta por uma rede neural convolucional do
tipo YOLO customizada, treinada com o dataset UAVDT (DU et al., 2018a).

4. Unido do modelo de detec¢do com método baseado na métrica IOU (BOCHINSKI; EI-
SELEIN; SIKORA, 2017), para efetuar o rastreamento dos veiculos ao longo de todos os

frames.
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5. A proposta de um mdédulo para a extracao da origem e destino dos veiculos a partir das

detecgdes e rastreamentos.

6. Uma avaliacdo aprofundada experimental para mostrar se o pipeline funciona para o ob-

jetivo descrito.
1.3 Organizacao do texto

Este trabalho € dividido em sete capitulos, sumarizados abaixo, cujo objetivo é dar uma

visdo completa sobre todos os topicos necessarios para compreender o pipeline proposto.

e Capitulo 1 - Introdugdo: neste capitulo, € descrito o contexto que envolve esse trabalho,
assim como a motivacdo que culminou em seu desenvolvimento. Além disso, é docu-
mentada uma visdo geral sobre pipeline, método de avaliacdo e os resultados obtidos. Na
conclusdo deste capitulo, é observada a pergunta de pesquisa, as hipoteses levantadas e

as contribuigdes.

* Capitulo 2 - Fundamentagdo tedrica: neste capitulo, sdo fornecidos detalhes necessé-
rios para compreender a proposta firmada na Introducdo. E documentado o contexto de
sistemas de transportes inteligentes, visdo geral sobre aprendizado de médquina e se¢do

detalhada sobre redes neurais convolucionais do tipo YOLO.

* Capitulo 3 - Trabalhos relacionados: neste capitulo é documentado a revisao sistematica
da literatura. E apresentado o método adotado, perguntas gerais e especificas, trabalhos e

taxonomias que organizam as descobertas relativas a drea de interesse.

* Capitulo 4 - Materiais e métodos: neste capitulo, sio documentados todos os médulos e
processos que constituem o pipeline. E abordado o dataset utilizado e pré-processamento.
Em seguida, € detalhado o uso da rede neural convolucional YOLO como método detec¢ao
de veiculos. Na secdo seguinte, é descrito o método de rastreamento e extracao de origens

e destinos.

* Capitulo 5 - Resultados: neste capitulo, é detalhado a metodologia de avaliacdo dos mo-
dulos que constituem o pipeline, e além disso, sdo apresentados e discutidos os resultados

e descobertas.

* Capitulo 6 - Conclusdo: neste capitulo, sdo rediscutidos os objetivos do trabalho, os
resultados obtidos e as limitagdes encontradas no pipeline. Além disso, sdo descritos

os trabalhos futuros planejados para esta pesquisa.

» Capitulo 7 - Apéndice A para trabalhos relacionados: neste capitulo sdo listados todos os
artigos encontrados na Secao 3 de trabalhos relacionados, onde € apresentado uma revisao

sistematica de literatura.
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2 FUNDAMENTACAO TEORICA

Neste capitulo, sao apresentados os conhecimentos necessarios para ter a compreensao do
pipeline proposto. Na Secdo 2.1, abordamos os sistemas inteligentes de transportes. Como
documentado, este trabalho propde um pipeline completo para extracdo de origens e destinos
dos veiculos em cruzamentos de trafego a partir de imagens e através de redes neurais convo-
lucionais. Portanto, também é abordado aprendizado de mdquina, redes neurais e redes neurais
convolucionais com a arquitetura YOLO. No final deste capitulo, sdo discutidos os aspectos que

envolvem esta fundamentacgdo tedrica.
2.1 Sistemas inteligentes de Transportes

O transporte € fundamental para o funcionamento didrio da economia e da sociedade. Atra-
vés dele, as pessoas cumprem diferentes objetivos como se deslocar até o trabalho, conduzir
as criancas até a escola e realizar as mais diversas operacdes de logistica (MUNUZURI et al.,
2005). Nas tltimas décadas, se iniciou um processo de deixar cada vez mais inteligente esse
sistema, agora nao mais apenas pertencentes a dreas como engenharia civil e mecanica, mas re-
cebendo forte atencdo também de setores como engenharia e ci€éncia da computagdo. As dreas
de ciéncia da computacao se tornaram parte fundamental de sistemas inteligentes de transportes,
do inglés Intelligent Trasportation Systems (ITS).

Entdo, é possivel definir /7S como um conjunto de tecnologias que visam otimizar e tor-
nar os sistemas de transportes mais inteligentes (ZEAR; SINGH; SINGH, 2016). ITS tem um
papel fundamental na reduc@o de muitos problemas atuais como, polui¢do do ar, consumo de
combustivel, congestionamentos e acidentes. Para resolver estes e outros problemas a drea de
ITS colabora no sentido de encontrar solugdes para esses problemas criticos, desenvolvendo
sistemas de comunicacdo de trafego e comunicacdes entre veiculos (HOUNSELL et al., 2009;
PELL; NYAMADZAWO; SCHAUER, 2016).

2.1.1 Tecnologias empregadas

O dominio de ITS recebe um grande suporte de trés principais dreas de atuacao: tecnologias
de coletas de dados, tecnologias de comunicacao e sistemas de banco de dados (ZEAR; SINGH;

SINGH, 2016). As defini¢cdes bésicas para essas areas sio:

* Tecnologias de coletas de dados: umas das principais chaves e requisitos em I7S sdo
as coletas de dados. Ao longo dos tempos, diversas técnicas foram propostas e imple-
mentadas para melhorar a coleta de dados e podem ser dividas e dois grupos principais:
tecnologias baseadas em infraestrutura como loops indutivos do inglés (Inductive loops),

sensores e circuitos fechados de televisao do inglés (Closed Circuit Television) e também
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tecnologias de localizacdo como Global Positioning System (GPS), e tecnologias de au-
toméveis flutuantes do inglés (floating car technologies) (BUDIMIR; JELUSIC; PERIC,
2019).

Tecnologias de Comunicacdo: existem inimeras tecnologias de comunicagdes que estdao
disponiveis e sendo empregadas em /7S (AN; LEE; SHIN, 2011). Essas tecnologias
vao de servigos de radio de pacote geral do inglés Geral Packet Radio Service (GPRS), e
diversas tecnologias sem fio como redes Wireless. Além de redes de comunicag¢do veicular
Ad hoc do inglés Veicular Ad Hoc Networks (VANEts) (SCHOCH et al., 2008).

Gerenciamento de banco de dados: ITS também fazem grande uso de bancos de dados,

tanto para armazenamento quanto para obter uma visdo geral da rede de comunicagdes.
(ZEAR; SINGH; SINGH, 2016)

2.1.2  Aplicacdes

O principal objetivo das aplicacdes de ITS é a melhoria da fluidez do trafego, reduzindo o

tempo de viagem e o congestionamento. Indiretamente, outros beneficios também podem ser

obtidos por ITS, como econdmicos € ambientais. Algumas das vdrias aplicagdes de ITS sdo:

2.1.3

Controle de trafego: esta aplicacdo se concentra na prioriza¢do nos meios de transportes,
como Onibus, ciclistas, pedestres e outros veiculos de emergéncia. Assim como evitar

congestionamentos.

Controle de polui¢do do ar: o transporte vidrio € um dos principais fatores que influen-
ciam na poluic@o do ar e causam impacto na vida humana e no meio ambiente. Existem
diversos modelos e protocolos usados em I7S para controlar a poluicao do ar (COSTA-
BILE; ALLEGRINI, 2008).

Sistemas de informagdes para a navegagdo do veiculo: estes sistemas de informagao avi-
sam os motoristas sobre condi¢des climéaticas adversas, sobre a superficie das estradas,

assim como congestionamentos.

Informacgdes estratégicas para ITS

Em ITS, uma das grandes necessidades é obter dados para que o sistema possa ser inteli-

gente. Nesta secdo, sdo descritos alguns indicadores importantes para a tomada de decisdes em

ITS, principalmente em tarefas de controle semaférico. Esta categoria de problema em /7S tem

o objetivo de resolver, por exemplo, problemas de congestionamento. Algumas destas informa-

cOes importantes para o desenvolvimento de solucdes desta categoria sao (WEI et al., 2019):

Comprimento da fila: O comprimento de fila em uma pista € o niimero total de veiculos

€m espera.
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* Tempo de espera: O tempo de espera de um veiculo € definido como o periodo que um

veiculo estd parado.
¢ Volume: O volume de uma faixa € definido como o nimero de veiculos na faixa.

* Atraso: O atraso de um veiculo € definido como o tempo que um veiculo viajou menos

tempo de viagem esperado.
* Velocidade: A velocidade de um veiculo € usada para medir o qudo rdpido o veiculo viaja.

* Posicao dos veiculos: A posi¢do do veiculo € dado pela localizagao na imagem/cena.

2.2 Aprendizado de maquina

O aprendizado de maquina tem fungdes importantes em nossa sociedade contemporanea
(LECUN; BENGIO; HINTON, 2015), dando mais inteligéncia a processos que antes eram mais
manuais ou que possuiam um grau menor de inteligéncia, como, por exemplo, classificadores de
e-mail, para afirmar se € spam ou nao, recomendadores de filmes e séries, chegando até mesmo
a abordagem de visdo computacional.

Como € o caso do drone Ingenuity Schroeder (2020), da NASA, o primeiro a tentar voar
em marte, que estd 1d visando descobrir se € possivel voar nas condicdes daquele planeta. O
Ingenuity usa visdo computacional para saber onde estd e tentar voar de forma autdonoma, dado
que a distancia entre o planeta terra e marte inviabilizam uma comunica¢do em tempo real com
as tecnologias existentes. De forma cada vez mais comum, esses sistemas ou solu¢gdes usam
uma classe de algoritimos que se chama aprendizado profundo do inglés (Deep Learning). Nas
proximas secdes sdo introduzidos conceitos de redes neurais artificiais até chegar em modelos

mais complexos, como o caso do aprendizado profundo.

Figura 1 — Diagrama das subdreas da Inteligéncia Artificial

Inteligéncia Artificial

Aprendizado
de maquina

Aprendizado
profundo

Fonte: Feito pelo autor

Na Figura 1, € possivel ver uma subdivisdo de algumas das areas que integram a inteligéncia
artificial. Os algoritmos de aprendizado de maquina podem aprender de formas diferentes, de

forma supervisionada, ndo supervisionada e por reforco. Para o objetivo deste trabalho, serd
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utilizado apenas um destes tipos, sendo a aprendizagem supervisionada, todavia, para entender
as diferencas entre cada tipo, os outros tipos também serdo descritos. A forma comum de
ensinar uma maquina a aprender algo ou aprender algum padrao é a através da aprendizagem
supervisionada (LECUN; BENGIO; HINTON, 2015):

* Aprendizado supervisionado: dado um sistema ou modelo que seja capaz de olhar uma
imagem e determinar se nela existem gatos, cachorros ou mais préximo do contexto deste
trabalho, se existem veiculos. Primeiramente, é necessario buscar imagens que conte-
nham gatos, cachorros ou veiculos. Essas imagens serdo passadas para a maquina ou
modelo no momento seguinte para ela poder emitir um escore para cada categoria. Por-
tanto, € definido que a aprendizagem € supervisionada se € mostrado ao modelo as classes
desejadas, essa categoria de problema descrita como exemplo tem um nome técnico es-
pecifico, se chama classificag¢do e serd utilizada neste trabalho. Nas préximas secoes, sera
descrito as redes neurais convolucionais, um algoritmo de aprendizado supervisionado

utilizado por este trabalho.

* Aprendizado nao-supervisionado: apds ser conceituado o que € o aprendizado supervi-
sionado, fica mais f4cil descrever entdo o que € aprendizado ndo supervisionado. Esta
categoria de aprendizado ndo requer que os dados sejam rotulados com a classe desejada,
ou seja, usando o exemplo anterior onde foi descrito o problema de predizer se em uma
imagem existe gato, cachorro ou um veiculo, nos dados de treino ndo seria informado
ao modelo o que é um gato, cachorro ou veiculo. Entdo, espera-se que ele aprenda isso
sozinho. Esta categoria de treinamento € utilizada para resolver alguns tipos especificos
de problemas, como, por exemplo, agrupamento (clustering). No (clustering) o modelo
é responsdvel em agrupar os dados conforme a similaridade dos atributos fornecidos ao

modelo.

* Aprendizado por reforco: dado os conceitos apresentados em aprendizado supervisio-
nado e ndo supervisionado, fica entdo o objetivo de descrever o que € o aprendizado por
reforco. Esta categoria de aprendizado permite que o agente interaja com o ambiente ao
qual estd situado. Neste ambiente, conforme o modelo toma decisdes boas ou ruins ele é
“premiado” ou “reprimido” com uma recompensa (SUTTON; BARTO, 2018). Um im-
portante caso de uso desta categoria de algoritmo ligado ao dominio deste trabalho, é o de
criar sinais semaforicos inteligentes de modo a resolver o problema de congestionamento,
pesquisadores tem testado essa categoria de técnica em ambientes simulados. O desen-
volvimento deste trabalho, pode inclusive, ajudar esta iniciativa, dado que o objetivo é

extrair informagdes do ambiente real.
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2.3 Redes Neurais

Nesta se¢do, serdo descritos defini¢des e conceitos em relacio a drea de redes neurais, por-
tanto serd abordado o neur6nio biolégico, rede neural artificial de uma dnica camada e multica-

mada, assim como sua forma de aprendizado.
2.3.1 Neuronio biolégico

Pesquisas de neurociéncias realizadas com o cérebro humano visando saber maiores deta-
lhes sobre o seu comportamento e funcionamento (BASSETT; GAZZANIGA, 2011), chegaram
a um consenso de que um dos principais elementos do cérebro sdo os neurdnios. E possivel di-
zer que os neurdnios sdao células interconectadas, com os dentritos atuando como receptores
de sinais, o corpo do neur6nio atua processando o sinal captado e o axdOnio atua distribuindo o
sinal para os outros neur6nios. A conexao entre o axonio do neurdnio com o dentrito de outros

neurdnios é chamado sinapse, observe a ilustragdo do neronio biolégico.

Figura 2 — Neur6nio biolégico

Dentritos

Terminais

Nucleo do axénio

Corpo celular

Fonte: Adaptado de Mishra (2018)

2.3.2 Neur6nio Artificial

A histéria das redes neurais artificiais teve inicio com a criacdo do primeiro modelo de
neuronio artificial feito por McCulloch e Pitts (1943). As redes neurais artificiais sdo um sistema
computacional feito por uma série de elementos interconectados de processamentos simples, al-
tamente conectados, cuja informacao € processada a partir de entradas de informacdes externas
(ROSENBLATT, 1961). As redes neurais artificiais tem como inspira¢do o funcionamento do
cérebro humano, onde esses neurdnios estdo interligados e conseguem aprender e generalizar.
Uma rede neural artificial é composta de trés elementos fundamentais: as sinapses (entradas)
e seus pesos, sendo que cada entrada possui seus respectivos pesos, uma funcdo somadora e
a funcdo de ativagdo. Além disso, as redes neurais artificiais possuem uma entrada fixa ndo

associada as entradas, chamada viés (bias). Observe a Figura 3 para um melhor entendimento.
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Figura 3 — Diagrama de uma rede neural

7

f)@

w2 Y

g

Fonte: Feito pelo autor

A Figura 3 mostra uma rede neural artificial de uma unica camada, onde x1, z2, € T3 sdo
entradas fornecidas ao modelo, wy, ws € w3 sdo pesos ligados a cada entrada que posteriormente,
em uma func¢do de adi¢do s@o somados com o bias. A funcio de soma gera uma saida, passada
para uma funcao de ativac@o que gera uma saida Y.

Além da arquitetura de rede neural de camada tinica, existem as redes neurais multi-camada,

também conhecida como Multilayer Perceptron (MLP).

Figura 4 — Diagrama de uma rede neural com mais de uma camada

Camada oculta

Fonte: Feito pelo autor

A Figura 4 mostra uma rede neural artificial de mais de uma camada.

2.3.3 Treinamento de uma Rede Neural

As redes neurais artificiais sdo importantes para resolver algumas categorias de problemas,

entre eles o de classificagcdo, que serd empregado por este trabalho. Na Figura 5, € mostrado um
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problema de classificagdo onde o objetivo é encontrar a melhor classe para a imagem proposta.
Neste caso, o objetivo da rede neural é encontrar um padrdo a partir de dados de entrada, no

exemplo a imagem de um carro.

Figura 5 — Exemplo classificacdo rede neural

- . Avido (0.3)

- Rede Neural e
‘- — Convolucional +  Moto (0.1)

» Caminh&o (0.1)

Fonte: Feito pelo autor

O processo de aprendizagem no contexto de redes neurais pode ser visto como o problema
de atualizar a arquitetura da rede e pesos das conexdes para possa executar eficientemente uma
tarefa especifica. O desempenho é melhorado ao longo do tempo (épocas), conforme 0s pesos
sdo atualizados na rede (JAIN; MAO; MOHIUDDIN, 1996).

2.3.4 Redes Neurais Profundas

Aprendizagem profunda permite modelos computacionais compostos de varias camadas de
processamento para aprender representacdes de dados com vérios niveis de abstracdo. Esses
métodos melhoraram drasticamente o estado da arte no reconhecimento de fala, reconhecimento
visual de objeto e deteccdo de objetos (LECUN; BENGIO; HINTON, 2015). A aprendizagem
pode descobrir estruturas complexas em grandes conjuntos de dados usando o algoritmo de
backpropagation (LECUN et al., 1989) para indicar como uma mdiquina deve alterar seus pa-
rametros internos usados para calcular a representacdo em cada camada da representacdo na

camada anterior.

2.3.5 Redes Neurais Convolucionais

As redes neurais convolucionais (LECUN et al., 1989) do inglés (Convolution Neural Network)
(CNN) € uma categoria de rede neural feedforward, capaz de extrair caracteristicas dos dados
através de convolucdes. Diferentemente de outros métodos tradicionais (ALBAWI; MOHAM-
MED; AL-ZAWI, 2017), para a CNN nao € necessdrio extrair caracteristicas manualmente e,
além disso, € inspirada na percep¢do visual (HUBEL; WIESEL, 1962). Uma arquitetura de
CNN, possui 3 camadas, a camada de convolucdo do inglés convolution layer, a camada de
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pooling e a camada densa do inglés Fully Conected Layer.

As redes neurais convolucionais tém contribuido no avango de tarefas de visdo computacio-
nal, como detec¢do de objetos. Nesta categoria de tarefa, os sistemas ndo sé precisam identificar
qual classe a entrada pertence, mas também precisa marcd-lo com uma caixa delimitadora na
imagem. As abordagens da deteccdo de objetos através de redes neurais convolucionais podem
ser divididas em abordagens de um estiagio, como YOLO (WANG; BOCHKOVSKIY; LIAO,
2021), SSD (LIU et al., 2016), CornerNet (LAW; DENG, 2018; LAW et al., 2019) e aborda-
gens de dois estdgios como R-CNN (GIRSHICK et al., 2014), Fast R-CNN (GIRSHICK, 2015) e
Faster R-CNN (REN et al., 2015). Neste trabalho as redes neurais convolucionais sao utilizadas

amplamente através da arquitetura YOLO, na préxima secao serd descrito o seu funcionamento.

2.3.6  You Only Look Once

A You Only Look once (YOLO) é uma arquitetura de rede neural convolucional dedicada
a deteccdo de objetos em tempo real. Conforme Wang, Bochkovskiy e Liao (2021), a YOLO
pode ser considerada o estado da arte quando comparada a outros detectores, escolhida para

este trabalho por apresentar agilidade em suas detecgoes.

Figura 6 — Deteccdo de objetos com a arquitetura YOLO

1. Resize image.
2. Run convolutional network.
3. Non-max suppression.

Fonte: Retirado de Redmon et al. (2016)

Um exemplo de detec¢@o de objetos utilizando a YOLO € visto na Figura 6. Em relagdo a

sua arquitetura, por ser um detector de um unico estagio, ela possui quatro etapas fundamentais.

Na etapa de entrada (input) € realizada a leitura da imagem e passada para a etapa seguinte.
Backbone é o nome dado para a etapa de extragcdo de caracteristicas (features) que acontece
apos a leitura das imagens. A acurécia de um detector depende muito desta etapa. A etapa de
Neck recupera os features maps de diferentes estdgios, para melhorar as informagdes que serdo
enviadas para o Head ou Dense Prediction. Ap6s a entrada da imagem ser realizada, o backbone
extrair as features e em seguida serem combinadas, a proxima etapa € a dense predicition ou
head, este ponto € onde as deteccdes acontecem (PATTANSHETTI; NIVADE, 2021).
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Figura 7 — Camadas de Input, Backbone, Neck e Dense Prediction da YOLO
One-Stage Detector

Input Backbone Neck Dense Prediction

-

Fonte: Adaptado de Bochkovskiy, Wang e Liao (2020)

Na Figura 7, é possivel observar um diagrama que mostra as quatro etapas da arquitetura.
Para cada uma destas etapas a partir do input, a arquitetura YOLO adota caracteristicas especi-
ficas. Em uma visdo geral, € possivel dizer que o backbone utiliza a rede neural convolucional
CSPDarknet53 para realizar a extragdo de caracteristicas. No segundo estagio, o neck, sao uti-
lizados dois métodos o Path Aggregation Network (PAN) (LIU et al., 2018) e Spatial Pyramid
Pooling (SPP) (HE et al., 2014). Na etapa de Dense Prediction é utilizado a YOLOv3 (RED-
MON; FARHADI, 2018).

2.4 Discussao

Ao longo deste capitulo foram colocados conceitos importantes para o desenvolvimento do
pipeline, como uma contextualizacdo de ITS, o que essa drea propdem a resolver, tecnologias
empregas e desafios. Como contribui¢do a area de ITS, este trabalho se propdem a colaborar
em uma de suas questdes principais, a coleta de dados. Existem informacdes fundamentais no
dominio de ITS, como checar a velocidade dos veiculos, a quanto tempo estdo parados em um
mesmo local, quantidade de veiculos, entre outros indicadores.

Estas informagdes sdo estratégicas, e podem ajudar, por exemplo, no desenvolvimento de
semaforos inteligentes empregando aprendizado de maquina. Todavia, isso s6 € possivel se
existirem mecanismos que colaborem obtendo estas informagdes. Para com esse objetivo, a
inteligéncia artificial é fundamental, principalmente se for necessério extrair dados do trafego
a partir de videos, as redes neurais convolucionais vem justamente no encontro de ajudar na
interpretacdo de imagens. As CNN'’s conseguem resolver algumas categorias de problemas,
como os da segmentagdo de imagens e deteccdo de objetos. Com essas tarefas, principalmente
a deteccao de objetos, € possivel realizar uma extracao de dados eficiente em cenas de trafego,
seja usando uma abordagem de um tnico estdgio como uma YOLO ou com abordagens de dois
estagios, como Faster R-CNN e Fast R-CNN.
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3 REVISAO SISTEMATICA DE LITERATURA

Como visto anteriormente, os sistemas de trafego tem papel fundamental no desenvolvi-
mento das cidades. Neste ambiente, sdo observadas pessoas cumprindo diferentes objetivos
como, por exemplo, se deslocar até o trabalho, conduzir as criangas até a escola ou até mesmo
ir resgatar alguém em alguma situacdo dificil. O fato é que, cotidianamente, esse sistema €
usado para ir de um local a outro. Com tamanho uso, com o tempo o trafego pode sofrer com
problemas, como os de congestionamento. A resolu¢do para este e outros problemas passa por
entender melhor os sistemas de trafego, e mais do que entender ele na forma geral, passa por
entender aspectos locais, como ruas e avenidas.

Sendo assim, este capitulo apresenta uma revisdo sistemdtica de literatura, cujo objetivo é
apresentar ao leitor um conjunto de trabalhos que tenham relacdo com extra¢do de dados em
sistemas de trafego. Quando é mencionado dados em sistemas de trafego € referido a todo
elemento que possa ser extraido de modo a alimentar outros sistemas ou modelos de apren-
dizado de maquina. Um exemplo disso seria contar veiculos em uma rua ou cruzamento em
determinado periodo do dia. Estes dados, apds serem extraidos, podem, por exemplo, alimentar
modelos de aprendizado de médquina, cujo objetivo pode ser tornar sinaleiras mais inteligentes
ou, até mesmo descobrir qual asfalto € mais relevante em determinada regido, como no exemplo

citado.

3.1 Materiais e métodos

Nesta secdo, aplicamos uma Revisdo Sistemaética da Literatura (SLR). Conforme Keele et al.
(2007), uma revisdo sistemdtica da literatura (frequentemente chamada revisdo sistemadtica) é
um meio de identificar, avaliar e interpretar todas as pesquisas disponiveis relevantes para um
determinado questdao de pesquisa, ou drea de tépico, ou fendmeno de interesse. Estudos in-
dividuais que contribuem para uma revisao sistemética sao chamados estudos primarios; uma
revisdo sistemdtica € uma forma de estudo secundario.

Para alcancarmos estes objetivos sdo definidas algumas etapas. A primeira delas € a defini-
cdo das perguntas de pesquisa, onde serdo introduzidas as questdes que devem ser respondidas
ao longo do estudo. A segunda etapa do design € elaborada e descrita a estratégia de busca, onde
¢ formulada a string de buscas dos trabalhos. A terceira etapa introduzimos a sele¢ao de artigos

onde definimos os critérios de exclusdo e a ultima etapa € relativa aos artigos selecionados.
3.1.1 Perguntas de pesquisa
O desenvolvimento desta SLR propde desafios e perguntas que precisam ser respondidas

ao longo do trabalho. Na Tabela 1 formulamos duas perguntas gerais (PG) e trés perguntas

especificas (PE).
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Tabela 1 — Perguntas de pesquisa

Identificador Questao

Pergunta geral (PG)
PG1 Quais tarefas s@o possiveis de executar para extrair dados do trafego?
PG Que categorias de problemas sdo possiveis de resolver
a partir dos dados fornecidos por estas tarefas?
Pergunta especifica (PE)
PE1 Quais sao as técnicas relacionadas a essas tarefas?
PE2 Quais sdo as métricas utilizadas para avaliar estas técnicas?
PE3 Quais datasets e benchmarks foram utilizados?

Fonte: Feito pelo autor

Na Tabela 1 é possivel observar as perguntas gerais e especificas propostas. O objetivo
central destas perguntas €, primeiramente, entender globalmente as dreas de pesquisa que te-
nham como objetivo executar tarefas em cenas de trafego. Por exemplo, realizar a detec¢do
de veiculos, congestionamentos e fluxo de trafego. Além disso, t€m-se por objetivo buscar um
entendimento geral a respeito de quais problemas estas pesquisas buscam encontrar uma solu-
cdo. Apds este entendimento geral, € necessdrio aprofundar como estes trabalhos tem buscado
resolver estes problemas.

Para este aprofundamento, foram definidas perguntas especificas que tem o objetivo de tra-
zer este entendimento. Note que as perguntas especificas se complementam, a primeira trata
de descobrir as técnicas envolvidas, a segunda como estas técnicas sdo avaliadas e a terceira

identifica quais datasets e ou benchmarks sao utilizados.

3.1.2 Estratégia de busca

A estratégia de pesquisa teve com uma de suas principais caracteristicas a criacdo de uma
string de busca, utilizada para encontrar artigos que tenham relacdo com o tema do trabalho.
Para projetar uma boa string de busca, buscou-se utilizar a técnica PICOC (WOHLIN et al.,
2012), onde se separam as palavras-chave e sindnimos. A string de busca foi estruturada da

seguinte forma:

(traffic OR mobility OR transportation) AND

(extraction OR identification OR detection OR discovery OR recognition) AND

(object OR feature OR attribute OR characteristic) AND

(“artificial intelligence” OR “machine learning” OR “deep learning” OR “neural network”

OR “computer vision™)
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3.1.3 Selecdo de artigos

O processo de selec@o de artigos utilizou métodos de filtragem para melhorar que resultados
se enquadram nos principais objetivos. O processo segue os passos: remoc¢ao de duplicatas e

aplicacdo de critérios de exclusdo (CE), e filtragem de resumos e textos.

Tabela 2 — Critérios de exclusio

Critério de exclusao (CE) Descricao

CE1l Artigos publicados antes de 2010
Artigos com menos de cinco citacoes
CE2 g ¢
ou menos de uma por ano
Artigos escritos em um idioma
CE3 o8 ERees ®
diferente do inglés
CE4 Artigos com menos de 3 paginas
CE5 Livros, relatorios técnicos, dissertagdes,
teses, citacdes e patentes
CE6 Artigos sem resumo
Artigos sem relacdo direta
CE7 g ¢

com o trabalho sdo excluidos

Fonte: Feito pelo autor

Na Tabela 2, € possivel visualizar todos os critérios estabelecidos. O primeiro critério adici-
onado foi de buscar artigos a partir do ano de 2010, o segundo critério diz respeito a quantidade
de citagdes. E considerado que um artigo precisa ser citado ao menos 5 vezes ou uma citagio
por ano, um detalhe importante é em relacao a artigos publicados no ano de 2020, € considerado
que trabalhos académicos precisam de um tempo até serem reconhecidos, os trabalhos deste ano
em especifico foram retirados deste critério de exclusdo. O critério seguinte diz respeito a lingua
em que o trabalho foi escrito, filtramos todos os trabalhos onde o idioma ndo seja em inglés.
Artigos com menos de 3 paginas foram retirados, assim como aqueles sem resumo. O udltimo

critério € a exclusdo de artigos sem relacdo com o trabalho.
3.1.4 Pesquisa e exclusoes

Nesta secdo, o objetivo é dar ao leitor uma visdo de como foram executados o processo de
pesquisa e exclusdes. Dentro deste detalhamento serd especificado o total de artigos encontra-
dos na primeira busca, qual foram as bases de conhecimento utilizadas e aplicacao das regras

de exclusdo detalhados na Tabela 1.
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Figura 8 — Funil de artigos ao longo dos critérios de exclusao
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Fonte: Feito pelo autor

Para melhor exemplificar o processo de obtencdo e filtragem dos artigos € proposto a Fi-
gura 8, que tem a forma de um funil. Na boca deste funil € possivel observar a entrada de
3778 artigos, sendo a quantidade de artigos brutos encontrados no Google Scholar, a fonte de
pesquisa estabelecida nesta revisdo sistemadtica de literatura. O primeiro critério de exclusao é
aplicado antes da execucao desta busca, onde foi aplicado um filtro de artigos que tenham data
de publicagdo superior ou igual a 2010.

Ap6s receber como entrada os artigos iniciais o segundo critério de exclusao € aplicado que
se refere a artigos que possuam menos de cinco citagdes ou menos de uma citacdo por ano,
resultando na permanéncia de 1947 artigos em relacdo a etapa de entrada. O préximo critério
de exclusao é refente ao idioma em que os artigos devem ser escritos para serem elegiveis para
esta SLR. Aplicou-se um filtro para remover da base artigos escritos em um idioma diferente
da lingua inglesa, apds esse filtro foram mantidos 1939 artigos em relagdo a etapa anterior. O
proximo critério de exclusao € relacionado a artigos com menos de 3 paginas, apds a aplicagao
deste critério permaneceram. 1936 artigos em relacdo a etapa anterior. Apds a remocao de ar-
tigos com menos de 3 paginas, foram aplicados filtros para remover (livros, relatorios técnicos,
dissertagdes, teses, citacdes e patentes), apds a aplicacdo deste processo mantiveram-se 1825
artigos, em seguida foi aplicado o critério que remove artigos sem abstract ou resumo, mas to-
dos os artigos possuem este item em seu texto. O ultimo critério de exclusado foi a realizacao
da leitura dos artigos remanescentes para filtrar artigos que nao tinham relagao direta com os
objetivos desta pesquisa. Chegou-se a um conjunto final de 123 artigos que foram utilizados

para responder as perguntas gerais e especificas.

3.1.5 Artigos Selecionados

Nesta secdo, o objetivo € dar ao leitor informacdes sobre o conjunto final de artigos selecio-

nados apds serem aplicados os critérios de exclusdo. Como comentado na secao anterior, a base
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final de artigos encontradas é de 123 artigos.

Figura 9 — Artigos selecionados por ano
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Fonte: Feito pelo autor

Na Figura 9, € possivel observar a distribuicao do conjunto final por ano de publicacdo.
E possivel observar que do ano de 2010 até 2017 foram registrados um aumento de interesse
contante nas dreas relacionadas a esta pesquisa. Todavia, nos anos de 2018 e 2019 foram os
anos onde se encontrou uma maior quantidade de artigos. A hip6tese para isso € a constante
evolucdo da utilizacdo e interesse das redes neurais convolucionais aplicadas a este contexto,
registradas nesses ultimos anos. Nas proximas secoes, serdo respondidas as perguntas gerais e

especificas estabelecidas nesta pesquisa através deste conjunto final de artigos.

3.2 Resultado da Revisao de Literatura

Nesta secdo, serdo apresentadas as respostas para as questdes levantadas. Vale destacar que
os trabalhos sdo categorizados em taxonomias e apresentados nas tabelas de cada subsecio e,
além disso, por questdo de estética, os trabalhos sdo primeiramente referenciados indiretamente

nessa secdo, e a indicagdo de referéncia pode ser vista no Apéndice A.

3.2.1 PGI: Quais tarefas sdo possiveis de executar no ambiente de trafego para extrair dados?

Esta é uma pergunta geral pois visa identificar todas as tarefas possiveis de serem executadas
de forma a extrair algum tipo dado da cena de trdfego. A taxonomia a seguir sintetiza tarefas de
deteccdo. Através destas tarefas ou acOes seria possivel, por exemplo, contar a quantidade de

veiculos na cena, € etc.



Figura 10 — Taxonomia de tarefas
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Na Figura 10, € possivel observar a taxonomia encontrada paras as tarefas. O item (1) da

taxonomia aponta que as tarefas t€m como objetivo detectar algo na cena de trafego, seja um

objeto ou um evento especifico como nos casos de congestionamento. Essas detec¢des foram

classificadas em ramos menores, como a detec¢do de objetos, congestionamentos ou outros

tipos de eventos.

Tabela 3 — Tabela que demonstra os artigos por taxonomia de tarefas.

Identificador Nome

Artigos

Al119, A115, AlS5, Al4, A85, Al7, A87, A120, Al14,
A27, A110, A94, A30, A26, A88, A72, AT79, A98, A107,
A9, A117, A63, A31, A73, A8, A96, A36, A58, A37,
A34, A61, A60, A39, A103, A55, A40, A76, A65, A64,

1.1.1.1 Agentes A10, A122, A57, A99, A93, A21, A42, A23, All, A101,
A102, A100, A104, A91, A84, A70, A13, A121, A81, A97,
A95, AT1, A68, A47, AB6, A33, AT78, Al12, A62, A12, Alll,
Al18, A66, A56, AS54, A2, A6, A25, A7, A67, A113, A108,
A59, A53, A20, A105, A1, A3, A69, A106, A49, A28

1.1.2 Extrair Caracteristicas de agentes A29, A46, A32, A77

1.1.4 Identificar a trajetdria de agentes  AS1

1.1.5 Outros A24, A41, AB2, A38, A75

12 Congestionamentos Al16, A80, A5, A90, A89, A44, A52, A35, A74,
A116, A50, A4, A118, A45, A19

1.3 Eventos A48, A92, A22, A43

1.4 Outros A83

Fonte: Feito pelo autor

Na Tabela 3, € possivel observar como os artigos encontrados estio categorizados por cate-

goria destas taxonomias. Além disso, 15 dos 123 trabalhos buscam detectar congestionamentos

nos cruzamentos € 4 dos 123 buscam detectar anomalias no transito, como acidentes ou blo-

queios. Por fim, apenas 1 trabalho de 123 busca identificar outras informacdes nas imagens
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que ndo sao as descritas acima. Além disso, vale destacar que os trabalhos foram listados bus-
cando os principais objetivos, e que diversos deles buscam extrair mais de uma informagdo em

simultineo.

3.2.2 PG2: Que categorias de problemas sdo possiveis de resolver a partir dos dados forneci-

dos por estas tarefas?

Esta ¢ uma pergunta geral pois visa identificar os problemas que os trabalhos buscam re-
solver. A taxonomia a seguir sintetiza problemas descritos nos trabalhos pesquisados. Como
a realizacdo de controle semafdrico, problemas relacionados a seguranca e monitoramento de
centros urbanos e trabalhos que em sua grande maioria focam em resolver o problema da tarefa

em si, como na caso de detecc¢des e classificacdo de agentes.

Figura 11 — Taxonomia de problemas
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Fonte: Feito pelo autor

Na Figura 11, € possivel observar a taxonomia encontrada paras os problemas descritos nos
trabalhos revisados. E possivel observar que os trabalhos dio foco a problemas relacionados ao
controle semafdrico, seguranca, monitoramento de trafego e etc. No problema de realizar al-
guma categoria de detec¢ao especifica, é possivel observar a deteccao de anomalias e acidentes,

deteccao de agentes como carros, motos, dnibus, caminhdes, pedestres e congestionamentos.

Tabela 4 — Tabela que demonstra os artigos encontrados por taxonomia

Identificador Nome Artigos

3.1 Controle semaférico All, A122

A109, A21, A29, A33, A42, A78, A23, Al4, A62, Al12, Al12, Alll,
Al7, A18, A74, A87, A54, A100, A%4, A26, A2, A25, A7, AT75, Al113,
A41, A79, A76, A108, A84, A49, A9, A32, A77, A13, A73, A20, A69,
A8, A96, A36, A68, A58, A28

34.1 Anomalias / Acidentes A31, A56, A55, A22, A43, A92, A105, A114, A72, A64, A48

Al6, AB6, A99, A115, A93, A37, Al5, A34, A35, A85, All6,

A66, A19, A80, A61, A90, A27, A102, A110, A39, A104, A45,

33 Monitoramento de trifego

342 Agentes

A6, A67, A5, A103, A40, A88, A98, A107, A51, A65, A50, A4,

A63, A10, A70, A59, A53, A89, A3, Ad4, A46, A81, A97, A106, A95, AS7
3.4.3 Congestionamentos A118, A52, A101, A60

Na Tabela 4, € possivel observar os artigos relacionados por taxonomia. Para problemas re-

lacionados a controle semaférico foram encontrados 2 artigos e para problemas relacionados a
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monitoramento de trafego foram encontrados 44 artigos. Para anomalias ou detec¢do de aciden-
tes sdo 11. Em relagdo a agentes, onde o objetivo do trabalho € resolver problemas de detec¢ao

e classificac@o sdo 48. Para resolu¢ao de problemas de congestionamentos sao 4.
3.2.3 PEIl: Quais sdo as técnicas relacionadas a essas tarefas?

Esta € uma pergunta especifica, pois visa identificar todas as técnicas de aprendizado pro-
fundo que estdo relacionadas as tarefas que os trabalhos tém o objetivo de executar. A taxono-

mia apresentada a seguir mostra as técnicas mencionadas.

Figura 12 — Taxonomia de técnicas
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Na Figura 12, é possivel observar que as redes neurais convolucionais tem conquistado
destaque, muito por conta das arquiteturas (YOLO, Faster R-CNN, R-CNN). Estas técnicas sdo
utilizadas com frequéncia na execucgao de tarefas ligadas a deteccdo de classificacao de agentes

em cenas de trafego.

Tabela 5 — Tabela que demonstra os artigos encontrados por taxonomia de técnicas.

Identificador Nome Artigos
211 YOLO A16, A53, A119, A103, A24, A105, A114, A33,
A102, A9S8, A107, A100, A116, A65, A30, A117
2.1.2 Faster R-CNN  A26
2.1.3 R-CNN A59, A87
A86, A115, A109, A15, A34, A52, A78, A85, All,
2.14 Outros A66, A27, A110, A39, A45, A113, A41, A88, AS83,
A76, A91, A38, A63, A31, Ad4, Ad6, A122
22 Haar Cascade  A61, A92, A69, Al11, A2, A28
23 Tree Based A3
24 HOG A77, A81, A25
25 SVM A75, A60, A6
A99, A93, A21, A29, A37, A42, A23, Al4, A62,
Al12, Al17, A18, A101, A74, A19, A56, A120, A22,
26 Outros A54, A%4, A104, A118, A7, A67, A5, AS5, A43, A40,

AT72, A79, A108, A84, A49, A51, A50, A9, A4, A64,
A32, Al10, Al13, A73, A20, A89, Al, Al21, A97, A8,
A95, A57, A96, A106, A71, A36, A68, A48, A58, A82, A47

Fonte: Feito pelo autor

Na Tabela 5, € possivel observar os artigos relacionados por taxonomia. Para as técnicas
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foi observado que existem, um nimero crescente de trabalhos que utilizam rede neurais convo-
lucionais para a resolucio de problemas ligados ao trafego, principalmente quando utilizadas
imagens. Para a taxonomia YOLO, que é uma arquitetura de rede neural convolucional, foram
encontrados 16 trabalhos. Mas também existem outras arquiteturas de CNN sendo empregadas,
como Faster R-CNN com 1 trabalho, R-CNN com 2 trabalhos. Além disso, é observado algumas

outras técnicas como Haar Cascade com 6 trabalhos, HOG com 3 trabalhos, entre outras.
3.2.4 PE2: Quais sdo as métricas utilizadas para avaliar estas técnicas?

Esta € uma pergunta especifica, pois visa identificar todas as métricas envolvidas na avalia-
cdo das técnicas documentadas na pergunta anterior. A taxonomia a seguir, sintetiza as métricas
encontradas. Serd observado um grande foco em métricas ligadas a tarefas de deteccdo de

objetos, dado a quantidade de trabalhos que executam essas tarefas.

Figura 13 — Taxonomia de métricas
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Na Figura 13 € possivel observar como estdo agrupadas as métricas. Como documentado
anteriormente, estdo geralmente ligadas a técnicas de deteccao de objetos, como as métricas de
Precision, mAP e Intersect Over Union. No caso da IOU, neste trabalho ela é também utilizada

como meio de obter o rastreamento dos veiculos em cenas de trafego.

Tabela 6 — Tabela que demonstra os artigos encontrados por taxonomia de métricas.

Identificador Nome Artigos
4.1 Precision A86, A67, A91, A81
4.2 F1- Score All4, A55

A109, A37, A42, A52, A35, A78, A62, A8S, All,
A66, A56, A22, A102, A110, A%4, A26, A104, A45,
A7, A25, AT72, AT6, A84, A32, A31, A73, A105, A44,
A69, A57, AT1, A49, A28

4.4 mAP A99, A103, A41, A34, A98, A116, A30, A58, A38
Al6, A75, A120, A113, A115, A46, A27, A88, A79,

43 Accuracy

4.6 Recall
A107, A97, A8, A100, A96, A60, A17, A47, A63
A21, A29, A15, A23, A74, A87, A61, A39,

4.7 Outros A2, A6, A43, A83, AS1, A9, A10, AS59, A77,
A89, Al, A3, A121, A95, A82, A36, A48

4.8 Intersect Over Union AS53, A24, A122, A106, A65, A117

4.9 Detection rate A40, A12, A93, A4

Fonte: Feito pelo autor
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Na Tabela 6, € possivel observar os artigos relacionados por taxonomia de métricas. Para
a taxonomia de Precision foram encontrados 4 trabalhos, F-measure foram encontrados 4, F1-
Score 2, Accuracy foram 33 trabalhos, mAP foram 9, Recall 18, Intersect Over Union foram 6,

entre outras.

3.2.5 PE3: Quais datasets e benchmarks foram utilizados?

Esta € uma pergunta especifica, pois visa identificar todas as categorias de datasets utiliza-

dos. A taxonomia a seguir, sintetiza esses grupos de informacao.

Figura 14 — Taxonomia de datasets
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Fonte: Feito pelo autor

A Figura 14 mostra que, além de imagens, também sdo utilizados dados de GPS e Lidar,
por exemplo. Além disso, quando € observado um nivel abaixo de imagens, € possivel ver trés
categorias de imagens, as realizadas a partir de cimeras comuns, infravermelho, neuromorficas

e cameras olhos de peixe.

Tabela 7 — Tabela que demonstra os artigos encontrados por taxonomia de datasets.

Identificador Nome Artigos

Al119, Al115, A29, Al15, Al4, A85, Al17, A80, A120,

A22, A24, Al114, A27, A110, A%4, A30, AS, A88, A79, A98,

A107, A9, A38, A117, A63, A31, A73, A8, A96, A58, A37, Al16,

A61, A60, A39, A118, A75, A103, AS5, A92, Ad0, Adl, A76, A65,
5.1.1 Imagens extraidas com cAmeras comuns ~ A64, A32, A89, Ad4, A122, A57, A99, A93, A109, A21, A42,

A35, A23, All, A101, A102, A100, A104, A91, A70, A13, Al21,

A81, A71, A68, A47, A16, A33, A52, A78, A62, Alll, Al8, A56,

A45, A2, A7, A6, A25, A67, A113, A43, A108, A59,

A53, A20, A105, A1, A3, A46, A49

—

5.1.2 Cameras infravermelho A69, A12, A28
5.13 Cémeras neuromorficas A97

52 GPS A90, A50, A4
53 Lidar Al0, A54

Fonte: Feito pelo autor

Na Tabela 7, € possivel observar os artigos relacionados por taxonomia de datasets. O

primeiro grande grupo de datasets encontrados sao relacionados a imagens. Onde sdo divididas
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em imagens extraidas a partir de cameras comuns, onde aparecem 95 trabalhos. A maioria
destes datasets ligados a cameras de circuito interno (CCTV), com uma angulacao préxima via.
ApOs essa categoria, temos alguns grupos menores ligados a imagens, com infravermelho com
3 trabalhos e cameras neuromorficas com 1 trabalho. Além deste do agrupamento de imagens,
também € possivel observar trabalhos que usam como fonte de informacao GPS com 3 trabalhos

e Lidar com 2 trabalhos, entre outros.

3.2.6 Discussao

Nesta secdo, serdo discutidas as caracteristicas dos trabalhos encontrados e, posteriormente,
uma comparagao com o trabalho proposto visando dar evidéncias para com as contribui¢des da
pesquisa proposta na Secdo 1. Existe uma gama considerdvel de tarefas sendo pesquisadas cujo
objetivo € extrair informagdes através de videos de trafego como reconhecer objetos e classificar
como sendo um agente (carros, caminhdes, caminhonetes, motos, pedestres) ou infraestrutura
(sinaleiras, juncdes e placas), extracdo de caracteristicas de agentes como (tamanho, veloci-
dade, placa, cor e fabricante), assim como identificar velocidade e trajetria dos mesmos. Para
cumprir estes objetivos, foi identificada uma gama diversificada de métodos diferentes, como,

por exemplo, o Haar Cascade.

Aprendizado profundo, mais especificamente através de redes neurais convolucionais, é
onde aparecem os métodos mais promissores para extracdo de informacdes. Podemos dividir
esses métodos em dois grupos principais, os métodos de tnico estdgio, onde temos, por exem-
plo, a YOLO. Também temos o grupo de métodos baseados em dois estdgios, como a Faster
R-CNN e R-CNN. Todas as técnicas empregadas precisam de alguma forma serem avaliadas,
foi encontrado uma diversidade de métricas que possuem esse objetivo, como Precision, F1 -

Score, Accuracy, Detection Rate, entre outras.

Os trabalhos pesquisados nesta se¢ao oferecem uma visao geral em relagao a extracao de da-
dos em cenas de trafego. O que ficou evidente € que estes trabalhos em sua maioria sdo focados
em empregar as técnicas com o propdsito de aprimorar a técnica em si. A lacuna encontrada por
meio desta pesquisa € justamente esse, a grande maioria dos trabalhos sdo focados nas técnicas
e ndo o que as técnicas podem agregar ou que categoria de informacao relevante elas poderiam
extrair. Este trabalho, propde um pipeline para deteccao, rastreamento e extracio de origens e
destinos em cenas de trafego filmadas a partir de uma angulacio aérea. Ou seja, as técnicas sao
igualmente aplicadas e customizadas com o objetivo de extrair um dado que € relevante para a
tomada de decis@o. Além disso, este trabalho esta posicionado em extrair dados de cruzamentos
em uma categoria de filmagem distinta da maioria dos trabalhos, que esta muito mais focada

em cameras proximas a via, como cameras de CCTV.
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3.3 Trabalhos Relacionados

Nesta se¢do, sdo apresentados os principais trabalhos relacionados as duas diferentes fren-
tes dessa dissertacdo. Na primeira, apresentaremos métodos e trabalhos relacionados ao Ras-
treamento Multi-Objeto, que compreendem a primeira e segunda etapas do nosso pipeline. A
segunda parte mostrard trabalhos relacionados ao controle do fluxo de trafego através de videos.
Além disso, alguns trabalhos utilizam seus métodos com o dataset UAVDT (DU et al., 2018a)
para realizar tarefas de rastreamento de Multi-Objeto. Entretanto, diferente do atual trabalho,
esses trabalhos ndo visam analisar e obter recursos para apoiar a tomada de decisdes em cenas
de intersec¢ao.

Na detec¢cao Multi-Objeto e rastreamento de objetos, o detector tem o dever de extrair
informagdes a respeito do objeto, como sua localizacdo na cena. Atualmente, os métodos
mais utilizados sdo baseados nas CNNs. As abordagens da deteccdo de objetos através de
CNNs podem ser divididas em abordagens de um estagio, tais como YOLO (WANG; BOCH-
KOVSKIY; LIAO, 2021), SSD (LIU et al., 2016), R-CornerNet (LAW; DENG, 2018; LAW
et al., 2019) e abordagens de dois estdgios como R-CNNN (GIRSHICK et al., 2014), Fast R-
CNNN (GIRSHICK, 2015) e Faster R-CNNN (REN et al., 2015).

O rastreamento visa identificar o mesmo objeto em cenas diferentes das deteccoes realizadas
pelo método do detector. Estes métodos sdo importantes para realizar a contagem de objetos
unicos em um video, por exemplo. Para realizar esse rastreio, existem técnicas como IOU
Tracker (BOCHINSKI; EISELEIN; SIKORA, 2017), SORT (BEWLEY et al., 2016) ou DEEP
SORT (WOJKE; BEWLEY; PAULUS, 2017).

Em relacdo a contagem de veiculos, apds detectar e rastrear o veiculo em frames, é neces-
sario um método para contar os veiculos, estimar o fluxo de trafego, ou identificar a origem e o
destino de cada veiculo. Para este tipo de problema, Dai et al. (2019) e Liu, Zeng e Jiang (2017)
propuseram o uso de linhas virtuais para a contagem de veiculos.

Embora os trabalhos acima representem o estado da arte em suas respectivas propostas, estes
trabalhos nao propdem um pipeline completo para extrair e analisar dados da origem e destinos
dos veiculos. Nenhum deles usa conjuntamente imagens aéreas de cruzamentos, reconhece
veiculos, identifica seus caminhos e quantifica o nimero de veiculos para cada combinagdo de

pares origem-destino.
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4 EXTRACAO DE ORIGENS E DESTINOS DOS VEICULOS EM CRUZAMENTOS

Neste capitulo, serdo detalhados os métodos envolvidos na construgdo do pipeline.O pipe-
line recebe como entrada frames de videos gravados em cruzamentos de transito filmados a
partir de uma angulagdo aérea, a partir destas imagens seguird uma série de etapas através das
quais serd possivel realizar (i) deteccdo de veiculos (ii) rastreamento (iii) extracao de origens e
destinos. Este pipeline responderd a questdo de pesquisa estabelecida no Capitulo 1, testando
as hipdteses levantadas.

O capitulo inicia com a Secao 4.1 que descreve uma visdo geral do pipeline, destacando os
trés modulos principais. Na Secdo 4.2 é documentado o dataset utilizado para realizagdao dos
experimentos e o treino do modelo detector. Na Secdo 4.3, sdo apresentadas as etapas de pré-
processamento realizadas, para entdo, realizar o treinamento do modelo detector documentado
na Secdo 4.4, onde sdo descritas todas as etapas necessdrias para compreender a deteccdo de
veiculos nas cenas de trafego. Apds a descricdo do médulo detector, na Se¢do 4.5, sdo descritos
os processos e utilizacdo do algoritmo rastreador para atribuir identidade aos veiculos em todo
a cena. Na Secdo 4.6, sao documentados os processos que envolvem a extracdo das origens e
destinos dos veiculos em cenas de trafego. Na Secdo 4.7, sdo discutidos o pipeline e as hip6teses

estabelecidas no Capitulo 1.
4.1 Visao geral

Nesta secao, serd dada uma vis@o geral sobre os métodos envolvidos na constru¢do do pipe-
line proposto nesta dissertacdo. Como documentado no inicio deste capitulo, o pipeline recebe
como entrada frames de videos gravados em cruzamentos de transito filmados a partir de uma
angulacdo aérea, a partir destas imagens seguird uma série de etapas através das quais serd
possivel realizar (i) detec¢do de veiculos (ii) rastreamento (iii) extracdo de origens e destinos.

Na Figura 15, € possivel ver os médulos que compdem o pipeline apds o treinamento do
modelo, ou seja, a imagem ilustra o pipeline e seu funcionamento em producdo. No decorrer do
capitulo, o treinamento do modelo serd detalhado na Secdo 4.4. No diagrama, é possivel obser-
var o primeiro médulo, que representa a entrada de cada frame da cena de trafego. Estes frames,
antes de serem submetidos para a etapa deteccao de veiculos passam por um pré-processamento.
Nesta fase os frames recebem linhas virtuais cujo objetivo € delimitar as entradas e saidas dos
cruzamentos.

A ordem das etapas do pipeline estdo inseridas no diagrama através de um nimero e serdo
referenciadas durante esta secdo. Apods a leitura do frame e pré-processamento, inicia-se a
fase de Deteccdo (1) de veiculos na cena realizada através da rede neural convolucional YOLO
(WANG; BOCHKOVSKIY; LIAO, 2021), nesta fase, o objetivo € detectar o veiculo na cena e

seu posicionamento.
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Figura 15 — Diagrama do pipeline apresentado como proposta para extrair origens e destinos em cruza-
mentos de trifego.
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Fonte: Feito pelo autor

As informacgdes que compdem a saida desse mddulo sdo denotados por um vetor contendo
posicdo X, posicao Y, largura, altura e a confianga do detector em afirmar a existéncia do veiculo
na cena. Onde posicdo X e posi¢do Y sdo coordenadas da localizacdo do veiculo no frame,
largura e altura completam as coordenadas para localizar e desenhar um retangulo, chamado

bounding box, sobre o veiculo.

Na etapa (2) destacada na Figura 15, o objetivo € inferir uma identidade para cada veiculo
na cena. Este médulo € essencial, pois o detector em cada frame forneceré apenas as deteccoes,
mas sozinho, ndo consegue inferir se € o mesmo veiculo em frames diferentes. Para realizar essa
tarefa, € proposto a utilizacdo do método de rastreamento (BOCHINSKI; EISELEIN; SIKORA,
2017). Este método recebe como entrada o vetor gerado pelo bloco de detec¢des no frame atual
e o vetor de detec¢des dos frames anteriores. Uma inferéncia de identidade € feita a partir desses

dados, entdo, um ID (nimero de identidade unico) € gerado para cada veiculo na cena.
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Na etapa (3) destacada na Figura 15, o objetivo € processar a trajetéria de cada veiculo a par-
tir de suas coordenadas obtidas pelo detector e agrupadas por veiculo no rastreador, além disso,
nesta etapa do pipeline também € verificado a origem e o destino do veiculo no cruzamento.
Para identificar a origem e o destino do veiculo, sdo inseridas linhas virtuais, entdo, sempre que
existe a intersec¢do da trajetdria do veiculo e a linha virtual, o ID do veiculo correspondente €
armazenado no vetor de identifica¢do da linha virtual, ou seja, cada linha virtual guarda os ID’s

de todos os veiculos que passaram por sua localiza¢do na cena.

Fonte: Feito pelo autor

Na Figura 16, é possivel observar a saida visual gerada pelo pipeline. Neste exemplo é
mostrado umas das cenas do dataset utilizadas nos experimentos, nela é possivel ver os veicu-
los sendo detectados pelo método detector através de um retangulo verde, a imagem também
possui alguns nimeros acima destes retangulos, estes nimeros sao os identificadores tnicos
gerados pelo método de rastreamento. As linhas verdes atreladas aos veiculos sdo o resultado
do processamento da trajetoria.

Também € possivel observar algumas linhas inseridas na imagem, geralmente posicionadas
nas entradas e saidas do cruzamento. Estas linhas virtuais recebem chaves que vao dos valores
A até Z. Sempre que a trajetéria de um veiculo passa sobre estas linhas virtuais, um contador é
incrementado e o ID do veiculo é armazenado. Nas Tabelas 8 e 9 € possivel observar as duas

principais saidas geras através do pipeline para a mesma cena da Figura 16.

Tabela 8 — Exemplo para total de veiculos que passaram por cada linha virtual

A B |C|D|E |[F |G

2011210 |3 |23 |16|2
Fonte: Feito pelo autor

Na Tabela 8, € possivel observar a quantidade de veiculos que passaram por um tnico local
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na cena. Esta saida de dados, é a primeira gerada a partir da etapa de obten¢do de origens e

destinos.

Tabela 9 — Exemplo para total de veiculos que passaram por cada rota na cena
AparaF | EparaB | EparaD | GparaF

22 26 5 3
Fonte: Feito pelo autor

Na Tabela 9 é possivel observar a quantidade de veiculos que passaram por cada rota na
cena. Esta saida de dados, é a segunda gerada a partir da etapa de obtencdo de origens e
destinos. Na proxima se¢do serd detalhado o dataset relacionado ao treinamento do modelo

detector e experimentos.

4.2 Dataset

O primeiro passo no desenvolvimento deste pipeline foi buscar na literatura um conjunto de
dados com imagens com angulacdo aérea em cenas de transito devidamente anotada para reali-
zar tarefas de deteccdo e rastreamento de veiculos. Com essas caracteristicas, foi encontrado o
conjunto de dados UAVDT Du et al. (2018b). O dataset UAVDT consiste em 100 sequéncias de
video, que sdo selecionadas de mais de 10 horas de videos ndo estéticos, feitos a partir de um
drone em vdrios locais de 4reas urbanas, representando vdrias cenas comuns, incluindo pracas,
ruas, postos de pedagio, rodovias, cruzamentos e entroncamentos. Os videos sdo gravados a 30

quadros por segundo, com resolugdo de 1080x540 pixels.

Fonte: Retirado de Du et al. (2018b)

Cerca de 80.000 frames no conjunto de dados UAVDT sao anotados com mais de 2.700
veiculos e 0,84 milhdo caixas delimitadoras. A Figura 17 mostra alguns quadros de amostra
com atributos anotados no conjunto de dados. Segundo Du et al. (2018b) o dataset UAVDT

possui 3 classificagdes gerais para as imagens:
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* Condic¢des meteoroldgicas: indicam iluminag@o ao capturar os frames, afetando a repre-
sentacdo da aparéncia dos objetos. Inclui luz do dia, noite e neblina. Especificamente,
videos gravados a luz do dia introduzem interferéncia de sombras. A cena noturna, com
a luz fraca da 1ampada de rua, oferece quase nenhuma informacéao de textura. Enquanto

iss0, os quadros capturados com neblina carecem de detalhes nitidos.

* Altitude de Voo: € a altura de voo dos drones, afetando a variagdo de escala de objetos.
Trés niveis sdo anotados, ou seja, baixa altitude, média altitude e alta altitude. Ao fotogra-
far em baixa altitude (10m até 30m), mais detalhes dos objetos sdo capturados. Enquanto
iss0, 0 objeto pode ocupar uma drea maior, por exemplo, 22.6% pixeis de um quadro em
uma situagdo extrema. Quando os videos sdo coletados em altitude média (30m até 70m),
mais angulos de visdo sdo apresentados. Enquanto que em uma alta altitude (> 70m),
temos muitos veiculos, mas com um tamanho menor. Por exemplo, a maioria dos objetos
contém apenas 0.005% de pixeis de um quadro, mas os nimeros dos objetos podem ser

mais que cem.

* Angulacdo da camera: consiste em 3 visualizagdes de objetos. Especificamente, vista

frontal, vista lateral e visdao de péssaro.

Figura 18 — Distribuicdo do dataset por caracteristicas

Daylight Night Fog
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Low-alt Medium-alt High-alt
Flying Altitude | [ h
Frant-view Side-vi Bird-view
CameraView | =N T —
Long-term Short-term
Duration ]
Car Tryck Bus
Vehicle Category | [N T4
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Vehicle Occlusion |
NO SOMO
Out-of-view [ |
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Fonte: Retirado de Du et al. (2018a)

Na Figura 18, € possivel observar com mais detalhes a distribuicdo do dataset, inciando por
condicdo do tempo (dia, noite ou nublado). Na sequéncia a altitude de voo (baixa, media, ou
alta altitude), visdo da camera (frente, lado e visdo de passaro), tempo de duracdo das filmagens
(longa ou curta), categoria dos veiculos (carro, caminhdo e 0nibus), se existe alguma categoria
de oclusdo do veiculo, ou seja, algo que interfira na sua visualiza¢io e por dltimo se o objeto
estd fora da imagem.

Para o desenvolvimento do pipeline esse dataset foi especialmente util para realizar o trei-
namento do modelo de detec¢do e realizacdo dos experimentos. Todavia, foi observado que

ndo seria necessdrio utilizar o dataset por completo, dado sua diversificacdo em angulagdes e
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altitudes. Neste trabalho é proposto realizar a extra¢do da origem e destino de veiculos em cru-
zamentos a partir de imagens com angulacdo aérea. Dado esse contexto, o dataset original foi

filtrado com algumas regras.

Tabela 10 — Cenas filtradas a partir do dataset original

Cena Frames | Visdo Altitude | Carros | Caminhdes | Onibus | Total | Unicos | Tipo
MO101 | 407 Frente e Lateral | Média 5156 188 70 5414 20 Treino
MO0210 | 583 Bird Média 4725 1796 0 6521 33 Treino
MO0402 | 410 Lateral Média 10210 | O 0 10210 | 45 Treino
MO0601 | 372 Frente e Lateral | Alta 9908 150 365 10423 | 51 Treino
MO0606 | 1374 Frente e Lateral | Média 17071 | 224 459 17754 | 96 Treino
MO0701 | 1308 Bird Alta 90563 | 2472 1008 94043 | 182 Treino
MO0702 | 777 Bird Média 42042 | 386 3699 46127 | 94 Treino
MO0703 | 683 Bird Baixa 15235 | 643 628 16506 | 89 Treino
MO0801 | 298 Bird Baixa 3832 108 207 4147 24 Treino
M1201 | 1197 Frente e Lateral | Média 23080 | 4188 0 27268 | 59 Treino
MO0403 | 514 Frente e Lateral | Média 31403 | O 0 31403 | 99 Validacao
MO0603 | 2035 Bird Média 41478 | 1748 1500 44726 | 71 Validagdo

Fonte: Feito pelo autor

Na Tabela 10 o dataset foi reduzido a um total de doze cenas, sendo dez direcionadas ao
treinamento do modelo detector de veiculos e duas para realizagdo de experimentos. As regras

adotadas para categoria de visao e altitude sdo as seguintes:
* Angulagdo frontal e/ou lateral se a altitude for média ou alta.
* Visdo de péssaro (birdview) em qualquer altitude.

Também € possivel observar outros dados, como a quantidade de veiculos anotados na cena,
classificados por carros, caminhdes ou 6nibus. Neste dado cabe uma observagdo, aqui sdo
relacionados todas as anotacdes, ou seja, se o veiculo € anotado no frame 1 e o mesmo veiculo
€ anotado no frame 2, logo temos dois veiculos anotados. A coluna total resume o total de
anotagdes realizadas em todos os frames, a coluna unicos representa a quantidade de veiculos
diferentes, ou seja, se um veiculo aparece no frame 1 e no frame 2 ele é contado como apenas
1 veiculo. A udltima coluna da tabela mostra se a cena foi utilizada para treino ou validacio e

experimentos.
4.3 Pré-processamento

Nesta secdo, serdo documentadas as etapas de pré-processamento realizadas no dataset deta-
lhado na segio anterior. E possivel dividir estas etapas de pré-processamento em duas principais
fases, a primeira visa detalhar o pré-processamento das imagens antes do treinamento do mo-
delo de aprendizado profundo. Nesta etapa, foram aplicados métodos de data augumentation
nas imagens, visando diversificar as amostras encontradas no dataset, o processo de data augu-
mentation realizado, serd detalhado na Se¢do 4.4 onde € documentado a etapa de treinamento

da rede neural convolucional YOLO com o framework Darknet.
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A segunda etapa do pré-processamento € a insercao de linhas virtuais nas cenas. Uma linha
virtual pode ser definida como um par de pontos (X,Y) conectados entre si, esta linha é criada
através da biblioteca OpenCV (ITSEEZ, 2015).

Figura 19 — Exemplos para as linh

as virtuais inseridas nas cenas
e " ‘ |

Fonte: Feito pelo autor

A Figura 19 apresenta um frame de umas das cenas utilizadas nos experimentos. Nela, é
possivel observar algumas linhas coloridas inseridas nas imagens, estas sdo as linhas virtuais,
elas possuem algumas chaves que auxiliam na sua identificacdo, estas chaves sdo criadas com
letras do alfabeto de A até Z. No frame acima € possivel observar as linhas virtuais A, B, C, D,
E, F e G. Ao lado de cada chave também € constatado a existéncia de um nimero, este nimero
representa a quantidade de veiculos Unicos que passaram sobre aquela linha.

Ap6s ser definido o conceito de linhas virtuais para este trabalho, € de suma importancia
definir as anotagdes relacionadas rotas. As rotas podem ser definidas como um par de linhas
virtuais, sendo de forma obrigatdria, uma linha posicionada para a origem e a outra para o
destino. Na Figura 19 € possivel observar bordas azuis e vermelhas que identificam duas rotas
posicionadas no frame, a azul indo de A para F e a vermelha de E para D. Todavia, essas
combinacdes de origens e destinos sdo apenas duas possibilidades de rotas existentes para esse
cruzamento. Observe que também & possivel ver outras possibilidades, como, por exemplo, E

para B, G para F, A para D e assim por diante.

4.4 Detector

A Sec¢do 2.3.6 foi descrito o funcionamento da arquitetura YOLO. Nesta secdo serd des-
crito como a YOLO foi utilizada durante o desenvolvimento deste pipeline. A secdo € iniciada
abordando aspectos ligados ao treinamento do modelo. Nesta etapa, serdo documentados os
recursos computacionais utilizados, transfer learning, configuracio de parametros e resultados

com o grafico de loss function. Ap6s a secdo de treinamento, sdo abordados aspectos ligados a
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producdo, ou seja, o detector em funcionamento.

4.4.1 Treinamento

O treinamento da rede neural convolucional YOLO pretende torna-la mais eficiente para
identificacdo de veiculos em imagens aéreas. Sua customizacio foi necessdria, pois 0 modelo
pré treinado com o dataset COCO e disponibilizado nos repositdrios oficiais, ndo foi suficiente
para o desenvolvimento deste trabalho. Este modelo se mostrou ineficaz para a realizacdo de
deteccdes de veiculos em cenas de trafego utilizando uma angulacdo aérea. O dataset utilizado

para o aperfeicoamento do modelo foi aquele documentado na Secdo 4.2.

4.4.1.1 Recursos computacionais

Para a realizacdo do treinamento da rede neural convolucional YOLO, foi utilizado o Google
Colab Pro. As especificagdes de recursos computacionais sdo as seguintes: GPU P100 com
7 GB de memoéria RAM.

4.4.1.2 Darknet

A rede neural convolucional YOLO possui um framework que auxilia no treinamento do
modelo e outras tarefas. Esse framework se chama Darknet. Ela € uma estrutura de rede neural
de codigo aberto escrita em C e CUDA e possui suporte em CPU e GPU. Foi realizado o build da
Darknet dentro o Google Colab Pro especificando a utilizacdo do OpenCV, GPU e CUDANN.

4.4.1.3 Transfer learning

Para realizar o treinamento do modelo detector, foi utilizado um modelo pré-treinado onde
foram reaproveitadas algumas camadas. O treinamento foi iniciado com a YOLO treinada a

partir do COCO dataset. Fazendo uso dela a partir da camada 137.

4.4.1.4 Configuracdes

Nesta se¢do, serao mostrados parametros atribuidos para a Darknet realizar o treinamento do
modelo. O primeiro grupo de pardmetros € relacionado a rede, as defini¢des e valores atribuidos

sdo as seguintes:

* Tamanho do Batch: O batch é a quantidade de imagens que vao ser processadas. Este

parametro € configurado com o valor 64.

* subdivisions: é a quantidade de mini batchs dentro de um tinico batch. O valor € atribuido
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como 64.

* width: & relativo ao tamanho da rede, todas as imagens serdo redimensionadas para o
tamanho da rede durante o treinamento e ambiente de produgdo, quando o pipeline esta

em producdo. O valor para este parametro € 832.

* height: € relativo ao tamanho da rede, todas as imagens serdo redimensionadas para o
tamanho da rede durante o treinamento de fase detec¢do, quando o pipeline esta em pro-

ducdo. O valor para este parametro € 832.

* channels: ¢ relativo a quantidade de canais, todas as imagens sofrem conversdo para
esta quantidade de canais especificadas, tanto para treinamento quanto na fase detec¢do o

valor para channels € 3.

O segundo grupo de parametros sdo relacionados ao pré-processamento das imagens em
uma etapa chamada data augmentation. Estes parametros pretendem diversificar o dataset a
partir das imagens existentes, realizando cortes e ajustes de angulacdo. Foram setados da se-

guinte forma:

* saturation: este argumento informa para a Darknet para realizar ajustes de saturacao de

forma randomica. Este valor € atribuido para 1.5.

* exposure: este argumento informa a Darknet para realizar ajustes de brilho de forma

randomica. Este valor € atribuido para 1.5.

O terceiro grupo de parametros sdo chamados de optizators, suas defini¢des e valores atribuidos

sdo as seguintes:

* Momentum: é o acimulo de movimento, o quanto a historia afeta a mudanca adicional de

pesos. Este valor € setado para 0.949.

* Decay: € uma atualizacdo mais fraca dos pesos para recursos tipicos, elimina o desequi-

librio no conjunto de dados. Este valor foi setado em 0.0005.

* Learning rate: A learning rate inicial para o treinamento. Este valor foi atribuido para
0.001.

* Max batches: é o nimero de iteragdes atribuidos para o treinamento. O valor foi atribuido
para 6000.

4.4.1.5 Resultado do treinamento

Para a apresentacdo dos resultados de treinamento, a Darknet gera um grafico de loss que
mostra como estd o aprendizado do modelo. Através deste grafico, € possivel acompanhar o

aprendizado e se esta acontecendo algo de errado, como o overfitting.
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Figura 20 — Grifico de loss gerado ap6s o treinamento da rede neural convolucional YOLO.
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Fonte: Feito pelo autor

Na Figura 20, € possivel observar o grafico de loss gerado ao final do treinamento da rede
neural convolucional YOLO. No eixo Y das coordenadas, € observado os valores relativos ao

loss function, € observado que ele diminui conforme os valores de batches no eixo X evoluem.

4.4.2 Producdo

Nesta se¢ao € documentado como rede neural convolucional YOLO desempenha o seu papel
de deteccdo de veiculos na fase de producdo do pipeline, ou seja, em funcionamento. Apds
receber os frames da etapa de pré-processamento inicia-se a fase de detec¢do de veiculos com

o modelo treinado.

Fonte: Feito pelo autor

Na Figura 21, € observado um exemplo visual gerado pela fase de deteccao de veiculos, é
observado um retangulo verde nos veiculos, que representam as detec¢des. Além disso, a fase

de deteccao também gera uma saida de dados contendo todas as detec¢des para cada frame.



Tabela 11 — Exemplo de saida de dados gerada pelo método detector.

Frame | Posi¢do X | Posicdo Y | Tamanho | Largura | Confianca
1 908 157 55 23 0.98
1 412 498 31 22 0.96
1 485 444 33 24 0.93
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Fonte: Feito pelo autor

Na Tabela 11 € possivel observar um exemplo de saida gerada pelo método detector, estes
dados serdo enviados para a proxima fase do pipeline, o rastreador. O objetivo na préxima fase

€ receber estes dados e atribuir uma identidade unica para cada veiculo na cena.
4.5 Rastreador

Nesta etapa do pileline é recebido como entrada os dados fornecidos pela arquitetura YOLO
visando realizar o rastreamento dos veiculos. O rastreamento de objetos € uma tecnologia muito
importante para interpretacao de imagens. Na deteccdo, o objetivo € detectar um objeto frame a
Jframe em um video, todavia, apenas com a detec¢do ndo € possivel afirmar se € mesmo veiculo
ao longo dos frames. Para isso, precisamos de uma técnica de rastreamento responsdvel por
comparar a posicdo dos veiculos detectados frame a frame. Neste pipeline sera utilizado o
método de Bochinski, Eiselein e Sikora (2017).

Este método € baseado na suposicdo de que o detector produz uma deteccdo por frame
para cada veiculo a ser rastreado, isto €, ndo hd nenhuma ou apenas algumas lacunas entre as
deteccdes. Além disso, é assumido que as deteccdes de um veiculo em frames seguintes t€ém
uma sobreposicao alta (Intersection Over Union). A medida de IOU usada nesta abordagem ¢é

definida como:

_ Area(a) N Area(b)
Area(a) Area(b)

10U (a, b) @.1)

Intersect Over Union é uma métrica usada para medir a precisdo de um detector de objetos
em um conjunto de imagens j4 anotadas. Na Figura 22, a caixa delimitadora verde apresenta
o ideal anotado manualmente, a caixa delimitadora vermelha € a deteccdo efetuada através do
detector. Quanto maior for a sobreposi¢do das dreas, maior serd a métrica /OU. No método de
rastreamento, essa métrica ndo € utilizada para avaliar o detector, mas sim para calcular um

indice IOU entre diferentes detec¢des de um mesmo veiculo em frames diferentes.
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Figura 22 — Exemplo de Interset Over Union.

Fonte: Feito pelo autor

A drea pode ser calculada a partir dos dados fornecidos pelo detector YOLO como a altura,
largura, posicdo y e posi¢do x. Se ambos os requisitos forem atendidos (veiculo detectado em
todos os frames e valor de IOU alto), o rastreamento se torna simples e pode ser efetuado sem

usar informagdes extras da imagem.

Figura 23 — Rastreio através da deteccdo.

b

] 7

—
X

Fonte: retirado de (BOCHINSKI; EISELEIN; SIKORA, 2017)

Na Figura 23, € possivel observar a ideia do funcionamento da técnica de rastreamento
através da detec¢do. Naimagem, € visto um eixo Y e um eixo X que representam as coordenadas
espaciais com uma terceira coordenada, a sequéncia dos frames. Na parte interna é possivel
observar a sobreposicao das deteccdes, onde cada detec¢do € representada por um retangulo

azul e laranja.

Fonte: Feito pelo autor



49

A partir dos dados fornecidos pelo rastreador, € possivel atribuir um identificador tnico para
cada veiculo detectado. Na Figura 24, € possivel observar os veiculos detectados através de uma

caixa delimitadora verde e um ID gerado a partir do rastreamento.

Tabela 12 — Exemplo de saida de dados gerada pelo método rastreador.

Frame | ID | Posicao X | Posicao Y | Tamanho | Largura | Confianca
1 2 | 412 157 55 23 0.98
2 412 498 31 22 0.96
1 485 444 33 24 0.93

Fonte: Feito pelo autor

Na Tabela 12, é possivel observar 4 saida de dados gerada pelo método rastreador, onde ao

para cada deteccao em cada frame € atribuido um ID para os veiculos na cena.
4.6 Origens e destinos

Nesta secdo, serd documentado como € realizada a obtencdo das origens e destinos dos
veiculos nas cenas. Para tal objetivo, serd abordado como o processamento das trajetérias sdo
realizados, como € feita a contagem e armazenamento de veiculos que passam sobre uma linha
virtual e a identificacdo das rotas dos veiculos. Para exemplificar o conteido desta secdo, serd

tomado como exemplo a Figura 25.

Figura 25 — Frame retirado dos experimentos que dao destaque a rota A para F para exemplificar a se¢do

de processamento da trajetoria.

Fonte: Feito pelo autor

Na Figura 25, € possivel observar um dos frames que foram utilizados para a realizacao
dos experimentos. Este frame contém linhas virtuais posicionadas, veiculos sendo detetados
e as trajetdrias sendo processadas. Também € possivel observar no frame um destaque dado

a rota A para F. Este frame e suas anotagdes servirdo de exemplo para as explicacdes que
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serdo documentadas nas préoximas sub-secdes. A secdo inicia descrevendo as linhas virtuais
conforme a Secdo 4.3, mas, com uma visualizacao diferente para ela fazer sentido no decorrer
das explicagdes desta Secao.

4.6.1 Linhas virtuais

Conforme descrito na Se¢do 4.3 a linha virtual pode ser definida como um par de pontos

(X,Y) conectados entre si através de uma linha.

Figura 26 — Ilustracdo que mostra como a linha virtual serd representada nesta Se¢ao.

Linha virtual

Frame

Fonte: Feito pelo autor

Na Figura 26 € possivel observar a notacdo que serd utilizada para linhas virtuais na sequén-

cia dos exemplos da secao.
4.6.2 Trajetdrias

A trajetoria realizada por veiculos na cena, € definida como um conjunto de pontos, de-
nominados centros, calculadas a partir das coordenadas de localizacdo fornecidas pelo método
detector. A unido destes pontos da origem a sua trajetoria na cena. Como visto na secdo onde do-
cumentamos o método rastreador e detector, € fornecido saida com os seguintes valores (Frame,

ID, Posi¢ao X, Posi¢cdo Y, Tamanho, Largura e confianca).

Figura 27 — Ilustracdo de uma dnica deteccio sendo realizada em um tnico frame.
Y

[]

Sequéncia de frames

Fonte: Feito pelo autor

Na Figura 27, € ilustrada a detec¢do de um veiculo em um udnico frame, o quadrado verde
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representa o bounding box gerado a partir das coordenadas de detec¢do realizadas pelo método

detector.

Figura 28 — Ilustragdo que demonstra o centrdide ou centro de uma detecgdo

Y
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Fonte: Feito pelo autor

Na Figura 28, ¢ ilustrado através do circulo preto, um novo conceito, o do centréide ou

centro do bounding box da detecgdo.

Figura 29 — Ilustracdo que demonstra o centro e a deteccdo de um tinico veiculo em uma sequéncia de

frames
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Fonte: Feito pelo autor

Na Figura 29, € apresentado uma ilustracdo onde € possivel observar ndo apenas uma detec-
¢do em um unico frame, mas, uma sequéncia de deteccdes ao longo dos frames, de um mesmo

veiculo.

Figura 30 — Ilustrag@o que demonstra o processamento da trajetéria de um dnico veiculo a partir do centro

das detecgdes

Sequéncia de frames

Fonte: Feito pelo autor

Na Figura 30, € ilustrado o resultado do processamento da trajetdria, onde, todos os cen-

troids s@o ligados através de uma linha.
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4.6.3 Interseccdo entre as linhas virtuais e as trajetdrias

Nesta sub-secdo, serd documentado o processo de intersec¢do entre a trajetéria do veiculo
na cena e a linha virtual. Como documentado na se¢do de pré-processamento, uma linha virtual
¢ um par de coordenadas (X,Y ) ligadas por uma linha na imagem. Quando existe a intersecao

da trajetdria do veiculo com essa linha virtual o ID o veiculo € atribuido a um vetor.

Figura 31 —Ilustracdo que demonstra a intersec¢do da trajetéria de um veiculo com a linha virtual inserida

na cena.
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Fonte: Feito pelo autor

Na Figura 31, € ilustrado a interseccao entre a trajetéria do veiculo com a linha virtual A,
como demonstrado na Figura 25 no inicio desta secdo. Quando esta intersec¢cdo acontece, o
ID do veiculo que por ali passou é atribuido ao vetor vinculado a essa linha virtual. Também
¢ possivel descrever esse processo utilizando a teoria de conjuntos matematicos. Descrevemos
entdo que a linha virtual é A = {404, 318, 391, ...}. Onde cada nimero no conjunto representa

o ID do veiculo cuja trajetdria teve intersec¢do com a linha virtual.

Tabela 13 — Tabela que mostra a quantidade de veiculos tinicos que passaram por cada uma das rotas.

A|B |C|DE |F |G

2011210 |3 |23 ]|16|2
Fonte: Feito pelo autor

Conforme observado na Secdo 4.1, na Tabela 13 € exemplificada a saida gerada a partir da
interseccdo de uma linha virtual e a trajetoria do veiculo. Na tabela, € possivel observar algumas
colunas nomeadas com letras representando cada linha virtual posicionada na cena, nas linhas

os valores representam a quantidade de veiculos que por ali passaram.
4.6.4 Rotas
Nesta secdo, € documentado o processo pelo qual € possivel identificar as rotas dos veiculos

na cena. A légica é a mesma descrita na sub-sec@o anterior, onde € explicada a intersec¢ao

entre as linhas virtuais e a trajetdria do veiculo. A diferenca, neste ponto, € que a trajetéria do
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veiculo teve intersec¢do ndo apenas com uma linha virtual de origem, mas também com uma

linha virtual de destino.

Figura 32 — Ilustracdo que demonstra a interseccio da trajetdria do veiculos com duas linhas virtuais,

origem e destino.
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Fonte: Feito pelo autor

Na Figura 32 € ilustrado o processo onde temos a trajetdria de um veiculo seguindo a rota
de A para F. A partir deste momento, a linha virtual A ou conjunto A recebe o ID do veiculo
que por ali passou, ficando A = {404, 318, 391, 319, ...} e também incrementa a linha virtual ou
conjunto F, ficando F ={390, 319}. Sendo assim temos dois conjuntos, a origem representada
pela linha virtual A e o destino representada pela linha virtual F. Para finalizar o processo de

identificac@o da rota dos veiculos € realizado a interseccao entre os dois conjuntos de dados.

Figura 33 — Diagrama de Venn que ilustra a intersec¢do entre dois conjuntos de linhas virtuais, gerando

assim, A rota A para F.
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linha virtual A
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Fonte: Feito pelo autor

Na Figura 33, € possivel observar um diagrama de Venn, onde temos dois conjuntos € uma
intersec¢do entre eles. O primeiro conjunto de dados representa a linha virtual A e o segundo
conjunto de dados representa a linha virtual F. A intersec¢do entre os dois grupos representa
os veiculos que passaram por A e passaram por F. Quando as anotacdes das linhas virtuais sdo
criadas, € especificado se a linha virtual é uma origem ou um destino. Com esta informagao e
sabendo os veiculos que passaram por ambas as linhas, € possivel afirmas que o veiculo 319 foi

da origem A para o destino F.
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Tabela 14 — Tabela que mostra a quantidade de veiculos Unicos que fizeram cada um dos caminhos

possiveis

AparaF | EparaB | EparaD | G paraF

22 26 5 3
Fonte: Feito pelo autor

Conforme observado na Se¢do 4.1, a Tabela 14 exemplifica a saida gerada nesta etapa do
pipeline onde € possivel observar a quantidade de veiculos que passaram por cada rota na cena.
Nas colunas estdo representadas as rotas possiveis para a cena, e os valores representam a

quantidade de veiculos unicos que utilizaram cada um dos caminhos.

4.7 Discussao

No Capitulo 1, foi levantada a questdo de pesquisa deste trabalho, a qual foi buscada res-
ponder por meio do pipeline proposto. A questdo colocada no Capitulo 1 é: como extrair dados
de origem e destino dos veiculos em cruzamentos de redes vidrias utilizando técnicas de apren-
dizado profundo e imagens? A partir desta pergunta levantaram-se entdo algumas hipdteses as
quais foram validadas por meio do pipeline detalhado neste capitulo.

A primeira hipétese € a possibilidade de reconhecer veiculos em cenas de trafego a partir de
uma rede neural convolucional customizada do tipo YOLO. Para validar essa hipdtese, na Secao
4.4 foi detalhado o processo pelo qual treinamos a rede neural convolucional. De forma geral,
a hipdtese se mostrou verdadeira, sendo possivel o reconhecimento dos veiculos. Na préxima
secdo serdao detalhados os experimentos realizados que corroboraram com esta conclusdo.

A segunda hipétese € o uso da métrica de Intersect Over Union (10U) atrelada aos veiculos
detectados permitir o rastreamento ao longo da cena. Na Secdo 4.5 foi documentada a com-
bina¢do do modelo detector ao método proposto por Bochinski, Eiselein e Sikora (2017) que
utiliza IOU como parte do método de rastreamento. Esta hipdtese também se mostrou verda-
deira, e, no proximo capitulo, através dos experimentos serd possivel observar as evidéncias que
conduziram para esta conclusao.

A terceira hipétese sugere que, a partir, do rastreamento de um conjunto de linhas virtuais
que identificam a entrada e saida de cada lane € possivel contabilizar os veiculos que saem de
uma origem e vao para um destino. Na Secdo 4.6, esta hipétese foi validada ela é verdadeira.
Todavia, foram encontrados alguns problemas que serdo discutidos nos experimentos.

A ultima hipétese levantada para responder a pergunta de pesquisa sugere que o uso de
cenas de trafego filmadas em angulacado aérea, permitem ter uma visualizagcao completa do cru-
zamento. Na Secao 4.2, foi discutido em detalhes o uso deste tipo de angulacdo. Foi possivel ter
uma visualizagdo completa do cruzamento com esta categoria de filmagem, todavia, implica-
ram problemas durante o desenvolvimento do pipeline. Uma observacdo evidente é que quanto

maior a distancia da filmagem para o cruzamento, os veiculos ficam menores. Esse ponto co-
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locou dificuldades para o detector que foram solucionados aumentando o tamanho da rede. Na
proxima secdo, serdao apresentados as duas cenas de cruzamentos utilizadas nos experimentos.
De forma direta, o objetivo deste trabalho € responder a questao de pesquisa apresentada,
validando a possibilidade da extrac@o de origens e destinos em cruzamentos de trafego partindo
de algumas hipdteses. Dado esse objetivo, o pipeline obteve €xito tornando-se possivel a ex-
tracdo destes dados que poderiam ser usados para um gerenciamento de trafego inteligente ou
para que estes dados sirvam como entrada para algoritmos que tenham como objetivo resolver
problemas relacionados a congestionamentos. No proximo capitulo, cada etapa do pipeline sera

validada. Detector, rastreador e extracdo de origens e destinos.
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S EXPERIMENTOS

Neste capitulo, serdo apresentados os experimentos realizados para validar a eficicia do pi-
peline proposto no Capitulo 4. Para este objetivo, este capitulo foi organizado para abranger os
seguintes topicos: (i) Metologia e (ii) Resultados. Na metodologia, serdo documentadas as ce-
nas utilizadas, o processo de obten¢do dos dados Ground truth e inferéncias para cada uma das
cenas e para cada fase do pipeline (1) Detector (ii) Rastreamento (iii) origens e destinos. Além
disso, também serdo descritas as métricas estabelecidas para comparar os dados Ground truth
com as inferéncias, para cada etapa do pipeline, e definicao de baselines para as etapas de detec-
¢do e rastreamento. Na se¢do de resultados, serdo expostos os dados obtidos nos experimentos

realizados e uma discussdo para cada um deles.

5.1 Metodologia

Nesta secdo, serd dado, a visdo de como foram organizados os experimentos. Na Se¢do
5.1.1, serdo descritas as caracteristicas das cenas utilizadas nos experimentos, como a quanti-
dade de frames, angulagdo, linhas virtuais posicionadas, entre outras. Na sequéncia, na Sub-
secdo 5.1.2 serdo detalhados como foram obtidos e o formato dos valores reais, denominados

Ground truth para todas as etapas do pipeline.

Na subsec¢do 5.1.3, serdo apresentadas as métricas que viabilizaram a avalia¢do do pipeline.
Na ultima subsecdo, serdo apresentados os valores que servem como baseline para os métodos

de detec¢do de veiculos em cenas de trafego e seu rastreamento.

5.1.1 Cenas

Para a realizacdo dos experimentos, duas cenas do dataset UAVDT foram separadas. A
primeira delas € a M0603 e a segunda M0403. No decorrer desta se¢do detalharemos ambas as
cenas com suas caracteristicas e também onde foram posicionadas as linhas virtuais, para ser

possivel realizar a extracdo das origens e destinos.

Fonte: Feito pelo autor
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Na Figura 34, é possivel observar uma frame da cena M0603. Esta cena possui um total de
2035 frames. Sua angulagdo € do tipo visdo de pdssaro em uma altitude média. Foram anotados
um total 44726 veiculos ao longo de todos os frames. Como documentado na Secdo 4.2, se
um veiculo unico € anotada em frames diferentes ele € contado como dois veiculos. Veiculos

dnicos nesta cena sio 71.

Figura 35 — Frame da cena M0603 dando destaque para as linhas virtuais posicionadas.

Fonte: Feito pelo autor

Na Figura 35, € possivel observar um destaque dado as linhas virtuais posicionadas na cena
MO0603. Estas linhas virtuais vao auxiliar na extragao de origens e destinos. Elas foram classi-
ficas em linhas virtuais de entrada, por onde os veiculos entram e linhas virtuais de saida, por

onde os veiculos saem.

Tabela 15 — Linhas virtuais posicionadas na cena M0603.
A|B|C/D|E|F|G

E|S|E|S|E|S|E
Fonte: Feito pelo autor

Na Tabela 15, € possivel observar que foram inseridas sete linhas virtuais na cena M0603
através das colunas, sendo quatro para a entrada de veiculos e trés para a saida. Na tabela, os

valores "E"significam entrada e "S"para saida.

Figura 36 — Frame da cena M0403.

Fonte: Feito pelo autor

Na Figura 37, € possivel observar um frame da cena M0403. Esta cena possui um total de

514 frames. Sua angulagado € do tipo frente e lateral em uma altitude média. Foram anotados
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31403 veiculos ao longo de todos os frames. Como documentado na Secao 4.2, se um veiculo
dnico € anotada em frames diferentes ele € contado como dois veiculos. Veiculos dnicos nesta

cena sao 99.

Figura 37 — Frame da cena M0403 dando destaque para as linhas virtuais posicionadas.

Fonte: Feito pelo autor

Na Figura 37, € possivel observar um destaque dado as linhas virtuais posicionadas na cena
MO0403. Estas linhas virtuais vao auxiliar na extragao de origens e destinos. Elas foram classi-
ficas em linhas virtuais de entrada, por onde os veiculos entram e linhas virtuais de saida, por

onde os veiculos saem.

Tabela 16 — Linhas virtuais posicionadas na cena M0403.
A/B|C/ID|E|F|G|H|I

E/S|E|S|S|E|S |E|E
Fonte: Feito pelo autor

Na Tabela 16, é possivel observar que foram inseridas nove linhas virtuais na cena M0403
através das colunas, sendo cinco para a entrada de veiculos e quatro para a saida. Na tabela 16,

os valores "E"significam entrada e "S"para saida.

5.1.2  Ground truth

Nesta secdo serdo apresentados os valores ground truth ou valores reais para cada etapa
do pipeline. Estes dados representam o que aconteceu de fato na cena. Para os métodos de
deteccdo e rastreamento o dataset apresentado na Secdo 4.2, como documentado, apresenta
todas as anotacdes necessdrias para realizar as comparacdes com as inferéncias do pipeline.
Todavia, para os valores reais para quantidade de veiculos que passam por uma Unica linha
virtual e rotas, foi necessdrio inovar, pois, nio € fornecido de forma padrao pelo dataset. Sendo
assim, para as duas cenas dos experimentos M0603 e M0403 foram anotados os valores reais

para serem comparados posteriormente com as inferéncias realizadas pelo pipeline.
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5.1.3 Meétricas

As métricas utilizadas visam medir a eficicia do pipeline em contar quantos veiculos pas-
sam individualmente por cada linha virtual inserida na cena e avaliar o quanto o pipeline erra
ao tentar identificar a origem e destino dos veiculos na cena, esses sa0 nossos objetivos finais.
No entanto, para chegar a essas métricas finais, primeiro, € necessario quantificar as tarefas
envolvidas. Na Secdo 4, sdo apresentadas as etapas do pipeline necessarias para extrair a ori-
gem e o destino dos veiculos nos cruzamentos de trafego. No pipeline, existem duas tarefas

fundamentais: (i) deteccao e (ii) rastreamento.

5.1.3.1 Detector e rastreador

Tarefas que envolvem um detector e um rastreador sdo chamadas multi-object tracking (MI-
LAN et al., 2016), e possuem um conjunto de métricas ja estabelecidas. Estas duas abordagens
podem ser analisadas com algumas categorias de métricas (MILAN et al., 2016; BERNARDIN;
STIEFELHAGEN, 2008; RISTANI et al., 2016). As seguintes métricas serdo incluidas: identifi-
cation precision (IDP), identification recall (IDR), multiple-object tracking accuracy(MOTA) e
multiple-object tracking precision (MOTP). As métricas IDP, IDR e IDF ] sdo aplicaveis apenas
a deteccdo e MOTA, MOTP apenas aplicadas ao rastreamento.

IDF1: Global min-cost F1 score.

IDP: Global min-cost precision.

IDR: Global min-cost recall.

MOTA: Multiple object tracker accuracy.

MOTP: Multiple object tracker precision.
5.1.3.2  Origens e destinos

Para avaliar o resultado do pipeline, onde € proposto contar o nimero de veiculos que pas-
sam de forma unica para cada linha virtual colocada na cena e avaliar as rotas dos veiculos em
um cruzamento, € proposto a métrica em (5.1) chamada de OD Counting Error. Essa métrica
visa mostrar o erro percentual em ambas as situacdes, seja contando os veiculos tnicos que
passam por uma linha virtual ou avaliando sua rota.

" | Detection; — GT;

OD Counting Error = Z (5.1)
Sl om

Onde N representa o nimero de linhas virtuais na cena ou o nidmero de rotas, as detecgdes

representam a quantidade de deteccoes realizadas pelo pipeline e ground truth (GT) representa



60

os valores reais.

5.1.4 Baselines

Para validar a eficdcia dos métodos detector e rastreador sdo utilizadas como baselines os
melhores resultados entre todos os métodos documentados no artigo de Yu et al. (2020). A
escolha de utilizar estes resultados como baselines sao pela razao de utilizarem o mesmo dataset
para o treinamento dos modelos detectores. Todavia, existem algumas diferencas. Como a
natureza deste trabalho € utilizar algumas angulacdes em especifico, ndo foi utilizado o dataset
completo para realizacdo do treinamento e também nao foi testado com o dataset completo,

apenas as cenas citadas na Se¢do 5.1.1.

Tabela 17 — Tabela com os resultados de referéncia para os métodos de detec¢do de veiculos e rastrea-

mento

IDF1 | IDP IDR MOTA | MOTP

62.6% | 76.00% | 58.00% | 43.1% | 78.5%
Fonte: Retirado de Yu et al. (2020)

Na Tabela 17 € possivel observar os melhores resultados entre todos os métodos encontrados
em Yu et al. (2020). Onde IDF1, IDP e IDR sao resultados para o detector e MOTA e MOTP

sdo resultados para o rastreador.

5.2 Resultados

Nesta secdo, serdo avaliados os experimentos realizados com o pipeline documentado no
Capitulo 4 e a cenas descritas na Secdo 5.1.1. Esta secdo € divida em duas etapas, na primeira
delas serdo avaliados os resultados encontrados para as duas primeiras partes do pipeline: (i)
Detector e (ii) Rastreador. Na segunda etapa, serd avaliado o principal indicador deste pipeline,

as origens e destinos.

1:“ X
F“lz““:

Fonte: Feito pelo autor
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Na Figura 38, € possivel observar os dltimos frames gerados com o pipeline para a cenas
MO0603 e M0403 respectivamente. Isso significa que estes frames sdo o estado final apds o

processamento da cena inteira.
5.2.1 Detector e rastreador

Nesta secdo, sao documentados e discutidos os resultados para as duas primeiras etapas do

pipeline: (i) Detector e (ii) Rastreamento.

Tabela 18 — Resultados do detector e rastreamento

. Resultados
Métricas - -
MO0603 | M0403 | Média | Referéncia (YU et al., 2020)

IDF1 1 | 82.5% | 90.6% | 85.7% 62.6%

IDPT | 72.4% | 86.1% | 77.5% 76.00%

IDRT | 959% | 95.5% | 95.8% 58.00%
MOTA 1 | 64.2% | 84.7% | 72.6% 43.1%
MOTP 1 | 74.6% | 74.1% | 74.4% 78.5%

JMenor melhor. TMaior melhor.

Fonte: Feito pelo autor

Na Tabela 18, é demonstrado os resultados por cena, M0603 e M0403. Apds calcular os
resultados por cenas, é calculado uma média. E possivel observar na Tabela 18 que o detector
atingiu IDP de 77,5%. Este resultado teve influéncia direta na precisao do rastreador. Pois, se o
detector falhar o método de rastreamento acaba falhando em decorréncia deste erro, o rastreador
obteve MOTP de 74,4%.

Para melhorar a precisdo do detector, percebe-se a necessidade de treinar o modelo com
mais instancias das classes caminhdo e 6nibus. Ao longo dos experimentos observamos que
essas classes especificas acabam falhando mais que os carros. Além disso, o fato de estarmos
usando imagens em altitudes altas nos experimentos, significando que a cena possui veiculos

menores, dificultando a detec¢do dos veiculos.

5.2.2 Origens e destinos

Nesta secdo, serdo apresentados e discutidos os resultados obtidos para o principal objetivo
do pipeline, a extragdo de origens e destinos. Os resultados sdo colocados em duas etapas: (i)
Interseccdo entre as linhas virtuais e as trajetdrias e (ii) rotas. Como documentado na Secdo

5.1.2, os valores GT sdo ground truth, ou seja, valores reais. Detec¢des sdo os valores inferidos

a partir do pipeline.



5.2.2.1 Intersec¢do entre as linhas virtuais e as trajetdrias

Nesta secdo, serdo apresentados os resultados para a quantidade de veiculos tnicos que
passaram por cada linha virtual posicionada na cena. Como visto na Se¢do 5.1.1, linhas virtuais
foram inseridas visando auxiliar a extracao de origens e destinos. A primeira cena avaliada para

este indicador € a MO603. Para a interpretacdo dos resultados € importante destacar:

1. Ground truth (GT): quantidade de veiculos tnicos verdadeiros que passaram pela linha

virtual X.

2. Detecg¢oes: Quantidade de veiculos unicos inferidos pelo pipeline que passaram pela linha

virtual X.

Tabela 19 — Total de veiculos por linha virtual na cena M0603

Linha virtual GT | Detecgoes | Erros (N) | -

A 24 24 0 -
B 26 26 0 -
C 0 0 0 -
D 5 5 0 -
E 36 36 0 -
F 25 25 0 -
G 3 3 0 -
OD Error % | | 119 119 0| 0%

Na Tabela 19, € possivel observar os resultados obtidos para a cena M0603. Nesta cena, o

pipeline conseguiu extrair com perfei¢ao os valores reais para todas as linhas virtuais.

Tabela 20 — Total de veiculos por linha virtual na cena M0403

JMenor melhor.

Fonte: Feito pelo autor

Linha virtual GT | Deteccdes | Erros (N) | -

A 28 27 1 -
B 5 3 2 -
C 3 3 0 -
D 8 8 0 -
E 22 22 0 -
F 3 3 0 -
G 3 3 0 -
H 5 5 0 -
I 9 9 0 -
OD Error% | | 86 83 3| 3.61%

JMenor melhor.

Fonte: Feito pelo autor
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Na Tabela 20, sdo apresentados os resultados da quantidade de veiculos que passaram por
cada linha virtual na cena M0403. Nesta cena o pipeline perdeu um veiculo na linha virtual A e
dois na linha virtual B. A hipétese para estas perdas sao por falha no detector, ou seja, quando

o veiculo passou por estes pontos ele ndo estava sendo detectado. O OD Error foi de 3.61%.

5.2.2.2 Rotas

Nesta se¢do, serdo apresentados os resultados que referentes a extracdo de rotas, ou seja,
veiculos que entraram por linha virtual de entrada e sairam em uma linha virtual de saida. A
extragcdo de rotas € o principal objetivo deste pipeline, somado a extracao de veiculos tinicos que
passam por cada linha virtual, descrito na secdo anterior. Para a interpretagdo dos resultados é

importante destacar:

1. Ground truth (GT): quantidade real de veiculos tinicos que passaram pela linha virtual de
entrada X e passaram pela linha virtual de saida Y. Sendo assim, veiculos que respeitaram

arota X para Y.

2. Detecgdes: Quantidade de veiculos tnicos inferida por meio do pipeline que passaram
pela linha virtual de entrada X e passaram pela linha virtual de saida Y. Sendo assim,

veiculos que respeitaram a rota X para Y.

Tabela 21 — Resultados de rota para cena M0603

Rota GT | Detecgdes | Erros (N) | -
A para F 22 21 |-
E para B 26 26 0 -
E para D 51-
GparaF 3 3 0 -
OD Error % | | 56 50 6 | 10.71%

JMenor melhor.

Fonte: Feito pelo autor

Na Tabela 21, € possivel observar os resultados obtidos na cena M0603. Nela, percebe-se
que o pipiline perdeu um veiculo na rota A para F. Este erro pode ser exemplificado através
do seguinte cendrio: um veiculo foi detectado e rastreado recebendo o ID 10. Este veiculo
atravessa a linha virtual A durante o percurso. Em determinado momento o detector falha e
ndo fornece as coordenadas de detec¢do ao rastreador, dessa forma perde-se o veiculo de ID
10. No préximo quadro, o detector encontra o veiculo novamente. No entanto, devido a falha
na detecc¢do, o rastreador atribui um ID diferente, tornando-se veiculo de ID 11. Apesar de ser
conhecida a origem do veiculo com ID 10, que nesse caso seria A, ndo € possivel saber sua

saida, pois seu ID foi alterado para 11 no meio do caminho.
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Houve um erro substancial na rota E para D, onde o pipeline perdeu todos os cinco veiculos
que fazem parte da rota, levantando a hipdtese de ser algo inesperado na rota que impediu

encontrar corretamente os veiculos. A Figura 39 sugere que esses erros ocorreram devido a um

ponto de oclusdo que prejudicou o detector, aumentando muito o seu OD Error %.

Figura 39 — Veiculo de ID 80 passando por um ponto de oclusao.

Na Figura 39, onde existem trés frames, no primeiro frame € possivel observar o veiculo de
ID 80 com bordas azuis percorrendo a rota E para D. Em seguida, no segundo frame, é visto o
veiculo atravessando uma arvore, neste momento o veiculo entra no ponto de oclusao.

Por fim, no terceiro frame € visto o veiculo saindo do ponto de oclusdo e recebendo um novo
ID de identificacao. Portanto, todos os cinco veiculos que passaram de E para D passaram por
este ponto, e sua trajetoria foi perdida prejudicando a métrica de OD Error, chegando ao valor
de 10,71% para a cena M0603. Se ndo houvesse nenhum ponto de oclusdo, o OD Error seria
1.17%.

Tabela 22 — Resultados de rota para cena M0403

Rota GT | Deteccoes | Erros (N) | -
A para D 5 5 0]-
A paraE 12 12 0] -
CparaB 1] -
F para G 3 3 0] -
OD Error % | | 23 22 1|4.35%

JMenor melhor.

Fonte: Feito pelo autor

Na Tabela 22, € possivel ver os resultados obtidos na cena M0403. Nesta cena, ndo foram
registrados pontos de oclusdes. O erro encontrado nas rotas C para B ocorreu devido a falha
do detector. Apds o veiculo iniciar sua trajetéria entrando em C, o detector falhou e acabou

recebendo um novo ID antes de encerrar sua trajetdria.
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6 CONCLUSAO

Nesta pesquisa, foi proposto um pipeline capaz de validar as hipdteses propostas na Secao 1
de forma a conseguir responder a pergunta de pesquisa estabelecida: como extrair dados de ori-
gem e destino dos veiculos em cruzamentos de redes vidrias utilizando técnicas de aprendizado
profundo e imagens?

Entdo, o resultado esperado do pipeline € extrair as origens e destinos dos veiculos em
cenas de trafego filmadas a partir de uma angulacdo aérea. Dado o resultado médio de OD
Error 1.80% para a extracdo de veiculos que passam por uma unica linha virtual e OD Error
para rotas de 7.53% ¢é possivel afirmar que o pipeline obteve sucesso e as hipdteses estabelecidas
sdo verdadeiras.

O desenvolvimento desta pesquisa culminou em algumas contribui¢des: (i) Revisdo siste-
matica de literatura para identificar lacunas e caracteristicas da drea de extracdo de dados em
cenas de trafego. 3. (ii) Um pipeline capaz de extrair de imagens de trafego, a quantidade de
veiculos que passam por um unico ponto na cena e extrair a origem e destino dos veiculos na
cena. (iii) Modulo de detec¢do composta por uma rede neural convolucional do tipo YOLO cus-
tomizada, treinada com o dataset UAVDT (DU et al., 2018a). (iv) Unido do modelo de detec¢do
com método baseado na métrica IOU (BOCHINSKI; EISELEIN; SIKORA, 2017), para efetuar
o rastreamento dos veiculos ao longo de todos os frames. (v) Modulo de extragdo da origem
e destino dos veiculos a partir das detecc¢des e rastreamentos. (vi) Uma avaliagido aprofundada

experimental para afirmar se o pipeline funciona para o objetivo descrito.

6.1 Limitacoes e Trabalhos Futuros

A principal limita¢do deste trabalho esta no modelo detector, o primeiro médulo. A rede
neural convolucional YOLO foi treinada a partir de um subset € ndo com o dataset completo.
Esta limitacao implica que o modelo vai performar como performou em condi¢des especificas,
como, por exemplo, nas angulacdes escolhidas. Outro problema encontrado por conta desta
metodologia € para realizar as comparagdes com 0s baselines, apesar do método proposto ter
sido superior na maior parte dos casos, nao € possivel ser categérico em afirmar a superioridade
do modelo, pois os baselines foram treinados com o dataset completo e testados em outras
situacoes diferentes.

Como trabalho futuro, € pretendido treinar o modelo com o dataset completo e testar em
outras angulacdes para além das aéreas. Somado a isso, também serd proposto um novo método
de rastreamento que possa ser mais inteligente e capaz de reconhecer pontos de oclusdes na
cena e ser indiferente quanto a erros eventuais do detector. Para tanto, imagina-se um método
que trabalhe como uma "memoria fotografica". Independente se existiu uma falha do detector
ou um ponto de oclusdo, dado que o veiculo seja identificado, ele entraria para esta memoria e

nao mais seria perdido, bastando entdo desenvolver um método de aproximacgao entre as novas
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deteccdes e a memoria.

Além destes trabalhos, também é proposto que o método consiga identificar os modais que
circulam pela cena. Para este objetivo, na camada de saida do pipeline existird uma saida de
dados com as classes dos veiculos detectados. Atualmente o modelo € treinado com trés classes
diferentes (i) Carros (ii) Onibus (iii) Caminhdes, mas a saida do pipeline agrupa todas as classes
como veiculos. Portanto, no futuro € proposto este desagrupamento para permitir a andlise de

modais.
6.2 Publicacoes

Nesta secdo, serdo descritos artigos ja submetidos e em preparagdo. Ambos os artigos tém

relacdo com a pesquisa apresentada nesta dissertacao.

* (Submetido) FRAGA, Vitor A.; SCHREIBER, Lincoln V. ;BARBOSA, Jorge Luis Victo-
ria ; RAMOS, Gabriel de O.; A machine learning pipeline for extracting decision-support

features from traffic scenes.

Este trabalho descreve o processo de extracdo de origens e destinos através do pipeline
estabelecido nesta dissertacdo. O artigo foi submetido para o Workshop Agents in Traffic

and Transportation.

* (Em Preparacao) FRAGA, Vitor A.; SCHREIBER, Lincoln V.; Barbosa, Jorge Luis
Victéria;, RAMOS, Gabriel de O.; Sistematic Literature Review for data extraction in

traffic systems

Esta sendo preparado uma revisao sistematica da literatura, sobre extracao de informagdes
em sistemas de trafego, referentes a todo elemento que possa ser extraido de modo a
alimentar outros sistemas ou modelos de aprendizado de maquina. Este trabalho tem

como base o Capitulo 3 deste trabalho.
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Neste apéndice, sdo listados na tabela a seguir todos os artigos do corpus final dos trabalhos

relacionados.
Tabela 23: Lista de artigos referentes ao corpus final encon-
trados na Revisao Sistemadtica de Literatura do Capitulo 3
ID Ano Citacoes' Artigo
Al 2010 203 (CHEN et al., 2010)
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A3 2012 123 (GUO et al., 2012)
A4 2017 101 (D’ANDREA; MARCELLONI, 2017)
A5 2018 94 (WANG; WAN; YUAN, 2018)
A6 2016 91 (ZAPLETAL; HEROUT, 2016)
A7 2012 78 (CHINTALACHERUVU; MUTHUKUMAR et al., 2012)
A8 2013 63 (HUANG:; CHEN, 2013)
A9 2015 62 (HE; SHAO; TAN, 2015)
A10 2011 59 (YAO; HINZ; STILLA, 2011)
All 2018 58 (SOCHOR; SPANHEL; HEROUT, 2018)
Al12 2013 49 (IWASAKI; MISUMI; NAKAMIYA, 2013)
Al13 2017 45 (YANG; QU, 2018)
Al4 2013 40 (UKE; THOOL, 2013)
Al5 2018 39 (SUHAO et al., 2018)
Al6 2018 38 (CHAKRABORTY et al., 2018)
Al7 2014 37 (SALVI, 2014)
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A20 2011 33 (BRAHME; KULKARNI, 2011)
A21 2014 30 (SHARMA et al., 2014)
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A24 2018 25 (COROVIC et al., 2018)
A25 2015 24 (VAN PHAM; LEE, 2015)
A26 2018 24 (ARINALDI; PRADANA; GURUSINGA, 2018)
A27 2018 24 (KE et al., 2018)
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