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Resumo

Extracao de Regras de Redes Neurais Artificiais Aplicadas ao Problema da
Previsao da Estrutura Secundéaria de Proteinas apresenta o estudo feito sobre a extragao
de conhecimento de Redes Neurais na forma de regras difusas. Na aplicacao desta técnica, foi
utilizado o problema da classificacao da estrutura secundaria de proteinas, em alfa, beta e coil,
a partir da estrutura primaéria.

Serao apresentadas as implementacoes feitas para viabilizar esta tarefa. Dentre elas: a
implementacao de recursos adicionais ao software de extracao de regras; a definicio de uma
metodologia de extragao de regras; a implementagao desta metodologia; e a andlise das regras
extraidas.

Dentre os recursos implementados no processo de extracao, sera visto que o foco principal
foi o de embasar o conhecimento extraido sobre um suporte estatistico e disponibilizar medidas
complementares para a sua avaliacao.

Na defini¢ao da metodologia, seré visto que cuidados devem ser tomados na preparacao da
base de dados e na definicdo da estrutura da rede. Cuidados que foram seguidos e devidamente
apresentados na fase de implementacao.

Sera visto que a implementacdo da metodologia e a anélise das regras procurou validar
qualitativamente o processo, comparando o conhecimento extraido com um ja existente bem
como fornecendo um novo. Neste processo, foi utilizada a abordagem tradicional de codificacao
ortogonal dos residuos e uma proposta de utilizacdo de atributos fisico-quimicos (i.e. ponto
isoelétrico e indice hidropatico) considerados validos e importantes ao contexto.

Por fim, espera-se que o conhecimento disponibilizado seja analisado por profissionais de
competéncia para tal, visando fomentar a discussao sobre a sua validade e do processo pelo qual

foram geradas. E que o retorno da anélise sirva para o aprimoramento da técnica utilizada.

Palavras-chave: Rede Neural Artificial, Extracao de Regras, Data Minning, Dobramento de

Proteinas.
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TITLE: “RULE EXTRACTION FROM ARTIFICIAL NEURAL NETWORKS APPLIED TO
THE PROBLEM OF PROTEIN SECONDARY STRUCTURE PREDICTION”

Abstract

This work presents a study about knowledge extraction from Neural Networks in the form of
fuzzy rules. In the application of this technique, it was investigated the problem of classification
of the protein secondary structure (alpha, beta and coil) from its primary structure.

The implementations that make possible this task will be presented. Amongst them: the
implementation of new features in the rule extraction software; the definition of a methodology
for the rule extraction process; the implementation of this methodology; and the analysis of the
extracted rules.

Amongst the implemented features in the rule extration process, it will be noticed that
the main point was to provide a statistical support for the knowledge extracted and to make
available additional resources to measure this information.

In the definition of this methodology, it will be seen that some considerations must be
observed in the database preparation and in definition of the network structure. Observations
that had been followed and properly presented in the implementation phase.

It will be observed that the implementation of this methodology and the analysis of the
rules took in consideration a qualitative validation of the process by comparing the extracted
knowledge against a previous one as well supplying a new one. This process used a traditional
orthogonal codification of the residues and proposed the use of physical-chemical attributes (i.e.
isoeletric point and hidrophatic index) considered important in this context.

Finally, it is expected that qualified professionals analyze the knowledge obtained, aiming
at to instigate a debate about its validity and the process by which they had been generated.

And that the results of this analysis serves for the improvement of the used technique.

Keywords: Artificial Neural Network, Rule Extraction, Data Minning, Protein Folding.
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Capitulo 1

Introducao

As proteinas estao no centro da agdo nos processos biolégicos. Sua importancia e sua notavel
gama de atividades podem ser exemplificadas em fung¢oes como catalise enzimatica, movimento
muscular, sustentagdo mecénica, protecao imunitaria, geracao e transmissao de impulsos nervosos
e varias mais.

Conforme Voet et al. ' uma lista completa de fun¢des conhecidas das proteinas teria
dezenas de itens, incluindo proteinas que transportam outras moléculas. Uma tal lista deixaria
de fora milhares de proteinas cujas fungoes ainda nao estao inteiramente elucidadas ou, em muitos
casos, sao mesmo completamente desconhecidas.

Uma pega chave para decifrar a funcao de uma dada proteina é o entendimento da sua
estrutura. Assim como as outras principais macromoléculas biolégicas (i.e. acidos nucléicos e
polissacarideos), as proteinas sdo polimeros formados por moléculas menores. Porém, ao contrario
dos 4cidos nucléicos, as proteinas nao apresentam estruturas regulares e uniformes. Isso se
deve, em parte, ao fato de os 20 aminoécidos dos quais as proteinas sao feitas apresentarem
propriedades fisicas e quimicas muito distintas. Examinando-se como estes aminoacidos estao
enfileirados em uma proteina, pode-se tentar entender as propriedades fisicas e quimicas das
proteinas e, finalmente, seus mecanismos de a¢ao nos seres vivos.

Atualmente, as proteinas tém sua estrutura determinada através de técnicas de raio-X ou
Ressonancia Nuclear Magnética (RNM). A utilizagao de raio-X requer a cristaliza¢ao da proteina,
o que pode ser uma tarefa relativamente dificil. Adicionalmente, os padrdes de difragdo podem
nao ser interpretiaveis. Entretanto, mesmo os padroes sendo interpretaveis, pode-se levar até
meses para determinar a estrutura de uma tnica proteina.

A RNM, por sua vez, nao requer a cristalizacao da proteina. Trata-se de uma alternativa util

para a determinagao da estrutura de pequenas proteinas, uma vez que seu custo computacional
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é elevado.

Uma analise superficial dos métodos convencionais expostos leva a uma constatacdo sim-
ples: métodos computacionais eficientes para a predi¢ao da estrutura de proteinas sao altamente
desejaveis devido ao alto custo, financeiro e de tempo, dos métodos de laboratorio.

Desde que, em 1973, o estudo de Anfinsen 21 lancou a hipotese de que a estrutura de
uma proteina pode ser unicamente determinada a partir da estrutura primaria (i.e. seqiiéncia
de aminoacidos), uma série de trabalhos tém sido desenvolvidos na tentativa de corroborar tal
afirmacao.

Conforme Mount [3], um dos maiores objetivos da Bioinformaética é entender a relacao entre
a seqiiéncia de aminoacidos de uma proteina e a sua estrutura. Se esta relacao for conhecida,
entdo a estrutura de uma proteina pode ser prevista de modo seguro. Lamentavelmente, a
relacao entre a seqiiéncia e estrutura nao é tao simples. Um grande progresso tem sido feito na
categorizacao de proteinas com base na sua seqiiéncia e este tipo de informagao é muito 1til na
modelagem de proteinas.

Conforme Holbrook et al. [4], um dos maiores focos na previsao da estrutura secundéria
de uma proteina é puramente empirico. Baseado em bancos de dados de cujas proteinas se
conhece a seqiiéncia e a estrutura. Esta abordagem espera encontrar caracteristicas comuns
nestes bancos de dados que possam ser generalizadas a ponto de fornecer modelos estruturais
para estas proteinas.

Na busca por métodos computacionais que implementem tal solugao, algumas linhas de
pesquisa se desenvolveram mais notadamente. Dentre elas, podem ser citadas a determinacgao
da estrutura através da anélise de seqiiéncias homologas, as técnicas de simulagao que usam
principios ab initio e as técnicas de aprendizado de maquina como as Redes Neurais Artificiais
(RNAs), redes Bayesianas, Hidden Markov Models (HMMs) e, mais recentemente, as Support
Vector Machines (SVMs).

No contexto da determinacao da estrutura de proteinas, onde o ntimero de seqiiéncias
é muito superior ao numero de estruturas ji determinadas, a utilizacao de RNAs mostra-se
uma, técnica adequada. A explicagao para tal reside no fato das RNAs aprenderem a partir
dos exemplos recebidos e exibirem uma capacidade de generalizar este aprendizado para dados
ainda nao vistos. Esta caracteristica faz desta técnica uma 6tima candidata a processar dados
de dominios para os quais se tenham pouco ou incompleto conhecimento do problema a ser
resolvido, mas onde existam dados de treinamento suficientes para a projecao de um modelo.

O problema da determinagao da estrutura envolve, como sera visto no decorrer deste estudo,
basicamente a identificacao de 3 formas estruturais (classes). Duas destas formas, apresentam
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padroes repetitivos sendo denominadas de alfa e beta. A terceira, denominada de coil, nao
apresenta um padrao de comportamento. Embora possam ser encontrados na literatura exemplos
de RNAs que trabalhem com a determinagdo de mais classes (i.e especializagoes/combinagoes
dos citados), a maioria tenta determinar apenas estas.

Uma analise dos trabalhos envolvendo a aplicacao de RNAs no problema da predi¢ao da
estrutura secundaria de proteinas (PESP) apresenta um ponto em comum que chama a atengao.
Notadamente pode ser observado que ha um direcionamento especifico na busca por melhores
percentuais de exatidao do resultado obtido.

Na tentativa de uma melhor determinacao da estrutura das proteinas, variacoes no trabalho
de Anfinsen 1 tem proposto, com relativo sucesso, a utilizacao de atributos fisico-quimicos de
cada aminoacido da cadeia ao invés de uma codificacao ortogonal dos mesmos. Por exemplo,
atributos como hidrofobicidade, massa, volume e outros vém sendo combinados e testados. Estes
testes visam, unicamente, um melhor resultado na predicao da estrutura.

A busca pelos 100% de exatidao, inatingivies pois o sentimento "comum" dos pesquisadores
¢ de que as RNAs deverdo chegar a no maximo 90%, tem se tornado incessante. A utilizagao
de RNAs cada vez mais complexas, como as recorrentes bi-direcionais, e o uso mais intenso de
SVMs visam, unicamente, a busca pelo 6timo. Perseguir melhores resultados é uma meta vélida,
mas nao é a unica.

Outro ponto que chama a atencao nos trabalhos hoje existentes, de aplicacdo de RNAs
ao problema da PESP, é a nao exploracao da aquisi¢ao de conhecimento adquirido pelas redes.
Mesmo com a derrubada gradual do rétulo de “caixa-preta” atribuido as RNAs, através da
disponibilizagao de métodos de extracao do conhecimento aprendido, isto nao tem sido feito.

Como conseqiiéncia, perde-se uma grande oportunidade de utilizar este conhecimento em
prol da ciéncia. H4 muito, bidlogos moleculares, e outros profissionais da area, ja poderiam estar
tirando proveito destas informagoes. Mesmo uma negacao do conhecimento disponibilizado pelas
RNAs seria 1til, pois ajudaria a melhorar o processo de extracao do conhecimento da mesma.

Dentro deste contexto, o problema da PESP foi tratado como uma oportunidade para a
disponibilizacdo do conhecimento aquirido pelas RNAs. Nesta disponibilizagao de conhecimen-
to, dois pontos principais foram definidos. Primeiro, como resultado do processamento da rede,
foi feita a determinagdo das classes (i.e. alfa, beta e coil). Segundo, foram utilizados os atri-
butos fisico-quimicos denominados ponto isoelétrico (isoeletric point (pI)) e indice hidropatico
(hydropathic index (HP)) para representar a cadeia de aminoacidos. A partir do que foi defi-
nido, pretendeu-se obter um conhecimento que caracterizasse o comportamento dos atributos

utilizados na formacao das classes estruturais.
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Para viabilizar esta tarefa, uma série de procedimentos foram executados. Primeiro, uma
base de dados foi devidamente preparada. Cuidados relativos a confiabilidade e integridade
dos dados foram ser observados. Neste processo, foi elencado um conjunto de atributos fisico-
quimicos que representaram cada aminoacido da seqiiéncia que compoe a proteina. Adicional-
mente, procurou-se utilizar seqiiéncias de proteinas nao-homoélogas visando uma maior exploracao
do espago de entrada e conseqiiente eficiéncia da rede treinada.

Segundo, a arquitetura da rede foi definida. Cuidados foram observados com relagdo a
codificagdo das entradas no que diz respeito a utilizacdo da técnica de janelamento (vista em
detalhes no item 3.8). Testes foram feitos visando identificar o nimero de neurénios da camada
oculta que atendam as necessidades deste estudo. No processo de treinamento, foi empregada
uma rede tipo Multilayer Perceptron (MLP) feedforward.

Terceiro, a partir de uma anélise do que foi aprendido pela rede, regras difusas foram
extraidas utilizando-se o sistema Fuzzy Automatically Generated Neural Inferred System (FAG-
NIS), proposto por Cechin!”. O sistema FAGNIS foi escolhido por implementar os algoritmos de
treinamento de RNAs e permitir a extracao de regras diretamente da RNA treinada. Além disso,
o sistema resulta em um conjunto de regras tipo Takagi-Sugeno 5 que apresentam a caracteris-
tica de descrever o comportamento da RNA em uma simples funcio linear e permitir a extracao
da influéncia das entradas nas saidas. Tem-se, como resultado desta abordagem, a extracao de
menos regras com maior compreensibilidade.

Quarto, uma vez obtido o conhecimento, na forma de regras, o mesmo necessita ser valida-
do. A validacao em laboratoério seria invidvel no que diz respeito ao ponto de vista econdémico.
Adicionalmente, nao haveria tempo habil para os experimentos serem desenvolvidos. A validacao
estatistica, através do processo de estimacao de parametros, apresentou-se como uma alternati-
va adequada e vélida cientificamente. Para tanto, o FAGNIS foi alterado para fornecer regras
estatisticamente validas. Adicionalmente, implementacoes foram feitas visando dotar o software
com a capacidade de fornecer mais informacoes relativas a cada regra. Informagdes como: o per-
centual de padroes cobertos por cada regra; o percentual de erro na classificagao dos padroes de
treinamento e um acompanhamento global das variacdes no niimero de regras, erro e cobertura
durante o processo de treinamento da RNA.

Por fim, o conhecimento descoberto (i.e. as regras), foi disponibilizado com a intengao de
fomentar a discussao sobre a validade das regras obtidas bem como do processo pelo qual foram
geradas.

Esta dissertacao esta assim estruturada. No capitulo 2 serd apresentada uma compilacao
dos principais conceitos sobre Biologia Molecular, encontrados na literatura, cuja exposi¢ao se
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faz necessaria para uma leitura satisfatoria deste estudo. O mesmo serd feito, no capitulo 3,
para os principais conceitos sobre Redes Neurais Artificiais e Logica Difusa. No capitulo 4 serao
apresentados os principais trabalhos na area de predicao da estrutura secundaria de proteinas.
As implementagdes realizadas no FAGNIS, a definicio de uma metodologia para o processo de
extracao de regras e a implementagdo desta metodologia serao apresentadas no capitulo 5. No
capitulo 6 os resultados obtidos serao apresentados. Por fim, no capitulo 7, serao apresentadas
as conclusoes sobre este estudo e sugestoes de implementagoes futuras que foram detectadas no

desenvolver deste trabalho.
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Capitulo 2
Conceitos Basicos sobre Biologia Molecular

A Biologia Molecular, como qualquer outra ciéncia moderna, depende de instrumentos para
dissecar a arquitetura e a operacao de sistemas inacessiveis aos sentidos humanos.

Além do instrumental fisico e quimico para separar, quantificar e analisar o material bi-
ologico, os biblogos moleculares também se valem de recursos computacionais cada dia mais
sofisticados.

Neste capitulo serd apresentada uma compilacao dos principais conceitos sobre a Biologia

Molecular necessarios & compreensao deste estudo.

2.1 Definicao

A Biologia Molecular compreende as disciplinas de bioquimica e biofisica. Pode ser definida
como o estudo da quimica e da fisica aplicadas a vida.
Apesar de sobrepor-se a outras disciplinas (e.g. biologia celular, genética, farmacologia) é

limitada a um nimero de indagac¢oes que incluem, dentre elas:

e Qual a composicao quimica e estrutura tridimensional das moléculas biologicas?
e Como as moléculas biologicas interagem?

e (Quais os mecanismos de organizacao das moléculas biologicas e de coordenagao das ativi-
dades?
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2.2 Aminoacidos

Os aminoacidos sao as unidades estruturais basicas das proteinas. Os 20 tipos de aminoaci-
dos presentes nas proteinas sao também frequentemente referenciados como aminodcidos-padrao.
Esta nomenclatura tem a inten¢ao de diferencid-los dos outros aminoécidos presentes nos orga-
nismos vivos mas nao nas proteinas.

Estes 20 aminoécidos também sao chamados de a-aminodcidos. A eles foram associadas
abreviagoes comuns de uma e trés letras, conforme pode ser visto na tabela 2.1. Nesta tabela
sdo apresentados os mesmos termos em inglés (nas colunas Abreviation e Identification) devido

a constante referéncia aos mesmos encontrados na literatura nacional.

TABELA 2.1 — Nomenclatura dos Aminoacidos (em portugués e inglés)

‘ Letra ‘ Abreviacao ‘ Identificacdo ‘ Abreviation ‘ Identification ‘

A ALA Alanina ATLA Alanine

C CIS Cisteina CYS Cysteine
D ASP Aspartato ASP Aspartate
E GLU Glutamato GLU Glutamate
F FEN Fenilalanina PHE Phenylalanine
G GLI Glicina GLY Glycine
H HIS Histidina HIS Histidine

I ILE Isoleucina ILE Isoleucine
K LIS Lisina LYS Lysine

L LEU Leucina LEU Leucine
M MET Metionina MET Methionine
N ASN Asparagina ASN Aspargine
P PRO Prolina PRO Proline

Q GLN Glutamina GLN Glutamine
R ARG Arginina ARG Arginine
S SER Serina SER Serine

T TRE Treonina THR Threonine
A% VAL Valina VAL Valine
W TRP Triptofano TRP Tryptophan
Y TIR Tirosina TYR Tyrosine

A titulo de curiosidade histérica, conforme Lehninger [7], o primeiro aminoécido a ser desco-
berto foi a Asparagina, em 1806. O ultimo dos 20, em 1938, foi a Treonina. Todos os aminoacidos

possuem nomes comuns e, em alguns casos, derivados da fonte onde foram descobertos. A As-
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paragina, por exemplo, foi descoberta no aspargo; o Glutamato no glaten; a Tirosina no queijo
(do grego, tyros) e a Glicina recebeu este nome por ser doce (do grego, glykos).

Todas as proteinas, desde as bactérias mais antigas até as mais complexas formas de vida,
sao constituidas do mesmo conjunto de 20 aminoacidos. O que as difere é a quantidade de
aminoacidos, o tipo dos aminoécidos e a seqiiéncia em que os aminoacidos estao unidos. Isto leva

a um numero imensamente grande de combinagoes possiveis.

2.2.1 Estrutura dos Aminoacidos

Conforme pode ser visto na figura 2.1 (a), os aminoacidos possuem um grupo carboxila
(COOH), um grupo amino (NHj) e um atomo de hidrogénio ligados ao mesmo atomo de carbono
denominado de a-carbono. A figura 2.1 (a) apresenta a forma ndo ionizada de um aminoécido e
a figura 2.1 (b) apresenta o aminoacido em solu¢ao em pH neutro na forma ionte dipolar. Estas

duas formas de representacao da estrutura geral de um aminoécido se alternam na literatura em

geral.
H H
HaN COOH HN* ; COo
E E
Estrutura geral de um w-ammoacido Estrutura geral de um o/-aminoécido
(a) em pH Neutro
(b)

FIGURA 2.1 — Estrutura geral de um aminoécido: (a) estrutura em pH néo neutro; (b)
estrutura em pH neutro

O que diferencia os 20 a-aminodcidos é a sua cadeia lateral (ou grupo R, de Radical) que
varia em estrutura, tamanho, carga elétrica, capacidade de formacao de pontes de hidrogénio
e que influencia a solubilidade do aminoacido na agua. Os a-aminodcidos sdo normalmente
classificados em 5 classes principais baseadas nas propriedades dos grupos R, em particular, sua
polaridade ou tendéncia a interagir com a dgua em pH proximo a 7. A figura 2.2 (adaptada a
partir de Lehninger [7]) apresenta as formas estruturais dos a-aminodcidos divididos nas 5 classes

principais.
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FIGURA 2.2 — Estrutura dos 20 a-aminodcidos divididos nas 5 classes principais
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2.2.2 Atributos Fisico-Quimicos dos Aminoéacidos

Conforme Schlick ¥l cada amino4cido possui uma combinagio tnica de propriedades que
afetam, de forma critica, as interagoes que formam e estabilizam a estrutura tridimensional das
proteinas.

Dentre estas propriedades, podem ser citadas:

e volume encerrado pelo raio de van der Waals;

e massa - também encontrada na literatura como sendo o peso molecular do aminoécido com
ou sem a molécula de agua;

e area da superficie;

e polaridade;

e refratividade;

e forcas eletrostéticas;

e hidrofobicidade;

e hidrofilicidade;

e grau de hidrofobicidade da cadeia lateral (escala HP)
e ponto isoelétrico (pl)

e pK do grupo carboxila;
e pK do grupo amino;

e pK do radical.

A tabela 2.2 (compilada a partir de Wu & McLarty [9], Kyte & Doolittle [101, Lehninger s

Voet et al. [1]) apresenta os valores de algumas das propriedades acima citadas. Uma lista mais

extensa pode ser encontrada em (1],
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TABELA 2.2 — Atributos Fisico-Quimicos dos Aminoacidos

Aminoacido ‘ Volume (A3) ‘ Massa (daltons) ‘ HP ‘ pl ‘ PKcarbozita | PKamino | PKRadical
Alanina 67 71,09 1,8 | 6.01 2,34 9,69
Arginina 148 156,19 4,5 | 10,76 2,17 9,04 12,48
Asparagina 96 114,11 -3,5 5,41 2,02 8,80
Aspartato 91 115,09 35 | 2,77 1,88 9,60 3,65
Cisteina 86 103,15 2,5 5,07 1,96 10,28 8,18
Glutamina 114 128,14 -3,5 5,65 2,17 9,13
Glutamato 109 129,12 35 | 3,22 2,19 9,67 4,25
Glicina 48 57,05 04 | 597 2,34 9,60
Histidina 118 137,14 32| 7,59 1,82 9,17 6,00
Tsoleucina 124 113,16 45 | 6,02 2,36 9,68
Leucina 124 113,16 3,8 | 5,98 2,36 9,60
Lisina 135 128,17 3.9 | 9,74 2,18 8,95 10,53
Metionina 124 131,19 1,9 | 5,74 2,98 9,21
Fenilalanina 135 147,18 28 | 5,48 1,83 9,13
Prolina 90 97,12 1,6 | 6,48 1,99 10,96
Serina 73 87,08 08 | 568 2,21 9,15
Treonina 93 101,11 -0,7 5,87 2,11 9,62
Triptofano 163 186,12 09 | 589 2,38 9,39
Tirosina 141 163,18 1,3 | 5,66 2,20 9,11 10,07
Valina 105 99,14 42 | 597 2,32 9,62

2.3 Proteinas

Conforme Lehninger [, proteinas sio moléculas formadas pela unifio de varios aminoacidos.
Ocorrem em todas as células e em todas as partes das células.

As moléculas resultantes da unido de aminoacidos sao genericamente chamadas peptidios.
Termo este que tem sua origem no grego pepsis que significa digestao. Isto se deve ao fato de
0s sucos estomacais dos animais quebrarem justamente as ligagoes entre os aminoacidos. Dois
aminoacidos formam um dipeptideo, trés formam um tripeptideo e assim por diante. O termo
polipeptideo (do grego poli = muitos) é comumente utilizado para se referir 4 moléculas formadas
por muitos aminoacidos (classe esta onde a maioria das proteinas se enquadra).

[12], as proteinas exercem papéis cruciais em virtualmente todos os processos

Segundo Stryer
biolégicos. Sua importancia e sua notavel gama de atividades sao exemplificadas em funcées

como as de: catalise enzimética, transporte e armazenamento, movimento muscular, sustentacao
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mecanica, protecao imunitaria, geracao e transmissao de impulsos nervosos, etc. A titulo de
curiosidade historica, o termo proteina é derivado da palavra grega proteios, que significa "de
primeira ordem". Foi cunhado por Jons J. Berzelius, em 1838, para salientar a importéancia desta
classe de moléculas.

As tarefas de descrever e compreender a estrutura das proteinas sao abordadas, normal-
mente, em 4 niveis de hierarquia conceitual, conforme pode ser visto na figura 2.3 (extraida de
Lehninger [7]). A descricao de todas as ligagoes covalentes que ligam os residuos em uma cadeia
polipeptidica é chamada de estrutura priméria. O elemento mais importante de uma estrutura
priméria é a seqiiéncia dos residuos. A estrutura secundaria se refere a um arranjo particular
estével dos residuos originando padrdes estruturais recorrentes. A estrutura terciaria descreve
todos os aspectos do dobramento tridimensional de um polipeptideo. Quando a proteina pos-

sui mais do que um polipeptideo, a sua organizagao no espago é referenciada como a estrutura

quaternaria.
il N B e &
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Gly 1] Y N~ " WA
Leu N V) B
‘ £ J
Val q o ,-—¢——-——I
- - r
Ala e -
Estutura Estrutura Estrutura Estrutura
Primaria Secundaria Terciana Juaternaria
(a) () (c) (d)

FIGURA 2.3 — Formas de representacao estrutural das proteinas.

Destas, nos ateremos as estruturas priméria e secundaria pois sao as pertinentes ao estudo

desenvolvido nesta dissertacao.

2.3.1 Estrutura Primaria das Proteinas

Conforme Voet et al. [1], a estrutura priméaria de uma proteina consiste na seqiiéncia de
aminoacidos de sua cadeia polipeptidica ou das suas cadeias polipeptidicas (caso seja constituida

por mais de uma cadeia). Constantemente, encontram-se referéncias ao termo “seqiiéncia de
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residuos” como também utilizado para caracterizar a estrutura primaria.

[12], o conhecimento da seqiiéncia priméria é importante por diversos moti-

Segundo Stryer
vos. Primeiro, para elucidar seu mecanismo de ag¢ao (e.g. o mecanismo catalitico de uma enzima).
Proteinas com novas propriedades podem ser geradas pela alteracao de seqiiéncias estruturais
conhecidas. Segundo, as analises das relagoes entre seqiiéncias de aminoécidos e estruturas tridi-
mensionais de proteinas podem vir a revelar as regras que governam o enovelamento de cadeias
polipeptidicas. Terceiro, a determinagao da seqiiéncia faz parte da patologia molecular. Doencas
fatais, como a anemia falciforme e a fibrose cistica, podem resultar da alteracdo de um s6 ami-
noacido em uma s proteina. Quarto, a seqiiéncia de uma proteina revela muito acerca de sua

historia evolutiva.

2.3.2 Estrutura Secundaria das Proteinas

Conforme Voet et al. [1], a estrutura secundéaria é o arranjo espacial dos atomos de um
esqueleto polipeptidico, sem levar em consideracao a conformacao de suas cadeias laterais.

Os polipeptideos podem possuir, conforme Schlick [8], uma variedade de conformagdes (i.e.
estruturas tridimensionais) diferindo apenas pelas orientagdes rotacionais sobre suas ligagoes
covalentes. Este tipo de flexibilidade rotacional é caracterizada pelos angulos diedros (também
denominados dngulos de torgao ou angulos de rota¢ao). Conforme pode ser visto na figura 2.4,
os angulos diedros ¢ e 1 sao usados, respectivamente, para definir rotacoes em torno da ligacao
entre os atomos a-carbono e nitrogénio do grupo amino (i.e. ¢ : C, — N) e entre os atomos
a-carbono e carbono do grupo carboxila (i.e. ¢ : C, — C).

O angulo diedro w define a rotagao sobre a ligacao peptidica. Devido ao carater parcial de
dupla ligagao e as interagoes estéreis entre cadeias laterais adjacentes, o dngulo w esta tipicamente
na configuracao trans (i.e. w = 180°). Comumente, o tratamento dado na literatura, com relagao
aos angulos diedros, apresenta uma visao sem o angulo w.

Os valores permitidos dos angulos ¢ e 1) podem ser calculados. Conformactes espaciais
proibidas tém os valores de ¢ e ¥ que trariam os 4tomos mais proximos do que as distancias de
van der Walls correspondentes. Tal informacao é resumida no diagrama de Ramachandran, assim
denominado devido ao seu inventor, G. N. Ramachandran (131 Conforme pode ser observado na
figura 2.5 (extraida de Lehninger [7]) , a maioria das areas do diagrama de Ramachandran (a

maioria das combinagdes de ¢ e 1)) representa combinagdes proibidas da cadeia polipeptidica.
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FIGURA 2.4 — Flexibilidade rotacional nos polipeptideos: definicdo dos angulos diedros ¢, ¥ e
w.
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FIGURA 2.5 - Diagrama de Ramachandran.

O arranjo secundério de um polipeptideo pode ocorrer de forma regular. Isso acontece
quando os angulos das ligagoes entre carbonos e seus ligantes (os valores de ¢ e 1) sdo iguais

e se repetem ao longo de um segmento da molécula. Sao 2 os tipos principais de estruturas
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secundarias regulares: a-hélices e folhas (.

A «a-hélice (também referenciada como alfa ou hélice) é a forma mais comum de estrutura
secundéaria regular. Conforme pode ser visto na figura 2.6 (extraida de Lehninger [7]), caracteriza-
se por uma hélice em espiral formada por 3,6 residuos de aminoécidos por volta. As cadeias
laterais dos aminoécidos se distribuem para fora da hélice, evitando assim o impedimento estérico.

A principal forca de estabilizacao da a-hélice é a ponte de hidrogénio.

3;jsid\u: ) ‘z ° ":I

259
3.6 residuos

] .Q,J

L

01
c“‘o

FIGURA 2.6 — Representacao de uma «a-hélice com periodicidade de 3,6 residuos por volta.

A folha  (também referenciada como beta, folha pregueada), ao contrario da a-hélice,
conforme pode ser visto na figura 2.7 (extraida de Voet et al. [1]), envolve 2 ou mais segmentos
polipeptidicos da mesma molécula ou de moléculas diferentes, arranjados em paralelo ou no
sentido anti-paralelo. Os segmentos em folha 5 da proteina adquirem um aspecto de uma folha
de papel dobrada em pregas. As pontes de hidrogénio mais uma vez sao a forca de estabilizagao

principal desta estrutura.
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FIGURA 2.7 — Representagao de uma folha 3.

Além das duas estrutura secundarias regulares citadas, conforme pode ser visto na figura
2.8 (feita utilizando-se o software RASMOL), o restante da molécula assume uma estrutura

secundéria nao repetitiva normalmente denominada de coil, ou random coil.
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alfi

FIGURA 2.8 — Representagao da proteina 1gpl (glutathione perozidase do boi) onde constam
varias a-hélices e duas folha 3, além das varias coils.

2.4 Encerramento do Capitulo

Este capitulo apresentou uma compilacao dos principais conceitos encontrados na literatura
cuja exposicao se faz necessiria para uma leitura satisfatoria desta dissertacao.

Foram vistos conceitos pertinentes a Biologia Molecular, especificamente sobre bioquimica.
Dentre eles: os aminoacidos, as proteinas e suas conformacgoes estruturais.

No capitulo seguinte sera feita uma exposi¢do dos principais conceitos, pertinentes a este

trabalho, sobre Redes Neurais Artificiais e Logica Difusa.
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Capitulo 3

Conceltos Basicos sobre Redes Neurais

Artificiais e Logica Difusa

Neste capitulo serao apresentados os principais conceitos sobre RNAs bem como uma in-
trodugao a Loégica Difusa. Alguns destes conceitos estao ligados ao entendimento da revisao
bibliografica feita sobre a utilizagdo de RNAs aplicadas ao problema da PESP.

Além da definicao de uma RNA propriamente dita, serdo apresentados alguns dos seus
principais conceitos: neuréonios, RNAs multicamadas, o processo de aprendizado, os algoritmos
de aprendizado, os tipos de aprendizado, os tipos de problemas tratados pelas RNAs. Adicional-
mente, serdo vistos alguns dos principais conceitos na intersec¢ao entre RNAs e suas aplicagoes
em Biologia Molecular bem como alguns conceitos genéricos sobre a extragao de regras de RNAs.

No que diz respeito a Loégica Difusa, veremos a sua defini¢do, principais caracteristicas e

vantagens.

3.1 Definicao de uma RNA

14 yma RNA é um processador macicamente paralelo e distribuido,

Conforme Haykin
constituido de unidades de processamento simples, que tém a fun¢ao de armazenar conhecimento

experimental e torna-lo disponivel para o uso.
Assemelha-se ao cérebro em dois aspectos:
e 0 conhecimento é adquirido pela rede a partir de seu ambiente através de um processo

chamado de aprendizagem onde a forma de perceber o ambiente é através de um conjunto

de padroes;
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e forgas de conexao entre as unidades de processamento (neurdnios), chamadas pesos sinap-

ticos (ou simplesmente pesos), sdo utilizadas para armazenar o conhecimento adquirido.

Conforme seréa visto nas explicacdes que seguem, o principal atrativo na estrutura de uma RNA
reside em sua habilidade de adaptacdo e aprendizagem. Isto significa que modelos de RNAs
podem lidar com dados imprecisos e situacoes nao totalmente definidas. Uma rede treinada de
maneira adequada tem a habilidade de generalizar quando é apresentada a entradas que nao

estao presentes em dados ja conhecidos por ela.

3.2 Modelo de Neurdnio

Conforme Wu & McLarty [9], o neurénio é a unidade fundamental de processamento de in-
formacgao de uma RNA. Trata-se, na verdade, de uma representacao simplificada de um neurénio
biolégico.

Os neuronios da RNA, assim como os neuronios do cérebro, possuem conexoes de entrada
(dendritos) e de saida (ax6nios). Adicionalmente, também como os neur6nios reais, possuem uma
forma de processamento interno que gera um sinal de saida em funcdo de um sinal de entrada.
Entretanto, enquanto a saida de um neurénio biologico estda em constante alteracao no tempo,
a de um neuronio artificial muda somente em intervalos discretos no tempo, isto é, quando os
dados de entrada mudam.

As conexodes entre os neurdnios possuem pesos sinapticos associados a elas. Também cha-
mados simplesmente de pesos, representam o resultado do aprendizado do processamento da
RNA.

A figura 3.1 apresenta o modelo de um neurdnio artificial, onde podem ser observados: os

sinais de entrada, o conjunto de sinapses, o bias, o somador e a funcao de ativacao.
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FIGURA 3.1 — Modelo nao-linear de um neurénio.

Os sinais de entrada representam o mapeamento das entradas para a saida. Cada sinal
mapeia um dos atributos contido no arquivo de padroes.

O conjunto de sinapses ou conezoes, cada uma caracterizada por um peso sinaptico, tem a
funcao de armazenar o conhecimento sobre os sinais de entrada processados.

O bias tem a funcao de diminuir ou aumentar o valor a ser processado pela funcao de
ativagao. Possui o efeito de transladar a fungao de ativagao em torno da origem. Considerando-
se duas entradas, um neurdnio sem o bias é como uma equacgao da reta sem o termo independente,
ou seja, sempre passara pela origem.

O somador é um operador com a funcao de calcular a soma dos sinais de entrada multipli-
cados pelos respectivos pesos sinapticos.

A fungao de ativacao é utilizada para restringir a amplitude do valor de saida do neurénio.
E responsével por definir a ativacio de saida do neurdénio em termos do seu nivel de ativacio
interna. Em outras palavras, o valor de saida em fun¢ao do somatério das entradas multiplicados
pelos seus pesos. Vérias sdo as fungdes de ativagao existentes (e.g. de Limiar, Linear por Partes,
Sigmoéide, Identidade) sendo que os intervalos de saida, normalmente, sdo definidos entre -1 e 1,
0elou-0.5e0.5.

3.3 RNAs Multicamadas

As RNAs multicamadas sao arquiteturas onde os neurdnios sao organizados em duas ou

mais camadas de processamento.
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As RNAs com apenas duas camadas sao constituidas de uma camada de entrada que se
conecta a uma camada de neurénios de saida. Os neur6nios da camada de entrada sao neuronios
especiais, cujo papel é exclusivamente distribuir cada uma das entradas da rede (sem modifica-
las) a todos os neurdnios da camada seguinte. A forma mais simples deste tipo de rede consiste
de um tnico neurénio na camada de saida, sendo conhecido como perceptron. Um exemplo de
rede com apenas duas camadas é apresentado na Figura 3.2 (a), com 3 neur6nios na camada de
entrada e 4 neurdnios na camada de saida.

[14], o perceptron foi objeto de intensa pesquisa durante os anos 50 e 60,

Conforme Haykin
mas em 1969, M. Minsky e S. Papert provaram matematicamente que este tipo de estrutura
de processamento apresenta limitacoes importantes e s6 pode ser aplicada com sucesso a uma
classe muito restrita de problemas. Mais especificamente foi provado que o perceptron é capaz
de resolver apenas problemas linearmente separéveis.

No entanto, com a utilizacao de redes de multiplas camadas, com pelo menos uma camada
oculta (camada que ndo é nem entrada, nem saida), muitas das limitacoes apresentadas pelo
perceptron deixam de existir. Esta implementacao, cujo exemplo pode ser visto na figura 3.2 (b),

recebeu o nome de Multilayer Perceptron (MLP).

:

Camada de Camada de Camada de Camada de Camada de
neuronios reuron ios de NEUrOnIos neuronios NE e oS

de entrada saida de entrada escondidos de saida

{a) ih

FIGURA 3.2 - RNAs em camadas: (a) rede com duas camadas (uma de entrada e outra de
saida); (b) rede com trés camadas (uma de entrada, uma oculta e outra de saida.)
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3.4 Aprendizado

Conforme Wu & McLarty Pl a idéia fundamental por tras do aprendizado (também cha-
mado de treinamento) de uma RNA é atribuir valores a um conjunto de pesos (inicializado
normalmente de forma aleatoria), aplicar os padroes a rede e verificar como a mesma responde
com estes pesos. Se nao responder de forma satisfatoria entao os pesos devem ser modificados
por algum tipo de algoritmo (especifico de cada arquitetura) e o processo deve ser repetido. Esta
interacao deve continuar até que um critério de parada pré-definido seja atingido.

Cada passagem de treinamento sobre todos os padroes é chamada de época. Alteragoes
nos pesos podem ser feitas a cada padrao processado ou apds uma época inteira. Normalmente,
os pesos sao modificados ap6s cada época.

O objetivo do treinamento é gerar uma rede com pesos que melhor atendam aos padroes
recebidos de forma a generalizar a solug¢do obtida para dados que venham a ser submetidos
posteriormente. Para que isto aconteca, é necessario que seja evitada a situacao de overtraining
onde a rede "memoriza" os padroes recebidos e perde o seu poder de generalizagao. Para tanto,
junto com a base de treinamento, é processada uma base de validacao que nao altera os pesos da
rede mas valida o que foi aprendido até o momento. O ponto no qual a rede (com seus devidos
pesos) deve ser salva é quando o erro da validagdo comega a subir.

Conforme Han & Kamber [15], a preparacao inadequada dos conjuntos de arquivos de trei-
namento e validacao pode levar a resultados erréneos devido, principalmente, a situacao de
overtraining. Para evitar este problema, diferentes técnicas sdo empregadas na preparagao des-
tes. Normalmente, o arquivo original de padroes sofre um particionamento dos seus dados o
que leva a geracao dos arquivos para as etapas de treinamento e validacao. Dentre os principais
métodos, para a geragao destes arquivos, podem ser citados: holdout, k-fold-cross-validation e
jackknife.

O método de holdout consiste em separar, de forma aleatoria, o arquivo de padroes em
dois arquivos. O de treinamento tipicamente contera dois tercos dos dados e o de validagao o
um terco restante.

O k-fold-cross-validation (k-FCV') ¢ um método onde o arquivo de padroes é dividido em &
arquivos mutuamente exclusivos, todos de igual tamanho. As etapas de treinamento e a validacao
sao repetidas k vezes, sendo utilizados para treinamento k-1 arquivos e para validacao o k-ésimo
arquivo (ndo utilizado no treinamento). A cada interagdo, o arquivo de valida¢do possui um &
diferente.

O método de jackknife, também conhecido como leave-one-out, é semelhante ao k-FCV



36

onde o k é igual ao nimero de linhas do arquivo de padroes. Com isto, cada arquivo de validacgao
conterd somente uma linha em cada etapa do processo.

Uma variagao dos métodos de holdout e k-FCV é a inclusao da técnica de estratificagao.
Neste caso, ha a preocupacao de que cada classe, existente no arquivo de padroes, seja propor-
cionalmente representada nos arquivos de treinamento e validacao. Com isto, conforme Wu &
McLarty [9], é eliminada a representacao tendenciosa dos dados, um dos principais problemas no

treinamento das RNAs.

3.5 Algoritmos de Aprendizado

O algoritmo de aprendizado é um conjunto de regras bem definidas para a solu¢cao de um
problema de aprendizado. Existem muitos tipos de algoritmos de aprendizado especificos para
determinados modelos de RNAs. Estes algoritmos diferem entre si principalmente pelo modo
como os pesos da rede sao ajustados.

Dentre os principais algoritmos de aprendizado, podem ser citados, entre outros: Backpro-
pagation, Resilient Propagation (RProp), Cascade Correlation, Kohonen e Quickprop.

Expressoes matemaéticas, chamadas de regras de aprendizado, descrevem o processo de
aprendizado implementado por cada algoritmo. Uma das regras de aprendizado mais conhecidas
é a regra Least Mean Square (LMS). Sua finalidade é minimizar o erro médio quadratico. Os
pesos sinapticos da rede sao ajustados de acordo com o erro quadratico para todos os padroes
do conjunto de treinamento. O processo de redugdo gradativa do erro tende & convergéncia,
onde o erro é estavel, levando ao encerramento do aprendizado. A evolucao do processo de
aprendizagem ocorre, até que algum critério seja satisfeito, como um valor minimo de erro global

ou uma diferenca sucessiva minima entre erros.

3.6 Tipos de Aprendizado

A aprendizagem da RNA nada mais é do que o processo de ajustes sucessivos nos pesos das
conexoes. Ocorre quando, o padrao final corresponde ao que se deseja associar, como resposta
ao padrao de entrada. As RNAs possuem dois tipos de aprendizado: supervisionado e nao
supervisionado.

No aprendizado supervisionado, a RNA é treinada através da apresentacao de exemplos
onde, para os atributos de entrada, a rede deva produzir a saida informada. A resposta calculada

pela RNA é comparada com a saida esperada (também fornecida no padrio) e, assim, a rede gera
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um valor de erro que corresponde a diferenca entre os dois valores. O valor do erro obtido é entao
utilizado para calcular o ajuste necessario aos pesos sinapticos da rede, os quais serao corrigidos
até que a resposta da rede se aproxime da saida desejada. Esse é o processo de minimizacao do
erro. Nesse tipo de aprendizado, os cilculos necessarios para minimizar o erro sao importantes e
estao atrelados ao algoritmo utilizado.

No aprendizado nao supervisionado a saida desejada nao existe. A rede é treinada através
de padroes de entrada e entao, arbitrariamente, efetua uma separacao automética dos padroes

de modo a produzir grupos o mais homogéneos possiveis.

3.7 Tipos de Problemas que as RNAs Solucionam

As RNAs atendem a dois tipos de problemas: de classificacdo e de aproximacao de funcao.

Problemas de classifica¢do, como o nome indica, sdo aqueles onde a RNA tenta classificar
os padroes em classes distintas. Estas classes podem ser conhecidas ou ndo. Se conhecidas,
utiliza-se o0 método de aprendizado supervisionado. Se nao conhecidas, utiliza-se 0 método nao
supervisionado. Este, por sua vez, ird gerar as classes e associar os padroes as mesmas.

Em problemas de aprorimagao de funcao, para o método de aprendizado supervisionado, a

RNA executa procedimentos visando gerar uma saida que mais se aproxime do valor esperado.

3.8 Conceitos sobre RNAs Aplicadas a Biologia Molecular

Complementando os conceitos basicos tradicionais sobre RNAs, faz-se necessario uma con-
textualizacdo quanto & sua aplicagdo em problemas de biologia molecular. Isto se deve ao fato
de que, no decorrer dos anos de pesquisa na area, técnicas e convencoes foram adotadas e, hoje,
sao consideradas de dominio comum. Alguns dos conceitos que serdo vistos se confundem entre
intrinsecos das RNAs e oriundos do problema a ser resolvido.

O primeiro ponto que merece ser destacado é a constante mescla entre os termos aminodcido
e residuo. A literatura sobre RNAs aplicadas a problemas de biologia molecular comumente
utiliza um destes termos. Muitas vezes, ambos sdo encontrados em um mesmo texto com a
intencao de apresentar o mesmo significado. Este trabalho dara preferéncia, ao termo residuo
pois, como ja citado anteriormente, este termo reflete a perda do elemento agua quando um
aminoécido se junta a outro e, em se tratando determinacao da estrutura secundaria, a partir da
priméria, a 4gua nao se faz presente.

Dentre os outros itens que merecem analise, estao: a representacao dos residuos; o jane-
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lamento; o resultado produzido pela RNA; a métrica sobre os resultados. Conforme podera ser
notado, expressoes como “tipicamente”, “normalmente” e “comumente” serao empregadas com
uma certa freqiiéncia nos paragrafos que seguem. Isto se deve ao fato de que as explicacoes
dadas sao baseadas na maioria dos casos observados e nao na sua totalidade. Para cada possibi-
lidade apresentada, varias alternativas oriundas da criatividade humana podem ser encontradas

na literatura.

3.8.1 A Representacao dos Residuos

Cada residuo de uma seqiiéncia normalmente é representado por um cédigo ou um conjunto
de atributos fisico-quimicos que o caracterizam.

Com relacao ao cddigo, a representacao mais utilizada é composta por 20 entradas binarias
onde cada uma representa um residuo. Por exemplo, a Alanina poderia ser representada por
00000000000000000001, a Arginina por 00000000000000000010 e assim por diante, terminando
pela Valina representada por 10000000000000000000. Esta representacao também é encontrada
na literatura com o nome de codificagdo ortogonal.

Com relagao aos atributos fisico-quimicos, varios sao utilizados. Sua codificacao oscila entre
entradas binérias, entradas reais nao normalizadas e entradas reais normalizadas. Conforme
Wu & McLarty [9], alguns dos atributos encontrados com mais freqiiéncia em pesquisas que
utilizam RNAs sao: hidrofobicidade, volume, massa, area, propensidade a pertencer a uma
determinada estrutura secundéria, refratividade. Conforme Baldi & Brunak ' ainda podem
ser acrescentados a esta lista: carga, familia, distancias do residuo com relagao as extremidades

da proteina, etc.

3.8.2 O Janelamento

Conforme Holbrook et al. [4], é bastante provavel a hipdtese de que, na determinacao da
estrutura secundéria, os residuos intrinsicamente possuem certas preferéncias conformacionais e,
estas preferéncias, podem ser influenciadas pelos residuos proximos. Valendo-se desta informagao,
as RNAs tém sido desenhadas para prever a estrutura secundaria a partir do contexto em que o
residuo se encontra. Com a intencao de capturar estas informacgoes de curta distancia, o conceito
de janelamento é utilizado.

Com esta técnica, é criada uma “janela” virtual que vai “deslizando” sobre a seqiiéncia
de residuos da proteina, percorrendo toda a sua extensao. Cada padrao contém informacoes

sobre todos os residuos “vistos” pela janela em uma determinada posi¢ao. A janela tem sempre
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comprimento impar e o residuo central é o que estd tendo a sua estrutura determinada. A
intencao é que a informacao dos residuos laterais ajudem nesta determinagcao.

A figura 3.3 apresenta um exemplo da técnica de janelamento. Como pode ser visto, a
janela possui um tamanho de 5 residuos. O processamento de uma proteina com tamanho de 8

residuos resultou na geracao de 4 padrdes a serem processados pela RNA.

Janela
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FIGURA 3.3 — Deslizamento de uma janela de 5 residuos sobre uma proteina de 8 residuos.

3.8.3 O Resultado Produzido pela RNA

O resultado gerado pela RNA est4 diretamente ligado a arquitetura implementada e esta,
por sua vez, ao problema que se deseja resolver.

A primeira grande divisao que ocorre nas implementacées de RNAs para o problema da
PESP é quanto ao nimero de classes que a arquitetura tenta prever. As mais comuns sao as
de 3 classes: alfa, beta e coil. Algumas implementacoes fazem uma classificagao mais detalhada
como, por exemplo, a divisdo entre alfa direita e esquerda e/ou entre folhas beta paralelas e
anti-paralelas.

Uma vez definido o niimero de classes, que normalmente corresponde ao nimero de saidas
da rede, ocorre agora a definicao do tipo de resultado. Tipicamente, sao 2 os tipos de resultados
reportados: binario e proporcional. O resultado binario apresenta 1 na saida que caracteriza a
estrutura e 0 nas demais. O resultado proporcional apresenta um valor em cada saida. A que
possuir o maior valor caracteriza a estrutura vencedora. E a chamada técnica de winner-take-all.

Em algumas implementacoes, o valor proporcional é igual ao conceito valor percentual.

3.8.4 A Meétrica dos Resultados

Uma etapa importante no processo de avaliagdo dos resultados obtidos por uma RNA ¢é a
definicao de uma métrica sobre a qualidade da predicao feita. Conforme Baldi & Brunak [16],

uma variedade de abordagens para calcular a exatidao da RNA tem sido sugeridas em diferentes
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contextos e isto acabou por gerar alguma confusao na comparagao entre os diferentes estudos.

Conforme Wu & McLarty ”, a performance pode, normalmente, ser medida por: sen-
sibilidade (sensitivity), singularidade (specificity), predigdo positiva (positive predictive value),
predi¢do negativa (negative predictive value), exatiddo (accuracy) e coeficiente de correlagio
(correlation coefficient).

As equagbes que seguem apresentam a implementacao de cada métrica:

v
Sensibilidade = —2— 3.1
ensibilidade T (3.1)
Singularidad Y (3.2)
ingularidade = :

9 Vo +F,

Predicio Positi Yy (3.3)

redi¢io Positiva = :
: Vot By

Predi¢do Negati Y (3.4)

redi¢io Negativa = ———— :
o+ V,
Ezatidao = pt (3.5)

V,+ Vo + F, + F,

— (F,F,
Coeficiente de Correlagao = VoVe) = (FpF) (3.6)
Vot B) (B + Vo) (Va + B (Fa + V)

onde: Vp s@o os Verdadeiros Positivos (classificados como positivos e que sdo realmente positi-
vos); Fp sdo os Falsos Positivos (classificados como positivos e que sdo, na verdade, negativos);
Vn s@o os Verdadeiros Negativos (classificados como negativos e que sdo realmente negativos);
Fn sao os Falsos Negativos (classificados como negativos e que sdo, na verdade, positivos).

A sensibilidade (equagdo 3.1) é a propor¢ao de todos os padrdes corretamente classificados

como verdadeiros. A singularidade (equagdo 3.2) é a proporcao de todos os padrdes corretamente
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classificados como falsos. Eles podem ser considerados como uma métrica de quao bem os falsos
negativos e falsos positivos sao eliminados.

A predigao positiva (equagdo 3.3) é a probabilidade de um padrao identificado como ver-
dadeiro ser realmente verdadeiro. Ja a predi¢cdo negativa (equagdo 3.4) é a probabilidade de um
padrao identificado como falso ser realmente falso.

A ezatidao (equagio 3.5) é o percentual de todas as predigoes corretas.

17 Os valores

O coeficiente de correlagio (equagdo 3.6) foi introduzido por Matthews
entre 1 e -1 correspondem, respectivamente, a quao correta e quao completamente errada é a
predicao.

Outra forma de se apresentar os resultados encontrados é através de uma matriz de exatidao

(conforme tabela 3.1).

TABELA 3.1 — Matriz de exatidao 3z3 para a predi¢ao da estrutura secundéaria

‘ A ‘ Q ‘ B ‘ L ‘ Esperado ‘
a Aaa Aaﬁ AaL ba
s Apa | App | Apr bs
L ALa AL[J’ ALL bL
Encontrado | a, | ag | ag N
3
a; = ZAj,-, parai = o, 3, L (3.7)
j=1
3
b = ZAU’ parai =, [, L (3.8)
j=1

N = 23:(1,]' = Zs:b] (39)

Aj; .
Qi = Q" = 100b— parai= «, 3, L (3.10)
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A
Q;%p’"ed = 10(]—"Z parat = o, 3, L (3.11)

3

Q= > A (3.12)

onde A;; é o nimero de residuos preditos na estrutura ¢ e observados na estrutura j; a; e b; sao
as freqiiéncias preditas e observadas dos residuos em uma dada estrutura; N é o ntimero total
de residuos analisados; ); é a percentagem de residuos corretamente preditos, em relagao aos

d
observados, de uma dada estrutura; Q;-%pre

é o percentual de residuos corretamente preditos,
dentre todos os residuos preditos, de uma dada estrutura; e ()3 é a exatidao percentual de todos
os residuos corretamente preditos.

Da mesma forma que a matriz as equagoes acima foram utilizadas para apresentar os
resultados da classificacio em 3 classes (alfa, beta e loop/coil), as mesmas sdo utilizadas quando
a classificacao se faz em um nimero diferente de classes.

De todas as métricas acima, as trés mais utilizadas sdo: a ezatiddo (equagdo 3.5), o coefi-

ciente de correlagdo (equacdo 3.6) e a matriz de exatiddo (tabela 3.1).

3.9 Extracao de Regras de RNAs

Uma das caracteristicas mais importantes das RNAs é a sua capacidade de adaptagao e
aprendizagem, a partir de uma base de treinamento, levando & generalizacao da solu¢ao encon-
trada. Isto abriu novas perspectivas para a automatizacao da aquisicao de conhecimento.

Durante muito tempo, as RNAs foram tidas como um tipo de “enigma numérico”. Muitas
vezes denominadas de “caixa-preta”, em particular por fornecer ao usuério nenhuma informacao
sobre o conhecimento adquirido.

Visando reparar esta situagao, um esforco consideravel tem sido empregado no problema de
suprir as RNAs com uma capacidade de explanacao. Em particular, uma parte substancial deste
esfor¢o tem sido direcionada em uma linha de investigagdo que gira em torno do desenvolvimento
de técnicas para a extragao do conhecimento adquirido através de regras expressas em uma
linguagem compreensivel ao usuario. Estas regras, utilizadas por varios métodos, incluem: regras

de inferéncia (if-then-else), arvores de decisdo, regras difusas (utilizadas neste estudo) e outras.
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Para a extragao destas regras, a granularidade na analise do conhecimento adquirido pelas
RNAs, segundo Andrews et al. 18] & Tickle et al. ' possui dois extremos. De um lado, a
visao decomposicional onde a rede é analisada em um nivel menor de granularidade, isto é, no
nivel dos neuronios das camadas oculta e de saida e nos pesos sinapticos. Do outro lado, a visao
pedagdgica onde a rede é vista em um nivel maximo de granularidade. Onde a anélise se d&
simplesmente pela influéncia das entradas nas saidas. Desta forma, mantendo um certo status
de “caixa-preta’.

Conforme Andrews et al. ¥ e Tickle et al. [19], independente do tipo de regra gerada,
algumas caracteristicas devem ser buscadas em todas as solucoes propostas. Dentre elas: exa-
tidao, fidelidade, consisténcia e compreensibilidade. Por exatidao entenda-se o grau com o qual
o conjunto de regras extraidos é capaz de classificar exemplos "nao-vistos" de forma correta. A
fidelidade indica o grau de similaridade entre as regras extraidas e a RNA a partir da qual se ori-
ginaram. A consisténcia denota o grau com que, sob diferentes treinamentos, a RNA gere regras
que produzam a mesma classificacao para os casos "nao-vistos". Por fim, a compreensibilidade
¢ dada por uma medida do tamanho do conjunto de regras extraidas em termos do ntimero de
regras e do nimero de antecedentes por regra.

A partir da extragdo do conhecimento interno das RNAs, e valendo-se das caracteristicas

que as regras devem apresentar, alguns beneficios podem ser facilmente enumerados:

e podem ser descobertos novos relacionamentos e/ou caracteristicas importantes a partir das

regras extraidas;
e formalismo para expressar o conhecimento;

e a capacidade de gerar explicagdes das decisoes tomadas, em nivel interno pela RNA, pode

facilitar a aceitacao do uso da rede pelos usuarios;

e as regras, na forma if... then... ou arvores de decisao, facilitam a integracao com sistemas

simbdlicos baseados em conhecimento;

e por expressarem o conhecimento adquirido pela rede, as regras simbélicas podem ser utili-

zadas para descobrir em que situagoes a rede pode cometer erros de generalizacao;

e podem possibilitar a identificagdo de regidoes no espago de entrada que nao se fizeram

representar no conjunto de treinamento.

Para uma melhor compreensao sobre o tipo de regras extraidas das RNAs, que este estudo

utiliza, faz-se necessaria uma introducao ao assunto Logica Difusa.
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3.10 Légica Difusa

A Logica Difusa pode ser definida como sendo uma ferramenta capaz de capturar infor-
macoes vagas, em geral descritas em uma linguagem natural e converté-las para um formato
numérico de facil manipulagdo. Com base na teoria dos Conjuntos Nebulosos (Fuzzy Sets), a
logica difusa tem se mostrado mais adequada para tratar imperfeicoes da informacao do que a
teoria das probabilidades.

A Logica Difusa, ou Logica Nebulosa, também pode ser definida como a légica que suporta
os modos de raciocinio que sao aproximados, ao invés de exatos - como estamos naturalmente
acostumados a trabalhar. Estd baseada na teoria dos conjuntos nebulosos, introduzido por Lofti
A. Zadeh . em 1965.

Na teoria classica dos conjuntos, os conjuntos sao ditos crisp, de tal forma que um dado
elemento do universo em discurso (dominio) pertence ou nao pertence ao referido conjunto. Na
teoria dos conjuntos nebulosos existe um grau de pertinéncia de cada elemento a um determinado
conjunto.

Este conceito pode ser melhor compreendido através do exemplo que segue. Conforme
pode ser visto na figura 3.4, suponha dois conjuntos: a) conjunto dos homens que sdo passiveis
de participar da sele¢do de basquete (dado por uma altura superior a 1.75m); b) conjuntos
dos homens altos. Existe uma diferenca fundamental entre ambos os conjuntos. Por exemplo,
apresentado um homem com 1.74m, podemos afirmar sem nenhuma discussdao ou duvida se ele
pode vir a se candidatar & selecao de basquete ou nao. Esta questao nao é tao simples quando
lidamos, por exemplo, com o conjunto dos homens altos. Uma pessoa que tenha 1,75m de altura,
seria considerada como pertencente a esse conjunto? E a de 1,74m ou 1.76m? Nao hé claramente
uma fronteira bem definida que separe os elementos do conjunto dos homens altos dos elementos

do conjunto dos homens nao altos.

Conjunto Crisp Conjunto Difuso
1.0 10
»
® :
\‘-“H Funcdo de
5 —
pertinéncia
1.76 Altura 150 1.70 1.75 Altura
{m) (m)

FIGURA 3.4 — Representagao de um conjunto crisp e um conjunto difuso.
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3.10.1 Conjunto Difuso

Um conjunto difuso A definido no universo de discurso U é caracterizado por uma funcao
de pertinéncia p4, a qual mapeia os elementos de U para o intervalo [0, 1]. Ou seja, pa:U =0,
1].

Desta forma, conforme pode ser acompanhado na figura 3.5, a funcao de pertinéncia associa
com cada elemento z pertencente a U um nimero real p4(x) no intervalo [0, 1], que representa
o grau de possibilidade de que o elemento z venha a pertencer ao conjunto A, isto é, o quanto é

possivel para o elemento z pertencer ao conjunto A.

A={(xu,(x))|xeX
fl \'TJ “\\

/

FIGURA 3.5 — Definicdo de um conjunto nebuloso A.

Desta forma, uma representacao difusa da variavel lingiiistica "Idade", formada pelos va-

lores "jovem", "maduro" e "idoso" pode ser expressa como na figura 3.6.
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FIGURA 3.6 — Uma possivel representagao difusa da idade.

3.10.2 Sistemas Difusos

Sucintamente, os sistemas difusos sao aqueles que tém, em seu sistema de inferéncia, o

emprego de conjuntos difusos.
Dentre as suas vantagens, comparativamente a sistemas classicos, podem ser citadas: a

habilidade para modelar problemas extremamente complexos; o aumento da modelagem cognitiva
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dos sistemas especialistas; a habilidade para modelar sistemas envolvendo varios especialistas; a
reducao da complexidade do modelo; uma melhora na manipulacao de incerteza e possibilidades.
Para um melhor entendimento, este sistema pode ser dividido em 4 md6dulos basicos, con-

forme demonstrado na figura 3.7.

Saida
Defusificagio
Maguina de Base de regras
inferéncia difusa difusas
Entrada
— Fusificag o

FIGURA 3.7 — Representacao de um sistema difuso.

Estes médulos operam a cada ciclo com a seguinte seqiiéncia: primeiro a medigao das varia-
veis envolvidas no controle do processo é feita, servindo como entrada ao processo de fusificagao.
Os dados, ja na forma difusa, sao enviados & maquina de inferéncia difusa, que avalia a acao
de controle a ser tomada, partindo da base de regras difusas. O resultado passa para a fase de
defusificacao remetendo um valor numérico ao processo. De forma sucinta, cada médulo pode

ser assim descrito:

e Fusificacao: processo que torna qualquer quantidade numérica em quantidade difusa. Isto
é necessario para que a entrada do processo se torne compativel com a representacao difusa

adotada na base de regras.

e Base de regras: tem como objetivo representar de forma sistematica a maneira como o
controlador gerenciara o sistema sob sua supervisao. Adotando valores lingiiisticos iguais
aos utilizados por nés quando efetuamos um controle sobre determinado processo, as regras
envolvidas apresentam a forma sintatica if-then, onde a parcela if é relacionada a um
estado de entrada (antecedente) enquanto que a parcela then indica uma agao de controle

(conseqiiente).

e Méiquina de inferéncia: é a responsavel pela combinac¢ao do dado de entrada, ja no formato
de nimero difuso, com as regras difusas existentes, as quais, trabalhando em cima de regras
de producao, descrevem o processo de tal forma que se obtenha, através de inferéncia, o

desejado valor de saida.
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Defusificacao: é a fase final do raciocinio difuso. Definida como a operagao inversa da
fusificacao, ou seja, tem como objetivo converter cada conclusao difusa do sistema em uma

variavel numérica.

3.10.3 Caracteristicas da Loégica Difusa

De forma resumida, a Logica Difusa possui as seguintes caracteristicas:

estd baseada em palavras e nao em nimeros, ou seja, os valores verdade sao expressos
lingiiisticamente. Por exemplo: quente, muito frio, verdade, longe, perto, rapido, vagaroso,

meédio;

possui varios modificadores de predicado como por exemplo: muito, mais ou menos, pouco,

bastante, médio;

possui também um amplo conjunto de quantificadores, como por exemplo : poucos, varios,

em torno de, usualmente;

faz uso das probabilidades lingiiisticas, como por exemplo : provavel, improvavel, que sao

interpretados como nimeros fuzzy e manipulados pela sua aritmética;

manuseia todos os valores entre 0 e 1, tomando estes, como um limite apenas.

3.10.4 Vantagens da Loégica Difusa

Dentre as principais vantagens compiladas na literatura podem ser citadas:

requer poucas regras, valores e decisoes;

o uso de variaveis lingiifsticas nos deixa mais perto do pensamento humano;
simplifica a solucao de problemas;

proporciona um rapido prototipo dos sistemas;

simplifica a aquisicao da base do conhecimento.



48

3.11 Encerramento do Capitulo

Este capitulo apresentou uma compilagao dos principais conceitos encontrados na literatura,
sobre RNAs e Logica Difusa, cuja exposicao se faz necessaria para uma leitura satisfatoria desta
dissertacao.

Foi apresentada uma visao geral sobre Redes Neurais Artificiais, onde foram vistos conceitos
sobre neurénios, tipos de RNAs, o processo de treinamento.

Por fim, foram apresentados conceitos genéricos sobre extracao de regras de RNAs e, ne-
cessario para a compreensao destas regras, uma introdugao sobre Logica Difusa.

No capitulo seguinte sera feita uma analise sobre alguns dos principais trabalhos encontra-
dos no meio cientifico referentes ao problema da PESP que possam, de forma direta ou indireta,

auxiliar este estudo.
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Capitulo 4
Revisao Bibliografica

Neste capitulo serao apresentados os principais trabalhos na area de PESP. Inicialmente,
serao vistas algumas das varias técnicas aplicadas. Apoés, uma anélise especifica dos principais
trabalhos que utilizam RNAs.

4.1 Técnicas Computacionais Aplicadas ao Problema da PESP

Nos paragrafos que seguem, serdao aparesentados alguns dos principais trabalhos relativos
ao problema da PESP desenvolvidos com técnicas computacionais que nao a de RNA.

Utilizando uma abordagem estatistica, os trabalhos de Chou & Fasman 1222

Sa0 0s pri-
meiros a apresentarem resultados animadores no problema da PESP com base na seqiiéncia de
residuos. A partir da andlise de 15 seqiiéncias (2.473 residuos) foram tabuladas as freqiiéncias
relativas de cada uma das 3 classes para cada tipo de residuo 21 A partir destes parametros,
foram formuladas uma série de regras para a predi¢ao da estrutura secundaria 221 O resultado
obtido foi de 70 a 80% de exatiddo. Mais tarde, Chou & Fasman [ extenderam a sua analise
incluido mais 29 seqiiéncias (2.268 residuos) e reportaram mudangas significativas nos percentu-
ais da Metionina e mudancas menos significativas em outros residuos levando a necessidade de
aprofundamento nas pesquisas.

Outro método utilizado no problema da PESP é o Nearest Neighbor. Trata-se de um mé-
todo onde os dados de teste sao classificados de acordo com a sua proximidade aos dados de
treinamento. Para tanto, é necessaria uma base de dados ja conhecida no processo de treina-
mento. No contexto da PESP, os dados de teste podem ser janelas de n residuos consecutivos e
a classificacdo (normalmente em 3 classes) é feita sobre o residuo central da janela, como apre-

sentado no trabalho de Yi & Lander 4. Como exemplos, podem ser citados os trabalhos de
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Nishikawa & Ooi %!, Levin et al 128, Zhang et al. 271, Salzberg & Cost 28] 'Salamov & Solovyev
29,301 ¢ Levin P, Destes, implementacoes funcionais dos trabalhos de Salamov & Solovyey 12% 301
aprensentando percentuais de exatidao de cerca de 72%, podem ser encontradas em um servigo
na web 2.

Redes Bayestanas também foram exploradas no problema da PESP. Trata-se de uma forma,
de descri¢ao concisa de distribuigoes de probabilidade conjunta. Podem ser consideradas como
diagramas que organizam o conhecimento através de um mapeamento entre causas e efeitos.
Como exemplos de trabalhos na area podem ser citados Gibrat et al. [33], Stolorz et al. 14 e
Raymer et al. [35],

Outro método utilizado no problema da PESP é o Hidden Markov Model (HMM). Trata-
se de um autémato finito com uma probabilidade de emissao de simbolo em cada estado e com
probabilidade de transicao entre estados. No contexto da PESP, seqiiéncia de residuos é o simbolo
e a estrutura secundaria a seqiiéncia (oculta) de transi¢oes de estados. Como exemplos, podem
ser citados os trabalhos de Asai et al. [36], Stultz et al. [37], Di Francesco et al % 39], Hargbo &
Elofsson " e Lin et al. ™.

Por ultimo, um método mais recente que esti sendo aplicado ao problema da PESP é o
Support Vector Machine (SVM). Trata-se de um método muito eficaz para problemas de classifi-

142 introduzem o uso de SVMs na previsao

cacao e regressao linear. Em seu trabalho, Hua & Sun
em 3 classes. O percentual de exatidao (73,5%) é comparavel aos contemporaneos obtidos por
RNAs. Para tanto, foi utilizada uma base com 513 seqiiéncias ndo homoélogas e um treinamento

que utilizou o método de 7-FCV.

4.2 RNAs Aplicadas ao Problema da PESP

O problema da PESP é uma das aplicagbes mais antigas das RNAs em Biologia Molecular
e tem sido extensamente revisitado nos ultimos anos. Nos paragrafos que seguem, serdao vistos
alguns dos principais trabalhos desenvolvidos na area. Desde os classicos, comumente citados
na literatura, até os de vanguarda que utilizam, dentre outros recursos, RNAs recorrentes bi-
direcionais.

Qian & Sejnowski 431 desenvolveram um dos primeiros trabalhos significativos na utili-
zacao de RNAs aplicadas ao problema da PESP. Conforme pode ser visto na figura 4.1, foi
utilizada uma rede MLP totalmente conectada e com uma tinica camada oculta. Para processa-
mento dos residuos foi utilizada a técnica de janelamento onde vérios tamanhos de janela (i.e.

1,3,5,7,9,11,13,15,17,21) foram testados, sendo 13 o tamanho 6timo encontrado. Janelas menores
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apresentaram resultados inferiores. Janelas maiores, que poderaim ter apresentado resultados
superiores, mas nao significativos a ponto do aumento de complexidade nao justificar seu uso,
também apresentaram resultados inferiores. Cada posi¢ao da janela foi representada por uma
codificagao ortogonal de 21 entradas sendo as 20 primeiras correspondentes aos 20 a-aminodcidos
e a 212 codificando o simbolo terminal da seqiiéncia. Com relacao a camada oculta, testes com
varios niimeros de neurdnios (i.e. 0,3,5,7,10,15,20,30,40,60) determinaram 40 como sendo o de
melhor percentual de exatiddo. A camada de saida, dada por 3 neurénios (um para cada classe),
teve a classe ganhadora dada pela de maior ativacdo conforme a técnica de winner-take-all. O
percetual de exatiddo Q)3 reportado foi de 63,7%, sendo @, = 0,35, Q@ = 0,29 e ), = 0,38.
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FIGURA 4.1 — RNA utilizada por Qian & Sejnowski

Maclin & Shavlik *4! apresentam um estudo onde implementaram uma RNA que incorpora,
na sua arquitetura inicial, o conhecimento disponibilizado no trabalho de Chou & Fasman 231 Tsto

foi feito via uma extensdo ao método Knowledge-Based Artificial Network (KBANN) proposto

[45]

por Towell et al. O KBANN traduz regras simples de um dominio em uma RNA com

arquitetura cujos neuronios e pesos de ativagao tentam representar este conhecimento prévio.
Através do Finite-State KBANN (FSKBANN), Maclin & Shavlik implementaram o conceito de
recorréncia na RNA criada com a intencao de capturar as interagoes de curta distancia entre
os residuos. Utilizando a mesma base de Qian & Sejnowski 3!

exatidao ()3 de 63,4%.

, obtiveram um percentual de
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Rost & Sander %, em seu trabalho, treinaram uma RNA tipo feed-forward sobre uma base
de 130 proteinas nao homologas - sendo 126 globulares e 4 da membrana. A inovacao deste estudo
foi a utilizacao de duas camadas de RNAs. A primeira RNA processa uma janela de 13 residuos e
seu correspondente vetor de atributos bem como distancias do residuo ao final da proteina. Como
saida, e entrada a segunda RNA, sdo gerados os percentuais de classificacao das classes alfa, beta
e outros. A segunda RNA, por sua vez, processa uma janela de 17 resultados percentuais e
apresenta a estrutura secundaria resultante através da técnica de winner-take-all. Os autores
salientam que a inclusao da informacao da familia a qual pertence o aminoacido aumentou de 6
a 8 pontos o percentual de exatiddo. O resultado foi um percentual de exatidao de 70,.8% para
proteinas globulares e 70,2% com a inclusdo de 4 proteinas da membrana. O treinamento utilizou
a técnica de 7-FCV e o teste foi feito sobre um novo conjunto de 26 proteinas nao homologas.
Deste trabalho resultou uma base de dados comumente utilizada pela comunidade cientifica (e.g.
[47_49]) para testes de exatidao das solucoes propostas. A base RS126 possui as 126 proteinas
globulares nao homologas anteriormente citadas.

Riis & Krogh [50, 51 ytilizaram uma abordagem composta por quatro componentes prin-
cipais. Primeiro, foi feita uma reducao no nimero de parametros, comumente utilizados nos
trabalhos até entao, através de uma abordagem hierarquica. Na primeira camada da rede, uma
codificacao ortogonal de 20 unidades, em uma janela de tamanho W, foi processada e o resultado,
entao, apresentado a outra camada para um novo processamento. Este método é chamado de
weight sharing na literatura de RNAs. Segundo, foi utilizado uma arquitetura de rede distinta
para cada classe. Com isto, particularidades dos dados pertinentes a cada classe puderam ser
melhor trabalhados por cada rede. Terceiro, conjuntos (ensembles) de redes foram utilizados
com a intencao de melhoria na predigao. Cinco diferentes redes foram utilizadas, para cada tipo
de estrutura secundaria (i.e. classe) em cada posi¢do da seqiiéncia. E, por fim, uma rede final
que combina todos os conjuntos foi utilizada para a determinacao da classe resultante. O estudo
apresentou a sua validade também pela visao de "dividir e conquistar" aplicada ao problema,
de classificacao. Dividir em RNAs especializadas em cada classe e conquistar em uma RNA
agregadora. O percetual de exatiddo Q)3 reportado foi de 71,3%, sendo @, = 0,59, Qs = 0,50 e
Q. = 0,41.

No trabalho de Baldi et al. 7 ¢ introduzida uma arquitetura que extende as RNAs através
de uma recorréncia bi-direcional que tenta capturar as informacoes "passadas" e "futuras" da
seqiiéncia de residuos. Esta implementagdo pode ser vista na figura 4.2 (extraido de Baldi et
al. [47]) onde, por simplicidade, todas as RNAs apresentam uma tnica camada oculta. Trata-se de

uma nova abordagem a implementacao tradicional da janela de residuos, ja vista em trabalhos
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anteriores. Porém, com o diferencial importante de tentar capturar interacoes de longa distancia
pois, conforme Rost 2, cerca de 35% da formagao da estrutura secundaria depende das interacoes
de longa distancia. Este novo algoritmo conseguiu, ja de inicio, percentuais de exatidao (76%)

iguais aos vigentes disponibilizados por outras arquiteturas de RNAs.
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FIGURA 4.2 - RNA recorrente bi-direcional

Zhu et al. %3 apresentaram uma RNA Multi-Modal (RNAMM). A idéia central da RNAMM
é a predicao através de multiplas RNAs, em paralelo. O resultado final é determinado pela soma
proporcional das saidas de cada uma das RNAs. Sendo que 3 sao as saidas de cada RNA, uma
para cada estrutura (alfa, beta e outros). A que obtiver maior valor serd a vencedora. O resultado
obtido, de 66%, foi comparado a uma RNA simples, com a mesma codifica¢do de entrada/saida,
e mostrou-se 6.9% superior.

Lamont et al ¥ ressaltaram a importancia de identificar a correta representacio dos atri-
butos a serem submetidos & RNA. Em seu estudo, investiga o efeito da tradicional codificagao
binaria dos aminoacidos frente a uma nova representacao que leva em consideragao os acidos
nucleicos originais de cada codon (i.e. A, T, C e G). Para isto, dois conjuntos de experimentos
foram realizando, sendo que em ambos foram realizadas variagbes no niimero de neurénios da
camada oculta. No primeiro, a tradicional codifica¢do ortogonal de 20 entradas binarias foi com-
parada contra uma codifica¢ao onde os acidos nucleicos receberam os valores de: A = 1000, C =
0100, G = 0010 e T = 0001. Combinacoes de dois ou mais acidos nucleicos foram implementadas

através do operador OU (e.g. A ou T = 1001). Estes experimentos demonstraram resultados
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estatisticamente semelhantes. Para a codificacao ortogonal de 20 entradas os percentuais de
exatidao reportados foram de: Q3 = 62,24%, sendo Q, = 0,65, Qs = 0,34 e ). = 0,73. Para
a codificacdo do codon, os percentuais de exatidao reportados foram de: @3 = 61,35%, sendo
Qo = 0,62, Qg = 0,40 e Q. = 0,70. No segundo experimento, a codificagao ortogonal foi com-
parada contra uma codificagdo ortogonal de 10 entradas que representaram os acidos nucleicos.
Os percentuais de exatidao reportados foram de: Q)3 = 61,18%, sendo Q, = 0,61, Qs = 0,38 e
Q. = 0,74. Para a codificacao do cdédon, os percentuais de exatidao reportados foram de: Q)3 =
61,68%, sendo @, = 0,64, Qs = 0,37 e Q. = 0,72. Como base de treinamento, foi utilizada a

disponibilizada por Cuff & Barton 8.

Pollastri et al. ™ dando continuidade ao trabalho iniciado por Baldi et al. ®7

, apre-
sentam uma solu¢ao para o problema da PESP baseada em um conjunto de RNAs recorrentes
bi-direcionais. Como base de treinamento, foram utilizados os mesmos dados submetidos ao
servidor de previsao de estruturas secundarias SSPro vl 53] Para testes, duas bases foram
utilizadas, a RS126 %! e um conjunto de 223 proteinas nio homélogas (com um total de 47.370

[56]

residuos) obtidas a partir do projeto EVA *®l. Como resultado, foram liberados o SSPro v2 1551 ¢

0 SSpro8 vl [55] (que classifica os residuos em 8 classes, ao invés das 3 tradicionais). O percentual
de exatidao obtido no SSPro v2 foi de 78%.

4.3 Encerramento do Capitulo

Neste capitulo foram apresentados alguns dos principais trabalhos na area de PESP.

Analisando-se os métodos vistos no item 4.1 com os trabalhos que utilizam RNAs, re-
portados no item 4.2, uma questao surge naturalmente: Porque utilizar RNAs e nao métodos
estatisticos tradicionais? Segundo Wu & McLarty 9 esta ndo é a questdo correta. A questdo
deveria ser: Como ambas as escolas podem trabalhar em conjunto visando obter melhores resul-
tados na solugdo dos dificeis problemas desta adrea? Conforme serd visto no préximo capitulo,
este estudo, através do processo de validagao das regras extraidas das RNAs, tem a intencao de
demonstrar uma das possibilidades de como isto pode ser feito.

Dos trabalhos analisados que empregam RNAs ao problema da PESP, algumas observagoes
podem ser feitas. Primeira, quer pelo processo de janelamento, quer pelo de redes recorrentes,
as informacoes do contexto no qual o residuo se encontra parecem auxiliar a identificacao da
estrutura secundéaria. Segunda, a preocupagao com a utilizacao de bases que nao apresentem
seqiiéncias homologas é tida como muito importante. Terceira, todos os estudos giram em torno

[21, 22] (

do item “percentual de exatidao”. Exceto pelo trabalho pioneiro de Chou & Fasmam com
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abordagem estatistica), nao foi encontrado trabalho algum com a preocupagao de entender o que
estd sendo aprendido pelas RNAs no que diz respeito ao problema da PESP.

No capitulo seguinte serd apresentada a metodologia proposta para a extracao de regras
de RNAs aplicadas ao problema da PESP. Serao cobertas as etapas tradicionais de preparac¢ao
dos dados, definicao da arquitetura da rede, treinamento. Adicionalmente, serao apresentados

os processos de extracao de regras e a validacao estatistica das regras extraidas.
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Capitulo 5

Extracao de Regras de RNAs Aplicadas ao
Problema da PESP

Neste capitulo serao apresentados os principais pontos considerados na abordagem sobre
como executar a extracao de regras de RNAs aplicadas ao problema da PESP.

Inicialmente serao expostos a motivacao, os objetivos a serem atingidos e a contribuicao
pessoal dada. A seguir, serd visto o sistema de extracdo de regras que serd utilizado neste
estudo. Logo em seguida, serd apresentada a implementacao realizada para a validagao das
regras obtidas. No item seguinte, uma descricao, de forma genérica, da metodologia empregada
no desenvolvimento de estudos que envolvam a extracao de regras de RNAs. Por fim, sera

apresentada a aplicacao desta metodologia no problema da PESP.

5.1 Motivacao e Objetivos

Através de uma anéalise na producao cientifica disponivel sobre o uso de RNAs aplica-
das ao problema da PESP observam-se dois aspectos interessantes. Primeiro, que a meta dos
pesquisadores é por melhores percentuais de exatidao na predicao realizada. Segundo, que o
conhecimento, aprendido pelas RNAs, nao tem sido explorado, mesmo que recursos ja existam
para tal.

Alguns questionamentos ja deveriam ter sido feitos pelos pesquisadores de forma auto-
critica. Por exemplo: Serd que, mesmo obtendo resultados percentuais distintos, as RNAs
nao assimilaram informacoes semelhantes? Sera que, mesmo RNAs distintas em arquitetura

ou método de aprendizado, mas que utilizam dados semelhantes no seu treinamento, nao estao
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assimilando o mesmo conhecimento? E, mais importante, serd que o conhecimento assimilado
pelas RNAs ja nao poderia ter sido utilizado de forma satisfatéria pelos bi6logos moleculares em
beneficio da ciéncia?

O rétulo de "caixa-preta", atribuido as RNAs vem sendo, ao longo dos tultimos anos,
derrubado através da disponibilizacao de métodos de extracao do conhecimento assimilado pelas
mesmas. Conforme Cechin [5], alguns exemplos especificos de extracao de regras difusas de RNAs

sdo: FNES (Fuzzy Neural Expert System), proposto por Hayashi & Nakai [57]

, que executa
uma extragdo automaética de regras difusas a partir de uma RNA treinada com o algoritmo
Backpropagation; NNDFR, (Neural Network Driven Fuzzy Reasoning), desenvolvido por Takagi
& Hayashi [°® *_ que também extrai regras difusas a partir de uma RNA treinada com o algoritmo
Backpropagation; Poechmueller et al. 1® trataram o problema da extracdo de regras difusas a
partir de redes RBFs (Radial Basis Function). Mesmo redes mais complexas, como as recorrentes,
ja possuem técnicas de extragao de conhecimento.

Dentro deste contexto, o tema de pesquisa proposto neste estudo trata o problema da
PESP como uma oportunidade para a disponibilizagdo do conhecimento aquirido pelas RNAs.
Na busca por este conhecimento, sera utilizado o software de extragdo de regras de RNAs de-
nominado Fuzzy Automatically Generated Neural Inferred System (FAGNIS) 5. Sua escolha se
deu, principalmente, devido a sua caracteristica de trabalhar com regras do tipo Takagi-Sugeno
161 pois o conjunto de regras gerado por esta técnica é mais conciso do que os de outras técnicas.
Com uma reduc¢ao no niimero de regras, atendo-se as mais significativas, o processo torna-se mais
produtivo.

Uma vez obtido o conhecimento, na forma de regras, o mesmo necessita ser validado. A
validacao em laboratério é inviavel no que diz respeito ao ponto de vista econdémico. Adici-
onalmente, nao haveria tempo habil para os experimentos serem desenvolvidos. Dentro deste
contexto, a validacao estatistica apresentou-se como uma alternativa adequada e cientificamente
valida.

Este estudo propoe uma métrica para a validacao da solucao encontrada pela RNA baseada
no nimero de parametros realmente utilizados pela rede. Ou seja, no niimero de regides lineares e
no nimero de parametros, de cada regiao linear, onde realmente existam padroes de treinamento.
Embora a RNA seja uma solugdo tipicamente nao linear, a mesma pode ser vista como uma
solugao linear a partir do momento que passamos a trabalhar com o resultado gerado pelo
FAGNIS. Isto é, com as equacoOes lineares que descrevem o comportamento da RNA e as quais
estao associadas funcoes de pertinéncia que caracterizam qual a equacao a ser utilizada para

cada padrao processado.
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Uma vez obtidas as regras estatisticamente validas, as mesmas serao disponibilizadas como
contribuicao pessoal & comunidade cientifica com o intuito de fomentar novas pesquisas e de
serem comprovadas, ou refutadas, em testes de laboratoério.

Cabe salientar que este estudo, diferente dos demais encontrados na literatura, nao visa
atingir altos graus de exatidao na predi¢ao da estrutura secundaria. O objetivo maior é a desco-
berta de conhecimento e nao participar da corrida na busca por melhores resultados percentuais.

Outro ponto que merece ser comentado é o de que estudo tenta descobrir o conhecimento
em interagoes de curta distancia (i.e. uma janela de 13 residuos), conforme sera visto nos itens
que seguem. Embora seja de conhecimento comum que o processo de dobramento de proteinas
provavelmente sofra a influéncia de interacoes de longa distancia, esta foi uma escolha baseada
no historico de trabalhos anteriores encontrados na literatura de RNAs aplicadas ao problema
da PESP.

De forma resumida, os objetivos deste estudo podem ser enumerados em:
e dominar o processo de extracao de conhecimento de RNAs;
e implementar um processo de validacao estatistica das regras obtidas;

e disponibilizar o conhecimento obtido, na forma de regras estatisticamente validas, a comu-

nidade cientifica.

5.2 O Sistema de Extracao de Regras

O sistema de extracao de regras escolhido para ser aplicado no problema da PESP foi o
FAGNIS, proposto por Cechin [51,

Dentre os principais motivos para a escolha do FAGNIS, podem ser citados:
e permite a extragdo de regras diretamente da RNA treinada;
e atende ao tipo de rede utilizado (i.e. MLP feedforward);
e atende parcialmente a tarefa de classificagdo (i.e. determinacdo da estrutura secundaria);
e garante uma equivaléncia de funcgoes entre a RNA e o sistema de inferéncia difuso extraido;

e apresenta uma alta compreensibilidade das regras extraidas (i.e. regras mais simples e em

menor quantidade);



99

e dispoe-se do seu codigo-fonte o que possibilita a implementacdao dos procedimentos de

validagdo estatistica das regras obtidas (a ser exposto em detalhes no item 5.3).

Além disso, o sistema resulta em um conjunto de regras do tipo Takagi-Sugeno 11 que
apresentam a caracteristica de descrever o comportamento da RNA em uma simples funcao
linear e permitir a extracao da influéncia das entradas nas saidas.

De forma simplifica, o processamento executado pelo FAGNIS pode ser descrito como ato
de particionar a regiao de trabalho da RNA em regides lineares (uma clusterizacao do espago de
entrada). Isto é feito de forma semelhante a regressao linear por partes, 4 medida que a rede vai
sendo treinada. Cada regiao linear encontrada pelo FAGNIS corresponde a uma regra, para a

qual sao reportadas:

e o prototipo: que descreve o comportamento tipico dos padroes pertencentes a regra;

e a equacao linear: que determina a saida calculada para os padroes correpondentes a regra

a partir de uma anélise dos pesos e ativagoes da rede;

e a funcao de pertinéncia: que indica o grau de pertinéncia do padrao para com a regra.

Apesar das vantagens citadas, o FAGNIS apresenta a caracteristica de consumir recursos de
forma excessiva, especialmente no que diz respeito a memoria. As estruturas para mapeamento
do espaco neural e extracao das regras exigem um volume considerével. Para as simulagoes feitas

neste estudo, foi necessidrio uma maquina com 1Gb de memoria principal.

5.2.1 Regras do Tipo Takagi-Sugeno

Takagi & Sugeno I°l apresentaram uma ferramenta matematica para construir um modelo
difuso utilizado para modelar um sistema em que a premissa é a descricio do subespago de
entradas e a sua conseqiiéncia é uma relacao linear entre a entrada e a saida. Isto foi possivel
através de um sistema de raciocinio difuso multidimensional onde o ntimero de implicagoes difusas
foi drasticamente reduzido. Como conseqiiéncia, com esta melhoria, o raciocinio foi simplificado.

A implicacao difusa, apresentada por Takagi & Sugeno [6], estd baseada na particao difusa
do espaco de entrada. Em cada subespaco, uma relacao linear de entrada e saida é formada. A
saida de um raciocinio difuso é dada pela agregacdo dos valores inferidos por implicagoes que
foram aplicadas para uma entrada.

O sistema de inferéncia difuso Takagi-Sugeno, com variaveis de entrada zy, ... , x, € a

variavel de saida y, contém um sistema de regras com o seguinte formato:
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R:If f(x1is Fy, ..., zpis F,) Then y=g(x1 ..., x) (5.1)

onde:

y € a variavel da conseqiiéncia cujo valor seréd inferido;

xi, ... , T, SA0 as varidveis da premissa que aparecem também na conseqiiéncia;

F, ..., F, sao os conjuntos difusos, com suas fun¢oes de pertinéncia lineares, representando
o subespaco difuso no qual a implicacao R pode ser aplicada para raciocinio;

f € a funcao logica que conecta as proposicoes na premissa;

g é a funcao que implica o valor de y quando z1, ... , =, satisfaz a premissa.

Para cada conjunto difuso F' ha uma relagao tinica com uma funcao de pertinéncia. Motivo
pelo qual, algumas vezes, os dois termos sao empregados para o mesmo simbolo F'.

Embora a fungao g seja genericamente definida, Takagi & Sugeno reportaram apenas o uso
de uma fungao linear g(x1, ..., z,) = po + 121 + ... + PiT; + ... + Puxy, onde p sdo constantes. A
inferéncia (fungdo f) é implementada com a operagao de multiplicagdo (i.e. prod) e a composi¢ao

com a soma (i.e. sum), portanto, este algoritmo pode ser chamado de regra sum-prod.

5.2.2 Implementacao em uma Unidade Sigmoéide

Conforme Cechin P, a implementacao feita no FAGNIS, para representar um neurénio de

ativacao (i.e. uma unidade sigmoide), é dada pelas 3 regras que seguem:

If xisF, Then y= -1
If zisF, Then y=1iz (5.2)
If xisFy Then y=+1

Isto significa que a fungao sigmdide equivale & soma:

sigmoide(x) = - fem C1=FR)(-1) + Fg(x)(%x) + Fy(z)(+1) (5.3)

onde a funcdo de pertinéncia F; representa a derivada de sigmoide(x):
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sigmoide' (z) = %FQ (z) (5.4)

enquanto que as funcoes de pertinéncia Fi e F3 sao determinadas por:

Fi(zx) =1f x <0 Then — sigmoide(x) + sigmoide'(x)x Else 0 (5.5)
Fs(x) =If x>0 Then sigmoide(x) — sigmoide'(x)x Else 0 '

Os resultados obtidos com a variagao do valor de x podem ser visualizados na figura 5.1.

As equagdes lineares que mapeiam este valores podem ser observados em 5.1(a) e as fungoes de

pertinéncia correspondentes no grafico reportado em 5.1(b).
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FIGURA 5.1 — Funcdo sigmoid e a parte conseqiiente de cada regra difusa (a); nimero ideal de
fungbes de pertinéncia para cada regido da unidade de ativagao sigmoide (b).

5.3 Implementagao da Validacao Estatistica das Regras Extraidas

Uma vez que o FAGNIS implementa o treinamento da RNA e o gradual particionamento

da regiao de trabalho da mesma, em regioes lineares & medida que a rede é treinada, torna-se
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possivel medir a precisao da solucao encontrada para cada regra bem com a precisao da solucao
global.

Partindo-se do principio de que estamos trabalhando com uma distribuicao normal nos
dados, a implementacao feita realiza uma regressao linear sobre os padroes de cada regra. Isto é
feito via regressao linear matricial, conforme a equacao 5.6, cuja demonstracao pode ser vista em
Gujarati 511 Através deste procedimento, uma nova equacao linear Fqg, além da originalmente
fornecida pelo FAGNIS, pode ser utilizada.

Eqr: (X5 Xg) ™ Xh Yy (5.6)

Onde:

Xg é a matriz contendo os padroes pertencentes a regra R;

X7} & a matriz transposta de Xg;

Yr é a matriz contendo os resultados esperados dos padroes existentes em Xg.

Apesar do resultado obtido com a equacao linear original, disponibilizada pelo FAGNIS,
ser muito semelhante ao da equagdo obtida a partir da regressao linear optou-se pela tltima.
O motivo para esta escolha foi devido a mesma ser estatisticamente valida, ao invés de uma
aproximacao inicial do subespago neural (como a original).

Isto é feito para todas as regides onde o nimero de padroes atendidos por uma regra
seja superior ao nimero de restri¢oes independentes do modelo (i.e. o nimero de parametros
estimados). Para regides onde o nimero de padrdes é inferior ao niimero de parametros estimados,
as regras geradas nao sao utilizadas. Os padroes que foram atendidos pelas regras nao utilizadas
sao contabilizados e considerados como uma perda natural que ocorre quando modelos mais
complexos, como os nao-lineares, sao reduzidos & modelos mais simples, como os lineares.

Uma vez executada a regressao linear sobre os padroes das regras passiveis de tal procedi-
mento, informagoes significativas sobre as mesmas podem ser descobertas. Além da cobertura da
regra, implementada no processo de particao do espago neural, as informagoes de erro RMS da
regra, inexatidao da regra e a medida de validacao do erro global foram implementadas a partir
da equacao linear e serdao apresentadas nos topicos que seguem.

Cabe salientar que estas métricas atuam sobre as equagoes lineares identificadas a partir
do espaco neural da RNA. As métricas de erro especificas da RNA, como os erros Root Mean
Square (RMS), Mean Square Error (MSE), Sum of Square Errors (SSE) e outras, continuam
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validas e disponiveis. Porém, sua area de atuacao é o espago nao linear original onde a rede atua.

5.3.1 Cobertura da Regra

A cobertura C'gr de uma regra, dada pela equacao 5.7, representa o percentual de padroes
que foram atendidos pela regra, no momento da parada do treinamento. Seu valor varia entre 0
e l.

Cp = -2 (5.7)

Onde :
Pr é a quantidade de padroes P atendidos pela regra R;

T é a quantidade total de padroes submetidos no treinamento da RNA.

Além da cobertura individual de cada regra, também é disponibilizada a cobertura total.
A cobertura total Ct, dada pela equacao 5.8, indica a cobertura global das regras extraidas, ou

seja, o quanto as regras abrangem do espago original de entrada.

N
Ct=> Cr (5.8)
R=1

Onde :
Cg € a cobertura individual da regra R;

N é o nimero de regras geradas.

Apesar de ser o somatorio da cobertura de cada regra R, seu valor pode ser inferior a 100%
pois, conforme exposto anteriormente, somente sao geradas as regras com um nimero de padroes
superior ao nimero de parametros estimados do modelo. A equacgao 5.9 representa o percentual

de padroes nao atendidos pelas regras extraidas.

Cn =100 — Ct (5.9)
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5.3.2 Erro RMS da Regra

O erro Ermsg da regra, definido como o erro padrao da estimativa, representa o desvio-
padrao dos valores de saida do modelo em relagio a reta da regressédo estimada (obtida na equagao
5.6).

N
S (Y. -Y)
Ermsg = Rzlp— (5.10)
R—DP

Onde :

N é o nimero de regras geradas;

Y, é o valor esperado da saida;

Y. é o valor calculado da saida;

Pg é a quantidade de padroes P atendidos pela regra R;

p é o nimero de parametros estimados do modelo.

5.3.3 Inexatidao da Regra

Embora o erro RMS seja um indicativo valido, ele ndo apresenta uma leitura significativa,
em termos de compreensao para o usuério, do real significado do erro de classificagao.

Suponha um problema de classificagdo onde as saidas esperadas sejam: 1 (caso pertenga
a classe) e -1 (caso ndo pertenga). Suponha, também, uma rede que possa responder com um
valor real entre -1 e 1. Onde, por convencao, se adota que valores maiores ou iguais a zero sejam
considerados, logicamente, como 1; e menores do que zero como -1. Agora suponha que, para
todos os padroes submetidos, a rede tenha respondido com o valor 0.4 e a saida esperada, de
todos, fosse 1. O erro RMS seria de 0.6. Mas, pela convengao logica adotada (caracteristica de
problemas de classificagdo), a rede teria acertado em 100% dos casos.

Para lidar com o exemplo descrito, uma abordagem tipica para problemas de classificacao
é a utilizagdo, como métrica para o calculo da performance, da Fzatiddo (conforme equagédo 3.5).
A Ezxatidao apresenta o percentual de acerto da solucao proposta. Como complemento, ou seja,
como uma medida de erro, este estudo implementou a Inexatiddo Ir de uma regra (conforme

equagao 5.11).
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Ix =1 — Ezatidaog (5.11)

5.3.4 Erro Global

Dada a topologia de uma RNA nao-linear, deve-se garantir que a RNA nao seja um modelo
tendencioso dos dados aprendidos. Os dois métodos mais utilizados para resolver este tipo de
problema sdo o weight-decay e early-stopping. O primeiro reduz gradualmente os pesos (par-
metros) da RNA de forma uniforme, enquanto o segundo procura parar o treinamento (ajuste)
em um ponto 6timo. Tanto o decréscimo dos pesos, quanto a parada, exigem dados de validagao
também chamados dados "nao vistos" ou, simplesmente, dados nao apresentados & RNA.

Outras métricas baseadas no nimero de parametros do modelo derivam de métodos estatis-
ticos para o erro quadratico médio dos modelos de regressao. Nestes, divide-se o erro pelo ntimero
de padroes menos o nimero de parametros do modelo. RNAs, porém sao modelos nao-lineares
onde os pesos do modelo interagem, resultando em menos graus de liberdade do que o niimero
total de parametros do modelo.

Suponha uma RNA como apresentada na figura 5.2. Se todos os 40 neurdnios ocultos,
implementando cada um a fun¢do nao-linear sigmoéide, trabalharem em sua regiao central linear,
a RNA sera equivalente a um modelo linear, ou seja, o ntmero de pesos serd muito maior do
que o numero real de graus de liberdade do modelo, portanto, medidas de erro de generalizagao

utilizando o nimero de parametros do modelo serao erroneamente geradas.

FIGURA 5.2 — RNA com 5 neurénios na camada de entrada, 40 neuronios nao-lineares na
camada oculta e 2 neurénios na camada de saida

E interessante notar que, neste contexto, o método weight-decay tenta diminuir os pesos da
RNA o que significa reduzir a regiao de trabalho dos neurénios na camada oculta a regido central
linear. Isto aumenta a capacidade de generalizacdo da RNA pela redu¢ao do niimero de graus de
liberdade da mesma, ja que a aproxima de um modelo linear equivalente. O caso extremo seriam

RNAs sem neur6nios na camada oculta, que sdo equivalentes a modelos lineares generalizados.
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Assim, para esta subclasse pode-se usar métodos cléssicos para o erro de generalizagdo através
do conceito de graus de liberdade do modelo.

Este estudo propoe uma nova métrica (i.e. erro global) baseada, ndo no niimero de para-
metros (pesos) do modelo, mas no nimero de parametros realmente utilizados pela RNA, ou seja,
no numero de regioes lineares e no nimero de parametros de cada regiao linear realmente utili-
zada pela RNA (onde existam padrdes de treinamento). Com isto, torna-se possivel determinar
o ponto aproximado de parada do treinamento sem a necessidade de dados de validagao.

O erro global apresenta uma visao do que vai acontecendo com a solugao global a medida que
o treinamento vai sendo executado. Duas formas de calculo do erro global foram implementadas.
A primeira, conforme pode ser visto na equacao 5.12, utiliza o erro RMS de cada regra como
base de célculo. Pode ser utilizada tanto para problemas de aproximacao de funcao quanto de
classificagao. A segunda, conforme a equagdo 5.13, utiliza a Inezatiddo da regra. Desta forma,
para problemas de classificacao, uma leitura mais préoxima da realidade pode ser obtida. Este

segundo erro é disponibilizado somente quando o problema for de classificacao.

N

Z (Cr Ermsg)

Egr = &=L 12
gr T (5.12)

Onde :

N é o nimero de regras geradas;

Cg € a cobertura individual da regra R;
Ermsg é o erro RMS da regra R;

T é a quantidade total de padroes submetidos no treinamento da RNA.

N

> (Crlr)
Egi = 3:1# (5.13)
Onde :
N é o nimero de regras geradas;
Cg € a cobertura individual da regra R;

I é a Inexatidao regra R;
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T é a quantidade total de padroes submetidos no treinamento da RNA.

5.4 Metodologia para Extracao e Validacao das Regras

Conforme ja visto no capitulo 3, uma série de decisdes devem ser tomadas visando uma
utilizacao adequada dos recursos disponibilizados pelas RNAs. A metodologia aqui definida tem
por objetivo apresentar os principais passos a serem observados no processo extracao de regras
de RNAs que envolvam o sistema de extragao utilizado neste estudo.

Como pode ser acompanhado no fluxo apresentado na figura 5.3, as fases que devem ser
observadas incluem: preparacao da base de dados; definicao da arquitetura da RNA; defini¢cao
do tipo do algoritmo de aprendizado; treinamento e extracao de regras estatisticamente validas;

e, por fim, uma eventual validacao experimental das regras extraidas.

Preperaggc de Defrigio de Defmigie do Tearamenio ¢ Valdepis
Base de Dados Arguitesire da Algowioro de Extrapic de das
FIA Aprendimdo Fearas Regras Obdidas

FIGURA 5.3 - Fluxo da metodologia para extracao e validacao de regras

Na fase de preparacdo da base de dados, devem ser definidos os dados que serao utilizados
como entrada & RNA e que tipo de resultado se deseja obter. Uma vez definidos, os dados devem
ser obtidos e disponibilizados em um formato adequado ao processamento da RNA. A obtencao
dos dados pode envolver varias fontes distintas. Nem sempre todos os dados necessérios estao
disponiveis em um mesmo repositorio. Adicionalmente, raras sao as situacoes em que os dados
obtidos apresentam-se em um formato adequado ao processamento das RNAs. Um processamento
adicional de formatacao dos dados pode ser necessario e envolver normalizacGes, discretizagoes e
outras operacoes pertinentes a caracteristica da técnica aplicada.

A fase de defini¢cdo da arquitetura da RNA envolve a topologia da rede, isto é, o ntimero
de neurénios das camadas de entrada, oculta e de saida bem como os tipos de ligacoes entre as
mesmas.

Conforme explanado no item 3.5, a fase de definicdo do algoritmo de aprendizado esta
relacionada com o tipo de problema e com a forma como os dados se apresentam.

As fases de treinamento e extracao de regras sao repetidas até que o nimero de regras

extraidas seja o desejado ou que um outro critério de parada qualquer seja estabelecido (e.g.
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tempo, namero de épocas, erro global).

Por fim, a fase de validacdao das regras obtidas pode ser eventualmente realizada se houverem
condicoes para tal. A comprovacao experimental se d4, como o proprio nome indica, através da
comprovagao por experimentos reais que aceitem, ou refutem, as afirmacoes feitas pelas regras
obtidas. Sua viabilidade, normalmente, esté ligada a questoes de custo financeiro, técnico, fatores

humanos e disponibilidade de tempo.

5.5 Aplicacao da Metodologia ao Problema da PESP

Nos itens que seguem serao apresentados os procedimentos adotados para abordar o pro-
blema da PESP. Estes procedimentos foram implementados seguindo-se a metodologia descrita

na se¢ao anterior.

5.5.1 Preparagao da Base de Dados

No que diz respeito aos dados a serem utilizados no processo de aprendizado de RNAs,
Cuff & Barton ¥l bem como Rost 62 discutem os efeitos das seqiiéncias homélogas e nio
homologas no desenvolvimento e avaliacao de novos algoritmos de previsao. Visando minimizar
os efeitos de uma escolha inadequada, optou-se pela utilizagao de uma base de dados ja validada
e consolidada.

A anélise de varios trabalhos na area levou a identificacao de 4 bases de dados comumente
utilizadas pela comunidade cientifica: QS106 [43], RS126 [46], CB396 8 ¢ a base do projeto
EVA P9 da universidade de Columbia. A QS106, uma das primeiras bases de teste que se
tem noticia nesta &rea, contém um conjunto de 106 proteinas globulares nao-homoélogas com
estrutura conhecida. A RS126 contém um conjunto de 126 seqiiéncias de proteinas globulares
nao homologas. A CB396 apresenta um conjunto de 396 seqiiéncias nao homoléogas e distintas
das reportadas em RS126. A base do projeto EVA, na data do acesso feito ao site, apresentava
um conjunto de 2.980 seqiiéncias nao homoélogas cadastradas.

Devido a qualidade extremamente apurada da anélise feita por Qian & Sejnowski [43], optou-
se pela utilizacao da base QS106. Com isto, os resultados obtidos poderao ser mais facilmente
comparados e analisados.

A partir da relacao das 106 proteinas [43], os arquivos correspondentes foram obtidos no
site Protein Data Back (PDB) 53] Destas 106, conforme pode ser visto no Apéndice A, duas nao
se encontravam mais presentes e 29 tiveram seus codigos alterados desde a realizacao do estudo

original de Qian & Sejnowski em 1988.
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Das 104 proteinas efetivamente recuperadas do PDB, geraram-se 123 cadeias visto que,
para algumas proteinas, mais de uma cadeia (chainid) foi utilizada no estudo original. Destas
123 cadeias, 20 foram descartadas por apresentarem coédigos de aminoacidos diferente dos 20
a-aminodacidos. O resultado final foi o aproveitamento de 91 proteinas, com 103 cadeias e 17.857

residuos.

Definicao dos Atributos

Conforme ja exposto anteriormente, a intencao deste trabalho é dominar o processo de extracao de
conhecimento e trazer a tona informagoes sobre como os atributos fisico-quimicos dos residuos
influenciam na formacao da estrutura secundaria das proteinas. Para tanto, uma abordagem
reducionista foi utilizada. Minimizando, desta forma, a complexidade computacional do processo
de extracao de regras.

Para cada um dos residuos pertencentes as cadeias obtidas, um conjunto preliminar de
atributos foi escolhido para ser o alvo de estudo sobre a sua influéncia na determinagao da estru-
tura secundaria. Destes, visando a utilizagao de atributos que apresentem um grau de associagao
linear baixo (conforme tabela 5.1), além da reducao da complexidade computacional e o envol-
vimento em uma posterior analise, optou-se por trabalhar com o indice hidropéatico e o ponto
isoelétrico de cada residuo. Respectivamente encontrados na literatura como HP (Hidropathic
Index) e pI (Isoeletric point). Seus valores podem ser vistos na tabela 2.2. Adicionalmente,
a escolha destes dois atributos também se deu devido as referéncias encontradas na literatura
especializada que apresentam um grau maior de importancia da hidrofobicidade e da carga dos
residuos no processo de dobramento da proteina.

O indice hidropatico, introduzido por Kyte & Doolittle [0 apresenta uma combinacao
entre os valores de hidrofobicidade e hidrofilicidade das cadeias laterais dos aminoacidos. Pode
ser utilizado como uma tendéncia do aminoacido de busca por um ambiente aquoso (valores
menores) ou fuga dos mesmos (valores maiores).

O ponto isoelétrico, conforme Lehninger [7], é definido como o pH no qual a carga do
aminoacido é zero. Calcula-se em funcao do pH dos grupos carboxil, amino e da cadeia lateral

(dependendo do tipo de aminoécido).
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TABELA 5.1 — Grau de correlagao Pearson entre os atributos preliminares escolhidos

‘ H Ponto Isoelétrico | Indice Hidropatico ‘ Volume ‘ Massa ‘ Superficie ‘

Ponto Isoelétrico 1 -.205 .363 .196 -.181
indice Hidropatico -.205 1 -.080 -.271 .841
Volume .363 -.080 1 .934 182
Massa .196 -.271 934 1 .109
Superficie -.181 .841 182 .109 1

Formatacao dos Atributos

Apos selecionados, os atributos passaram por uma fase de formatagao visando serem adequados
as caracteristicas do processo de treinamento das RNAs e facilitar a analise das regras extraidas.
Neste processo, os atributos indice hidropéatico e ponto isoelétrico foram normalizados, ficando
com seus valores como reportados na tabela 5.2. Por "normalizacdo" entenda-se o processo de

transformar os dados para terem média 0 e desvio-padrao 1.
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TABELA 5.2 — Atributos fisico-quimicos utilizados

Aminoécido ‘ HP Original ‘ HP Normalizado ‘ pl Original ‘ pl Normalizado ‘

Alanina 1,8 0,766663 6.01 -0,021484
Arginina -4,5 -1,342497 10,76 2,664004
Asparagina -3,5 -1.00771 5,41 -0,360703
Aspartato -3,5 -1.00771 2,77 -1,85327
Cisteina 2,5 1.001014 5,07 -0,552928
Glutamina -3,5 -1.00771 5,65 -0,225016
Glutamato -3,5 -1.00771 3,22 -1,598855
Glicina -0,4 0,030131 5,97 -0,044099
Histidina -3,2 -0,907273 7,59 0,871794
Isoleucina 4,5 1,670588 6,02 -0,01583
Leucina 3,8 1,436237 5,98 -0,038445
Lisina -3,9 -1,141624 9,74 2,087331
Metionina 1,9 0,800141 5,74 -0,174133
Fenilalanina 2,8 1,10145 5,48 -0,321128
Prolina -1,6 -0,371614 6,48 0,244238
Serina -0,8 -0,103784 5,68 -0,208055
Treonina -0,7 -0,070305 5,87 -0,100635
Triptofano -0,9 -,137263 5,89 -0,089328
Tirosina -1,3 -0,271178 5,66 -0,219362
Valina 4,2 1,570152 5,97 -0,044099

Embora este estudo se proponha a calcular as estruturas secundéarias, elas necessitam ser
fornecidas & RNA na etapa de treinamento. Isto deve ser feito, exatamente, para que a mesma,
aprenda a determina-las. Para a geracao da saida esperada, ou seja, do valor da estrutura secun-
déaria de cada residuo, foi utilizado o software Define Secondary Structure of Proteins (DSSP)
[64], criado por Kabsch & Sander [65],

O DSSP determina as estruturas secundarias a partir das coordenadas dos atomos e das
pontes de hidrogénio que se formam entre os mesmos. As coordenadas atomicas sao obtidas
através do processamento do arquivo PDB correspondente a proteina.

Para cada residuo, é fornecida uma saida como na tabela 5.3. Como este estudo trabalha
com a determinacao de 3 classes, sem detalhamento de suas subclasses, as "especializagoes" nas
classes foram convertidas sendo que os valores utilizados sao os reportados na coluna Classe

utilizada.
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TABELA 5.3 — Classes reportadas pelo DSSP

‘ Classe DSSP ‘ Descricao DSSP ‘ Classe utilizada ‘
B residue in isolated beta-bridge Beta
E extended strand, participates in beta ladder Beta
G 3-heliz (3/10 heliz) Alfa
H alpha heliz Alfa
I 5 heliz (pi heliz) Alfa
S bend Coil
T hydrogen bonded turn Coil

Geracao dos Arquivos

Como ja exposto, a intencao deste trabalho é a aquisicdo do conhecimento interno da RNA.
Conforme sera visto no item 5.5.2, optou-se pela utilizagao de 3 redes; cada uma com o foco
em uma estrutura secundaria a ser determinada; processando padroes adaptados para a classe
alvo da extracao do conhecimento. Trata-se de uma técnica comum na utilizacdo de RNAs em
problemas de classificacao.

Devido a isto, 3 arquivos de dados foram gerados para o treinamento das RNAs. No
primeiro, os padroes cuja classe era alfa, tiveram seus valores de saida setados para 1. Caso
contrario, classes beta e coil, foram setados para -1. No segundo, os padroes cuja classe era beta,
tiveram seus valores de saida setados para 1; caso contrario, para -1. No terceiro, os padroes
cuja classe era coil, tiveram seus valores de saida setados para 1; caso contrario, para -1.

Outro procedimento adotado foi o de executar um balanceamento das bases. RNAs sao
sensiveis a bases desbalanceadas. Podendo vir a adotarem solugoes triviais como a de dar uma
saida constante onde classifiquem todos os padroes como pertencentes, ou nao, a classe. Em
outros termos, respondam sempre sim ou sempre ndo. Nestes casos, alguns neuronios se espe-
cializariam em sempre fornecer a mesma resposta. Com isto, as regras extraidas ndo seriam
uteis.

Para resolver este problema, as bases foram balanceadas utilizando-se o critério de apro-
veitar 100% dos padroes originais da classe a ser determinada. Para as outras duas classes,
aproveita-se um valor que seja a metade do que jé foi utilizado para a principal. Sendo que os
padroes destas duas sao escolhidos de forma aleatéria. Por exemplo, supondo uma base com
6.000 alfas, 7.000 betas e 10.000 coils. Para uma base direcionada & RNA que ird extrair o conhe-

cimento que leva a formagao de alfas, teriamos uma base com 6.000 alfas, 3.000 betas escolhidas
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aleatoriamente e 3.000 coils também escolhidas de forma aleatoria.

5.5.2 Definicao da Arquitetura da RNA

Conforme adiantado no item 5.5.1, optou-se pela utilizacdo de uma técnica comum na
utilizacdo de RNAs em problemas de classificacdo. Ou seja, a utilizacdo de uma rede para
cada classe a ser determinada, com o foco no problema a ser atendido. Desta forma, evita-se a
interferéncia entre-classes no treinamento. Este problema ocorre quando, na tentativa de ajustar
os pesos da rede ao reconhecimento dos padroes de uma classe, pesos ja ajustados para outra
classe sao alterados com conseqiiéncias negativas. As interferéncias intra-classe, ao contrario, sao
desejadas sendo o principal fator que propicia a generalizagao das redes.

Com isto, as explicagoes que seguem sao validas para as 3 redes. Uma vez que todas
apresentam as mesmas caracteristicas.

43, 46, 66
[43, 46, ], bem como

Quanto ao tamanho da janela de residuos, a analise de trabalhos
observagoes feitas por Wu & McLarty 1 Holbrook et al. [4], levaram a escolha de um tamanho
igual a 13. Conforme observado nestes estudos, tamanhos de janela superiores nao apresentaram
ganhos na predi¢ao ou, quando apresentaram, nao foram significativos.

Para tanto, como entrada a RNA foi definida a utilizacao de 26 neurénios devido ao pro-
cessamento dos atributos pI/ e HP em uma janela de 13 residuos.

Com relagao a camada oculta, testes foram realizados visando identificar um nimero ade-
quado de neurdnios com a intencao de garantir a generalizagao da solugao e facilitar o processo
de extracao de regras. Foram testadas redes com 4, 8 e 16 neurénios na camada oculta, sendo a
escolhida a de 4 neuroénios.

Por fim, a definicdo da camada de saida estd intimamente ligada a informacao que sera
calculada. Foi utilizado 1 neurdnio para dizer se o padrdo pertence (valor igual a 1), ou nao
(valor igual a -1), & classe.

A camada de entrada foi definida como completamente conectada & oculta e esta, por sua

vez, & de saida. Todos os neurénios da camada oculta e de saida foram definidos com bzas.
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FIGURA 5.4 — Representacao simplificada da rede implementada e utilizada

5.5.3 Definicao do Algoritmo de Aprendizado

Como ferramenta para treinamento das RNAs foi utilizado o proprio FAGNIS Pl que jéa
possui implementado o algoritmo de aprendizado Resilient Propagation (RProp). A escolha
deste algoritmo foi devido aos 6timos resultados reportados por Riedmiller & Braun 671 As

redes geradas seguiram as seguintes caracteristicas:

e 0s pesos das conexoes inicializados de forma aleatoria;

a ordem de atualizacao dos pesos determinada pela ordem topologica;

a funcao de ativacao da camada de entrada definida como Identity;

a funcao de ativagao da camada oculta definida como sigmoide;

a fungdo de ativagao da camada de saida definida como sigmoéide;

demais parametros deixados com seus valores padroes.

5.6 Encerramento do Capitulo

Neste capitulo foram apresentados os principais pontos considerados na abordagem sobre
como executar a extracao de regras de RNAs. Foram analisados o software de extracao de regras,

as implementacoes feitas e a metodologia definida.
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No préximo capitulo serao apresentados os resultados obtidos a partir da metodologia aqui

empregada.
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Capitulo 6

Resultados Obtidos

Neste capitulo serao apresentados os resultados obtidos a partir da aplicacao da metodologia
definida no capitulo anterior.

Isto sera feito através da analise das regras extraidas para uma rede treinada com os atri-
butos fisico-quimicos propostos (i.e. ponto isoelétrico e indice hidropatico). Neste procedimento
serdao reportados os resultados das métricas implementadas. Adicionalmente, embora nao seja
do escopo deste trabalho apresentar um conhecimento bioquimico a ponto de permitir uma anéa-
lise no nivel da biologia molecular, consideracoes bésicas sobre o conhecimento extraido serao
apresentadas.

Salienta-se que o conhecimento extraido por esta, ou qualquer outra metodologia, deve ser
analisado por profissionais que detenham a competéncia para tal. Especificamente, no contexto
deste estudo, por bidlogos moleculares. Estes, por sua vez, devem fornecer um retorno para que
a técnica seja aprimorada nos pontos que se facam necessarios. Desta forma, fechando um ciclo
de producao de informagao, consumo e retorno para uma producao mais exata.

Antes desta analise, porém, visando demonstrar que a técnica utilizada é capaz de chegar
a um conhecimento ji existente, serd apresentado o resultado de uma extracao de regras a partir
de uma codificagdo ortogonal. Desta forma, sera possivel fazer uma comparacao qualitativa do

método aqui proposto com o conhecimento disponibilizado por Qian & Sejnowski [43],

6.1 Comparacao com o Estudo de Qian & Sejnowski

Conforme apresentado no capitulo 4, o estudo de Qian & Sejnowski **! utilizou uma codi-
ficagao ortogonal para o processamento da seqiiéncia de residuos e definicdo da estrutura secun-

déaria. Além do que foi apresentado, o estudo também expds a influéncia dos residuos através
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do processamento destes por uma RNA sem neur6nios na camada oculta, ou seja, uma solucao

681 hara cada classe determinada.

linear. Como resultado, foi gerado um diagrama de Hinton

O diagrama de Hinton pode ser interpretado como uma forma de representar a influéncia das
entradas na determinacao da saida. Cada quadrado representa um coeficiente da equacao linear
que ird processar os padroes. A cor representa o sinal do coeficiente (brancos sdo positivos e pretos
sdo negativos) e o tamanho representa o valor. Ao final, em separado, é feita a representagao do
termo independente k£ da equacao.

O resultado que ird determinar se o padrao pertence, ou nao, a classe é dado pelo somatoério
do valor da multiplicagao entre cada atributo de entrada e o coeficiente correspondente da equagao
linear. E, ao final, acrescentado o termo independente k. No caso da rede implementada, um
valor maior ou igual a zero foi convencionado como pertencente a classe. E, menor do que zero,
como nao pertencente.

Em uma codificagao ortogonal, como a aqui utilizada, a tendéncia pode ser vista dire-
tamente pela representacao do quadrado. Visto que as entradas sao apenas de 0Os e 1s, basta
analisar diretamente o quadrado referente ao residuo na posi¢ao onde o mesmo aparece na janela.
Quadrados brancos sao positivos e com o carater excitatorio, que "levam" & classe. Quadrados
pretos sao negativos, inibitérios, que "afastam" da classe.

Visando comprovar que a técnica aqui utilizada é capaz de chegar a um conhecimento ja
existente, foi realizado um processamento semelhante ao de Qian & Sejnowski onde os resultados
podem ser vistos nas figuras 6.1, 6.2 e 6.3. Para cada figura, o primeiro diagrama (no canto
superior esquerdo) representa o resultado original obtido por Qian & Sejnowski. Os demais
diagramas representam os resultados das regras obtidas a partir da aplicacao da metodologia
aqui descrita.

A partir da anélise dos diagramas apresentados, observagoes podem ser feitas a respeito
das tendéncias de cada aminoécido na formagao da estrutura secundaria. Conforme pode ser ob-
servado nos itens a seguir, a maioria do conhecimento extraido corroborou o jé existente. Porém,
com o diferencial do resultado ter sido obtido através de uma técnica que é uma generalizagao
para uma solucao nao-linear.

Para alguns casos foram ressaltadas as situagoes onde as regras extraidas apresentaram
uma informagao significativamente diferente da original reportada por Qian & Sejnowski. Nestes
pontos, h4 a necessidade de uma investigacao mais detalhada pois pode indicar um novo conheci-
mento vilido ou uma deficiéncia do método utilizado. Segue a relacao, das principais observacoes

pertinentes:

e Alanina (ALA): tendéncia em formar alfa;
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Arginina (ARG): tendéncia em formar alfa quando aparece no centro ou no lado direito
da janela; merece investigacao a forte tendéncia em formar beta quando aparece na nona
posicao da janela bem como a forte tendéncia em inibir a formacao de coil quando aparece

na sexta posicao da janela;
Asparagina (ASN): tendéncia em formar coil;

Aspartato (ASP): tendéncia em formar coil; merece investigacdo a tendéncia em formar

alfa quando aparece no lado esquerdo da janela;
Glutamato (GLU): tendéncia em formar alfa;
Glicina (GLY): tendéncia em formar coil;

Histidina (HIS): merece investigacao a tendéncia em formar alfa quando aparece no lado
esquerdo da janela bem como a forte tendéncia em inibir a formacao de beta quando aparece

no lado esquerdo da janela;

Isoleucina (ILE): tendéncia em formar beta; merece investigagao a leve tendéncia em formar

alfa quando nas extremidades da janela, ao invés de coil;
Leucina (LEU): tendéncia em formar alfa;

Lisina (LYS): leve tendéncia em formar alfa;

Metionina (MET): forte tendéncia em formar alfa;

Prolina (PRO): merece investigacdo a tendéncia na formagao de coil ter sido detectada
mais fortemente no oitavo residuo da janela, e vizinhos; também merece investigacao a

baixa tendéncia em inibir a formacao de alfa, quando na quinta posicao da janela;

Triptofano (TRP): merece investigagao a tendéncia em formar alfa, reportada para algumas
regras, quando nas posicoes 4 a 7 da janela; também merece investigagao a alta tendéncia
em inibir a formacao de beta, quando na extremidade esquerda da janela;

Tirosina (TYR): tendéncia em formar beta; merece investigacao a forte tendéncia em inibir

a formacao de alfa, reportada para algumas regras, quando nas posigoes 5, 6 e 11 da janela;

Valina (VAL): tendéncia em formar beta;
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FIGURA 6.1 — Diagramas de Hinton para a classe alfa. Diagrama original de Qian & Sejnowski
(canto superior esquerdo) e 5 diagramas (regras 10, 1, 20, 2 e 16) obtidos a partir da aplica¢do
da metodologia aqui descrita. A cor representa o sinal do coeficiente (brancos sio positivos e
pretos sdo negativos) e o tamanho representa o valor. Ao final, em separado, é feita a
representacao do termo independente k£ da equacao.
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FIGURA 6.2 — Diagramas de Hinton para a classe beta. Diagrama original de Qian &
Sejnowski (canto superior esquerdo) e 5 diagramas (regras 1, 24, 31, 42 e 51) obtidos a partir
da aplicagdo da metodologia aqui descrita. Cada quadrado representa um coeficiente da
equagao linear que ird processar os padroes. A cor representa o sinal do coeficiente (brancos sdo
positivos e pretos sdo negativos) e o tamanho representa o valor. Ao final, em separado, é feita
a representacao do termo independente k£ da equagao.



81

1 2 3 4 866 7 8 9% 19N 1213 T2 3 458 7 8% 111213 1 2 3 4 56 7 8 9 1011 1213
ALA I . e ALA . #0 & 8 = % » ALA e I e
ARG = . . ARG R B . ARG - - - ®
ASN L] ASN ASN =
ASP . ASP ASP
cYs . . cYs A m ors - |
GLN GLN = * GLIN B -
GLU . GLU GLU
GLY GLY BLY
HIS .= " s | | HIS = .
ILE rsalms ILE -HAlw. - ILE Hn=
LEU = = EEEN - LEU s B = - LEU « W m =
LYS = = ® LYS . LYs ~
MET (I N | - . MET = 0 MET = B = | |
PHE . LI | PHE - - n . PHE * B .
PRO PRO PRO
SER . SER SER
THR THR THR
TRP " mosom TRP snEB ] TRP W= HE=
YR . - o - . YR = ® - 0N YR - B -
VAL s s mEE= VAL L N N VAL N N B
K K K
1 2 3 4 5§ E 7 8 9 101 1213 12 3 4 58780218001 1 2 3 4 56 7 8 3 101 1213
ALA : 4 m ®E = ®m ®E .« = = . ALA - = & ® & s+ s s+ ® @ ALA s m = = - o=
ARG N R . ARG N - . ARG [ | .
ASN ASN ASN =
ASP ASP ASP
CYS N 1 B CYS | | crs « B
GIN = . cn [l . GIN m .
GLU GLU - GLU
GLY GLY GLY
HIS [ | . HIS [ ] . . . HIS [ ] .
ILE . «HEN - ILE HE = ILE | 1 B
LEU (N B LEU N BN LEU « B m -
LYs = = Lys . LYS .
MET [N | MET n |- . [ | MET [ N |
PHE (I N B PHE [ | N N - PHE * A=
PRO PRO PRO
SER SER SER
THR THR . THR
TRP ERENE-B TRP s Hlnmnm TRP | N
YR «m - m YR N B YR LI
VAL . s HEN = VAL N N VAL [ N B
K K K

FIGURA 6.3 — Diagramas de Hinton para a classe coil. Diagrama original de Qian & Sejnowski

(canto superior esquerdo) e 5 diagramas (regras 4, 6, 10, 13 e 32) obtidos a partir da aplicacao

da metodologia aqui descrita. Cada quadrado representa um coeficiente da equacao linear que

ir4 processar os padroes. A cor representa o sinal do coeficiente (brancos sdo positivos e pretos

sdo negativos) e o tamanho representa o valor. Ao final, em separado, é feita a representagao do
termo independente k£ da equagao.
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6.2 Analise do Comportamento das Regras Extraidas ao Longo do

Treinamento

Durante o processo de treinamento e extracao de regras, para cada época, informacoes
sao geradas e armazenadas para posterior andlise. Dentre estas informacoes estao: o nimero de
regras geradas, o nimero de regras estatisticamente vélidas, a cobertura total (conforme equagao
5.8) e o erro de inexatidao global (conforme equagio 5.13). Adicionalmente, quanto a RNA, sdo
armazenados: o erro de inexatidao da rede e o seu erro RMS. Por "erro de inexatidao da rede"
entenda-se o resultado do processamento do calculo de inexatidao, conforme equagao 5.11 porém
feito a partir do resultado da RNA. Esta medida de erro foi implementada por dois motivos:
para a comparacao com a inexatidao da solucao linear proposta; e pelo problema tratado ser de
classificagao.

Para cada classe a ser determinada, a rede correspondente foi treinada e os procedimentos de
extracao de regras executados em conjunto. Inicialmente, o treinamento foi realizado por 20.000
épocas, visando-se obter uma noc¢ao aproximada do problema. Os testes seguintes foram restritos
a 3.000 épocas embora, como sera visto mais adiante, bem menos épocas seriam suficientes. Este
valor foi utilizado apenas para a producao dos graficos e analise do comportamento do erro global
no decorrer do treinamento.

A tabela 6.1 apresenta informacées pertinentes a solucao encontrada para cada classe. Em
Regras geradas é reportado o numero de regras que foram extraidas para cada classe. Destas,
o nimero de regras validas (vide item 5.3) é apresentado em Regras usadas. O percentual de
padroes atendidos por estas regras é dado por Cobertura. Por fim, o percentual de erros de

classificacao e o Erro RMS sao reportados, respectivamente, nas colunas Inezatidao e Erro RMS.

TABELA 6.1 — Numero de regras extraidas para cada classe

‘ Classe ‘ Regras geradas ‘ Regras usadas ‘ Cobertura (%) ‘ Inexatiddo (%) ‘ Erro RMS

alfa 67 45 98.45 31.79 0.929386
beta 62 23 97.66 31.98 1.120927
coil 78 41 96.76 29.95 0.888196

A figura 6.4 apresenta estas informacoes para as 3 classes determinadas. Os valores foram
recalculados para serem apresentados em uma escala onde todas as informacoes pudessem ser
visualizadas. Desta forma, ficando com valores entre 0 e 1. O nimero de regras total e o de

regras validas foi dividido pelo maior valor existente entre ambos. Os percentuais de cobertura
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total, inexatidao da solucgao linear e inexatidao da RNA foram divididos por 100. E o erro RMS
da RNA foi dividio pelo seu maior valor.
Com isto, ao analisar os graficos, devem ser buscadas tendéncias de comportamento. Com-

paracoes com valores absolutos nao podem ser feitas. A menos que seja entre as inexatidoes.

Tendéncia das Principais Informagdes Coletadas Tendéncias das Principais Infermagdes Coletadas
no Treinamento da Classe Alfa no Treinamento da Classe Beta

-]
=]
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— Inexatiddo das Regras
Inexatidao da RINA
RMS da RNA

Valor Nommalizado
da Informacao

FIGURA 6.4 — Tendéncia das principais informagoes coletadas durante o processo de
treinamento das redes. O eixo x apresenta a época do treinamento. O eixo y apresenta as
informacoes coletadas onde os valores foram normalizados para serem apresentados em uma
escala de 0 a 1.

Uma analise das tendéncias reportadas na figura 6.4, nos leva a alumas constatagoes inte-
ressantes.

Observando-se a curva do niimero total de regras, pode-se constatar o processo de apren-
dizado da rede onde, aproximadamente até a época 300, os neurénios estao sendo sub-utilizados,
isto é, apenas pequenas faixas de suas regioes estao ativas. Com isto, o nimero de regras é pe-

queno. A partir do momento em que a rede comeca a se especializar, novas regioes dos neuronios
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sao utilizadas. Neste ponto, nota-se um aumento rapido no nimero de regras total. Porém, como
estas regioes estao recebendo poucos padroes, o nimero de regras estatisticamente validas nao
cresce na mesma medida que o total, conforme pode ser melhor observado na figura 6.5. Como
conseqiiéncia, a cobertura total apresenta um descréscimo nesta fase.

Outro ponto que pode ser observado é que, apés o niimero de regras total atingir um valor
maximo, mantem-se uma propor¢ao entre o nimero de regra total e o niimero de regras validas.
Uma explicagao possivel seria devido ao fato de, apds atingir o 4pice no nimero de regras geradas,
as regras que deixam de existir, pela mundaca das ativagoes nos neurdnios da rede, sao as com
poucos padroes. Padroes estes que, como o aprendizado, vao migrando para outras regioes do

espago neural.

Regras Geradas no Treinamento da Classe Alfa Regras Geradas no Treinamento da Classe Beta

1
08
0.6
0.4
0.2

Niimero de Reqras
Niimero de Regras

0+ T r T T T |
1 3000

Epoca Epoca

Regras Geradas no Treinamento da Classe Coll

12

1 3001

Epocas

—— Total de Regras

—— Regras Validas

FIGURA 6.5 — Total de regras geradas e regras validas. O eixo x apresenta a época do
treinamento. O eixo y apresenta o nimero de regras onde os valores foram normalizados para
serem apresentados em uma escala de 0 a 1.

Também pode ser visto, sendo melhor observado na figura 6.6, é o fato da inexatidao linear
ser menor do que a nao-linear. Ou seja, a soma das solugoes lineares apresenta um resultado
melhor do que a RNA original. Um explicacao possivel seria pela especializacdo das equagoes
lineares, melhor adapatadas aos padroes especificos da sua regiao. Deve ser lembrado que a

solucao linear apresenta uma perda na cobertura de padroes.
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Outra observacao que pode ser feita analisando-se a figura 6.6 é que, com o decorrer do

treinamento das classes beta e coil, a inexatidao da RNA se igualou a da soluc¢ao linear. Isto pode

ter acontecido pois a RNA vai se especializando em regioes onde poucos padroes sao atendidos.

Fato este que a diferencia da solugao linear pois estas regides, ao serem linearizadas, podem vir

a ser desconsideradas se o nimero de padroes for inferior ao nimero de parametros do modelo.

Classe Alfa

Erros de Classificagdo no Treinamento da

Epoca

Erro de Classificagdo no Treianmento
da Classe Beta

3000

Erro de Classificagdo no Treinamento

da Classe Coil

Epoca

3000

—— Inexatiddo das Regras
—— Inexatiddo da RNA

FIGURA 6.6 — Inexatidao global da solu¢ao linear e inexatidao da RNA. O eixo x apresenta a
época do treinamento. O eixo y apresenta as informacoes percentuais coletadas para as taxas

de inexatidao.

Tratam-se de constatacoes qualitativas baseadas no treinamento de poucas inicializagoes

randomicas dos pesos da rede. Uma andlise mais detalhada merece ser feita no sentido de ser

executado um numero de experimentos considerado valido para calculo de médias e desvio-padrao.

Desta forma, pode-se ter uma visao mais embasada para generalizacoes.

6.3 Analise das Regras Extraidas

Nesta secao serao apresentados os resultados obtidos a partir da anélise feita sobre algu-

mas regras extraidas das redes treinadas com os atributos fisico-quimicos propostos (i.e. ponto
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isoelétrico e indice hidropatico).

Duas abordagens foram utilizadas para interpretar estas regras. Primeiro, as regras foram
ordenadas pela sua cobertura. Sendo analisadas as que apresentaram os maiores valores, isto
é, com maior quantidade de padroes atendidos. Segundo, as regras foram ordenadas pela sua
inexatidao. Sendo analisadas as com menores valores, isto é, com menor erro de classificacao.
Para cada caso, serao apresentadas as primeiras 3 regras, ao invés de uma analise exaustiva de
todas.

Nesta exposicao, dois conjuntos de informagdes se repetirao. Primeiro, uma tabela contendo
informacdes sobre as regras a serem analisadas. A seguir, para cada regra, o grifico do seu
prototipo e o diagrama de Hinton para os coeficientes da equacao linear. No gréfico do prototipo,
que descreve o comportamento tipico dos padrdes pertencentes a regra (conforme item 5.2),
podera ser observada a variagao do ponto isoelétrico e do indice hidropéatico ao longo da janela
de residuos. Onde, no eixo x, é apresentada a janela de 13 residuos e, no eixo y, o valor do
coeficiente.

Quanto ao diagrama de Hinton (apresentado no item 6.1), poderdo ser observadas as in-
fluéncias do pl e HP ao longo da janela. Cabe ressaltar que as entradas nao mais sao binarias.

Com a abordagem utilizada, serdo analisadas cerca de 25% das regras validas da classe beta
e 15% das classes alfa e coil. Regras significativas, no que diz respeito a informacoes contidas,
podem estar sendo deixadas de lado. Porém, devido a limitacao de tempo, esta foi a alternativa
encontrada.

Conforme poderé ser notado, pela leitura das subsecoes que seguem, a imediatamente a
seguir (item 6.3.1) apresenta um conteudo mais extenso do que as demais. Especificamente, os
itens existentes a mais sao: uma andlise mais estruturada de um protétipo e de um diagrama
de Hinton; a corroboragao de um prototipo; e a equacao linear gerada para uma regra extraida.
A intencao de detalhar um pouco mais estes itens foi a de apresentar um embasamento para a
compreensao das explicacoes. Nas secoes que seguem, estes itens foram omitidos visando nao
deixar a estrutura muito repetitiva.

Adicionalmente, visando apresentar algumas das variagoes na interpretacdo do conheci-
mento contido nos graficos dos protétipos, as explicacoes sobre os mesmos foram escritas de
forma diversificada. Deste modo, espera-se demonstrar algumas das possibilidades de como in-
terpretar e expressar o conhecimento bem como tornar a leitura menos cansativa. Isto pode ser
visto através da alternancia de tipos de andlise (e.g. hora se preocupando com periodicidades,
hora com valores, hora com busca de relagdes) bem como no emprego de sinénimos (e.g. ponto

isoelétrico/pl/carga, indice hidropatico/HP, positivo/negativo/hidrofébico/hidrofilico).
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6.3.1 Regras da Classe Alfa por Cobertura

Neste topico, serao apresentadas as regras da classe alfa com maior percentual de cobertura,
isto é, que abrangem o maior nimero de padroes atendidos.

A tabela 6.2 apresenta as 3 regras com maior percentual de cobertura. Para cada regra,
o grafico do prototipo correspondente e o diagrama de Hinton, para os coeficientes da equacao

linear, podem ser vistos na figura 6.7.

TABELA 6.2 — Primeiras 3 regras com maior percentual de cobertura da classe alfa

‘ Regra ‘ Cobertura (%) | Inexatidao (%) ‘ Erro RMS ‘

9 18.92 37.34 0.957974
6 16.48 33.68 0.940372
12 9.67 39.38 0.991682
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FIGURA 6.7 — Prototipo e diagrama de Hinton das primeiras 3 regras (i.e. 9, 6 e 12), por
cobertura, da classe alfa. O grafico do prototipo apresenta, no eixo z, as posigoes do residuo na
janela e, no eixo y, o valor normalizado do ponto isoelétrico e do indice hidropéatico. O diagrama

de Hinton apresenta as tendéncias na formagao da estrutura secundéria. Cada quadrado
representa um coeficiente da equacao linear que ird processar os padroes. A cor representa o

sinal do coeficiente (brancos sdo positivos e pretos sdo negativos) e o tamanho representa o

valor. Ao final, em separado, é feita a representacao do termo independente k da equacao.
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Com relagao ao protétipo da regra 6, as seguintes observagoes podem ser feitas:

e analisando o ponto isoelétrico:

— o residuo central apresenta uma carga muito proxima de zero;

— os dois primeiros residuos, vizinhos ao central, apresentam um comportamento de se

tornarem negativos e, logo apoés, voltarem a ser neutros;

— a partir do 3 residuo, apds o central, nota-se uma simetria inversa nas tendéncias, ou
seja, enquanto uma direcao apresenta decréscimo de carga, a outra apresenta aumento,

e vice-versa;
e analisando o indice hidropatico:

— o residuo central apresenta-se em um equilibrio entre hidrofobicidade e hidrofilicidade;

— tomando o ponto central como partida, nota-se uma periodicidade, em ambas as di-
recoes, onde ocorre um aumento da hidrofobicidade por 2 residuos, passando para

hidrofilicos por 2 e voltam a ser hidrofébicos por mais 2.

Com relagao ao diagrama de Hinton da regra 6, as seguintes observacoes podem ser feitas:

e analisando o ponto isoelétrico:

— o sexto residuo apresenta uma tendéncia alta, comparado contra os demais, em indicar
a formagao, ou nao, de alfas; quanto mais positivo for o pI do sexto residuo, menor é

a tendéncia de formar uma alfa e quanto mais negativo, maior a tendéncia;
e analisando o indice hidropatico:

— 0 quinto e nono residuos apresentam as maiores tendéncias, comparados contra os
demais, em indicar a formacao, ou nao, de alfas; quanto mais positivos forem os HPs
destes residuos, maior é a tendéncia de formar uma alfa e quanto mais negativo, me-

nor a tendéncia;

Com relacao a regra 9, ndo se observa periodicidade alguma no pl, exceto uma divisao, a

partir do centro, entre valores negativos e positivos. Quanto ao HP, o residuo central apresenta-se
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como hidrofébico, assim como praticamente toda a cadeia. Oscilacdes mais fortes sao detectas
nas extremidades.

No que diz respeito as tendéncias da regra 9, o pl do sexto e sétimo residuos apresenta
uma grande contribui¢do na determinacao, ou nao, de alfas; quanto mais positivo forem os pls,
menor é a tendéncia de formar uma alfa e, quanto mais negativo, maior a tendéncia.

Com relacao a regra 12, picos de carga e indice hidropatico sao observados no residuo
central e no imeditamente a sua esquerda. No resto da janela, ambos se comportam com valores
muito proximos de 0.

No que diz respeito as tendéncias da regra 12, tanto pl quanto o HP apresentam, na
maioria dos residuos da janela, um equilibrio nas tendéncias. Com isto, qualquer valor mais alto
ou baixo, no valor do atributo pertencente ao residuo, pode contribuir de forma mais direta na
determinacao estrutura secundéaria.

De forma geral, nota-se que as tendéncias, indicadas pelos diagramas de Hinton, nao pos-
suem grandes especializacoes com relagdo a um ou mais residuos da janela. Como se tratam de
regras com as maiores quantidades de padroes, isto pode indicar que os dados cobertos ainda
sejam uma mescla de varias tendéncias distintas. E, na média, os valores nao se sobressaem.
Eventualmente, caso a rede conseguisse separar melhor os padrdes, provavelmente regras mais
especializadas seriam geradas e, por conseguinte, tendéncias mais distintas seriam notadas. Até
as 20.000 épocas inicialmente utilizadas para o treinamento, isto nao foi detectado.

Corroborando o conhecimento fornecido pelos protétipos, podem ser apresentados os pa-
droes, usados no treinamento, que possuam o maior grau de pertinéncia para com a sua regra.
Tomando como base o protétipo da regra 6, podemos observar na figura 6.8 a distribui¢ao dos

pontos no espaco de entrada, para o ponto isoelétrico e para o indice hidropatico.
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FIGURA 6.8 — Corroboragao da regra 6, da classe alfa

Contudo, a visualizagdo da quantidade de padroes com, por exemplo, pl igual a -0,044099
(da Glicina) ficou dificultada pois todos sdo apresentados no mesmo ponto. Para contornar este
problema, optou-se pela representacao através de uma alteracdo minima no valor de entrada,
causando um pequeno deslocamento para ter-se a representacao de intensidade. A corroboragao

efetiva do padrao pode ser vista na figura 6.9.
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FIGURA 6.9 — Corroboragao da regra 6, da classe alfa, com representacao de intensidade dos
pontos

Conforme apresentado no item 5.2, para cada regra, além do prototipo que caracteriza
os padroes por ela atendidos, também é disponibilizada uma equacao linear que ird determinar
a saida encontrada. Neste caso, o resultado da classificacdo. Na equacao 6.1, pode ser vista a
estrutura que as equagoes lineares geradas apresentam. Os 13 residuos da janela, seus respectivos

coeficientes, resultado do algoritmo de extracao de regras, e o termo independente.
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Rg: —0.034093P1; + 0.081456 Hp, + 0.004571 P15 4 0.049922 Hpy
+0.021662 P73 — 0.084841 Hpz — 0.044895P74 — 0.023076 H p4
—0.056758Pi5 + 0.214972Hps; — 0.341631 Pig 4 0.025795H pg
—0.079390Pi; — 0.149484Hp; + 0.063821 Pig + 0.084386 H ps (6.1)
+0.092090 P9 4+ 0.209021 Hpg — 0.060223 P19 — 0.018637Hp1y
—0.004262P1%1; — 0.072064Hp1; + 0.128643Pi19 + 0.098707Hp
+0.063558 P13 + 0.065529 Hp,3 — 0.656367

6.3.2 Regras da Classe Alfa por Inexatidao

Neste topico, serao apresentadas as regras da classe alfa com menor inexatidao, isto é, que
possuem o menor erro de classificagao.

A tabela 6.3 apresenta as 3 regras com menor erro. Para cada regra, o grafico do prototipo
correspondente e o diagrama de Hinton para os coeficientes da equacao linear podem ser vistos

na figura 6.10.

TABELA 6.3 — Primeiras 3 regras com menor erro da classe alfa

‘ Regra ‘ Cobertura (%) | Inexatiddo (%) | Erro RMS ‘
32 0.37 0 0.591280
24 0.36 0 0.820214

53 0.34 0 0.218695
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FIGURA 6.10 — Prototipo e diagrama de Hinton das primeiras 3 regras (i.e. 32, 24 e 55), por
inexatidao, da classe alfa O grafico do prototipo apresenta, no eixo z, as posicoes do residuo na
janela e, no eixo y, o valor normalizado do ponto isoelétrico e do indice hidropatico. O diagrama

de Hinton apresenta as tendéncias na formagao da estrutura secundéria. Cada quadrado
representa um coeficiente da equacao linear que ird processar os padroes. A cor representa o
sinal do coeficiente (brancos sdo positivos e pretos sdo negativos) e o tamanho representa o
valor. Ao final, em separado, é feita a representacao do termo independente k da equacao.
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Com relagao a regra 32, picos no pl podem ser observados nos residuos 6 e 10. Sendo que,
a oscilagao entre ambos pode ser considerada como grande, dada a distancia entre os mesmos.
Tomando-se o sexto residuo como base, pode ser observada uma periodicidade com relagao ao
HP onde, de 2 em 2, os residuos aumentam e diminuem de valor.

No que diz respeito as tendéncias da regra 32, o pl do quinto e sétimo residuos apresenta
uma grande contribuicao na determinacao, ou nao, de alfas. Quanto mais positivo for o valor do
pl do quinto residuo, menor é a tendéncia de formar uma alfa e quanto mais negativo, maior a
tendéncia. O inverso vale para o sétimo residuo. Quanto ao HP, o quinto e o sexto residuo sao
os que mais contribuem. Se todos os residuos tiverem pl e HP préximos de 0, a tendéncia é pela
formacao de alfa visto que o termo independente £ possui um alto valor positivo.

Com relagao a regra 24, tomando-se o residuo central como base, pode ser observada uma
periodicidade com relacao ao HP onde, de 2 em 2, os residuos diminuem e aumentam de valor.
Embora o residuo central seja levemente negativo, quase que toda a janela apresenta-se como
levemente positiva.

No que diz respeito as tendéncias da regra 24, o pl de 5 dos residuos foi considerado
importante para determinar, ou nao, a formagao de alfas. O HP teve uma importancia relativa
menor mas espalhada por quase toda a extensao da janela.

Com relagao a regra 55, nota-se o pico de pl no residuo 12, ou seja, distante do residuo
central. O HP apresenta uma oscilagao, grande parte de 2 em 2 residuos ao longo da janela.
Nesta oscilagao, nota-se a passagem de hidrofilicidade e hidrofobicidade.

No que diz respeito as tendéncias da regra 55, nota-se que o do residuo central, e do
imeditamenta a sua esquerda, foram considerados os mais importantes para determinar, ou nao,
a formacao de alfas. O HP teve uma importancia maior na extremidade esquerda janela e no
lado direito da mesma.

De forma geral, nota-se que as tendéncias, indicadas pelos diagramas, possuem grandes
especializacoes com relacao a um ou mais residuos da janela. Isto, provavelmente, indica que
a rede conseguiu separar melhor os padroes e, por conseguinte, tendéncias mais distintas foram
detectadas.

Visando corroborar o conhecimento apresentado pelo prototipo da regra 32, o padrao de
mais alto grau de pertinéncia foi analisado na proteina correspondente. De toda a a seqiiéncia
primaéria, selecionou-se a parte que contém a janela de 13 residuos, conforme pode ser observado
na figura 6.11. A seqiiéncia foi marcada com a cor magenta e o residuo predito como alfa marcado

em verde.
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FIGURA 6.11 — Janela de 13 residuos da proteina labe (L-ARABINOSE da Escherichia coli)
predita como tendo uma alfa em sua seqiiéncia

6.3.3 Regras da Classe Beta por Cobertura

Neste topico, serao apresentadas as regras da classe beta com maior percentual de cobertura,
isto é, que abrangem o maior nimero de padroes atendidos.

A tabela 6.4 apresenta as 3 regras com maior percentual de cobertura. Para cada regra,
o grafico do protétipo correspondente e o diagrama de Hinton para os coeficientes da equacgao

linear podem ser vistos na figura 6.12.

TABELA 6.4 — Primeiras 3 regras com maior percentual de cobertura da classe beta

‘ Regra ‘ Cobertura (%) | Inexatiddo (%) ‘ Erro RMS ‘

8 24.53 35.26 0.946301

12 10.61 33.02 0.938120
7 7.99 31.2 0.912490
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FIGURA 6.12 - Prototipo e diagrama de Hinton das primeiras 3 regras (i.e. 8, 12 e 7), por
cobertura, da classe beta O grafico do prototipo apresenta, no eixo z, as posicoes do residuo na
janela e, no eixo y, o valor normalizado do ponto isoelétrico e do indice hidropéatico. O diagrama

de Hinton apresenta as tendéncias na formagao da estrutura secundéria. Cada quadrado

representa um coeficiente da equacao linear que ird processar os padroes. A cor representa o

sinal do coeficiente (brancos sdo positivos e pretos sdo negativos) e o tamanho representa o

valor. Ao final, em separado, é feita a representacao do termo independente k da equacao.
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Com relagao a regra 8, nota-se um comportamento muito semelhante entre os atributos pl
e HP, quase um espelhamento de tendéncias. Quando um se aproxima de 0 o outro também se
aproxima. Quando um se afasta, o outro também se afasta. Outro ponto é a nao existéncia de
valores "altos" em ambos os atributos.

Com relacao a regra 12, observa-se uma periodicidade no indice hidropatico. O ponto
isoelétrico apresenta um pico no quinto residuo e, do lado direito da janela, uma periodicidade
que se alterna de 2 em 2 residuos.

Com relagdo a regra 7, observa-se uma simetria do HP, com relacao as tendéncias, e nao a
valores, os residuos ao redor do central. Quanto ao pl, nota-se uma simetria inversa de tendéncias
também quando se toma como base o residuo central.

De forma geral, a exemplo do que ja havia sido detectado na analise da determinagao da
classe alfa, nota-se que as tendéncias nao possuem grandes especializagoes com relacao a um ou

mais residuos da janela.

6.3.4 Regras da Classe Beta por Inexatidao

Neste topico, serao apresentadas as regras da classe beta com menor inexatidao, isto é, que
possuem o menor erro de classificacao.

A tabela 6.5 apresenta as 3 regras com menor erro. Para cada regra, o grafico do prototipo
correspondente e o diagrama de Hinton para os coeficientes da equagao linear podem ser vistos

na figura 6.13.

TABELA 6.5 — Primeiras 3 regras com menor erro da classe beta

‘ Regra ‘ Cobertura (%) | Inexatiddo (%) ‘ Erro RMS ‘

36 0.42 0 0.640554
35 0.54 4.65 0.815124
9 0.45 5.56 1.083139
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FIGURA 6.13 - Prototipo e diagrama de Hinton das primeiras 3 regras (i.e. 36, 35 e 9), por
inexatidao, da classe beta O grafico do prototipo apresenta, no eixo x, as posicoes do residuo na
janela e, no eixo y, o valor normalizado do ponto isoelétrico e do indice hidropéatico. O diagrama

de Hinton apresenta as tendéncias na formagao da estrutura secundéria. Cada quadrado

representa um coeficiente da equacao linear que ird processar os padroes. A cor representa o

sinal do coeficiente (brancos sdo positivos e pretos sdo negativos) e o tamanho representa o
valor. Ao final, em separado, é feita a representacao do termo independente k da equacao.



100

Com relacao a regra 36, nota-se uma periodicidade do indice hidropatico do lado direito
do resido central. Quanto ao lado esquerdo, os valores alternam-se com variacoes significativas
entre hidrofébicos e hidrofilicos. Quanto ao pl, nota-se uma oscilagao "suave" do lado direito da
janela e uma mais "brusca" do lado esquerdo.

Com relacao a regra 35, o pl apresenta-se com pequenas oscilacdes em torno do 0, na
extensao da janela. Quanto ao HP, valores altamente hidrofébicos sao apresentados do lado
esquerdo do residuo central.

Com relacgao a regra 9, apresenta quase que uma totalidade de residuos hidrofébicos. O pl,
por sua vez, também apresenta-se todo acima do 0, com picos de carga positiva na extremidade
direita da janela.

De forma geral, a exemplo da classe alfa, nota-se que as tendéncias, possuem grandes
especializacoes com relagao a um ou mais residuos da janela. Isto, provavelmente, indica que
a rede conseguiu separar melhor os padroes e, por conseguinte, tendéncias mais distintas foram
detectadas.

Visando corroborar o conhecimento apresentado pelo protétipo da regra 36, o padrao de
mais alto grau de pertinéncia foi analisado na proteina correspondente. De toda a a seqiiéncia
primaéria, selecionou-se a parte que comtém a janela de 13 residuos, conforme pode ser observado
na figura 6.14. A seqiiéncia foi marcada com a cor magenta e o residuo predito como beta marcado

em verde.

FIGURA 6.14 — Janela de 13 residuos da proteina lazu (Azurina da Pseudomonas aeruginosa)
predita como tendo uma beta em sua seqiiéncia
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6.3.5 Regras da Classe Coil por Cobertura

Neste topico, serao apresentadas as regras da classe coil com maior percentual de cobertura,
isto é, que abrangem o maior nimero de padroes atendidos.

A tabela 6.6 apresenta as 3 regras com maior percentual de cobertura. Para cada regra,
o grafico do protoétipo correspondente e o diagrama de Hinton para os coeficientes da equacao

linear podem ser vistos na figura 6.15.

TABELA 6.6 — Primeiras 3 regras com maior percentual de cobertura da classe coil

‘ Regra ‘ Cobertura (%) | Inexatidao (%) ‘ Erro RMS ‘

6 22.48 35.97 0.950997
4 12.95 25.05 0.858929
8 6.51 24.34 0.859074
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FIGURA 6.15 — Prototipo e diagrama de Hinton das primeiras 3 regras (i.e. 6, 8 e 4), por
cobertura, da classe coil O grafico do prototipo apresenta, no eixo x, as posigoes do residuo na
janela e, no eixo y, o valor normalizado do ponto isoelétrico e do indice hidropatico. O diagrama

de Hinton apresenta as tendéncias na formagao da estrutura secundéria. Cada quadrado
representa um coeficiente da equacao linear que ird processar os padroes. A cor representa o

sinal do coeficiente (brancos sdo positivos e pretos sdo negativos) e o tamanho representa o

valor. Ao final, em separado, é feita a representacao do termo independente k da equacao.
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Com relagao a regra 6, observa-se um pico do indice hidropatico no residuo central. No resto
da janela, em ambas as dire¢oes, apés uma brusca queda para um valor levemente hidrofilico,
seu comportamento se estabiliza perto do 0. Com relacao ao pl, apresenta um comportamento
de carga préoximo de 0 durante toda a extensao da janela.

Com relagdo a regra 8, nota-se uma grande hidrofobicidade no residuo central, com va-
riacoes distintas nos residuos imediatamente anterior e posterior. Apos isto, o lado direito da
janela assume um caréter levemente hidrofobico e o esquerdo levemente hidrofilico. Quanto ao
pl, nota-se uma periodicidade do lado esquerdo da janela.

Com relagao a regra 4, apresenta um comportamento muito semelhante entre o pl e o HP.
Especificament quanto ao HP, nota-se um desenho no formato de um W, a partir do residuo
central que tem um valor préoximo de 0, seguido, de cada lado, por um valor negativo e numa
ascencao constante em ambas as direcoes.

De forma geral, a exemplo do que ja havia sido detectado na analise da determinacao das
classes anteriores, nota-se que as tendéncias nao possuem grandes especializagoes com relagao a

um ou mais residuos da janela.

6.3.6 Regras da Classe Coil por Inexatidao

Neste topico, serao apresentadas as regras da classe coil com menor inexatidao, isto é, que
possuem o menor erro de classificagao.

A tabela 6.7 apresenta as 3 regras com menor erro. Para cada regra, o grafico do prototipo
correspondente e o diagrama de Hinton para os coeficientes da equacao linear podem ser vistos

na figura 6.16.

TABELA 6.7 — Primeiras 3 regras com menor erro da classe coil

‘ Regra ‘ Cobertura (%) | Inexatidao (%) ‘ Erro RMS ‘

51 0.43 0 0.870050
44 0.40 0 0.765612
45 0.39 0 0.187438
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FIGURA 6.16 — Prototipo e diagrama de Hinton das primeiras 3 regras (i.e. 51, 44 e 45), por
inexatidao, da classe coil O gréafico do protétipo apresenta, no eixo x, as posicoes do residuo na
janela e, no eixo y, o valor normalizado do ponto isoelétrico e do indice hidropéatico. O diagrama

de Hinton apresenta as tendéncias na formagao da estrutura secundéria. Cada quadrado
representa um coeficiente da equacao linear que ird processar os padroes. A cor representa o
sinal do coeficiente (brancos sdo positivos e pretos sdo negativos) e o tamanho representa o
valor. Ao final, em separado, é feita a representacao do termo independente k da equacao.
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Com relacao a regra 51, observa-se um aumento no valor do pl, nos residuos imediatamente
ao lado do central. Apos isto, um gradual descréscimo com estabilizacao perto do 0. Quanto
ao HP, nota-se uma constante oscilacdo entre hidrofébicos e hidrofilicos mas sem que se possa
observar um padrao de periodicididade.

Com relagao a regra 44, nota-se um comportamento praticamente estavel do pl em torno
do valor 0. O HP, por sua vez, apresenta altos valores de hidrofobicidade no residuo central e a
sua direita. Apo6s isto, em ambas as dire¢oes, estabiliza-se como o pl.

Com relagao a regra 45, nota-se um oscilagdo constante entre pls negativos e positivos ao
longo da janela. O HP apresenta, no residuo central, um pico de hidrofobicidade. A esquerda da
janela, um comportamento altamente hidrofébico que vai decaindo até um nivel que oscila entre
levemente hidrofobico e levemente hidrofilico.

De forma geral, a exemplo das classes anteriores, nota-se que as tendéncias, possuem gran-
des especializacoes com relagao a um ou mais residuos da janela. Isto, provavelmente, indica que
a rede conseguiu separar melhor os padroes e, por conseguinte, tendéncias mais distintas foram
detectadas.

Visando corroborar o conhecimento apresentado pelo protétipo da regra 51, o padrao de
mais alto grau de pertinéncia foi analisado na proteina correspondente. De toda a a seqiiéncia
primaria, selecionou-se a parte que comtém a janela de 13 residuos, conforme pode ser observado
na figura 6.17. A seqiiéncia foi marcada com a cor magenta e o residuo predito como coil marcado

em amarelo.

FIGURA 6.17 — Janela de 13 residuos da proteina 1tgs (inibidor da tripsina do pancreas do
boi) predita como tendo uma coil em sua seqiiéncia
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Capitulo 7
Conclusao

Este estudo utilizou o problema da predicao da estrutura secundéria de proteinas como
uma, oportunidade para o conhecimento, pratica e dominio de uma técnica de extracao de co-
nhecimento de RNAs.

Para viabilizar esta tarefa, uma série de procedimentos foram executados. Iniciando com a
compreensao e 0 dominio da técnica de extragao de regras de RNAs e do software de treinamento e
extracao. Passando por implementagoes de novas funcionalidades no software e pela definicao de
uma metodologia para extragao de regras. Culminando com a implementacao desta metodologia,
aplicada ao problema em estudo e, por fim, com a apresentacao e anéalise dos resultados obtidos.

Tendéncias no comportamento do processo de treinamento e extracao de regras foram de-
tectadas e apresentadas. Um maior nimero de experimentos necessita ser feito para um embasa-
mento quantitativo destas tendéncias mas, indicativos sobre "o que" pesquisar foram fornecidos.

O conhecimento apresentado, na forma de regras, foi obtido e disponibilizado. Conforme
pode ser observado, as regras apresentaram comportamentos distintos, de acordo com o tipo de
problema que a RNA tentou resolver. Fato este que era esperado, uma vez que representam
diferentes regioes do espago neural.

Devido as limitacoes de tempo intrinsecas a uma dissertacao de mestrado, optou-se pela
utilizacao de duas abordagens na interpretacao das regras extraidas. Foram analisadas as regras
com maior percentual de cobertura e as com menor erro na classificacdo. Consequentemente, o
escopo da anélise foi reduzido. Todas as regras deveriam ter sido analisadas pois o conhecimento
pode se manifestar em qualquer uma das saidas geradas. Inclusive nas regras que estabelecam
um equilibrio entre os dois critérios adotados.

Concluiu-se que a implementacao da metodologia de extragao de regras atingiu o seu obje-

tivo ao produzir resultados qualitativamente comparaveis aos ji existentes e ao demonstrar um
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conhecimento novo a ser investigado.

O objetivo de extrair conhecimento a respeito do comportamento dos atributos fisico-
quimicos ao longo da cadeia de residuos foi atingido. Nota-se que estes atributos tiveram um
percentual de exatidao na classificagdo semelhante ao obtido com codificagoes ortogonais. O
que nos leva a hipotese de que os mesmos podem ser utilizados como forma de representar o
conhecimento adquirido pela rede mas que nao possuem a capacidade de melhorar a exatidao
da solucao. Isto ficou claro quando analisados os atributos da Leucina e Isoleucina. A Leucina
possui forte tendéncia na formacao de alfa, enquanto que a Isoleucina induz a formacao de beta.
Porém, ao analisar a lista dos possiveis atributos fisico-quimicos disponiveis para representar
estes dois residuos, nos deparamos com valores muito préximos ou até mesmo semelhantes para
ambos. Enquanto nao for mapeado um, ou a combinagao de mais de um, atributo fisico-quimico
capaz de caracterizar de forma satisfatéria as entradas, a codificagao ortogonal ainda parece ser
a melhor opcao quando da utilizagdo de RNAs.

Por fim, espera-se que o conhecimento disponibilizado seja analisado por profissionais de
competéncia para tal, com a intencao de fomentar a discussao sobre a validade do mesmo bem
como do processo pelo qual foi gerado. E, ainda, que o retorno da anéalise sirva para o aprimo-
ramento do processo utilizado.

7.1 Trabalhos Futuros

Durante o desenvolvimento deste estudo, foram surgindo idéias sobre testes passiveis de
serem analisados bem como sobre implementacoes que podem ser feitas. Porém, como nao havia
tempo disponivel para testar todas as variacoes imaginadas, as mesmas foram sendo armazenadas.

A seguir, segue a compilagao destas idéias:

avaliar a utilizagdo de uma base de dados de seqiiéncias nao-homélogas com mais padroes,

visando uma melhor exploragao do espago de entrada (e.g. a base do projeto EVA [56]);

e avaliar outros atributos fisico-quimicos, visando extragao de conhecimento e, se possivel,

um acréscimo de exatiddo na previsio (e.g. os atributos documentados em [);

e executar um processo de minimizagao de energia sobre as proteinas utilizadas no treina-
mento, visando comparar os resultados da RNA antes da minimizacdo e apos (e.g. utilizar
o pacote de ferramentas denominado TINKER [69]);

e implementar e avaliar um tratamento para os padroes que foram desconsiderados devido
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ao fato das suas regras nao serem estatisticamente validas, visando aproveitar a informacao
contida nos mesmos (e.g. criar uma regra que inclua a todos; ou submeter cada padrao a
todas as regras estatisticamente validas, escolhendo a que melhor o atende e classifica-lo

como pertencente a esta regra);

implementar e avaliar, no FAGNIS, uma particio do neurénio em um ntmero variavel de
regioes, visando uma melhor adequacao a distribuicao do espago neural (e.g. uma parti¢ao
em regioes lineares determinadas pela distribuicao dos pontos; uma particio em maior

namero de regides lineares mas em pontos fixos);

implementar, no FAGNIS, o calculo do intervalo de confianca da regra, visando fornecer o

grau de certeza da regra extraida;

testar e avaliar a extragao de regras utilizando-se os angulos diedros ¢ e 1, visando infor-
magoes mais precisas, sem a perda inerente a discretizacao ocorrida quando os mesmos sao
transformados em classes (e.g. testes com valores no intervalo de [-180; +180|; conversao

para seno € COSS@TLO).
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Apéndice A

Base QS106

TABELA A.1 — Relagao de proteinas definida por Qian & Sejnowski e utilizadas neste estudo

‘ Codigo da Proteina, ‘ Codigo Atualizado ‘ Comentario(s) ‘

labp labe
lacx

lapr 2apr

laza 2aza

lazu
1bp2
lcac lca2
lcch
lcer

lcpv 5cpv

lcrn
letx
lcy3 2cy3
leyce
lecd
lest
1fc2
1fdh
1fdx 1dur
1fx1
1gen

lger 4gcr
1gfl
1gf2
1gpl
1hds
lhip
1hmq 2hmgq
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Codigo da Proteina

Cédigo Atualizado

Comentario(s)

lig2

2ig2

lige

nao encontrada no PDB

lins

4ins

11dx

21dx

11z1

1lzm

2lzm

11zt

1mbd

1mbs

1mlt

1nxb

1p2p

1pfc

1ppd

1ppt

1pyp

1rei

1rhd

1rn3

3rn3

1sn3

2sn3

1tim

1tgs

2act

2adk

3adk

2alp

2ape

4ape

2app

3app

2b5c

lcyo

2cab

2ccy

2cdv

2cyp

2dhb

2fd1

5fd1

2gch

2gnd

2grs

3grs

2icb

3icb

2kai

2lh1

2lhb

2mcp

2mdh

4mdh

2mt2

obsoleta

2pab

2rh
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Codigo da Proteina | Codigo Atualizado | Comentério(s) ‘

2sbt

2sga

2sns

2sod

2ssi 3ssi

2stv

2taa

2tbv

3c2c

3cna

3fxc 4fxc

3gpd

3hhb

3pcy

3pgk

3pgm

3rp2

3sgb

3tln 8tln

451c¢

4cts

4dfr

4fxn 2fox

4sbv

batce Hatl

5cpa

5ldh

5pti

Srxn

6adh

6api 8api

8cat




