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VINEYARDS
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Resumo: A industria agricola caracteriza-se por um ambiente complexo e modelos
preditivos podem auxiliar gestores e agricultores na organizacao e planejamento de
seus negdcios. No Brasil, a vitivinicultura tem ganhado espaco de forma estratégica
nos ultimos anos. O objetivo do presente estudo foi realizar a previsdo de demanda
para produgao e comercializagéo de vinhos no Rio Grande do Sul. Para isso, utilizou-
se Cross Industry Standard Process for Data Mining (CRISP-DM) e a plataforma
Amazon Forecast que aplicou algoritmos convencionais e avancados para previsao
de demanda de um periodo das séries temporais da vitivinicultura gaicha. O método
ARIMA demonstrou-se como o melhor algoritmo preditivo por atender aos critérios
definidos para precisdo. A demanda prevista para producéo de vinhos foi semelhante
a demanda real, enquanto a demanda prevista para comercializacdo de vinhos foi
menor do que a demanda real o que se pode atribuir a efeitos inesperados no ultimo
ano tais como eventos climaticos favoraveis e pandemia. A abordagem utilizada nesse
estudo é abrangente e compativel com diferentes contextos, podendo ser utilizada
para previsdo de demanda de qualquer produto que possua registros em um horizonte
de tempo.

Palavras-chave: Modelagem, Previsdo de Demanda, Séries Temporais,
Vitivinicultura.

Abstract: The agricultural industry is characterized by a complex environment and
predictive models can help managers and farmers in organizing and planning their
businesses. In Brazil, vitiviniculture has gained strategic space in recent years. The
aim of this study was to forecast demand for the production and sale of wines in state
of Rio Grande do Sul. For this, we used the Cross Industry Standard Process for Data
Mining (CRISP-DM) and the Amazon Forecast platform that applied conventional and
advanced algorithms for forecasting for a period of the time series of vitiviniculture in
Rio Grande do Sul. The ARIMA method proved to be the best predictive algorithm for
meeting the defined criteria for precision. Forecast demand for wine production was
similar to actual demand, while forecast demand for wine sale was lower than actual
demand, which can be attributed to unexpected effects in the last year such as
favorable weather events and COVID-19 pandemic. The approach used in this study
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is comprehensive and compatible with different contexts, and can be used to forecast
demand for any product that has records in a time horizon.

Keywords: Modeling, Forecasting, Time Series, Vitiviniculture.

1 INTRODUGAO

A induastria agricola caracteriza-se por um ambiente complexo que sofre
influéncia de questdes geogréficas, climaticas, demograficas, econbmicas e
governamentais exigindo decisdes dindmicas, as quais teréo efeitos observados em
meses, anos, e por vezes, décadas (FISHER et al., 2000). Adicionalmente, o0 uso de
dados é essencial para definicdo de politicas publicas do setor que influenciam
liberacbes de crédito, planejamento de recursos, aquisicdo de insumos,
direcionamento de investimentos, busca de mercado e desenvolvimento de
tecnologias (FISHER et al., 2000; IFFT; KUHNS; PATRICK, 2018).

A aplicacao de tecnologia avancada e o uso de dados para a tomada de deciséo
tem se tornado uma realidade no agronegdcio, uma vez que contribuem para uma
producdo de alimentos mais eficiente, sustentavel e que atenda as necessidades
nutricionais da crescente populacdo mundial (CULP, 2019; KOLTES et al., 2019).

Nesse sentido, a induastria vitivinicola faz parte desse cenario e traz
caracteristicas inerentes, entre elas produtividade, receita de vendas, rentabilidade,
mercado marcado por comportamentos sociais e orientado pelo lucro (CZUPRYNA et
al., 2018). Segundo a Organizacao Internacional do Vinho (2021), em 2020, o Brasil
ocupava a 212 posicdo mundial em area plantada em vinhedos (1,1%), 182 posicao
em producéo de vinhos (0,01%) e 132 posi¢cao como consumidor (2,0%). Em 2019, a
uva representou 0,09% da colheita brasileira e 0,93% do valor da producéo nacional
(IBGE, 2019). No mesmo ano, 90% da produgéo brasileira de uvas e vinhos
concentrava-se no Rio Grande do Sul sendo a regido da Serra Gaucha onde
localizam-se o maior nimero de produtores, em especial no municipio de Bento
Goncalves (FARIAS; TATSCH, 2014; MELLO; MACHADO, 2019).

Mundialmente, a vitivinicultura vivencia um paradoxo como atividade
econdmica, observando-se uma tendéncia de diminuicdo na éarea plantada de
vinhedos enquanto no mesmo periodo h4 aumento na demanda pelo consumo de
vinho, demonstrando a necessidade de operacdes produtivas, eficientes e lucrativas
para que sejam competitivas (IBRAVIN, 2018; OIV, 2020). No Brasil, a industria
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vitivinicola tem recebido incentivos as certificacbes de indicacdo geografica,
desenvolvimento do enoturismo e apresentando produtos com maior nivel de
qualidade como diferenciais de mercado (PEIREIRA et al., 2020).

Embora ndo seja a bebida alcodlica mais consumida no pais, tendo um
consumo per capita anual menor de 3L, o consumo de vinho pelo brasileiro tem
crescido nos ultimos anos (ALMEIDA; BRAGAGNOLO; CHAGAS, 2015; OlV, 2021).
Associado a melhoria da qualidade do vinho nacional, ambos tem impulsionado
também importacdes e exportacdes e por consequéncia o aumento da demanda pelo
produto (DE MELLO; MACHADO, 2020).

Perante esse contexto, modelos preditivos podem auxiliar gestores e
agricultores na organizacao e planejamento de seus negocios. Uma vez que o volume
de dados disponivel é crescente, a combinacdo entre modelos estatisticos e técnicas
computacionais propiciam um meio para melhor gerenciar os recursos e otimizar o
desempenho da operacédo (VERMA; SHARMA; JINDAL, 2020).

E possivel identificar na literatura a recomendacéo pela utilizacdo de modelos
combinados para previsdo de demanda e diferentes autores sugerem a busca pelo
aperfeicoamento e otimizagdo dos modelos existentes, bem como a validacdo e
combinacdo com estratégias de aprendizado computacional (CHU et al., 2019; DE
OLIVEIRA et al., 2020; JHA; SINHA, 2013; RIBEIRO; OLIVEIRA, 2011; WANG et al.,
2018; ZHANG, 2003).

Sendo assim, o0 objetivo do presente estudo foi realizar a previsdo de demanda
para producao e comercializa¢do de vinhos no Rio Grande do Sul. Ainda, apresentou-
se um modelo preditivo, o qual oferece dados de previsdo de demanda podendo
auxiliar gestores da vitivinicultura na tomada de decisao tais como compra de insumos
e negociacdo de venda do produto. Em suma, o presente trabalho encontrou uma
previsdo de reducédo na producédo de vinhos e aumento na comercializacdo em um
periodo, além de identificar o método ARIMA como o mais apropriado para a analise
das séries estudadas.

Dessa forma, esse trabalho est4 organizado em 7 partes. Apés a Introducéo,
0s proximos capitulos encontrados sdo Fundamentacéo Tedrica, onde sao abordados
conceitualmente modelos de aprendizagem profunda e suas aplicagdes; Materiais e
Métodos, que descreve as etapas de desenvolvimento deste trabalho; Resultados, o
gual apresenta os desfechos encontrados nessa pesquisa; Discussao, que traz a

contextualizacdo dos resultados perante a outras pesquisas descritas na literatura,
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Consideragdes Finais, onde sdo abordadas as contribui¢cbes cientificas do trabalho
realizado bem como recomendacdes futuras; e por fim uma secdo dedicada as

referéncias utilizadas nesse estudo.
2 FUNDAMENTAGAO TEORICA

Nesta secdo, encontram-se a revisdo de modelos convencionais e de

aprendizagem profunda para previsdo de demanda e suporte & tomada de decisé&o.
2.1 Previsdo de Demanda Convencional

Segundo Cauchick-Miguel (2018), decisfes estratégicas, taticas e operacionais
sdo parte fundamental da gestéo de sistemas de producdo de produtos e servigos. Ha
pouco mais de uma década, Kerkkanen, Korpela e Huiskonen (2009) ja apontavam
em seu estudo mais de 70 diferentes técnicas de previsdo de demanda descritas na
literatura, o que torna a escolha do método adequado um desafio.

Entre as técnicas existentes esta a previsdo aplicada a séries temporais, a qual
caracteriza-se por uma sequéncia de eventos ordenados em intervalos definidos,
permitindo sua aplicacdo em qualquer varidvel que sofra alteracdo ao longo de um
horizonte de tempo (TIWARI; VAIBHAW, 2020). Ainda, permite o agrupamento de
dados registrados ao longo de periodos para constru¢do e validagcdo de modelos
matematicos capazes de estimar e predizer valores futuros (ADHIKARI; AGRAWAL,
2013; KHANDELWAL,; SATIJA; ADHIKARI, 2015; YUAN; SAN; LEONG, 2020). Tal
método € largamente utilizado em diversas areas de conhecimento tais como
negocios, economia, financgas, ciéncia e engenharia (THOMAZI GONZALEZ, 2018).

Alguns métodos estatisticos classicos para previsdo de demanda em séries
temporais sdo Média Movel Simples, Média Movel Dupla e Analise de Regressao
(MOREIRA, 2011) . Segundo Tiwari e Vaibhaw (2020), a ampla utilizacdo de métodos
lineares para previsao a partir de séries temporais se deve a sua facil compreenséo,
baixo custo e eficacia na solugcéo de problemas menos complexos.

Outro método amplamente utilizado, o modelo Auto Regressive Integrated
Moving Average (ARIMA) utiliza médias moveis e pressupde a corregao linear entre
os dados de séries temporais tendo como foco principal a reducdo de ruidos de

frequéncia e extrair padrbes para previsbes futuras (PAPASTEFANOPOULOS;



6

LINARDATOS; KOTSIANTIS, 2020). Nessa logica, o fundamento de auto-regressao
avalia a correlacao entre os eventos em estudo, enquanto a integracao indica o grau
de estacionariedade da série analisada e as médias moveis amenizam fatores
desconhecidos, ainda sendo possivel a andlise de sazonalidade na variante SARIMA
(PARMEZAN; SOUZA; BATISTA, 2019). Na mesma linha, Schutte (2018) utilizou
ARIMA para prever demanda de producdo de vinhos em estados norte-americanos
pois o avaliou como um método completo por levar em consideracao auto-regressao
e técnica de média movel.

Além desses, o método denominado Exponential Smoothing (ETS), tem em
seus principios a analise de dados com sazonalidade por meio de médias ponderadas
das observacdes, diferenciando-se do Método de Média Movel Simples por manter a
suavizacdo em declinio exponencialmente ao longo da linha de tempo (AMAZON
WEB SERVICES, 2018). Por fim, Wang et al. (2018) destacam em seu estudo a
dificuldade da obtencdo de técnicas universais para previsdo de demanda devido
diferentes naturezas e cenarios encontrados, demonstrando a necessidade de se

compreender os dados em estudo para entdo elencar a técnica mais adequada.

2.2 Aprendizagem Profunda Aplicada

Com o volume de dados disponivel nos dias de hoje, a interpretacdo dos
mesmos torna-se um diferencial competitivo e estratégico para o mundo dos negécios
uma vez que provém o embasamento para a tomada de decisdo (KHAN et al., 2020;
ROMANOV; YARUSHKINA; FILIPPOV, 2020). Nesse sentido, a implementacdo de
modelos de aprendizagem profunda proporciona uma ferramenta a fim de tornar mais
robusto o processo de obtencdo e interpretacdo da informacdo (MELNYK, 2020;
SCHWARENTHORER et al., 2020).

Nesse sentido, algoritmos que utilizam deep learning tem ganhado espago na
literatura recente, uma vez que sao capazes de aprender automaticamente
mapeamentos completos arbitrarios e trabalhar com um expressivo volume de dados
(CHEN; KUNG; HWANG, 2019; HUA et al., 2019; KUREMOTO et al., 2019; THOMAZI
GONZALEZ, 2018; TIWARI; VAIBHAW, 2020). Adicionalmente, entende-se que
modelos de aprendizado continuo superam as limitacbes presentes em modelos
tradicionais para previsdo em um grande numero de observacdes (TIWARI;

VAIBHAW, 2020). Dentre os modelos mais avangcados encontram-se Convolutional
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Neural Network (CNN), Non-Parametric Time Series (NPTS) e Prophet Forecasting
Model (PFM).

2.1.1 Convolutional Neural Network (CNN)

Tem sua aplicacdo em 1D para séries temporais e 2D para base de dados por
imagem e, entre uma camada de entrada e uma de saida, o modelo apresenta varias
camadas ocultas responséveis pelos célculos de convolucdo, funcédo de ativagédo e
normalizacéo (TIWARI; VAIBHAW, 2020). De maneira aplicada em séries temporais,
os modelos CNN estao presentes em diferentes contextos.

Lee e Ahn (2018) utilizaram os principios dessa metodologia para prever o
direcionamento do mercado de a¢les e apresentaram o modelo CNN-FG em cinco
etapas (Convolutional Neural Network using Fluctuation Graph) tendo como entrada
gréaficos de séries historicas. Os resultados demonstraram que o modelo proposto foi
significativamente superior a Logistic Regression (LOGIT), Artificial Neural Networks
(ANN) e Support Vector Machine (SVM) gerando a recomendacdo dos autores para
aplicacao em problemas de negécios (LEE; AHN, 2018).

Pesquisadores da Amazon desenvolveram o algoritmo Convolutional Neural
Network - Quantile Regression (CNN-QR) com base em conceitos de aprendizagem
de maquina para previsdo em séries temporais escalares em 1D (AMAZON WEB
SERVICES, 2018). Outros pesquisadores também propuseram versdes aprimoradas
de CNN para previsdes financeiras e encontraram melhores performances e
resultados otimizados em comparacdo aos modelos convencionais (CAO; WANG,
2019; LIN et al., 2020; WU et al., 2020; XU et al., 2020b; ZHANG; WU; WANG, 2020).

Como diferencial estratégico no gerenciamento de energia elétrica, Kim et al.
(2019) combinaram Recurrent Neural Networks (RNN) e CNN em um novo modelo
para calibrar tempo e valores de previsdo obtendo uma estrutura mais robusta para
previsdo de demanda no setor. De maneira similar, Kang e colaboradores (2020)
comparam RNN e CNN separadamente e em conjunto e encontraram que o modelo
isolado de CNN supera as demais propostas avaliadas para previsdo de demanda de
energia elétrica.

Em outra abordagem, Ju e colaboradores (2019) demonstraram um algoritmo
baseado em CNN com bom desempenho em precisédo e eficiéncia na previsdo de

energia edlica. Mujeeb et al. (2020) e Dou et al. (2018) desenvolveram modelos de
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aprendizagem profunda fundamentados nos conceitos de CNN e validaram métodos
com bons resultados também nessa area, trazendo alternativas para anélises mais
robustas. Ghimire et al. (2019) desenvolveram um modelo hibrido utilizando CNN e
obtiveram bons progndsticos para previsdo de radiacéo solar.

Além disso, outros pesquisadores aplicaram modelos hibridos de
aprendizagem profunda baseados na logica de CNN e obtiveram resultados
promissores para previsdes de temperatura da superficie maritima, eventos sismicos,
disponibilidade de oxigénio em aquicultura, qualidade do ar, mortalidade pos-
operatoria e velocidade de trafego (FRITZ et al., 2019; GENG et al., 2019; GUO et al.,
2020; LV et al., 2018; QI et al., 2019; TA; WEI, 2018; XU et al., 2020a; ZHAO et al.,
2019).

2.1.2 Non-Parametric Time Series (NPTS)

A légica dos algoritmos de Non-Parametric Time Series (NPTS) consiste na
utilizacdo da amostragem de eventos anteriores para estatisticamente prever valores
futuros, podendo ser aplicada em séries temporais que possuem lacunas e empregue
em diferentes contextos (AMAZON WEB SERVICES, 2018). Estudos recentes
baseados em aprendizado de maquina tem optado por premissas ndo-parameétricas
pois realizam previsdes sem a necessidade de definigcdo prévia da caracteristica da
distribuicdo dos dados (GAUTAM; SINGH, 2020; PARMEZAN; SOUZA; BATISTA,
2019).

Modelos computacionais que utilizam esses principios sdo Artificial Neural
Networks (ANN) e Support Vector Machines (SVM) (PARMEZAN; SOUZA; BATISTA,
2019). Por definicdo, ANNs sdo modelos mateméaticos para aproximacgao de funcéo,
classificagdo, reconhecimento de padrées e controle linear, entre outras
caracteristicas inspirados no processamento do cérebro humano e amplamente
utilizados em estudos (KUREMOTO et al., 2019; TEALAB, 2018). Ja SVM é um
modelo de regressdo fundamentado na teoria do aprendizado estatistico e técnicas
para minimizacao de erro de treinamento (PARMEZAN; SOUZA; BATISTA, 2019).

Wang et al. (2018) destacam a aplicabilidade de ANNs, devido a sua
capacidade de modelagem flexivel e caracteristica auto adaptativa. Por outro lado,
Adhikari e Agrawal (2013) sinalizaram limitagdes na estrutura de ANNs como taxa de

convergéncia lenta, padrdo complexo de superficies de erro e deficiéncia na obtengéo
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de métodos de selecdo de parametros de treinamento adequados. Para supera-las,
desenvolveram e aplicaram em quatro séries temporais um esquema de combinacéo
de ANNSs, obtendo resultados positivos quanto ao aumento da precisdo do modelo
(ADHIKARI; AGRAWAL, 2013).

Em seu estudo, De Oliveira et al. (2020) recomendaram a combinagao entre
métodos paramétricos e ndo-parameétricos tais como Auto Regressive Integrated
Moving Average (ARIMA) e Artificial Neural Networks (ANNSs). Em revisao sistematica
recente, autores destacaram que ainda ndo ha consenso na literatura sobre qual das
l6gicas, lineares ou ndo-lineares, € mais eficiente pois ambas possuem fortalezas e

limitagOes, recomendando-se a realizacdo de mais estudos (GAUTAM; SINGH, 2020).

2.1.3 Prophet Forecasting Model (PFM)

O algoritmo denominado Prophet Forecasting Model (PFM) trata-se de um
codigo aberto proposto por colaboradores do Facebook como uma alternativa aos
métodos convencionais de previsdo de demanda com base em séries temporais
(TAYLOR; LETHAM, 2017). Tal método é capaz de adequar tendéncias nédo lineares
a padrées de sazonalidade temporal em dias, semanas, anos e considerar feriados,
bem como administrar dados faltantes de maneira acurada (VISHWAS et al., 2020).
Segundo os autores, além da flexibilidade a sazonalidade e facilidade de ajuste a
dados faltantes também sdo vantagens desse modelo a agilidade para edita-lo e
parametros de facil interpretacdo (TAYLOR; LETHAM, 2017).

Em diversos estudos encontra-se aplicado o método PFM para predicdo da
qualidade e nivel de poluicdo do ar demonstrando sua aplicabilidade em fenémenos
ambientais (SAMAL et al.,, 2019; SHEN; VALAGOLAM; MCCALLA, 2020; SINGH,
2019; TEJASVINI et al., 2020; ZHAO et al., 2018). Oo e Phyu (2019) aliaram sensores
inteligentes na coleta de dados reais de condi¢des climéaticas em estufa para validar
as previsdes de microclima obtidas com aplicacdo de PFM em séries histéricas e
obtiveram resultados significativos. Entre outros métodos, pesquisadores sugeriram
que PFM apresenta-se como uma boa técnica para prever temperatura e precipitacao
(PAPACHARALAMPOUS; TYRALIS; KOUTSOYIANNIS, 2018). Entretanto, Asha et
al. (2020) nao corroboraram com essa definicdo, uma vez que compararam Random
Forest e PFM para predicdo de temperatura e o primeiro modelo demonstrou

resultados superiores quando comparado ao segundo.
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Ying e colaboradores (2020) propuseram um modelo hibrido entre redes
neurais de Long Short-Term Memory (LSTM) e PFM e recomendaram o segundo
devido sua precisao e universalidade. Na area financeira, encontram-se estudos com
bons resultados para aplicacdo de PFM em previséo de fluxo de caixa, valor de acdes,
Bitcoin, cambio, entre outros (AHMED et al., 2020; CHAN, 2020; FANG et al., 2019;
GONZALEZ MATA, 2020; MADHURI; CHINTA; KUMAR, 2020; VISHWAKARMA et
al., 2020; WEYTJENS; LOHMANN; KLEINSTEUBER, 2019; YENIDOGAN et al.,
2018).

Entre distintos exemplos que reforcam a importancia do uso de aprendizagem
profunda na tomada de decisdo em negdcios, ainda pode-se citar a pesquisa de
Yurtsever (2020) que utilizou PFM para previsdo de demanda de refeicbes em
ambiente corporativo e ressalta a facil aplicacdo do modelo. Da mesma forma, PFM
também se destaca em artigos que utilizaram o modelo para previsdo de vendas
consolidando sua performance (NAVRATIL; KOLKOVA, 2019; YOO,; OH, 2020;
ZHAO; ZHANG, 2020; ZUNIC et al., 2020).

2.3 Aplicacdes na Agroindustria

Na cadeia da agricultura e negocios, modelos de previsdo sdo aplicados ha
mais de um século com diferentes enfoques. A previsdo de precos de commodities
agricolas no mercado € uma das principais aplicacdes na area (JHA; SINHA, 2013).
Ribeiro e Oliveira (2011) aplicaram um modelo hibrido de previsdo de precos para o
setor de agucar e &lcool. Os autores utilizaram o método filtro de Kalman para
descrever a evolugcdo dos precos e conceitos de redes neurais artificiais para
identificar varidveis que impactam no preco de ativos em analise.

Wang et al. (2019) propuseram uma abordagem acerca do preco de milho e
soja com aplicacdo do método denominado Artificial Bee Colony Algorithm (ABC) que
se baseia em otimizagdo global. Diferentemente, Wu et al. (2017) propuseram a
utilizacdo combinada do modelo ARIMA e do método Partial Least Squares
Regression (PLS) com base em fatores de tempo e espagco também para estimar
precos de commodities agricolas em cidade chinesa. Ainda na China, Chu e
colaboradores (2019) desenvolveram um modelo hibrido com base na aplicacdo de

inteligéncia artificial e dos conceitos de Ensemble Empirical Mode Decomposition
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(EEMD) para previsao do preco da uva de mesa, o qual mostrou-se valido no contexto
em estudo.

Chipanshi, Ripley e Lawford (1997) simularam a producdo de trigo em trés
cidades canadenses utilizando dados climaticos e meteoroldgicos histéricos. Apos
validar o modelo denominado Crop Estimation Through Resource and Environment
Synthesis-Wheat (CERES), que obteve bons resultados comparado a dados reais, 0s
autores recomendaram a utilizacdo da técnica para auxiliar a tomada de decisao e
minimizar perdas na producdo em cenarios nao favoraveis. Akter e Rahman (2010)
aplicaram modelos de séries temporais para prever a necessidade de leite em uma
cooperativa de laticinios no Reino Unido. Os autores utilizaram modelos exponenciais
ajustados a sazonalidade e obtiveram previsdes com baixo percentual de erro,
sugerindo a aplicacdo a cenarios reais com caracteristicas semelhantes.

No ambito da industria vitivinicola, Ye e Melkumian (2020) compararam trés
modelos para prever a demanda de vinho tinto na Austrédlia. Os pesquisadores
testaram os modelos Naive Forecast, SARIMA e ANNs em seu estudo, no qual o
segundo modelo apresentou melhores resultados. Além disso, De Oliveira et al. (2020)
utilizaram dados de vinho tinto em séries temporais para testar e validar um modelo
de previsdo de demanda constituido por trés etapas, sendo modelagem linear da série
temporal, modelagem néo linear da série de erros e combinacgao das previsdes usando
trés abordagens distintas. Na mesma série de dados do presente estudo, Mareth et
al. (2012) testou diferentes logicas de programacdo matematica para previsao de
demanda de vinho de mesa tinto e evidenciou a tendéncia linear dos dados.

Em outra linha, Baidakov e colaboradores (2015) desenvolveram um modelo
preditivo de negocio para aplicacdo na vitivinicultura, levando em consideracao
tendéncias para area de cultivo, custo de producéo, fatores de impacto ambientais,
interpretacdo de calculos analiticos (analise de regressdo e componente ciclica) e
indicadores financeiros, permitindo a criacdo de cenarios para avaliagdo de negocio.
Na China, Ye, Li e Jia (2020) utilizaram algoritmos avangados de aprendizado de
magquina para prever a qualidade de vinho tinto e obtiveram resultados positivos em
um estudo inovador que propds uma alianca entre essa tecnologia e o trabalho pratico

desenvolvido pelo endlogo.
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3 MATERIAIS E METODOS

Nesta secdo, apresentam-se as etapas para construcdo e execucao do
presente estudo, assim como o detalhamento dos dados utilizados e métodos para
obtencéo dos resultados.

O procedimento metodoldgico utilizado neste trabalho foi Cross Industry
Standard Process for Data Mining (CRISP-DM) que se trata de uma sequéncia de
passos aplicaveis a mineracdo de dados em qualquer contexto de negdcios e que
catalisa dados em conhecimento para suporte a tomada de decisdo (SHEARER,
2000). Baseado nos fundamentos apresentados por Shearer (2000), o estudo foi
realizado nas etapas descritas na Figura 1 adaptadas para o contexto académico:

Figura 1 - Fases do Modelo CRISP-DM

=——— Entendimentode
D — Dados

N\

Preparagéo de
Dados
Dados 1 I

Implementagao Modelagem

\ Avaliagdo /

Contextualizagdo

Fonte: Elaborada pela autora com base em Shearer (2000).

i. Contextualizacéo (Business Understanding): definicdo do contexto de negdécio
e objetivos, bem como a construcdo de um plano de ferramentas e técnicas a
serem utilizadas;

ii. Entendimento de Dados (Data Understanding): enfoque em uma visao inicial
de dados, consistindo em coletar, descrever, explorar e verificar a qualidade
dos mesmos;

iii. Preparacdo de Dados (Data Preparation): preparacdo das informacdes para
a versao final do banco de dados. Consiste em selecionar, limpar, construir,

integrar e formatar os dados;
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iv. Modelagem (Modeling): parte do processo em que diferentes modelos e
técnicas sao selecionados, testadas e interpretados para identificar os
melhores resultados;

v. Avaliacdo (Evaluation): parte fundamental para avaliar o desempenho do
modelo, a coeréncia dos resultados obtidos, bem como ajustar parametros,
rever partes do processo e definir ajustes;

vi. Implementacdo (Deployment): é a fase final de entrega de dados e aplicacéo
no cenario corporativo, acompanhado de um plano de monitoramento,
manutencdo e revisdo. Nesse estudo, tal etapa consiste na entrega e
discusséao de resultados.

A presente pesquisa analisou métodos de previsdo de maneira independente,
embora existam estudos que sugerem a combinacdo entre métodos de diferentes
naturezas para modelos mais aprimorados (DE OLIVEIRA et al., 2020; GAUTAM,;
SINGH, 2020). O banco de dados utilizado para desenvolvimento deste trabalho
trouxe registros historicos de producéo e comercializacao de vinhos no Rio Grande do
Sul, entre os anos de 1970 e 2019, disponibilizados gratuitamente ao publico pela
Embrapa Uva e Vinho (DE MELLO; MACHADO, 2020).

O tratamento de dados foi feito em Microsoft Excel 2013. As variaveis
disponiveis na base de dados formaram duas séries temporais principais, uma para
producao e outra para comercializagéo de vinhos. Os inputs foram classe de vinho (de
mesa, fino), tipo de vinho (branco, rosé, tinto), ano de registro (1970 a 2019), volume
produzido (L) e volume comercializado (L).

Para a construcdo de uma série temporal complementar, buscou-se dados para
representar dois principais fatores que influenciam o objeto em estudo, condi¢bes
climaticas e econdmicas. Assim, obteve-se valores anuais no mesmo periodo
analisado para temperatura maxima (°C), temperatura minima (°C) e volume de
precipitacdo (mm) na regido de Bento Goncalves, RS, devido representatividade no
contexto em estudo, bem como PIB per capita brasileiro (R$), (BANCO CENTRAL,
2021; INSTITUTO NACIONAL DE METEOROLOGIA, 2021).

Na etapa de modelagem, iniciou-se com a criagcao de um cenario base para fins
de controle, conforme indicado em estudos prévios (LV et al., 2018; TAYLOR,
LETHAM, 2017; WAN et al., 2019). O cenério base, no termo em inglés denominado
baseline, € uma importante parte da analise de dados pois consiste em criar uma

referéncia de comparacédo de dados baseada em métodos matematicamente mais
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simples e de eficiéncia reconhecida. Os registros histéricos de producdo e
comercializacao de vinhos foram analisados em Microsoft Excel 2013 utilizando como
meétodo preditivo de demanda a técnica de Média Movel Dupla devido tendéncia linear
existente. Para validar a precisdo do modelo calculou-se Weighted Average
Percentage Error (WAPE) e Root Mean Squared Error (RMSE), em acordo com
estudos recentes (AMAZON WEB SERVICES, 2018; SEN; YU; DHILLON, 2019;
SHEN; VALAGOLAM; MCCALLA, 2020; YOO; OH, 2020).

Posteriormente, outros modelos de previsdo de demanda foram testados na
funcionalidade Amazon Forecast da ferramenta Amazon Machine Learning da
plataforma Amazon Web Services (AWS) (AMAZON WEB SERVICES, 2018). Para
escolha da plataforma, levou-se em consideracdo outras ferramentas Machine
Learning as a Service disponiveis, tais como Microsoft Azure Machine Learning e
Google Al Platform, e ferramentas de cddigo aberto, como por exemplo Python e
Software R, porém a ferramenta Amazon Machine Learning demonstrou-se mais
vantajosa nesse cenario. Entre os fatores positivos do uso da plataforma escolhida
estdo interface intuitiva, oferta de nivel gratuito, utilizacdo de algoritmos basicos e
robustos em um Unico lugar e funcionalidade AutoML. O AutoML tem como
caracteristica realizar automaticamente a analise do comportamento dos dados e com
base nisso ajustar hiper parametros dos algoritmos, indicando a sele¢cdo da melhor
técnica de previsdo e eliminando possiveis erros na parametrizacao das analises.

Por padrdo, a funcionalidade Amazon Forecast testa 6 algoritmos: ARIMA,
ETS, CNN-QR, NPTS, PFM e Autoregressive Recurrent Neural Networks (DeepAR).
Por padrdo, o modelo DeepAR exige maior frequéncia no horizonte de tempo das
séries temporais, 0 que significa que somente avalia dados que estejam registrados
em meses, dias ou horas, diferentemente dos dados em estudo que foram distribuidos
em anos. Nesse caso, o0 método DeepAR néo foi utilizado pela ferramenta para
previsdo de demanda.

A Amazon Forecast funciona em 3 etapas sequenciais, sendo importacdo de
dados, treinamento de preditores e geracao de previsbes. As mesmas etapas foram
reproduzidas duas vezes, uma para producdo de vinhos com dominio para Inventory
e outra para comercializacdo com dominio Retail. Para a primeira etapa, os dados
foram armazenados na Amazon Simple Storage Service (Amazon S3) e importados
para a Amazon Forecast para criacdo de um dataset de analise. Nesse momento, 0

dominio foi selecionado conforme a analise pretendida.
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Na segunda etapa, gerou-se um preditor, onde o conjunto de dados foi
automaticamente dividido em dois blocos, treinamento e teste, considerando uma
entrada de dados e janela de teste determinada no ponto central da série temporal.
Para selecdo do melhor algoritmo, selecionou-se a funcdo AutoML pelo enfoque em
buscar uma solucéo no problema de negdcio. A Amazon Forecast utiliza como critérios
de selecdo do melhor modelo, menores valores para Weighted Quantile Loss (wQL),
WAPE e RMSE.

Na terceira etapa, gerou-se uma previsdo de demanda para o ano seguinte,
considerando quantis P10 (0,1), P50 (0,5) e P90 (0,9), o que garante um intervalo de
confianca de 80%. Apods, os resultados foram exportados para andlise e a fase de

implementacéao foi atingida com a descri¢do e a interpretacdo dos dados.

4 RESULTADOS

Nesta secdo, apresentam-se os resultados do presente estudo, bem como o
detalhamento das analises realizadas e dados obtidos ao longo do desenvolvimento.
Complementarmente, imagens das etapas realizadas na Amazon Forecast s&o
apresentadas no Anexo A.

Inicialmente, os Graficos 1 e 2 demonstram o comportamento das séries
temporais de produgéo e comercializagéo de vinhos no Rio Grande do Sul. Todas as
séries estdo referenciadas na escala a esquerda, com excec¢éo da série de vinho de

mesa tinto, a qual deve ser interpretada pela escala a direita.
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Gréfico 1 — Série Histdrica de Producéo de Vinhos no Rio Grande do Sul
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Legenda: VF Vinho Fino, VM Vinho de Mesa. Fonte: Elaborado pela autora.

Grafico 2 — Série Historica de Comercializacao de Vinhos no Rio Grande do Sul
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Legenda: VF Vinho Fino VM Vinho de Mesa. Fonte: Elaborado pela autora.

As séries historicas de producdo apresentaram tendéncia linear positiva para
vinhos de mesa branco, tinto e vinho fino tinto, enquanto vinho de mesa rose€, vinhos
finos branco e rosé apresentaram tendéncia linear negativa. As séries de
comercializacao apresentaram o mesmo padréo.

Nas Tabelas 1 e 2, sdo apresentados os valores de erro para o método base,

elaborado de forma independente, e para cada modelo testado na Amazon Forecast
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para as series de producdo e comercializagdo de vinhos, respectivamente. Apos a
analise do comportamento dos dados e ajuste dos parametros, a ferramenta de
previsao dividiu os dados em 3 quantis e mediu a precisdo dos valores por meio do
indicador wQL.

Além disso, realizou o célculo de WAPE e RMSE, elegendo como melhor
algoritmo aquele que apresentou os menores valores. Nas Tabelas 1 e 2 € possivel
identificar que o método ARIMA demonstrou-se como o melhor algoritmo preditivo por

atender aos critérios definidos, inclusive em comparacdo com o método base.

Tabela 1 — Performance de Modelos Preditivos Para Producéo de Vinhos

wQL [P10] wQL [P50]  wQL [P90] WAPE RMSE
MMD - - - 0,6106 33.169.952
ARIMA 0,0395 0,1925 0,1165 0,1925 9.733.162
CNN-QR 0,1013 0,2184 0,3364 0,2184 9.835.441
ETS 0,0388 0,2569 0,1269 0,2569 11.690.497
NPTS 0,0768 0,3108 0,1368 0,2890 13.515.722
PFM 0,1706 0,3485 0,1333 0,3454 14.553.528

Fonte: Elaborada pela autora.

Tabela 2 — Performance de Modelos Preditivos Para Comercializacédo de Vinhos

wQL [P10] wQL [P50] wQL [P90] WAPE RMSE
MMD - - - 0,2302 11.422.280
ARIMA 0,0641 0,1090 0,0205 0,1090 5.916.134
CNN-QR 0,0499 0,1146 0,2062 0,1146 5.679.216
ETS 0,0377 0,1339 0,0580 0,1339 8.142.851
NPTS 0,0914 0,1617 0,0577 0,1684 7.239.720
PEM 0,1488 0,2375 0,0757 0,2338 13.653.367

Fonte: Elaborada pela autora.

Na Tabela 3, sdo demonstrados os resultados de previsdo de demanda para o
periodo sequencial para producédo e comercializacdo de vinhos, correspondente ao
ano de 2020. Os dados apresentados correspondem aos resultados obtidos pelo
método ARIMA, uma vez que o mesmo se demonstrou como o melhor modelo
preditivo. Essa € uma caracteristica inerente a Amazon Forecast que retorna ao

pesquisador somente os resultados de previsao para o algoritmo vencedor.
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Os numeros descritos para cada série nos quantis P10 e P90 indicam limite
inferior e limite superior para as previsdbes demonstrando uma faixa de valores, ou
seja, um intervalo de confianca de 80%. Os valores para P50 séo a previsdao mediana,
0 que significa que se espera que o valor real seja inferior ao nimero previsto em 50%
das vezes. Os numeros negativos indicam uma demanda que tende a zero.
Considerando os valores historicos e previstos em P50, observa-se que ha uma
tendéncia de queda para os volumes produzidos, ao contrario do que se pode

observar para os volumes comercializados.

Tabela 3 — Previsdo de Demanda de Producéo e Comercializacdo de Vinhos Para

Um Periodo
Producéo Comercializagdo
P10 P50 P90 P10 P50 P90
Vinhos de Mesa (Milhdes de Litros)

Branco 1.71 12.54 23.37 15.36 20.66 25.96
Rosé -11.66 -2.86 5.93 -2.16 1.27 4.69
Tinto 63.86 125.21 186.56 134.58 158.52 182.46

Vinhos Finos (Milhdes de Litros)

Branco 7.80 18.19 28.58 -0.78 3.75 8.27
Rosé 0.38 1.69 3.01 -0.20 0.50 1.21
Tinto 151 8.15 14.80 8.65 11.62 14.58

Fonte: Elaborada pela autora.

5 DISCUSSAO

Nesta secdo, os resultados obtidos com o desenvolvimento desse trabalho,
cujo objetivo foi realizar a previsdo de demanda para producdo e comercializagao de
vinhos no Rio Grande do Sul, serdo discutidos e interpretados com base na revisao
bibliografica realizada.

Observando a distribuicdo dos dados analisados, nota-se uma maior
representatividade do vinho tinto frente aos demais tipos, tanto em producao, quanto
em comercializacdo. Essa condicdo é diretamente influenciada pelo comportamento
do consumo nacional (YAMAMOTO, 2008).

No presente estudo, a recomendagdo do método ARIMA entre os modelos

testados para as séries temporais de producdo e comercializacdo de vinhos se deu
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com valores de erro de 10,9% e 19,2%, respectivamente. Em linhas gerais, valores
de precisdo escolhidos entre em estudos varia conforme caracteristica dos dados e
modelos elencados, mas sempre considerando o menor valor encontrado como o
mais preciso. Taylor e Letham (2017) elegeram o melhor algoritmo de previsdo de
demanda em seu estudo com um valor de erro de aproximadamente 20%. Por outro
lado, Lv et al. (2018) escolheram o método que apresentou erro de cerca de 5%.

Os resultados do presente estudo corroboram com os achados de Ye e
Melkumian (2020), pesquisadores que consideraram ARIMA e SARIMA como
melhores métodos preditivos para demanda de vinho tinto em comparacdo com
métodos que utilizam redes neurais artificiais. Também, Paroissien (2020) utilizou
principios l6gicos do método ARIMA em séries anuais € mensais para previsdo do
preco de barris de vinhos na Franca e recomendou a utilizacdo das previsdes como
uma estratégia de negociacao, destacando um potencial de aumento de 3,3% nos
lucros. Por outro lado, ha estudos que encontraram melhores resultados para
algoritmos mais avancados para previsoes financeiras e preco de commodities (CAO;
WANG, 2019; LIN et al., 2020; WU et al., 2017, 2020; XU et al., 2020b; ZHANG; WU;
WANG, 2020). Assim, percebe-se o0 potencial existente para gestores no
conhecimento e a utilizacdo adequada das técnicas de previsdo de demanda.

Autores sugerem que modelos mais avancados de aprendizado continuo sdo
mais eficientes do que modelos convencionais nos casos de um namero elevado de
registros e observacdes (TIWARI; VAIBHAW, 2020). Entretanto, o volume e a
frequéncia de dados existentes nas séries temporais de vitivinicultura gadcha néo
caracterizam tal condicdo e assim pode-se entender essa caracteristica como um
indicativo para os resultados obtidos, uma vez que a ferramenta utilizada executa essa
diferenciagao para testar os algoritmos.

O objeto em estudo, um produto agricola, tem seu comportamento fortemente
influenciado por safras. Dessa forma, o problema de negécio analisado traz
inerentemente consigo uma abertura em ciclos anuais. Embora n&o tenha sido o
modelo recomendado, CNN-QR apresentou resultados de precisdo muito proximos ao
ARIMA, demonstrando sua natureza de operacao linear. Diferentemente, ETS e NPTS
apresentaram resultados mais imprecisos devido sua afinidade por dados sazonais e
nao-lineares. Em se tratando do modelo PFM, entende-se que o0 mesmo tenha uma
melhor aplicacdo para dados de maior granularidade, devido sua légica buscar uma

valorizacdo de periodos mais sensiveis como dias e feriados. Por fim, a diferenca
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observada entre os valores de precisdo de MMD e ARIMA reforgam a aplicabilidade
de modelos mais robustos, uma vez que o método base apresentou uma margem
superior de imprecisdo. Com isso, a utilizacao de ferramenta Unica que testa diferentes
algoritmos e permite parametrizacdo automatica facilita a aplicacdo na solucédo de
problemas de negdcios.

Quanto aos dados de previsdo gerados para o periodo sequencial, o periodo
previsto nesta pesquisa foi o0 ano de 2020, para o qual até o presente momento estao
disponiveis dados reais preliminares da producéo de vinhos (OIV, 2021). O relatério
da Organizacéo Internacional do Vinho, indica uma queda na producéo brasileira de
5% frente a 2019 e corrobora com a mesma tendéncia encontrada neste estudo.

Por outro lado, a Embrapa ja divulgou dados atualizados para comercializacéo
do produto no ultimo ano (DE MELLO; MACHADO, 2020). Para esse caso, a demanda
real foi maior que a prevista pelo método ARIMA em P50 para todos os tipos de vinhos,
sendo cerca de 19% para vinhos de mesa branco, 10% para rosé, 20% para tinto e
36% para vinhos finos branco, 99% para rosé, 57% para tinto.

Nos ultimos anos, a demanda por comercializacdo de vinhos tem se mantido
estavel, porém fortemente influenciada por condi¢cdes climaticas favoraveis
inesperadas, a safra de uva do ano passado apresentou elevados indices de
qualidade e numeros recordes (ALVES; ZANUS; TONIETTO, 2020). Ainda, acredita-
se que a atual pandemia tenha contribuido para um aumento de 18,4% no consumo
de vinho pelos brasileiros no dltimo ano, demonstrando-se uma atividade econémica
estratégica no momento atual (OlIV, 2021). Diante desse cenario, gestores e
agricultores precisam estar preparados e amparados para atender as demandas de
seus negocios, bem como estarem munidos de suporte para a tomada de decisdo no

ambito da vitivinicultura.
6 CONSIDERACOES FINAIS

Em suma, previsdo de demanda traz em sua esséncia uma ferramenta que
materializa direcionamentos empiricos e orienta estratégias conscientes. Nesse
sentido, a escolha da melhor técnica de previsdo é necessaria para bons resultados e
o papel do profissional que domina conceitos e técnicas é essencial para orientar e

auxiliar as melhores escolhas para contextos aplicados.
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Métodos convencionais e avancados possuem fortalezas e restricdes sendo o
principal desafio utilizar o método mais adequado para os dados no contexto em que
se deseja prever a demanda. Em concordancia com os resultados obtidos nesse
estudo, os métodos convencionais se apresentaram como uma boa alternativa para
andlise de dados com frequéncia anual e com quantidade de registros inferiores a
centenas. Por outro lado, técnicas avancadas podem ser Uteis para um grande volume
de dados como em séries com uma grande frequéncia de registros.

De maneira simples, pode-se obter a indicacdo do método ARIMA para as
séries temporais de producao e comercializacéo de vinhos no Rio Grande do Sul, bem
como a previsdo de demanda para esses cenarios. A abordagem utilizada nesse
estudo é compativel com diferentes contextos, podendo ser utilizada para previsao de
demanda de produtos que possuam registros em um horizonte de tempo. Os principais
beneficios da metodologia utilizada consistem em consisténcia das etapas de andlise,
parametrizagdo automatica, agilidade e confiabilidade dos resultados obtidos.

O presente estudo apresenta limitacdes, entre elas a condicdo inerente do
objeto de estudo que condiciona a frequéncia da base de dados estudada em anos,
nao permitindo uma visdao mais ampla pelo teste do algoritmo DeepAR. Ainda, a
utilizacdo da ferramenta Amazon Forecast proporciona confianca nos resultados
encontrados, porém fica-se limitado aos algoritmos pré-definidos da plataforma.

Ainda, recomenda-se para estudos futuros dois caminhos. Um deles seria a
exploracdo da area de estudo buscando desenvolver um algoritmo especifico para a
vitivinicultura que permita a inclusdo de mais variaveis que possam interferir nesse
tipo de cultura, como por exemplo incentivos governamentais e eventos importantes.
O outro seria explorar diferentes ferramentas para fins de comparacdo com a
ferramenta utilizada nesse estudo. Enfim, o trabalho desenvolvido trouxe um olhar
diferente para novas maneiras de executar previsoes de demanda, desmistificando a
ideia de que para fazer analises robustas sdo necessarios conhecimento profundo de

programacao e elevado poder computacional.
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ANEXO A - DETALHAMENTO DAS ANALISES

Figura 2 — Quadro de Construcao de Previsdo de Demanda de Comercializacao de
Vinhos
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Fonte: Amazon Forecast.

Figura 3 — Séries de Dados Importadas de Previsdo de Demanda de
Comercializacdo de Vinhos
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Figura 5 — Resultado da Previsédo de Demanda Para Comercializagéo de Vinhos
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Figura 6 — Valores Previstos Para a Série de Comercializacao de Vinho de Mesa
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