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RESUMO

Este trabalho apresenta um sistema que realiza automaticamente a inferência das emo-
ções básicas (alegria, tristeza, raiva, medo, repulsa e surpresa) pelas expressões da face de um
usuário de computador, através de imagens capturadas por uma webcam. A aplicação desenvol-
vida baseia-se no sistema de codificação facial FACS, que classifica as ações faciais em códigos
específicos, conhecidos como AUs (Action Units). A abordagem utilizada consiste em coletar
dados de movimentações da boca, olhos e sobrancelhas para classificar, via redes neurais, os có-
digos AUs presentes nas expressões faciais executadas. Por meio de árvore de decisão, conjunto
de regras ou rede neural, as emoções dos AUs, anteriormente classificados, são inferidas. O sis-
tema construído foi avaliado sobre três cenários diferentes: (1) utilizando amostras de bases de
faces para avaliação de reconhecimento de AUs e emoções; (2) com amostras de bases de faces
para avaliação de reconhecimento de emoções por rede neural (abordagem alternativa); (3) uti-
lizando uma amostra composta por imagens capturadas por webcam para avaliação de emoção,
por árvore de decisão e rede neural. Como resultados, foi obtida uma taxa de reconhecimento
sobre AUs de 53,83%, implicando em 28,57% de reconhecimento de emoções pelo inferidor da
árvore de decisão - Cenário 1. Já, a inferência de emoção pela rede neural obteve como melhor
resultado 63,33% de taxa de reconhecimento - Cenários 2 e 3. O trabalho desenvolvido pode ser
utilizado para ajustar o comportamento do computador ao estado afetivo do usuário ou fornecer
dados para outros softwares, como sistemas tutores inteligentes.

Palavras-chave: Visão Computacional. Interação Humano-Computador. Computação Afetiva.



ABSTRACT

This work presents a system that automatically performs the inference of basic emo-
tions (happiness, sadness, anger, fear, disgust and surprise) through facial expressions from a
computer user, using images captured by a webcam. The developed application is based on
facial coding system FACS, that classifies specific facial actions, known as AUs (Action Units).
The proposed approach consists in collecting moviment data of mouth, eyes and eyebrows to
classify, by neural networks, AUs codes presents in performed facial expressions. With deci-
sion tree, ruleset or neural network, the emotions of AUs, previously classified, are inferred.
The designed system was evaluated in three different scenarios: (1) using samples of faces ba-
ses to evaluate the recognition of AUs and emotions; (2) with samples of face bases to evaluate
emotion recognition by neural network (alternative approach); (3) using a sample of images
captured by webcam for evaluation of emotion in decision tree and neural network. As results,
was obtained 53.83% of recognition rate over AUs, which implicating 28.57% of emotions re-
cognition with decision tree - Scenario 1. The emotion inference by neural network achieve,
63.33% of recognition rate as the best result - Scenarios 2 and 3. The developed paper can be
used to adjust computer’s behavior to address user’s affective state, or provides data to other
softwares, such as intelligent tutoring systems.

Keywords: Computer Vision. Human-Computer Interaction. Affective Computing.
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1 INTRODUÇÃO

Hoje o computador é uma ferramenta de uso cotidiano e indispensável em várias ativi-

dades. Sua presença é crescente e convergente aos mais diversos dispositivos, porém, a interface

básica de entrada existente entre o homem e o computador é praticamente a mesma nos últimos

30 anos, ou seja, mouse e teclado. A área de pesquisa Interação Humano-Computador (IHC)

é uma das que procuram melhorar e evoluir essa interação, tornando-a mais amigável, ágil e

clara (BOOTH, 1995). Seus estudos vão desde melhorias em interfaces gráficas até sistemas

que utilizam as emoções expressas por usuários como parâmetros de entrada. Pesquisas em

Computação Afetiva, área de intersecção entre IHC, ciências cognitivas e psicologia, buscam

levar em consideração os estados afetivos de seus usuários em sua interação. Para Computa-

ção Afetiva, o computador deve ter a capacidade para inferir as emoções humanas, além de

expressar afeto e até possuir suas próprias emoções (PICARD, 1995).

As emoções humanas podem ser manifestadas de diversas formas, como pela voz, ex-

pressões faciais e pelos sinais fisiológicos do corpo (respiração, ritmo cardíaco etc). Da mesma

forma, uma emoção pode ser inferida utilizando uma ou mais fontes combinadas. A inferência

de emoções pelas expressões faciais é a mais próxima das formas mais primitivas utilizadas

pelo homem (EKMAN, 1999). No entanto, esta é uma tarefa complexa e desafiadora para

aplicações computacionais, pois necessita combinar diferentes técnicas para classificação das

emoções pelas expressões faciais.

Visando contribuir para IHC, considerando emoções nas relações entre homem e má-

quina, objetiva-se realizar a inferência de emoção expressa por um usuário a frente do computa-

dor utilizando imagens de sua face captadas por uma webcam. Embora a maioria dos trabalhos

existentes realizem a inferência de emoção através da abordagem conexionista, neste trabalho

foi empregada uma abordagem simbólica, com base em um modelo de classificação de movi-

mentos de músculos faciais, o FACS (introduzido na Seção 2.3.2), e por antropometria facial.

Trata-se de uma abordagem simbólica, pois através da utilização de FACS é possível obter

representações simbólicas de emoções construídas sobre um modelo psicológico de emoções
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básicas. Além disso, será utilizada uma árvore de decisão, que utiliza estes símbolos em seu

aprendizado.

FACS fornece códigos, chamados de AUs (Action Units), para todas as movimentações

de músculos faciais (podem representar um ou mais músculos no mesmo código), como por

exemplo, comprimir os lábios, representado pelo AU 24. Desta forma, pode-se representar

qualquer expressão facial utilizando combinações de AUs. Já, estudos sobre antropometria fa-

cial são utilizados com dois objetivos: localizar regiões de características faciais; e utilizar áreas

sobre características faciais relevantes para identificação de expressões faciais. Estes estudos

antropométricos fornecem as proporções faciais e as relações entre regiões da face.

A obtenção de emoção pela face é a mais comumente utilizada nas relações homem

- homem (PANTIC; BARTLETT, 2007), pois oferece elementos mais facilmente detectáveis.

Sabendo a emoção expressa por um usuário, o sistema poderia, por exemplo, tentar acalmar

uma pessoa que aparenta raiva, tornando o seu ambiente mais agradável e evitando situações

conhecidamente irritantes para este usuário. Outras vantagens da obtenção da emoção pela

webcam são a valorização deste dispositivo como interface de entrada adicional ao teclado

e mouse, e a disponibilidade de dados sobre afetividade, que podem ser empregados como

entrada em sistemas tutores inteligentes, por exemplo. A webcam também tem a vantagem

de ser um meio de detecção não intrusivo, pois não necessita de contato físico com o usuário,

diferentemente de equipamentos para detectar emoções através da pressão arterial, respiração

ou condutividade elétrica da pele.

Mais especificamente, o objetivo deste trabalho é inferir as emoções demonstradas por

uma pessoa a frente do computador, através das imagens provenientes de uma webcam. Para

chegar a este objetivo principal, foram traçados os seguintes objetivos específicos:

• Pesquisar métodos para detecção da face e de características faciais, para realizar classi-

ficações das emoções presentes nas expressões faciais;

• Verificar uma abordagem simbólica/probabilística para tratar esse problema;

• Implementar uma aplicação computacional para efetuar automaticamente a identificação

da emoção expressa em uma face.

Esta proposta de trabalho utilizou como ponto de partida estudos anteriores (OLI-

VEIRA, 2008; OLIVEIRA; JAQUES, 2008), onde foi realizada a inferência de emoções básicas

utilizando um sistema semi-automático. Essa base anteriormente construída sofreu aperfeiçoa-

mentos nos métodos, tornando o sistema automático e eficiente. Neste sentido, foram adotados
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métodos de Processamento de Imagens que possibilitam condições mais favoráveis à aplicação

das detecções sobre características faciais. Também houve inclusão de métodos de classificação

mais adequados aos problemas de classificação de expressões faciais e inferência de emoções,

ou seja, redes neurais, árvores de decisão e conjunto de regras.

Na organização deste trabalho, foram revisados, no capítulo de Referencial Teórico,

os conceitos necessários ao entendimento e implementação dos objetivos traçados, com ênfase

nos estudos de Visão Computacional e de Computação Afetiva. Alguns trabalhos relacionados

são apresentados no Capítulo 3 e o trabalho proposto no capítulo seguinte (Capítulo 4). Em

seguida, foram realizadas avaliações do sistema no Capítulo 5 e, encerrando este trabalho, o

capítulo Considerações Finais apresenta resultados, desafios e perspectivas futuras.
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2 REFERENCIAL TEÓRICO

Este capítulo aborda os termos necessários para compreensão e execução desse traba-

lho, que envolve as áreas de pesquisa de Processamento de Imagens, Visão Computacional e

Computação Afetiva. Em Processamento de Imagens são abordadas diversas técnicas relevan-

tes que favorecem a captura de expressões faciais. Na seção de Visão Computacional, serão

apresentadas as técnicas de detecção de face e de características faciais que são usadas para

extração das partes relevantes da imagem para a inferência da emoção. Destaca-se nesta seção

o método de Viola-Jones, que é utilizado no trabalho. Em seguida, na seção de Computação

Afetiva, é apresentada uma breve explanação sobre a pesquisa atual na área, assim como defi-

nições encontradas na literatura da psicologia de emoções. Também é apresentado o sistema de

codificação facial FACS, que será empregado no trabalho proposto para inferência de emoções,

assim como as abordagens que vêm sendo utilizadas pelos pesquisadores para reconhecimento

computacional de emoções por face.

2.1 Processamento de Imagens

Uma imagem pode ser representada como sendo uma função de duas dimensões, f (x,y),

composta por um domínio discreto e finito, em que os valores de cada coordenada (equivalente

a um pixel1) representam a intensidade ou nível de cinza sobre um ponto da imagem (GON-

ZALEZ; WOODS, 2001). Porém, para que o computador possa representar e manipular uma

imagem, é comumente utilizada a forma matricial, onde f (x,y) equivale a uma matriz M×N.

Segundo Gonzalez e Woods (2001), a área de Processamento de Imagens digitais apre-

senta métodos computacionais para duas principais aplicações: melhoria da representação de

imagens e processamento de dados da imagem para armazenamento, transmissão e representa-

ção. A primeira área de aplicação foca em ajustes de imagens que viabilizem a interpretação

humana, principalmente na restauração e aperfeiçoamento de imagens em áreas astronômicas,

1Pixel é derivado de picture element.
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biológicas, médicas e industriais, por exemplo. Já a segunda, tem como objetivo a utilização

de métodos para percepção de máquina em aplicações de reconhecimento de caracteres, visão

de máquina na indústria (inspeção e montagem), reconhecimento de impressões digitais, dentre

outras.

Como definição geral, Processamento de Imagens possui como entrada e como saída

uma imagem, porém existem alguns relacionamentos entre Processamento de Imagens e ou-

tras áreas que pesquisam imagens. Nessas relações, existem métodos que realizam processos

desde os níveis mais baixos (onde são aplicados operações como filtros), passando por um nível

intermediário (onde já há descrição e reconhecimento de formas e objetos), até o nível mais

alto (onde há análises em nível cognitivo sobre imagens). Se as áreas de pesquisa relaciona-

das fossem organizadas em ordem de complexidade, encontraria-se, em sequência, métodos de

Processamento de Imagens (realizado nos níveis de processo baixo e intermediário), Análise de

Imagens e Visão Computacional (ambas realizadas no nível alto de processo). Embora exista

esta ordem, não existe uma fronteira de abrangência bem definida entre os métodos de cada

área (GONZALEZ; WOODS, 2001). Nas seções a seguir, baseadas em Gonzalez e Woods

(2001), serão apresentados alguns métodos existentes em Processamento de Imagens que são

de interesse deste trabalho.

2.1.1 Operações morfológicas

Operações morfológicas são técnicas que realizam transformações sobre imagens que

podem resultar em filtragens, afinamento, junção ou separação de elementos (regiões que têm

formas, apresentadas nas imagens). Sua teoria vem da morfologia matemática, que realiza es-

tudos sobre formas de objetos utilizando a teoria de conjuntos para isso. As operações morfoló-

gicas foram originalmente desenvolvidas para imagens binárias2, mas também existem técnicas

para operações sobre imagens em tons de cinza3 e coloridas4.

Operações de Dilatação e Erosão

Existem diversas operações morfológicas, sendo base para muitas delas dilatação e ero-

são. Em uma definição matemática formal, considerando A e B como conjuntos no espaço

bidimensional Z2 (espaço que representa imagens binárias) e ∅ como conjunto vazio, a dilata-

2Uma imagem binária é aquela que utiliza duas cores em sua representação, ou seja, 1 bit.
3Uma imagem em tons cinza é, normalmente, representada por 256 tons (níveis) de cinza, isto é, 8 bits.
4Uma imagem colorida pode ser representada por vários espaços de cores diferentes, sendo o RGB o mais

comum. Ele é composto por três canais, um para a cor vermelha (Red), um para verde (Green) e um para azul
(Blue), que contém a intensidade dessas cores. É normalmente representado por 24 bits (8 bits por canal).
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ção é definida pela Equação (2.1) e a erosão, pela Equação (2.2).

A⊕B=
{
x|(B̂)x∩A 6=∅

}
(2.1)

A⊖B= {x|(B)x ⊆ A} (2.2)

Normalmente, o conjunto B é chamado de elemento estruturante, que tem um ponto

de origem (também chamado de ponto âncora) e pode possuir qualquer forma. Nos exemplos

apresentados a seguir pode-se ver a ação de um elemento estruturante quadrado sobre outro

maior, em uma operação de dilatação (Figura 2.1) e de erosão (Figura 2.2).

Figura 2.1: (a) Conjunto original; (b) elemento estruturante; (c) dilatação de A por B. (Adaptado
de Gonzalez e Woods (2001)).

Figura 2.2: (a) Conjunto original; (b) elemento estruturante; (c) erosão de A por B. (Adaptado
de Gonzalez e Woods (2001)).

Conforme dito anteriormente, as operações morfológicas foram construídas para utili-

zação sobre imagens binárias, porém, para que elas sejam aplicadas em imagens em tons de

cinza (ou coloridas), outras técnicas são necessárias. Os conjuntos passam a ser representa-

dos como funções, realizando-se convolução5 entre uma imagem (anteriormente chamado de

5Convolução, que em Processamento de Imagens é normalmente aplicável em processos de filtragem e obten-
ção de bordas, trata-se de uma transformação que ocorre entre funções, onde uma das funções é a imagem e a outra
um kernel. Este kernel percorre toda a imagem e atribui nela, pelo seu ponto âncora (normalmente no centro do
kernel), o resultado, que geralmente é a soma de produtos de sua vizinhança com a imagem.
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conjunto A) e o elemento estruturante (anteriormente chamado de conjunto B). No caso da

dilatação, substitui-se o valor do pixel do ponto âncora pelo valor máximo de sua vizinhança

dentro do elemento estruturante, resultando em uma imagem mais clara. O mesmo método é

aplicado na erosão, porém busca-se o valor mínimo, além do resultado ser o oposto, obtém-se

uma imagem mais escura. A Figura 2.3 exemplifica a aplicação de erosão e dilatação.

Figura 2.3: (a) Imagem original; (b) resultado da dilatação; (c) resultado da erosão. (Adaptado
de Bradski e Kaehler (2008)).

Operações de Abertura e Fechamento

Em imagens binárias, a operação de abertura do conjunto A por um elemento estrutu-

rante B é definida pela Equação (2.3).

A◦B= (A⊖B)⊕B. (2.3)

Isto é, aplica-se erosão e após dilatação. Como resultado, obtém-se a suavização de

contornos, a formação de ilhas e eliminação de pontos pequenos.

Já na operação de fechamento em imagens binárias do conjunto A por um elemento

estruturante B, utiliza-se como definição a Equação (2.4).

A•B= (A⊕B)⊖B. (2.4)

Neste caso, aplica-se dilatação e em seguida erosão. Com isso, é possível conectar

pequenas regiões, suavizar contornos e eliminar buracos. Pode-se ver na Figura 2.4 o passo a

passo dos operadores de abertura e fechamento.

Sobre imagens em tons de cinza, as operações de abertura e fechamento realizam a

mesma sequência de dilatação e erosão realizadas sobre imagens binárias. Observa-se que
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Figura 2.4: Passo a passo da abertura (linha superior) e fechamento (linha inferior). (De Gon-
zalez e Woods (2001)).

com abertura, detalhes claros são eliminados, mantendo-se os níveis de cinza, enquanto que o

fechamento realiza o contrário, removendo detalhes escuros e mantendo os elementos claros. A

Figura 2.5 mostra um exemplo dessas operações sobre imagem em tons de cinza.

Figura 2.5: (a) Imagem original; (b) resultado da abertura; (c) resultado do fechamento. (De
Bradski e Kaehler (2008)).

2.1.2 Processamento de Histograma

Por definição, um histograma de uma imagem em tons de cinza com intervalo [0,L−1]

é uma função discreta p(rk) =
nk
n
, em que rk é o k-ésimo nível de cinza, nk é o número de

pixels da imagem com esse tom de cinza, n é o número total de pixels e k = 0, 1, 2, ... , L-1

(GONZALEZ; WOODS, 2001). Através do gráfico da função p(rk) há indícios da aparência

de uma imagem, mas sem descrições sobre seu conteúdo (Figura 2.6). Porém, os indícios

fornecidos pelo histograma podem ser suficientes para que este possa ser realçado.
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Figura 2.6: Imagem escura/clara, baixo/alto contraste e seu respectivo histograma. (De Gonza-
lez e Woods (2001)).

Equalização de Histograma

O método equalização de histograma pode ser aplicado sobre imagens que apresentem

distorções na distribuição dos tons de cinza. Ele consiste em utilizar uma função de transfor-

mação para mapear o histograma igual à distribuição acumulada da imagem. A Figura 2.7 é um

exemplo de equalização de histograma.

Figura 2.7: Exemplo de equalização de histograma. Linha superior, imagem original; linha
inferior, imagem equalizada. (De Bradski e Kaehler (2008)).
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Especificação de Histograma

A ideia de especificação de histograma é poder utilizar uma função de distribuição espe-

cífica para mapear um histograma. A sua vantagem sobre equalização de histograma, que gera

uma aproximação de um histograma uniforme, é a liberdade de emprego de uma transformação

que obtenha realces específicos.

A Figura 2.8(b) exibe um exemplo do resultado da equalização de histograma aplicado

sobre a Figura 2.8(a). Devido a sua natureza, composta por pixels mais escuros em sua mai-

oria, a equalização de histograma não resultou em uma imagem melhor, porém, aplicando a

especificação de histograma, os resultados, que são vistos na Figura 2.8(c), foram superiores.

Figura 2.8: (a) Imagem original; (b) resultado da equalização de histograma; (c) resultado da
especificação de histograma. (De Gonzalez e Woods (2001)).

2.1.3 Limiarização

As técnicas de limiarização têm como objetivo a segmentação de imagens. Elas utilizam-

se da distribuição de intensidade das imagens em suas operações. Através dessas técnicas,

imagens binárias em preto e branco (não em tons de cinza) podem ser obtidas.

Limiarização Global Simples

Analisando o histograma (Figura 2.9(b)) da Figura 2.9(a), nota-se claramente que exis-

tem dois agrupamentos de intensidades de pixels que referem-se ao fundo e a impressão digital.

O agrupamento menor e mais próximo de zero, que representa a intensidade de pixels mais

escuros, refere-se a impressão digital e, consequentemente, o outro agrupamento, ao fundo.

Este caso é considerado apropriado à utilização de limiarização global simples. Nessa

técnica, a imagem é varrida e cada pixel analisado e, com base em um limiar (pré-definido ou
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identificado por algum algoritmo), recebe uma atribuição sobre ser componente do fundo ou do

primeiro plano. O resultado da aplicação deste método é exibido na Figura 2.9(c).

Figura 2.9: (a) Imagem original; (b) histograma desta imagem; (c) Imagem após limiarização
global simples. (De Gonzalez e Woods (2001)).

Limiarização Adaptativa

Na Figura 2.10(a), vê-se uma imagem que possui em seu histograma dois agrupamentos

de níveis de cinza bem definidos. Porém, adicionando sombra (Figura 2.10(b)) à imagem da

Figura 2.10(a), obtém-se a imagem da Figura 2.10(c), que apresenta um histograma sem um

limiar explícito.

Figura 2.10: (a) Imagem original com histograma; (b) sombra; (c) resultado da soma entre a
primeira e segunda imagens e o histograma resultante. (De Gonzalez e Woods (2001)).

Aplicando manualmente a técnica de limiarização global simples, considerando o vale

apresentado no histograma da Figura 2.10(c) como limiar, é obtido o resultado da Figura 2.11(b).

Este resultado não se mostra satisfatório, mas a aplicação da técnica de limiarização adaptativa

fornece um resultado melhor.
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A técnica de limiarização adaptativa consiste em aplicar limiarização global simples

sobre regiões menores e, desta forma, obter limiares mais precisos. Como pode-se ver na Figura

2.11(c), a imagem foi dividida em quatro quadrantes e cada um novamente dividido em outros

quatro quadrantes. O resultado da técnica de limiarização adaptativa aplicada sobre cada região

pode ser visto na Figura 2.11(d). Resultados ainda melhores podem ser obtidos no exemplo

caso sejam aplicadas novas divisões nas regiões centrais, que não foram bem sucedidos em sua

limiarização.

Figura 2.11: (a) Imagem original; (b) resultado da limiarização global simples sobre imagem
original; (c) imagem original dividida em quadrantes; (d) resultado da limiarização adaptativa
sobre imagem original. (De Gonzalez e Woods (2001)).

2.1.4 Alargamento de contraste

A técnica de alargamento de contraste é utilizada para alterar os níveis de cinza de uma

imagem, de forma a aumentar o seu contraste. Para isso, essa técnica realiza uma transformação

utilizando-se de uma função definida em trechos, que descreve o comportamento na escala de

cinza de uma imagem de acordo com as variáveis da função.

A Figura 2.12(a) ilustra um exemplo de função utilizada em alargamento de contraste,

onde os pontos (r1, s1) e (r2, s2) fazem o controle da função. No exemplo, caso r1 = s1 e r2 =

s2, a transformação é uma função linear que não altera o contraste; caso r1 = r2, s1 = 0 e s2 =

L−1, a transformação opera como uma função de limiarização; valores intermediários de (r1,

s1) e (r2, s2) produzem vários níveis de tons de cinza na imagem. A Figura 2.12(b) contém

a imagem original, a Figura 2.12(c) a imagem onde foi aplicado um intervalo que considerou

os valores de níveis de cinza máximos e mínimos e a Figura 2.12(d) apresenta o resultado da

transformação com a função de limiarização.
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Figura 2.12: (a) Função de transformação; (b) imagem com baixo contraste; (c) imagem com
alargamento de contraste; (d) imagem com limiarização. (De Gonzalez e Woods (2001)).

2.2 Visão Computacional

Visão Computacional aplica métodos para obter informações sobre imagens, para re-

alizar inferências posteriormente. Shapiro e Stockman (2001, p. 13) definem os objetivos de

Visão Computacional como: “tomar decisões úteis sobre cenas e objetos físicos reais com base

em imagens captadas.”6. É considerada por alguns autores como uma subárea de Inteligência

Artificial, pois utiliza-se de técnicas dessa área, como aprendizado e reconhecimento de padrões

(GONZALEZ; WOODS, 2001).

Para a detecção de emoção de expressões faciais pelo computador, é essencial a aplica-

ção dos conhecimentos de Visão Computacional. Dentre as várias frentes encontradas em Visão

Computacional, as mais importantes para este trabalho são Detecção de Face (FaD) e Detecção

de Características (FeD). A FaD busca reconhecer em uma imagem a área referente ao rosto de

uma pessoa, enquanto FeD tenta localizar determinadas características em imagens. O termo

“características”, em Visão Computacional, refere-se a um determinado elemento que se busca

encontrar ou identificar em uma imagem. As características de um rosto (como olhos, boca,

sobrancelhas etc.), que serão buscadas neste trabalho, podem ser rastreadas em uma imagem e

terem a sua área delimitada. De posse da área dos olhos, sobrancelhas e boca, por exemplo,

pode-se tentar identificar que tipo de emoção é expressa por essas características.

Nas próximas seções serão revisados conceitos e métodos que envolvem FaD e FeD.

Na Seção 2.2.1, sobre FaD, serão apresentados alguns métodos relacionados que executam esta

tarefa. Sobre FeD (Seção 2.2.2), a abordagem de alguns autores e as principais técnicas terão

uma breve apresentação. Há na Seção 2.2.3 a apresentação da biblioteca OpenCV, com enfoque

6“The goal of computer vision is to make useful decisions about real physical objects and scenes based on

sensed images”
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em métodos para detecção de objetos. E a última seção (Seção 2.2.4) introduz métodos de

rastreamento de objetos.

2.2.1 Detecção de Faces

A FaD é aplicada em muitas pesquisas como uma etapa preliminar de atividades mais

complexas. Este é o caso de trabalhos envolvendo Interação Humano-Computador, reconhe-

cimento ou identificação de faces, localização de faces e detecção de características faciais.

Conforme definição de Yang, Kriegman e Ahuja (2002, p. 1), a tarefa básica de algoritmos de

FaD é: “Dada uma imagem arbitrária, o objetivo da detecção facial é determinar se existem

ou não faces na imagem e, se presentes, retornar a localização e área de cada face.”7

Existem alguns desafios relacionados à FaD que aumentam a complexidade de méto-

dos para esta tarefa. A pose da face (frontal, perfil, inclinação, cabeça para baixo), presença

ou falta de componentes estruturais (barba, bigode, óculos), expressões faciais, oclusão de face

(partes da face ocultas), orientação da imagem (rotação do eixo óptico de câmeras) e condições

da imagem (intensidade luminosa e características das câmeras) são obstáculos encontrados na

FaD. A Figura 2.13 exemplifica estes desafios: tem-se na subfigura A um rosto com inclinação

e oclusão; a B mostra um rosto em perfil e outro inclinado; na C existe uma imagem com baixa

qualidade e com inclinação da face; na D um rosto sobre baixa intensidade luminosa aparece

rotacionado (nem frontal, nem em perfil); E é um exemplo de rostos em vários graus de incli-

nação; F mostra uma oclusão em grande área do rosto; em G uma face tem as sobrancelhas

cobertas por um chapéu e a boca parcialmente coberta por bigode; H apresenta muita lumino-

sidade; I apresenta oclusão de um dos olhos e a presença de óculos. Estes desafios acabam

causando dois tipos de erros nos algoritmos criados para este fim: os falsos negativos (FN),

quando faces existentes não são identificadas, e os falsos positivos (FP), quando regiões são

identificadas como faces, mas não contêm uma. O inverso destes erros, que são as identifica-

ções com sucesso, são o verdadeiro positivo (VP), quando um rosto foi realmente encontrado,

e verdadeiro negativo (VN), quando não houve nenhuma identificação onde não havia rosto.

Esta seção é composta por quatro subseções. As três primeiras, baseadas nos traba-

lhos de Yang, Kriegman e Ahuja (2002) e Yang (2004), abordarão algumas técnicas que se

destacam na tarefa de localização de rostos em imagens. Mais especificamente, na primeira

seção, serão descritos métodos de detecção sobre imagens estáticas8 que estarão classificados

7“Given an arbitrary image, the goal of face detection is to determine whether or not there are any faces in the

image and, if present, return the image location and extent of each face.”
8A imagem estática em questão, refere-se ao fato de os métodos realizarem suas buscas individualmente sobre

cada imagem, não considerando as buscas realizadas em imagens anteriores ou posteriores.
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Figura 2.13: Exemplos de desafios encontrados pelos métodos de FaD. Subfigura A obtida na
Internet; B, D, E e G de Rowley, Baluja e Kanade (1998a); C, H e I de Rowley, Baluja e Kanade
(1998b); F de Schneiderman e Kanade (1998).

segundo definição dos autores. Na segunda seção, serão apresentados os estudos relacionados

a métodos envolvendo FaD sobre imagens coloridas. Técnicas sobre identificação de rostos em

vídeo são introduzidas na terceira seção. Por fim, uma quarta seção trata sobre outras categorias

estudadas.

Detecção de faces sobre imagens estáticas

Os métodos para detecção de face em imagens estáticas, que serão aqui descritos, foram

classificados por Yang, Kriegman e Ahuja (2002) em quatro categorias:

• Métodos baseados em conhecimento: funções que contêm propriedades atribuídas a

rostos humanos são estudadas por estes métodos;

• Métodos baseados em características: são os que tentam localizar rostos pela identi-

ficação de características humanas (características faciais, textura, cor da pele, múltiplas

características) que mantêm determinadas propriedades independente de sua disposição

ou condição ambiental;
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• Métodos de comparação de modelos: modelos de contorno de faces são comparados

com objetos na busca de possíveis rostos;

• Métodos baseados em aparência: são métodos que utilizam algoritmos de aprendizado

de máquina para que, com base em exemplos de imagens de rostos, consigam realizar sua

identificação.

A seguir, é realizada uma descrição sucinta sobre cada categoria, sobre alguns de seus

métodos, os prós e contras e a indicação de trabalhos significativos. Os métodos baseados em

aparência terão maior atenção em relação aos demais, pois são os que se ajustammais a proposta

deste trabalho.

Métodos baseados em conhecimento Esta é uma abordagem onde estão métodos que apli-

cam o conhecimento empírico sobre os elementos constituintes de faces humanas e sobre a rela-

ção entre suas características como um todo, em forma de regras. Sua pesquisa desenvolveu-se

com base no fato de que, em imagens de pessoas, normalmente encontram-se dois olhos, uma

boca e sobrancelhas que mantêm uma determinada simetria entre si, que podem ser definidas

em regras.

O método baseado em conhecimento implementado por Yang e Huang (1994) (que é

uma referência para a categoria), atua de forma top-down, pois divide a sua busca em três níveis

de complexidade, do mais abrangente ao mais detalhado. No primeiro nível, os candidatos a

rosto são selecionados de uma imagem pela aplicação de algoritmos de janelas deslizantes9 e

por regras sobre definição de rostos. No nível seguinte, alguns filtros são aplicados sobre os

candidatos selecionados no primeiro nível, com o objetivo de aumentar a qualidade da análise

da fase seguinte. E no último nível, outras regras específicas relacionadas às características

faciais são aplicadas sobre os candidatos restantes, sendo selecionados aqueles que atenderem

as especificações definidas.

São vantagens encontradas nesta abordagem, a facilidade para definição de regras e

o bom desempenho obtido na busca por faces em fundos de cenas não complexos10. Como

9Janela deslizante (window scanning): algoritmos que exploram uma imagem deslocando-se pixel a pixel, sobre
um conjunto de pixels que compõem a chamada janela (2x2, 100x100 etc). Janela também pode ser chamada por:
máscara, filtro, kernel ou template.

10Fundo de cena não complexo pode ser definido como um fundo de um objeto que não possui muitos elementos
em sua constituição, como uma parede branca. Um exemplo de fundo de cena complexo pode ser um corredor
movimentado de um shopping center.
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desvantagem, existe a dificuldade em definir regras abrangentes para definição do que é uma

face, pois se o nível de detalhamento for muito alto, o índice de rejeição será maior e, se o nível

de detalhamento for baixo, aumentam as possibilidades de falsos positivos. Outra dificuldade é

a definição de faces em poses variadas.

Métodos baseados em características Os métodos desta abordagem, também conhecida

como abordagem sobre características invariantes, baseiam-se na capacidade que os seres hu-

manos têm de identificar objetos nas mais variadas condições luminosas e de posicionamento,

a partir de fragmentos. Pesquisas foram direcionadas, neste sentido, sobre as características ou

propriedades que invariam nas diversas condições e que permitem ao homem realizar a identi-

ficação de uma face.

Uma particularidade dos métodos baseados em características, é que eles buscam encon-

trar primeiramente as características faciais contidas em um rosto e, posteriormente, modelos

estatísticos são aplicados para confirmar se a suspeita é verdadeira. Por executar primeiramente

tarefas em nível mais detalhado para somente depois tentar inferir a presença de um rosto, a

abordagem caracteriza-se por ser implementação de nível bottom-up, inverso ao proposto pelos

métodos baseados em conhecimento.

Existem métodos implementados sobre várias características humanas que podem se

referir a uma face ou permitir que se chegue até ela. As características utilizadas para esta

busca podem ser:

• Características faciais: alguns métodos desta abordagem tentam localizar características

faciais que mantêm certas propriedades em diferentes faces (caso dos dois olhos, da boca,

do nariz) (LEUNG; BURL; PERONA, 1995; YOW; CIPOLLA, 1997);

• Textura: a característica da pele e do cabelo presente em faces contém texturas que

podem diferenciar faces humanas de outros objetos (DAI; NAKANO, 1996);

• Cor de pele: pela identificação da cor de pele, pode-se encontrar a região de uma face

(YANG; WAIBEL, 1996; MCKENNA; GONG; RAJA, 1998);

• Múltiplas características: a utilização das técnicas acima descritas combinadas já foi

implementada em algumas pesquisas (KJELDSEN; KENDER, 1996).
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A grande vantagem apresentada pelos métodos desta abordagem é que as característi-

cas invariantes se mantêm e são localizadas independentemente de pose ou orientação. Porém,

existem dificuldades de detecção em fundos de cena complexos e os métodos têm pouca sensi-

bilidade a variações luminosas e a oclusão de características.

Métodos de comparação de modelos Os métodos de comparação de modelos (template

matching) utilizam-se de um padrão de face (máscara) que é pré-definido ou parametrizado por

funções. A correlação entre os contornos da máscara com a imagem de uma possível face (con-

tornos da face, olhos, boca, nariz) é avaliada e pode confirmar que se trata de uma identificação

positiva ou não.

Entre os métodos de comparação de modelos, existem os que utilizam modelos pré-

definidos e modelos deformáveis:

• Modelos pré-definidos: métodos deste tipo normalmente tentam, em uma primeira etapa,

extrair as bordas e contrastes de imagens que podem estar relacionadas a contornos e a

características de uma face. Os dados extraídos são posteriormente comparados com os

modelos de faces que, conforme sua aderência, confirmam ou não se tratar da identifica-

ção positiva de uma face (CRAW; TOCK; BENNETT, 1992);

• Modelos deformáveis: funções tentam localizar os contornos de um rosto pela aplicação

de técnicas de identificação de bordas. Após um rosto candidato ser identificado, suas

bordas, picos e vales são submetidos a um modelo, que tenta se ajustar a estes elemen-

tos. O atendimento de alguns requisitos definidos por funções na utilização do modelo

deformável confirma a existência de uma face em uma imagem (LANITIS; TAYLOR;

COOTES, 1995).

Os métodos desta abordagem têm como vantagem a simplicidade de implementação,

porém existem dificuldades para definição de modelos devido a variações de pose, de escala e

de forma de faces.

Métodos baseados em aparência Nesta categoria, os métodos utilizam classificadores bi-

nários para a detecção de faces. Estes classificadores tentam classificar dados de entradas em

dois grupos: dos que atendem determinadas propriedades e dos que não atendem estas propri-

edades. Trazendo esta definição ao presente trabalho, um classificador tem a função de decidir

se elementos de uma imagem correspondem ou não a uma face. Para isso, anteriormente é
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necessário realizar o treinamento do classificador sobre as propriedades a serem consideradas.

Nestes treinos, um conjunto de imagens positivas do objeto a ser localizado (no caso, imagens

de faces) e de imagens negativas (que são aquelas que não contêm o objeto alvo presente) de-

vem ser submetido aos algoritmos de classificação. Através de técnicas de análise estatística

e de conhecimento de máquina, os métodos desta categoria localizam e demarcam a região

correspondente a uma face.

Os métodos baseados em aparência são os que vêm obtendo mais atenção devido a

sua maior eficiência e robustez em comparação aos demais. Por este motivo, nesta categoria

é encontrada uma maior quantidade de implementações. Mas, além da robustez já destacada,

que proporciona uma grande taxa de acerto, a rapidez na busca e FaDs em poses e orientações

variadas são outros pontos fortes. Pesa contra este método o grande esforço necessário para a

construção de um classificador, que exige grande quantidade de exemplos positivos e negativos

de faces para o treinamento dos classificadores, o que consome tempo para esta seleção e pos-

terior treinamento. Também, a necessidade de realização de buscas sobre toda imagem e em

escalas variadas é outro ponto fraco.

Alguns dos trabalhos mais representativos (e o método utilizado) na categoria base-

ada em aparências são: Eigenfaces (TURK; PENTLAND, 1991); Distribution Based (SUNG;

POGGIO, 1998); Redes Neurais (ROWLEY; BALUJA; KANADE, 1998b); Support Vector Ma-

chines (SVM) (OSUNA; FREUND; GIROSI, 1997); Naive Bayes (SCHNEIDERMAN; KA-

NADE, 1998); Hidden Markov Model (HMM) (RAJAGOPALAN et al., 1998); Sparse Network

of Winnows (SNoW) (YANG; ROTH; AHUJA, 1999); Principal Component Analysis (PCA) e

Factor Analysis (FA) (YANG; AHUJA; KRIEGMAN, 2000); Viola-Jones (Haar-like features)

(VIOLA; JONES, 2001).

Detecção de faces em imagens coloridas

É possível localizar faces realizando buscas em imagens por tom de pele de pessoas,

considerando as diversas etnias, utilizando para isto métodos estatísticos sobre vários sistemas

de cores (RGB, normalized RGB, HSV, HIS, YCrCb, YIQ, UES, CIE XYZ, CIE LIV). Estes

métodos conseguem identificar a cor de pele em cerca de 80% dos casos, porém, devido a

grande taxa de falsos positivos, é necessária a aplicação de métodos posteriores (YANG, 2004).

Os métodos que utilizam cor de pele para localização de faces são de fácil implemen-

tação e não são afetados por variação de pose, rotação ou expressão. Entretanto, pode ocorrer

sensibilidade a variação luminosa, além de interferências pela variação de tom de pele e de

outras partes do corpo.
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Na seção anterior, de detecção de faces em imagens estáticas, na categoria de imagens

baseadas em características, o método para localização de faces pela identificação de cor de pele

também é abordado. Na seção Outras categorizações é descrita uma explicação para este fato.

Algumas referências aos estudos de detecção de faces em imagens coloridas são: (SE-

NIOR et al., 2002; MENSER; MÜLLER, 1999; TOMAZ, 2010; STÖRRING; ANDERSEN;

GRANUM, 1999; STÖRRING, 2004; JONES; REHG, 1998; HSU; ABDEL-MOTTALEB;

JAIN, 2002).

Detecção de faces baseada em vídeo

A diferenciação entre frames11 em vídeos denuncia movimentação de objetos em um

ambiente. Parte do cenário que se apresenta estático pode, então, ser descartado, reduzindo a

área de busca que se restringirá a parte onde há movimento detectado. Desta forma, os métodos

baseados em movimento isolam uma área onde pode ser encontrada uma face, que dificilmente

se mantém sempre estática.

Estes métodos possibilitam que sejam encontradas faces de forma mais fácil do que em

relação a imagens estáticas. É possível, também, utilizar a combinação de movimentação, pro-

fundidade e voz para aumentar a redução da área de busca, porém faltammétodos eficientes para

processar as entradas combinadas. A existência de outros movimentos além da face, também

dificulta a utilização do método, como destaca Frischholz (2010). Mikolajczyk, Choudhury

e Schmid (2001), além de Hjelmås, Lerøy e Johansen (1998) e Crowley e Coutaz (1995) são

algumas importantes referências nesta abordagem.

Outras categorizações

Não existe um padrão para organizar em categorias os métodos para FaDs, pois é pos-

sível que um método situado em uma categoria utilize algumas técnicas de outra categoria. Por

exemplo, os métodos baseados em conhecimento e os de comparação de modelos utilizam-se

de heurísticas sobre rostos humanos para identificar faces em suas buscas. Este trabalho utiliza

o modelo apresentado por Yang, Kriegman e Ahuja (2002), mas outros estudos relacionados

podem ser encontrados, como os do site Face Detection (FRISCHHOLZ, 2010) e de Hjelmås e

Low (2001).

No site Face Detection, mantido pelo Dr. Robert Frischholz, encontram-se as técnicas

11Um frame, em português quadro, é cada uma das imagens estáticas que são exibidas sequencialmente para
compor um vídeo. A frequência de frames é medida em fps (frames per second) e as taxas mais comumente
encontradas em filmes, televisão e video games são entre 24 e 60 fps.
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de FaD divididas em categorias diferentes das definidas por Yang, Kriegman e Ahuja (2002).

Estas categorias, apresentadas na sequência, se somam as vistas até o momento.

• Localização de faces em imagens com fundo controlado: nesta técnica, a face é ex-

traída de imagens que possuem um fundo uniforme (monocromático, por exemplo). Pela

abstração do fundo, encontra-se a região relacionada a uma face;

• Mistura de técnicas: a combinação de técnicas é aplicada em alguns trabalhos para

obtenção de melhores resultados na busca pela identificação de faces (DARRELL et al.,

1998).

Figura 2.14: Categorias de Yang, Kriegman e Ahuja (2002).

As diferenças encontradas entre as categorizações de métodos para FaD realizadas por

Yang, Kriegman e Ahuja (2002) e o site Face Detection, são devidas ao fato do primeiro ter bus-

cado agrupar os métodos em torno de atributos genéricos (imagens estáticas, em movimento, a

cores), enquanto que o segundo deu maior atenção ao cenário onde a face será extraída (onde as

técnicas podem ser mais ou menos complexas em função dele). No modelo de Yang e colegas,

as quatro categorias por eles organizadas (métodos baseados em conhecimento, métodos basea-

dos em características, métodos de comparação de modelos e métodos baseados em aparência)

são aplicáveis sobre imagens coloridas ou em tons de cinza, estática ou em sequência de vídeo

(ver Figura 2.14).

Já, os estudos realizados por Hjelmås e Low (2001) estão concentrados em uma ca-

tegorização mais hierárquica, mantendo os métodos organizados em função de dois grandes

grupos: os que se baseiam na localização de características faciais e os que se orientam sobre a
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abordagem baseada em imagens. A Figura 2.15 mostra uma visão de como estão agrupados os

métodos organizados por estes autores.

Em geral, as categorizações apresentam similaridades, com exceção da abordagem

de localização de faces de fundos controlados, apresentada somente pelo site Face Detection

(FRISCHHOLZ, 2010).

Figura 2.15: Categorização de Hjelmås e Low (2001).

2.2.2 Detecção de Características

A detecção de características faciais (FeD) de rostos humanos é a etapa posterior a

detecção da região onde se encontra uma face, sendo essencial para se buscar a identificação
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de expressões afetivas. Mesmo existindo técnicas que podem realizar a identificação e extração

de características, independente de localização prévia do rosto, realizando a FaD consegue-se

otimizar a tarefa de FeD, pois nestes casos, aplicados em vários algoritmos, a região onde se

encontram as características reduz consideravelmente (ver exemplo da Figura 2.16). Algumas

características faciais são mais relevantes para a tarefa de identificação de emoções, no caso,

olhos, boca e sobrancelhas. Para a execução da tarefa de detecção e extração de características,

normalmente são utilizadas três categorias de métodos (YANG; KRIEGMAN; AHUJA, 2002;

LOPES; FILHO, 2005): (i) baseados em conhecimento, (ii) baseados em aparência e (iii) de

comparação de modelos.

Figura 2.16: Etapas para detecção de características. (Adaptado de Lopes e Filho (2005)).

A tarefa de detecção de características, embora seja comumente realizada após a detec-

ção da face, pode ser realizada independentemente desta etapa. O desempenho de um sistema

desenhado para buscar características em uma imagem qualquer, sem ter orientação da existên-

cia ou não de um rosto, pode ser muito fraco para alguns métodos, mas para outros, como o

caso dos que utilizam comparação de modelos, pode ser bem aceitável. Isto é possível, pois o

modelo de um rosto (composto por uma ou mais características faciais para alinhamento do mo-

delo) pode realizar a FeD juntamente com a FaD, já que, quando se encontram as características,

se encontra uma face (LOPES; FILHO, 2005).

De modo geral, os métodos que são utilizados para a FaD são os mesmos para a FeD. O

que faz com que eles não sejam executados diretamente para FeD é o fato de que as característi-

cas faciais (que isoladas são compostas por poucos elementos em sua constituição) são difíceis

de serem identificadas em imagens de baixa resolução. Isso obriga a utilização combinada de

metodologias para facilitar e aumentar a precisão das tarefas de FeD.
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2.2.3 Biblioteca OpenCV

A biblioteca aberta para uso acadêmico e comercial de Visão Computacional OpenCV

(Open Source Computer Vision Library) (BRADSKI; KAEHLER, 2008), lançada pela Intel em

1999, é mantida pela Willog Garage (WILLOW GARAGE, 2010) desde 2008. Esta biblioteca

possui mais de 500 funções implementadas em C/C++, que são destinadas à pesquisas em Inte-

ração Humano-Computador, identificação de objetos, reconhecimento de faces, reconhecimento

de objetos, rastreamento de movimento, dentre outras. Em suas funções, estão implementados

diversos algoritmos de Processamento de Imagens e aprendizado de máquina que se encontram

divididos em quatro módulos (até a versão 2.1): CV + CVAUX, MLL, HighGUI e CXCORE.

Funções para Processamento de Imagens, como filtros, transformações geométricas,

histogramas, detecção de cantos, detecção de bordas, pirâmides, transformações, análise de

formas, análise de movimento, detecção de objetos, entre outras, estão implementadas no

módulo CV + CVAUX. MLL é o módulo de aprendizado de máquina, onde é possível en-

contrar algoritmos de classificação estatística, regressão e agrupamento de dados, permitindo

a utilização de classificadores SVM, k-NN (k-Nearest Neighbor), árvores de decisão, redes

neurais (MLP), árvores randômicas, boosting, classificador Normal Bayes e algoritmos EM

(Expectation-Maximization). O módulo de HighGUI implementa funções de Entrada/Saída

(E/S) de imagens, E/S de vídeo, eventos de teclado, evento de mouse e barras de rolagem.

Por fim, em CXCORE estão implementadas funções para cálculo de matrizes, vetores, álgebra

linear, operações lógicas, operações aritméticas, funções de desenho e E/S de XML.

OpenCV disponibiliza para detecção de objetos o método de Viola-Jones, empregado

neste trabalho para realizar a detecção de faces. A subseção a seguir descreve de forma geral o

funcionamento deste método.

Método Viola-Jones

No modelo proposto por Viola e Jones (VIOLA; JONES, 2001), é introduzido um clas-

sificador para detecção de objetos, com ênfase em detecção de faces. Este processo ocorre

sobre imagens estáticas e em tons de cinza, podendo ser aplicado sobre aplicações em tempo

real. Este modelo estrutura-se em três módulos distintos e complementares: (1) a criação da

imagem integral, (2) a utilização do algoritmo Adaboost (explicado na Seção 2.2.3) para clas-

sificação utilizando Haar-like features e (3) a criação de uma estrutura em árvore, chamada de

cascata de classificadores.

Nesta abordagem, é apresentado o conceito de imagem integral, que corresponde à
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representação da imagem original, onde sobre cada ponto desta representação está contido o

somatório da intensidade de pixels de uma imagem original. Nestes cálculos, o valor contido

em um determinado ponto, corresponde a soma da intensidade dos pixels (soma das colunas

e linhas) de todos os outros pixels acima e a esquerda deste ponto. Utilizando a Figura 2.17

como exemplo, o ponto 1 contém o somatório da área do retângulo A. O ponto 2 corresponde

ao somatório dos retângulos A e B, da mesma forma que o ponto 3 é igual a A + C e o ponto 4,

A + B + C + D. A soma dos pixels na área do retângulo D é obtido pelo cálculo entre os pontos:

4 + 1 - (2 + 3). Os processos seguintes realizados pelo modelo serão executados com base na

imagem integral obtida.

Figura 2.17: Exemplo de cálculos com imagem integral. (De Viola e Jones (2001)).

Características do tipo Haar (Haar-like features) são representações retangulares base-

adas em Haar wavelets. No modelo de Viola-Jones, as características são representadas por

retângulos que contêm regiões, sobre as quais é realizada a soma entre as regiões claras, que

são subtraídas pelas regiões escuras. Este resultado representará o valor encontrado pela carac-

terística para determinada região (Figura 2.18).

Figura 2.18: Características do tipo Haar (Haar-like features). (De Lienhart e Maydt (2002)).
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Em seu trabalho, Viola-Jones definiram quatro tipos de características para uso (Fi-

gura 2.18, subfiguras 1(a), 1(b), 2(a) e 4). Seguindo propostas sugeridas por Lienhart e Maydt

(2002), estas características foram ampliadas, sendo acrescentadas mais algumas (Figura 2.18,

subfiguras 1(c), 1(d), 2(b), 2(c), 2(d), 2(e), 2(f), 2(g), 2(h), 3(a) e 3(b)) e retirada uma (Figura

2.18, subfigura 4, que foi substituída pela combinação das subfiguras 2(g) e 2(e)). Nota-se que

algumas características aparecem inclinadas à 45 graus, posição adotada para aumentar o de-

sempenho da proposta original. Para se considerar estas características inclinadas no processo,

passou-se a calcular, além da imagem integral normal, uma imagem integral inclinada.

O modelo de Viola-Jones utiliza um classificador fraco12 onde são considerados, para

um conjunto de características, um limiar e uma paridade. Este classificador busca encontrar

a característica que obtenha o melhor limiar que separa as imagens definidas como positivas e

negativas. As imagens que forem classificadas abaixo do limiar sobre os valores de paridade

têm hipótese verdadeira atribuída.

Este classificador é submetido a treinamento utilizando o algoritmo Adaboost. Devem

ser submetidos à classificação um conjunto de casos positivos e outro conjunto de casos negati-

vos, ambos com a mesma escala para todos os exemplos. Quanto maior o número de exemplos

(na ordem de milhares), melhor será o desempenho do classificador.

Obtido o classificador, este sofrerá um processo de otimização para tornar a tarefa de

classificação mais rápida. Para isso é realizado um segundo processo de classificação que re-

sulta na construção de uma árvore degenerativa de decisão, chamada de cascata. Nesta cascata,

as classificações estão arranjadas em estágios de complexidade crescente. Nos primeiros es-

tágios são utilizados classificadores mais simples (mais genéricos) e não tão precisos, que são

sucedidos por classificadores mais específicos e criteriosos nos estágios seguintes. Os casos

que são classificados como corretos são submetidos ao próximo estágio, até que o classificador

do último estágio tenha feito a classificação corretamente para o caso. Esta estrutura possui

a intenção de evitar que testes desnecessários sejam realizados para atestar se um caso real-

mente é negativo, pois se um classificador mais fraco e genérico não o considera positivo, um

classificador mais específico também não o considerará.

A última etapa do processo de criação do classificador no modelo Viola-Jones é o trei-

namento da cascata de classificadores. Neste treinamento devem ser considerados: taxa de

detecção mínima aceitável, a taxa máxima de falsos positivos aceitável de cada estágio, um

conjunto de amostras positivas e negativas e os valores de falsos positivos para todos os está-

12Um classificador fraco é aquele que, em sua classificação, retorna hipóteses com baixo nível de cobertura (taxa
de erro menor que 50%).
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gios da cascata (ver Figura 2.19). A cascata, então, é construída com um número de estágios

que obtenham, na classificação sobre a amostra, os valores de falsos positivos menores que o

definido para a cascata.

Figura 2.19: Cascata de classificadores com n estágios. (De Ma (2007)).

Na utilização da cascata treinada, a classificação é realizada sobre uma subjanela do

mesmo tamanho definido no treinamento. Este processo de classificação percorre a imagem a

ser explorada e, nesta exploração, são realizados ajustes na escala do classificador para que a

face possa ser identificada em imagem de tamanho maior.

A próxima subseção apresenta o algoritmo de boosting utilizado por Viola-Jones, o

Adaboost.

Adaboost

Adaboost, nome derivado de Adaptative Boosting, é um dos mais conceituados algorit-

mos de boosting existentes (FREUND; SCHAPIRE, 1995). Boosting é um método de apren-

dizado de máquina que utiliza a combinação de vários classificadores fracos (weak learners -

de hipóteses fracas) para obter uma classificação forte (de hipótese forte) (SCHAPIRE, 1990).

A intenção de realizar uma classificação com um conjunto de várias classificações fracas, ao

invés de realizar uma classificação utilizando um classificador mais forte, é que este conjunto

obteria no final uma classificação forte efetiva. Dependendo da quantidade de classificadores

fracos combinados, boosting pode obter resultados melhores do que se fosse utilizado um único

classificador forte.

Durante o aprendizado (treinamento) com o Adaboost, são realizadas várias iterações

onde as classificações de um classificador fraco são ponderadas. Cada classificação que é cor-

retamente realizada sobre os exemplos de teste recebe um peso menor, ao passo que as classifi-

cações incorretas recebem um peso maior. A cada classificação, o processo atualiza os índices

de distribuição de erro. O termo adaptative, contido em seu nome, refere-se à distribuição de
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pesos que é realizada sobre o desempenho nos testes de aprendizado.

Abaixo são descritas as etapas do algoritmo de classificação Adaboost (para classifica-

ção binária e discreta), que é exibido na Figura 2.20).

Figura 2.20: Algoritmo Adaboost. (Adaptado de Souza (2006)).

1. Adaboost recebe um conjunto de teste pré determinado, onde cada exemplo possui uma

classificação (caso positivo ou caso negativo). O algoritmo faz n iterações, em cada uma

utilizando o classificador fraco;

2. A cada iteração, o classificador obtém uma classificação (hipótese) sobre exemplos do

teste. O termo que define a regra do classificador para o Adaboost, como padrão, realiza

uma classificação binária (caso positivo, caso negativo);

3. Os erros na classificação (erro sobre a hipótese) são calculados com base no conjunto de

teste. Ele corresponde ao peso dos falsos positivos e falsos negativos do conjunto de teste;

4. São atribuídos pesos sobre as classificações dos exemplos de teste, sendo que as classi-

ficações corretas têm seu peso reduzido (ou, em outro sentido, aumentado quando é mal

classificado). Inicialmente, todos os exemplos de treino têm o mesmo peso (1/número de

exemplos), mas no fim os casos de classificação mais difícil têm peso maior;
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5. Dentro de cada iteração os pesos são normalizados, de forma que a soma de todos os

pesos seja igual a 1;

6. No fim, é montada uma combinação de classificadores fracos que apresentaram classi-

ficações positivas, sendo as classificações com menores erros as mais destacadas nesta

montagem.

2.2.4 Rastreamento de Objetos

Rastreamento de objetos ocorre sobre sequência de imagens e possui entre suas áreas

de aplicação o reconhecimento de pessoas, vigilância, IHC, controle de tráfico, entre outros.

Yilmaz, Javed e Shah (2006) definem rastreamento como o problema de estimar a trajetória de

um objeto que se movimenta, aplicando registros sobre o rastro do objeto ao longo dos frames

onde ele foi capturado.

Os diversos algoritmos existentes para rastreamento de objetos possuem similaridades e

particularidades, o que torna-os mais aplicáveis a problemas específicos. Entre estas especifici-

dades está a forma de representação do objeto a ser rastreado (com pontos, formas geométricas,

contornos, silhueta etc) e as características de imagem utilizadas no rastreamento (cor do objeto,

suas bordas, o fluxo óptico, textura etc). O objeto a ser rastreado, normalmente necessita de al-

gum método de detecção (pontos, subtração de fundo, segmentação de imagem, classificadores

ou regressores etc), o que pode ocorrer no primeiro ou em cada frame.

O rastreador de objeto em si, registra a posição e trajetória de um objeto entre os fra-

mes (YILMAZ; JAVED; SHAH, 2006). Estes rastreadores normalmente se encaixam em três

categorias: rastreamento de pontos, que se subdivide em métodos estatísticos e probabilísticos;

rastreamento de kernel, que tem as subcategorias modelos de aparência baseados em template

e densidade e modelos de aparência multi-view e, por fim, rastreamento de silhueta, com os

métodos de evolução de contorno e comparação de formas.

Entre os rastreadores de objetos, algumas implementações encontram-se disponíveis

para download na Internet. Existem toolboxes no Matlab para os métodos estatísticos de ras-

treamento de pontos Filtro de Kalman13 e Filtro de Partículas14, assim como encontram-se

disponíveis códigos-fonte para os métodos de rastreamento de kernel, tais como o Mean-Shift15

e o KLT.16

13Disponível em:  !!"#$$%%%&'(&)*'&'+$,-)." /0$123!%+.4$56748& !-9
14Disponível em:  !!"#$$%%%:(5;".2'&46;&'+-&+'&)0$(-'$(23!%+.4& !-9
15Disponível em:  !!"#$$'24%%%&.)!;4.(&47)$.5)9$.4(4+.' $'274& !-9 e na biblioteca OpenCV

(WILLOW GARAGE, 2010), denominada como CAMSHIFT.
16Disponível em:  !!"#$$%%%&'4(&'94-(26&47)$,(!*$09!$
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2.3 Computação Afetiva

A busca por uma relação onde o computador entenda e manifeste emoções é o foco das

pesquisas em Computação Afetiva (PICARD, 1995). Este campo de pesquisa da Inteligência

Artificial busca fazer com que a emoção existente na comunicação entre pessoas, também esteja

presente na relação entre homem e computador. Para a Computação Afetiva, o computador pode

ser capaz de interagir com humanos reconhecendo e expressando afeto.

A emoção encontra-se presente em várias ocasiões e manifestações na vida do homem:

em tomadas de decisões, nas interações sociais, na inteligência, na criatividade e em outros

eventos. Fazer com que um computador tenha habilidades emocionais, trará a ele a possibili-

dade de ter maior sucesso em tomadas de decisão, capacidade de percepção dos estados emo-

cionais de seu usuário e maior nível de ajuste de seu comportamento. Com isso, o computador

poderá se adaptar às pessoas e não o contrário (PICARD, 1997).

Existem algumas propostas de aplicativos que utilizam Computação Afetiva, que são

sugeridos e estão sendo desenvolvidos pelo grupo liderado pela pesquisadora Rosalind Picard

(M.I.T. Media Labs, 2010), um dos pioneiros em pesquisas nesta área. Entre os exemplos de

projetos está o Affective Mirror, que se trata de um agente capaz de servir de espelho para

uma pessoa, captando suas manifestações e retornando para ela como lhe pareceu o seu com-

portamento. Beyond Emoticon é outro aplicativo que evitaria as comuns más interpretações

emocionais expressas em um e-mail, pois ele capturaria as expressões emocionais da pessoa

e as transmitiria ao destinatário através de animação de um agente e/ou por expressões faci-

ais do remetente junto com o conteúdo da mensagem. No exemplo de Agents that Learn your

Preference o computador poderá ser capaz de se ajustar conforme as preferências de seus usuá-

rios. Como exemplo, o computador exibiria preferencialmente as páginas de esporte, que foram

consideradas as favoritas de seu usuário pela análise de sua expressão facial e comportamento

observável.

Conforme define Picard (1995), de maneira resumida, pode-se encontrar em Computa-

ção Afetiva quatro categorias de reconhecimento e expressão de afeto:

• Computador não expressa e não reconhece afeto: caso da maioria dos computadores

atuais, que não tem nenhuma capacidade afetiva;

• Computador que não reconhece, mas expressa afeto: ocorre em alguns computadores

que expressam afeto por emissão de voz e/ou por animações faciais, como acontece em

computadores Macintosh que exibem um smile quando um disquete é inserido;
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• Computador tem capacidade de reconhecer afeto, mas não expressa afeto: este tipo

de computador tem a capacidade de, pela percepção de estados afetivos dos seus usuários,

ajustar o seu desempenho para proporcionar um melhor aproveitamento nas interações.

Um exemplo desta categoria é a implementação de um professor de piano interativo, que

ajusta sua aula conforme as expressões afetivas do aluno, propondo novos e atraentes

desafios quando este encontra-se frustrado (por não conseguir executar um exercício, por

exemplo) (M.I.T. Media Labs, 2010);

• Computador tem capacidade de reconhecer e expressar afeto: nesta categoria, um

computador pode alcançar um nível de interação amigável avançada, ajustando-se com-

pletamente aos estados expressos pelo usuário. Um exemplo é Pat, um agente pedagó-

gico animado que infere as emoções de um aluno pelo seu comportamento observável

utilizando-se, para tal, de um modelo psicológico cognitivo de emoções. Com base nes-

tes dados, Pat adapta o sistema a possíveis dificuldades nas tarefas dos alunos, evitando

sua desmotivação e posterior abandono de suas tarefas escolares. O agente expressa suas

emoções ao aluno falando e movimentando-se na tela do computador (JAQUES; VIC-

CARI, 2005b).

2.3.1 Emoções

A utilização do termo emoção acontece muitas vezes de forma desmedida, mas, concei-

tualmente, emoção é considerada como um elemento do conjunto genérico de estados afetivos,

no qual também se encontra o humor, entre outros (JAQUES; VICCARI, 2005a). Ao contrário

do humor, que costuma ter uma duração mais longa (horas, dias) e não tem uma causa bem

definida, a emoção é normalmente breve (minutos) e ocorre em função de um estímulo interno

ou externo (JAQUES; VICCARI, 2005a apud SCHERER, 2000a), (PICARD, 1997). Neste

contexto, uma expressão emocional é aquilo que é demonstrado a outras pessoas, voluntária ou

involuntariamente (PICARD, 1997).

Embora não exista uma consolidação quanto à definição de emoções, estas podem ocu-

par uma lista de mais de vinte tipos (PICARD, 1997). Existem diversas teorias de emoções

(SCHERER, 2000b), como os modelos dimensionais que se baseiam em duas principais ca-

tegorias, arousal (calmo/excitado) e valência (negativo/positivo), para diferenciar as emoções.

Uma outra teoria de emoções bastante difundida é o modelo de emoções básicas, que rece-

bem este nome por terem as mesmas manifestações corporais em diferentes culturas. Ao todo,
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são seis expressões faciais emocionais básicas que foram constatadas por Ekman (1999) como

estando presentes desde a infância em crianças de qualquer parte do mundo (Figura 2.21).

Figura 2.21: Seis expressões faciais emocionais básicas: (1) repulsa, (2) medo, (3) alegria, (4)
surpresa, (5) tristeza e (6) raiva. (De Schmidt e Cohn (2001)).

Atualmente, o modelo de componentes (componential model) tem recebido considerá-

vel atenção dos pesquisadores em emoções. Segundo este modelo, as emoções em humanos

são caracterizadas pela presença de quatro componentes principais (CLORE; ORTONY, 1999):

(i) componente motivacional-comportamental: diz respeito às inclinações de um indivíduo para

agir de acordo com estas interpretações; (ii) componente subjetivo: responsável pela parte de

“sentimento subjetivo” e é mais elaborado em seres humanos que estão habituados a rotular

as emoções que sentem; (iii) componente somático: envolve a ativação dos sistemas nervosos

central e automático e sua manifestação corporal; e (iv) componente cognitivo: correspondente

aos processos cognitivos que avaliam as situações e disparam as emoções.

O modelo de emoções básicas, originado das expressões comportamentais humanas,

apresenta uma grande quantidade de trabalhos relacionados (os estudos sobre FACS foram ba-

seados neste modelo - ver Seção 2.3.2), principalmente no que se refere ao reconhecimento

computacional de emoções através de expressões faciais. O modelo de componentes, princi-

palmente os modelos cognitivos que se interessam no componente cognitivo de emoções (OR-

TONY; CLORE; COLLINS, 1988), tem atraído crescente atenção nos últimos anos, porém

sendo mais utilizado para inferência de emoções de usuários através de suas ações na interface

do sistema computacional.

2.3.2 Sistema de codificação facial FACS

Estudos de Paul Ekman e Wallace V. Friesen sobre o comportamento facial resultaram

na construção do sistema Facial Action Coding System - FACS (EKMAN; FRIESEN; HAGER,

2002a). Este sistema categoriza todas as ações faciais causadas por contrações musculares (um
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ou mais músculos) em Action Units (AU), que, com ou sem combinações, representam todas as

expressões faciais possíveis, incluindo sua intensidade, duração e simetria.

FACS é composto por 44 action units responsáveis pela descrição de ações faciais, que

se dividem em duas regiões faciais: superior, onde são considerados os olhos (pálpebras), so-

brancelhas e testa; e inferior, onde são consideradas as bochechas, queixo, nariz e boca (lábios).

Destes 44 AUs, 30 estão relacionados a ação de músculos específicos e 14 AUs não têm as suas

ações musculares especificadas, ou seja, não têm descrição exata sobre seu comportamento

(caso do AU 19 - colocar a língua para fora da boca).

Além dos 44 AUs utilizados nas descrições de ações musculares faciais, existem outros

códigos que auxiliam e complementam estas ações. Estes códigos estão agrupados em relação

a posições de cabeça, posições de olhos, movimento de olhos, visibilidade das características

faciais, comportamentos primitivos17 e movimentos de cabeça. A lista completa de todos AUs

e códigos auxiliares está disponível no Apêndice A, que contém a descrição com exemplos

(imagens) para os AUs.

Os estudos sobre FACS, iniciados no final da década de 70, foram expandidos na década

de 80 para a criação de outro método, o Emotion FACS - EMFACS (FRIESEN; EKMAN,

1983), que mapeia e seleciona os AUs utilizados na manifestação de emoções, descartando os

demais. Algumas combinações de AUs estão presentes em expressões faciais que ilustram as

emoções básicas (EKMAN; FRIESEN; HAGER, 2002b). Conhecidos os AUs contidos em uma

expressão facial, é possível obter a emoção por eles representados. Por exemplo, a emoção de

alegria é caracterizada pela presença dos AUs 6 (levantar maçãs do rosto) e 12 (levantar cantos

dos lábios), conforme apresentado na Tabela 2.1 e na Figura 2.22.

Figura 2.22: Exemplo de composição de AUs na representação da emoção de alegria.

17Do inglês gross behaviors, como, por exemplo, cheirar, falar, engolir, mastigar, dar os ombros, balançar a
cabeça afirmativamente.
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Tabela 2.1: Relação entre emoções e AUs. (Adaptado de Ekman, Friesen e Hager (2002b)).

A Tabela 2.1 é constituída pelas colunas emoção, protótipos e maiores variantes. Emo-

ções, são as seis básicas, protótipos são considerados as principais formas de combinação de

AUs para cada emoção, já maiores variantes são formas alternativas de combinação de AUs para

expressar uma emoção que costumam estar relacionadas a referências simbólicas (descritiva) de

emoção e não necessariamente a uma emoção sentida. Também existem letras que precedem

(prefixos) e/ou sucedem (sufixos) os códigos, que tratam-se de referências adicionais opcionais

do sistema FACS que auxiliam e complementam as informações sobre uma ação facial. Os

sufixos (A, B, C, D, E, X, Y, e Z) indicam a intensidade dos movimentos e os prefixos (L e R),

a simetria do movimento. O simbolo “+” tem a função do operador lógico AND, indicando que

ambos códigos são necessários para que seja considerada existente uma emoção. Já o símbolo

“,” tem a função do operador lógico OR e os colchetes contêm códigos opcionais, ou seja, que

podem ou não estarem presentes na combinação.

Segundo a definição dos autores, é preciso salientar que esta tabela foi criada utilizando

elementos que evidenciam que um conjunto de AUs representa uma emoção, mas estas evidên-

cias não são completas. São muitas as considerações que devem ser tomadas na avaliação da

expressão de uma emoção, como questões culturais, ambiente, experiências e comportamento
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da pessoa. As evidências encontradas são mais frágeis em se tratando da diferenciação entre a

emoção de surpresa e medo e, em escala menor, em relação as definições da metade inferior da

face em relação a emoção de tristeza.

MPEG-4

Moving Picture Experts Group (MPEG) é o grupo de trabalho da ISO/IEC, constituído

em 1988 e formado por pesquisadores da academia e da indústria. A função deste grupo é desen-

volver para indústria padrões de representação de dados digitais (compressão, descompressão,

processamento e codificação) sobre áudio, vídeo e assuntos relacionados (MPEG, 2002).

O MPEG iniciou em 1993 o seu terceiro projeto, o padrão ISO/IEC MPEG-4 (os anteri-

ores eram oMPEG-118 e MPEG-219). O título do projeto naquele momento era Very low bit rate

audio visual coding e tinha foco em comunicações em rede. Essa primeira versão foi concluída

em 1998, porém, foram incluídas no escopo informações sintéticas áudio-visuais, alterando o

título do projeto para Coding of audio visual objects, que tratou da segunda versão, aprovada

em 1999. MPEG-4 é considerado como um padrão multimídia web móvel e fixa, mas devido a

sua abrangência, pode ter aplicações em animações e em IHC. Atualmente, o padrão MPEG-4

encontra-se em desenvolvimento e é composto por 27 partes, em que cada uma trata de um

assunto específico. A animação facial, que é de interesse específico nesse trabalho, possui espe-

cificações tanto na parte 1 (Visual), quanto na parte 2 (Systems) (PANDZIC; FORCHHEIMER,

2003).

MPEG-4 permite a codificação de expressões faciais através de parâmetros chamados

de Facial Animation Parameters (FAPs). Existem 68 FAPs em MPEG-4 que representam as

expressões faciais, como o FAP 19 (close_t_l_eyelid), que representa o deslocamento vertical da

pálpebra superior esquerda. Por sua vez, estes FAPs são representados por 84 pontos no modelo

facial, conhecidos por Features Points (FPs) (TEKALP, 2000). O FP 3.1 é o que representa os

deslocamentos da pálpebra superior esquerda, que é o FAP 19.

Uma possibilidade existente em MPEG-4 é a realização de ações análogas aos AUs em

animações faciais (RAOUZAIOU et al., 2002). Por exemplo, o AU 1 equivale à manifestação

de FAP 31 e FAP 32. Desta forma, utilizando-se de um mapeamento entre AUs e FAPs, ou

simplesmente os FAPs, é possível realizar a classificação de expressões faciais (IOANNOU et

al., 2007).

Analogamente à tarefa de ajustar os códigos dos FAPs para a obtenção de AUs e expres-

18Padrões para armazenamento de filmes e áudio, onde Vídeo CD e MP3 são incluídos (concluído em 1992).
19Padrões para TV Digital, incluindo DVD (concluído em 1994).
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sões emocionais, é possível aplicar o modelo de animação facial de MPEG-4 sobre uma face

para obtenção de FPs, FAPs, AUs e expressões emocionais. Para isso, é necessário posicionar

os pontos do modelo MPEG-4 sobre imagens de face e converter os estados das características

faciais para a codificação dos FAPs. O benefício dessa abordagem é poder obter a expressão

facial e também realizar a animação correspondente da face, porém o objetivo do MPEG-4

não é inferência de emoções, mas fornecer métodos para comunicação multimídia (entre elas

animação facial).

2.3.3 Reconhecimento computacional de emoções em expressões faciais

São várias as formas de uma pessoa manifestar suas emoções e mais variados ainda são

os métodos para captar e reconhecer a emoção transmitida. A voz, as ações do usuário na inter-

face com o sistema, as expressões faciais e os sinais fisiológicos são considerados os principais

modos de reconhecimento de emoções (JAQUES; VICCARI, 2005a), conforme esboçado na

Figura 2.23.

Figura 2.23: Mecanismos de reconhecimento de emoções. (Adaptado de Jaques e Viccari
(2005a)).

Os métodos atuais de reconhecimento de emoções de uma pessoa pelo computador se

aproximam e, em alguns casos, superam o reconhecimento humano. Enquanto o reconheci-

mento de expressões faciais por humanos é de aproximadamente 87%, alguns algoritmos com-

putacionais, em ambiente controlado, obtêm sucesso entre 74% e 98% (SEBE et al., 2005).

No reconhecimento vocal existe equilíbrio entre humanos e computadores, por volta de 65%,
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entretanto alguns algoritmos alcançaram o nível de quase 80% de acerto (SEBE et al., 2005).

Um problema que pode ocorrer na identificação de emoção pela voz é a interferência de sons

externos (ruídos) na captação sonora, caso se trate de ambiente não controlado. Sincronizando

a movimentação labial com fala (mecanismo utilizado na percepção humana), é possível obter

uma redução dos efeitos de ruído. Resultados ainda melhores de reconhecimento de expressões

emocionais podem ser obtidos utilizando a combinação de mecanismos de reconhecimento,

como facial e vocal, que são considerados como principais aspectos utilizados por uma pessoa

para reconhecer emoções.

Ocorre em Visão Computacional uma confusão frequente entre reconhecimento de ex-

pressões faciais e reconhecimento de emoções humanas (FASEL; LUETTIN, 2003). Para o

reconhecimento de expressões faciais, são necessários dados sobre ações de características fa-

ciais, que são extraídos basicamente de imagens. Já, para o reconhecimento de emoções, é

preciso considerar várias condições, como variações de voz, de pose, gestos, direções de olhar

e expressões faciais. Uma análise apenas da expressão labial, por exemplo, não tem como con-

cluir se um sorriso refere-se realmente a uma emoção de alegria ou é apenas uma pose, mas

fornece subsídios que podem aumentar essa possibilidade. Uma pessoa pode tentar expressar e

convencer uma emoção que não sente, mas alguns músculos faciais acionados de determinado

modo, somente quando algum tipo verdadeiro de emoção é manifestado, podem desmentir essa

tentativa (EKMAN, 1993). Conforme ilustra a Figura 2.24, uma expressão facial é composta

por vários elementos, sendo um destes o sentimento da emoção.

Figura 2.24: Elementos que compõem expressões faciais. (Adaptado de Fasel e Luettin (2003)).

Algumas metodologias são utilizadas pelos pesquisadores para que a identificação de

expressões faciais e a posterior classificação sejam realizadas pelo computador. Inicialmente, é
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necessário encontrar a face humana em uma imagem e esta tarefa pode se tornar não trivial de-

vido a ocorrência de alguns fatores negativos, conforme visto na Figura 2.13. Após a obtenção

da região onde se encontra um rosto, o desafio seguinte é localizar as características faciais re-

levantes numa expressão facial (como boca, olhos etc), que, neste caso, é realizado por técnicas

de FeD similares ou iguais a FaD. Após isto, outros desafios são apresentados, por exemplo:

“como classificar o que uma expressão facial demonstra?”. Neste caso, muitos pesquisadores

utilizam direta (MARTIN et al., 2005) ou indiretamente (BATISTA; GOMES; CARVALHO,

2006) as codificações definidas em FACS para a classificação de emoções (ver Capítulo 3).
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3 TRABALHOS RELACIONADOS

Foram encontrados durante o levantamento bibliográfico, vários trabalhos que tratam

sobre a identificação de expressões faciais emocionais pelo computador. Em sua maioria, ten-

tam inferir se a expressão facial realizada por uma pessoa se ajusta entre uma das seis expres-

sões básicas (alegria, repulsa, raiva, tristeza, medo e surpresa). São adotadas, para isto, duas

abordagens principais: classificação direta de emoções sobre face e detecção de ações faciais,

normalmente utilizando o sistema FACS, para posterior classificação da emoção. Este capítulo

visa apresentar estes trabalhos relacionados.

3.1 Reconhecimento de expressões faciais básicas por redes
neurais

Kobayashi e Hara (1991) desenvolveram um sistema (a ser utilizado por um robô) que

objetiva o reconhecimento de emoções humanas pela categorização, por redes neurais, de ex-

pressões faciais. As emoções são retiradas de pontos (chamados de FCP - Facial Characteristic

Point) situados em três características faciais: sobrancelhas, olhos e boca, conforme apresen-

tado pela Figura 3.1.

Figura 3.1: Modelo de FCP. (De Kobayashi e Hara (1991)).
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Os autores utilizaram as seis expressões básicas de emoção como categorias de expres-

sões emocionais, que foram extraídas levando em consideração as alterações apresentadas na

disposição de 30 pontos (marcados manualmente) agrupados sobre as três características. Os 30

pontos são agrupados por funções em 21 formas de expressões de dados, utilizados para expli-

car as características faciais, que servirão de entrada para o reconhecimento da expressão. Uma

rede neural (Figura 3.2), empregando o algoritmo back propagation, foi treinada utilizando ma-

joritariamente imagens coletadas de usuários que tiveram suas expressões faciais filmadas para

realizar a identificação das seis emoções básicas. Ela realiza a categorização tanto sobre os

30 pontos, quanto sobre 21 dados de informação facial. Ambos modos de execução obtêm as

seguintes taxas de reconhecimento: 91,2% sobre os 21 dados e 87,5% sobre os 30 pontos.

Figura 3.2: Modelo de rede neural utilizada por Kobayashi e Hara (1991).

3.2 AFA

No trabalho realizado por Tian, Kanade e Cohn (2001), foi desenvolvido o sistema

AFA (Automatic Face Analisys), capaz de detectar os AUs considerados neste sistema com

sucesso de até 97%. Para isto, são analisadas as alterações sobre dois tipos de características

faciais: permanentes (sobrancelhas, olhos e boca) e transientes (sulcos e rugas causados pelas

expressões).

AFA utiliza duas redes neurais que classificam até 16, dos 30 AUs contidos em ações

faciais, a partir de dados extraídos das características faciais. Uma rede neural trabalha sobre

dados da região da face superior e outra sobre dados da face inferior. Os resultados dessas

classificações são combinados para obtenção do possível conjunto de AUs presente na imagem.

A face é detectada automaticamente e, após, as características faciais permanentes são
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rastreadas por cor, forma e movimento. Quando localizadas, templates, que fornecem os es-

tados dessas características, são ajustados manualmente, no primeiro frame, sobre sua região.

As características faciais transientes são localizadas utilizando como parâmetro as posições das

características faciais permanentes. Após sua localização, estas são analisadas utilizando algo-

ritmos de detecção de bordas. A Figura 3.3 exibe as etapas de execução do sistema.

Figura 3.3: Modelo do sistema AFA - Automatic Face Analysis. (De Tian, Kanade e Cohn
(2001)).

3.3 Reconhecimento de ações faciais sobre imagens estáticas

Com base em 19 pontos referenciais, que contornam componentes de faces em posição

frontal, e/ou utilizando 10 pontos, da mesma face em perfil, o sistema desenvolvido por Pantic e

Rothkrantz (2004) obtém até 86% de acerto na identificação de AUs. Sobre imagens em perfil,

são detectados até 24 AUs e, em imagens frontais, até 22 AUs, totalizando 32 AUs distintos.

Na primeira etapa de execução do sistema, a face (tanto em perfil, quanto frontal) é

localizada realizando busca pela cor de pele. Identificada a face, o processo para a localização

dos componentes faciais é executado independentemente sobre a face em perfil e frontal. Para a

face em perfil, são extraídos 10 pontos da imagem utilizando funções que calculam as extremi-

dades encontradas no contorno da face (picos e vales). Já para a imagem frontal, os 19 pontos

referenciais correspondem a vértices no contorno dos componentes faciais localizados (boca,

olhos, sobrancelhas, narina e queixo). Estes componentes são previamente identificados utili-

zando vários processos e algoritmos combinados (templates, detecção de bordas e contornos,

redes neurais, classificadores baseados em regras).
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Obtidos os pontos referenciais, a próxima etapa consiste na obtenção de parâmetros

intermediários, que são resultado da diferença entre os pontos referenciais da face neutra com

a face com expressão. Na última etapa, são utilizadas duas tabelas que definem os AUs com

base em regras, uma para a face em perfil e outra para a face frontal. Nestas regras (estabe-

lecidas com base no sistema FACS) são testadas determinadas condições sobre os parâmetros

intermediários, que poderão determinar a existência de um AU.

A Figura 3.4 ilustra como estão estruturados os processos do sistema.

Figura 3.4: Modelo do sistema proposto por Pantic e Rothkrantz (2004).

3.4 Espelho caricato multimodal

Foi construído por Martin et al. (2005) um sistema que exibe por um avatar as expres-

sões faciais e a voz extraídas do usuário que interage com o computador. Este trabalho foi

dividido em três etapas: na primeira, foram realizadas as extrações e manipulações de dados vi-

suais; na segunda, foram extraídos dados vocais; e, por último, foi realizada a integração entre

as etapas anteriores.

Na primeira etapa, após a detecção da face, realizada por técnicas da biblioteca OpenCV

sobre o primeiro frame, é efetuada a detecção das características faciais. Funções de intensidade

de brilho indicam a região onde se encontram as características, que têm seus cantos marcados

pela identificação do primeiro pixel mais escuro das áreas mais extremas (ainda sobre a imagem

do primeiro frame). De posse dos pontos referentes aos cantos das características faciais, o

algoritmo de Kanade-Lucas-Tomasi (KLT) rastreia os deslocamentos das características. Estes

pontos referentes às características rastreados anteriormente são depois adaptados ao modelo de

face deformável Candide (AHLBERG, 2001) - o avatar.

Tomando como base coordenadas geométricas correspondentes à expressões faciais for-

necidas através de Candide, a classificação de seis expressões faciais básicas é realizada por

SVM. Na sequência, o avatar pode ser utilizado de duas formas: exibindo as expressões faciais
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Figura 3.5: Expressões de raiva (a), tristeza (b), repulsa (c), alegria (d), surpresa (e) e medo (f)
realizadas por Candide3. (De Martin et al. (2005)).

captadas do usuário ou exibindo apenas as emoções básicas quando estas forem captadas (Fi-

gura 3.5). Em uma última etapa, a voz do usuário é extraída, sintetizada e sincronizada com os

movimentos labiais do avatar.

3.5 Discriminação de expressões faciais fotogênicas

No trabalho de Batista, Gomes e Carvalho (2006), foi criado um sistema para discrimi-

nar expressões faciais divididas em duas classes: fotogênicas e não fotogênicas. Foram con-

sideradas imagens fotogênicas, as que apresentavam expressões faciais neutras ou de alegria

(Figura 3.6).

Figura 3.6: Imagens fotogênicas e não fotogênicas. (De Batista, Gomes e Carvalho (2006)).

O modelo criado neste trabalho é dividido em seis blocos, apresentados na Figura 3.7.

Foram testadas diversas combinações de técnicas para extração de características e reconheci-

mento de fotogenia com base nestas características. Primeiramente, as características foram

extraídas com filtros de Gabor (Gabor filters - GF) e a classificação foi realizada por SVM e por

k-NN. Em um segundo experimento, as características foram extraídas por PCA e classificadas
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por SVM e porMulti-Layer Perceptron (MLP). As comparações de desempenho demonstraram

que as melhores combinações entre extratores de características e classificadores de fotogenia

ocorreram com as técnicas de PCA com MLP e GF com SVM, tendo a primeira, maior apro-

veitamento entre as duas.

Figura 3.7: Framework para discriminação de imagens. (De Batista, Gomes e Carvalho (2006)).

3.6 Sistema automático de detecção de AUs sobre tempo

Valstar e Pantic (2006) propõem um sistema totalmente automático que realize a de-

tecção da manifestação de 15 AUs do modelo FACS. Diferentemente de outros trabalhos, que

consideram a manifestação de AUs como um evento estático, neste são consideradas as varia-

ções que ocorrem sobre o tempo em sua manifestação. A ativação de um AU ocorre em 4 fases:

arranque, onde os músculos começam a contrair; ápice, momento onde o pico da manifestação

de um AU ocorre; recuo, quando os músculos começam a relaxar; neutra, onde não há mani-

festação de ação facial. Normalmente, estas fases ocorrem na sequência neutra-arranque-ápice-

recuo-neutra, mas existe a possibilidade de variação nesta sequência. Os autores consideram

que a detecção de AUs considerando estas fases é mais confiável para análises de expressões

faciais, pois fornece a dinâmica da manifestação de expressões faciais.

O sistema é constituído pelas etapas macro de (i) extração de características faciais e

(ii) análise dos AUs. Na primeira grande etapa é realizada, inicialmente, a detecção da face

utilizando um detector Haar-like features. Em seguida, os centros dos olhos e da boca são

localizados por projeções integrais e verticais da intensidade dos pixels na imagem da face. Os

centros dos olhos e boca são a base para a localização de 20 regiões de interesse. Filtros de

Gabor e classificador GentleBoost são treinados e aplicados sobre cada uma das 20 regiões de

interesse para detectar a posição correta dos pontos sobre as características faciais (ver Figura

3.8). Estes 20 pontos são posicionados sobre o primeiro frame da sequência de imagens, que

assume-se não possuir nenhuma expressão facial. Os 20 pontos são, então, rastreados (traking)

utilizando o algoritmo Particle Filtering with Factorized Likelihoods e sobre cada frame são

calculadas características que são baseadas nas diferenças entre a face sem expressão (primeiro
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Figura 3.8: Método para detecção dos pontos sobre a face. (a) Detecção da face (Haar-like
features); (b) extração de regiões de interesse; (c) extração de características (filtros de Gabor);
(d) seleção e classificação de características (GentleBoost); (e) face com os pontos detectados
ao lado do modelo. (De Valstar e Pantic (2006)).

frame) e os demais, totalizando 840 características por frame. Já, na segunda grande etapa, estas

840 características são submetidas a um classificador GentleBoost que classifica em ordem de

relevância cada característica, que é submetida a SVMs construídos para cada um dos 15 AUs

a serem detectados. Após, outro SVM multi-classe, composto por 6 subclassificadores, realiza

a classificação temporal dos AUs (neutra-arranque-ápice-recuo).

O sistema construído, que apresenta taxa de reconhecimento médio de 90,2% sobre

os 14 AUs, obtém dados sobre a ativação temporal dos AUs considerando as variações nos 20

pontos. Segundo os autores, por considerar apenas estes pontos, o tempo de duração da ativação

dos AUs é maior do que ocorre de fato. Isto seria corrigido caso fosse considerada a variação na

aparência das características. Uma outra limitação do sistema é que a operação ocorre somente

sobre faces frontais.

3.7 Modelo analítico baseado em pontos para classificação de
expressões faciais

É encontrado no trabalho de (SOHAIL; BHATTACHARYA, 2007) um sistema que uti-

liza variações na distância entre pontos sobre características faciais como dados para a classifi-



61

cação das seis emoções básicas. Este sistema, que é automático e opera sobre imagens estáticas,

obtém a face e o centro dos olhos utilizando o método baseado em Haar-like features. Pelo

centro dos olhos, um modelo antropométrico é aplicado, fornecendo o centro do nariz, boca e

sobrancelhas, que são o ponto de partida para a demarcação da região sobre estas características.

A Figura 3.9 ilustra as etapas até aqui descritas.

Figura 3.9: Localização da região das características faciais de interesse. (De Sohail e Bhatta-
charya (2007)).

Nas regiões das características faciais demarcadas são aplicados vários métodos de Pro-

cessamento de Imagens, até a obtenção das bordas dos olhos, sobrancelhas e boca. Por estas

bordas são localizados os pontos de interesse (Figura 3.10(a)). Somente para o nariz um método

diferente é aplicado, filtro Laplaciano de Gaussiano, o qual possibilita a localização das narinas.

Figura 3.10: (a) Pontos para captura de ações faciais; (b) distâncias consideradas pelos classifi-
cadores SVM. (De Sohail e Bhattacharya (2007)).

Após localizados, as distâncias entre estes pontos são submetidas como características

para classificação pelos SVMs (Figura 3.10(b)). Foi adotada a estratégia pair-wise com 15

SVMs, que foram construídos utilizando como kernel Radial Basis Function. Como resultado,

esta construção obteve taxas médias de reconhecimento de 89,44% em uma base de faces e

84,86% em outra.

3.8 Detecção automática de AUs e suas relações dinâmicas

Tong, Liao e Ji (2008) propõem um sistema que reconhece AUs automaticamente e em

tempo real. O sistema é composto por duas etapas: na primeira é realizado o treinamento do



62

sistema e na segunda ocorre a execução do processo de reconhecimento de AUs (Ver Figura

3.11).

Figura 3.11: (a) Fluxo do processo de treinamento do sistema; (b) fluxo do processo de reco-
nhecimento de AUs.

Durante o treinamento, um conjunto de imagens, que possuem um ou mais AUs ex-

pressos, é utilizado como entrada. Sobre as imagens desse conjunto é aplicado um detector

de face e olhos baseado no método de Análise Recursiva Discriminante Não-paramétrica (Re-

cursive Nonparametric Discriminant Analysis - RNDA), que obtém a face alinhada. A face

é dividida em uma metade superior e inferior e sobre essas metades são aplicados filtros de

Gabor, que fornecem características Wavelet que são submetidas a classificadores AdaBoost,

construídos para realizar a classificação de cada AU. Também durante o treinamento, ocorre a

modelagem da Rede Bayesiana Dinâmica (RBD), que se trata de uma rede bayesiana estática

(Figura 3.12), modelada ao longo do tempo por um modelo oculto de Markov, que contém AUs

e suas relações, além de parâmetros de aprendizado (Figura 3.13).

Já, no fluxo de execução do processo de reconhecimento, são aplicados os mesmos

métodos da etapa de treinamento para detecção de face, obtenção das características por filtros

de Gabor e classificação dessas características por AdaBoost. O classificador AdaBoost realiza

a classificação de cada AU que são submetidos a RBD. A partir dessas entradas, a RBD realiza

um ajuste na classificação dos AUs, considerando os relacionamentos entre eles, gerando um

resultado mais apurado.

São obtidas pelo sistema proposto uma taxa média de reconhecimento de 91,2% uti-
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Figura 3.12: Rede Bayesiana treinada com base nas relações encontradas entre AUs.

Figura 3.13: Exemplo de relação entre AUs sobre o tempo. Os círculos escuros representam as
medidas utilizadas na inferência de relações.

lizando somente Adaboost e 93,33% aplicando RBD. Embora a taxa de reconhecimento não

pareça ter obtido grande melhoria com RBD, os resultados mostram que alguns AUs difíceis de

serem detectados pelo Adaboost obtiveram melhores detecções pelo RBD, além de menos fal-

sos positivos. Uma possível desvantagem do sistema, é que todo o processo de reconhecimento

de AUs ocorre sobre cada frame, o que causa uma sobrecarga de execução em comparação a

sistemas que executam algum tipo de rastreamento sobre regiões já detectadas (como detecção

da face e dos olhos).
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3.9 Reconhecimento de expressões faciais utilizando Raciocí-
nio Baseado em Caso e Lógica Fuzzy

Em (KHANUM et al., 2009) é proposto um sistema para reconhecimento de expressões

faciais de emoções básicas (alegria, raiva, surpresa, repulsa, medo e tristeza) através de imagens

estáticas. Para atingir este fim, utiliza-se a combinação de Lógica Fuzzy (LF) e Raciocínio

Baseado em Casos (RBC) na construção de um sistema.

Após a detecção da face, que é realizada utilizando algoritmos que consideram a cor da

pele, dados para o reconhecimento de emoções são extraídos de 8 características faciais (olhos,

sobrancelhas, testa, nariz, lábios, dentes, bochechas e queixo). Os dados fornecidos sobre as

características faciais tratam-se de pontos (22 pontos) de interesse, que são posicionados sobre

regiões específicas e que são obtidos por projeções horizontais sobre divisões da face (Figura

3.14). Porém, para os olhos, lábios e sobrancelhas, métodos de Processamento de Imagens são

utilizados para a identificação dos pontos posicionados em posições extremas.

Figura 3.14: Modelo de pontos utilizado. (De Khanum et al. (2009)).

Foram construídas três formas de classificação das emoções: por RBC, classificador

Fuzzy e um classificador híbrido baseado em RBC e Fuzzy (Figura 3.15). Com o classificador

RBC, os autores atingiram a taxa média de acurácia de 83,5%, com o classificador Fuzzy, 87,7%

e com o classificador híbrido, 90,3%. A integração entre Lógica Fuzzy e Raciocínio Baseado

em Casos foi realizada combinando as vantagens de cada abordagem. Também o sistema tem a

vantagem de apresentar um aprendizado contínuo com o RBC.
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Figura 3.15: Sistema híbrido RBC e Lógica Fuzzy. (De Khanum et al. (2009)).

3.10 Utilizando velocidade e deslocamento no reconhecimento
de códigos FACS

É proposto por Brick, Hunter e Cohn (2009) uma nova metodologia para obtenção de

códigos FACS com desempenho maior. Além de considerar o deslocamento das característi-

cas faciais, normalmente utilizado em trabalhos relacionados, são consideradas as medidas de

aceleração e de velocidade na execução das ações faciais.

Foram considerados no estudo 16 AUs (1, 2, 4, 5, 6, 7, 9, 12, 15, 17, 20, 23, 24, 25, 26

e 27), que são extraídos de imagens da base facial Cohn-Kanade. Para obtenção das medidas de

deslocamentos das características faciais, é utilizado o Active Appearance Models (AAMs), que

é um modelo matemático que ajusta, como uma espécie de máscara, 68 pontos sobre a face da

imagem considerada. O AAM rastreia as movimentações dos pontos considerados relevantes a

classificação dos AUs, conforme exibido na Figura 3.16.

Figura 3.16: Rastreamento de pontos com modelo AAM. (De Brick, Hunter e Cohn (2009)).

Para considerar velocidade (mudança na posição de pontos ao longo do tempo) e acele-

ração (mudança na velocidade ao longo do tempo), é utilizada uma série temporal com os dados

de deslocamentos, sobre forma matricial. Então, essa matriz é multiplicada com uma matriz de

pesos pré-determinados. O resultado é a estimativa de posicionamento, velocidade e aceleração

para uma série temporal considerada.
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Durante os experimentos, foram utilizados para classificação SVM e Análise Discrimi-

nante Linear (Linear Discriminant Analysis - LDA). Foram treinados três casos de classificação:

(1) utilizando apenas dados de posicionamento de pontos, (2) utilizando dados de posiciona-

mento e velocidade de deslocamento de pontos e (3) considerando posicionamento, velocidade

e aceleração de deslocamento de pontos. Os resultados demostraram que o uso de velocidade

e aceleração aumenta o número de verdadeiros positivos e diminui o número de falsos positi-

vos na maioria dos AUs. De forma geral, houve um aumento na média de 4,2% (com SVM) e

4,5% (com LDA) na classificação correta geral, que tem taxas de reconhecimento entre 83,4%

e 96,3%.

3.11 Comparativo entre trabalhos

Pode-se ver na Tabela 3.1, um comparativo entre os trabalhos relacionados descritos

anteriormente. Entre os itens comparados estão: o método utilizado para obtenção da face; mé-

todo para extração das características faciais; método para classificação das expressões faciais;

seu modo de análise, se é sobre cada imagem/frame (estático) ou se considera a sequência de

imagens na sua avaliação (dinâmico); as emoções inferidas; número de AUs do sistema FACS

extraídos; se houve alguma ação manual sobre o sistema ou se ele é totalmente automático; e

seu desempenho.

O método para obtenção de face mais utilizado entre os trabalhos selecionados, foi o

de Haar-like, seguido pelo método que utiliza a cor da pele para esta detecção. A vantagem do

primeiro método é sua rapidez e robustez, porém tem pouca tolerância à rotação e à inclinação,

ao contrário do método que utiliza a cor da pele. Já, para a extração das características faciais

existe uma variedade de métodos, mas verifica-se que, na maioria dos trabalhos, o objetivo,

independente do método, é a localização das extremidades destas características. As expressões

faciais são classificadas utilizando, principalmente, RNA e SVM, sendo ambos métodos robus-

tos, embora distintos. A maioria dos trabalhos relacionados utiliza o modo de análise estático,

que é o mais encontrado nas referências pesquisadas. Embora a análise dinâmica forneça mais

dados para a determinação de expressões faciais, isso não representa necessariamente que essa

análise sobreponha a análise estática (PETRIDIS et al., 2009). Metade dos trabalhos focou na

extração de emoções, a outra metade na obtenção de códigos do sistema FACS, mas nenhum

realizou ambas. Nota-se que somente nos trabalhos mais antigos é declarada a ação manual

sobre os sistemas construídos, o que demonstra uma evolução nas técnicas que tornaram mais

automáticos os processos de extração de expressões e emoções pela face.
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Não há como afirmar quais trabalhos podem ser considerados os melhores, pois, em-

bora tenham objetivos similares, possuem escopos e metodologias distintas. Dos trabalhos

relacionados, a maior taxa de reconhecimento é de 97% na identificação de 16 AUs (TIAN;

KANADE; COHN, 2001), porém existe outro trabalho que identifica o dobro de AUs (PAN-

TIC; ROTHKRANTZ, 2004), mas obtém uma taxa de reconhecimento de 86%. Considerando

este exemplo, analisar somente o desempenho de detecção não é suficiente para definir o melhor

trabalho, pois um abrange uma faixa maior de AUs, porém com resultado inferior em relação

ao que identifica menos AUs. Ainda utilizando como exemplo o trabalho que identifica 16 AUs

a 97%, existe outro que identifica um número menor de AUs, 14, mas com uma taxa inferior,

de 93,3%, porém faz isso automaticamente (TONG; LIAO; JI, 2008). Um outro detalhe interes-

sante é que os trabalhos que identificam emoções aparecem com taxas de sucesso inferior aos

que detectam AUs, que pode fornecer indícios de que a tarefa de detecção de emoções é mais

difícil do que a detecção de AUs.

Considerando que, pelos números apresentados, identificar AUs é, teoricamente, mais

fácil que identificar emoções, e conhecendo os AUs é possível inferir as emoções, a intenção

do trabalho proposto é obter os AUs e, por estes códigos, a emoção. Também foi definido que

o método para obtenção da face será o de Haar-like features, sem ação manual.
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4 TRABALHO PROPOSTO

Pretende-se, neste trabalho, construir uma aplicação capaz de detectar automaticamente

as seis emoções básicas (alegria, repulsa, tristeza, raiva, surpresa e medo) de uma face humana.

Estas emoções são inferidas de códigos FACS a partir da pessoa à frente do computador.

Utiliza-se uma webcam para a captura da face, que tem parâmetros dos olhos, sobran-

celhas e boca identificados automaticamente. Optou-se por tais características, pois estas são

as mais relevantes na classificação de expressões emocionais em uma face. Os dados destas

características faciais são submetidos a métodos que, a partir da expressão facial, executam a

inferência da manifestação afetiva (emoção) presente.

A Figura 4.1 exibe o fluxo de macro processos realizados pela aplicação proposta: de-

tecção da face, detecção de características faciais, classificação da expressão facial e inferência

da emoção. Esse processo se inicia pela obtenção de imagens capturadas por uma webcam de

usuários à frente de um computador. Estas imagens são submetidas à métodos de Visão Com-

putacional para a localização da face (detecção da face). Sobre a face encontrada, são extraídos

dados através de pontos distribuídos sobre as características faciais (detecção de características

faciais). Após, o comportamento das coordenadas destes pontos são analisados em busca da

presença de ações faciais. Estas ações faciais trazem dados que podem evidenciar a ocorrência

de alguma emoção (inferência da emoção).

4.1 Metodologia de trabalho

Para atingir os objetivos definidos para o trabalho, a sua proposta de desenvolvimento

foi dividida em seis etapas. Primeiramente, foram realizados estudos bibliográficos. As áreas

de pesquisa relevantes para este trabalho abrangem Processamento de Imagens, Visão Com-

putacional, Computação Afetiva, Interação Humano-Computador e Psicologia, sendo as duas

primeiras adotadas como foco inicial para realizar FaD e FeD.

Na segunda etapa, estudos bibliográficos concentraram-se em Computação Afetiva e
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Figura 4.1: Fluxo de processos da aplicação.

Psicologia, resultando na criação da Seção 2.3. Nesta seção foram apresentadas, introduto-

riamente, algumas metodologias utilizadas para a classificação de emoções baseada no reco-

nhecimento de expressões faciais. Entre estes estudos, chamam a atenção os que empregam o

sistema de codificação FACS na classificação da emoção, devido sua demonstrada capacidade

de solução em diversos trabalhos. Por este motivo este sistema será utilizado.

Na etapa seguinte foram estudadas bibliotecas de Visão Computacional para construção

da aplicação. Para FaD e FeD, foram consideradas mais adequadas as funções encontradas na

biblioteca OpenCV (BRADSKI; KAEHLER, 2008; WILLOW GARAGE, 2010). Na mesma

etapa foram decididos os métodos para classificação de expressões faciais e inferência de emo-

ções. Sendo assim, foi adotada rede neural artificial (RNA), fornecida pela biblioteca FANN

(NISSEN, 2003), para a classificação das expressões faciais. Para emoções, será utilizada uma

árvore de decisão utilizando o software See5 (RULEQUESTRESEARCH, 2001).

A quarta etapa foi reservada para o planejamento e desenvolvimento de uma aplicação

experimental que faça automaticamente a inferência da emoção de um usuário à frente de um

computador. A aplicação é composta por quatro módulos, correspondentes aos macro processos

(Fig. 4.1), executados sequencialmente: (1) detecção da face por webcam; (2) detecção de

características faciais; (3) classificação da expressão facial; (4) inferência da emoção.

Na quinta etapa houve os testes da aplicação. A base de faces CK+ (LUCEY et al.,

2010) foi utilizada como apoio para o treinamento da rede neural classificadora de códigos
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FACS, e para os testes da aplicação. Nestes primeiros testes foram levantados pontos que ne-

cessitavam de ajustes, que ocorreram na etapa seguinte.

Na sexta e última etapa foram realizados ajustes na implementação, avaliação da aplica-

ção, análise de dados sobre as amostras coletadas em testes e sugestões sobre futuras aplicações

para o trabalho desenvolvido. Houve também nesta última etapa, um esforço final para a escrita

da dissertação que ocorreu paralelamente em todas etapas, que foi, porém, intensificada nesta

última.

4.2 Estrutura da aplicação de inferência de emoções

Conforme descrito anteriormente, a aplicação construída para executar a inferência de

emoções é dividida pela seguinte sequência de etapas (módulos): detecção da face, detecção das

características faciais, classificação da expressão facial e inferência da emoção. As próximas

seções descrevem como ocorre a execução de cada um destes módulos.

4.2.1 Etapa 1: detecção da face

Inicialmente é realizada a busca por uma face (FaD) em uma imagem (Figura 4.2(a)).

Isto ocorre sobre cada frame até que a face seja detectada (Figura 4.2(b)). A região da face

detectada é demarcada e utilizada na etapa seguinte do processo, de detecção das características

faciais (Figura 4.2(c)).

A caixa, a seguir, contém o resumo das especificações do primeiro módulo:

 !"#$%& "'(')*+% ", -,)'.

'/(0,",& # -0, ' "' # , 1'2#3/)4, "' 4 ,5'/1 67'8), 9 :;"'%<.

=0%)'11%& >< 0',$4?,0 8#1), =%0 # , -,)' /, 4 ,5' "' '/(0,", 6-0, '<@

A< 1' B%#:'0 "'(')*+%9 1'5#40 ,% =0!C4 % =,11%9 1'/+%9 'C')#(,0 /%:, '/(' %

=,11% ,/('04%0 "'11'  !"#$% 1%80' % -0, ' 1'5#4/('@

D< , 0'54+% ", -,)' "'(')(,", E 41%$,", ' # , /%:, 4 ,5' .

1,;",& 4 ,5' )%/('/"% , -,)' 41%$,",.

4.2.2 Etapa 2: detecção das características faciais

Na segunda etapa, sobre a região da face detectada, cinco subprocessos ocorrem sequen-

cialmente: busca pelo centro dos olhos, correção da inclinação da face, aplicação de modelo
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Figura 4.2: Detecção da face. (a) Figura contendo face; (b) figura com a região da face detec-
tada. (c) região da face detectada isolada. (De Rowley, Baluja e Kanade (1997)).

antropométrico, identificação de pontos extremos sobre as características faciais e avaliação

desses pontos extremos. Cada um desses subprocessos será visto nas próximas seções.

Busca pelo centro dos olhos

Primeiramente ocorre a divisão da face em regiões de interesse (Figura 4.3(b)). Nessas

regiões de interesse são utilizados detectores específicos, para cada um dos olhos, que indicarão

as suas coordenadas (Figura 4.3(c)).

Correção da inclinação da face

Os centros dos olhos são utilizados como parâmetro para correção da inclinação da

face, que é realizada com a rotação de sua imagem caso ela apresente inclinação relevante. Este

processo é ilustrado pela Figura 4.3.

A detecção de olhos é realizada sobre cada imagem submetida a esta etapa e repetida

após a correção da inclinação da face. Essa repetição é necessária, pois as coordenadas originais

dos centros dos olhos são perdidas após a correção da inclinação da face, mas estes dados são

utilizados pelo modelo antropométrico, subprocesso seguinte. Em caso de falha na detecção

de um dos olhos, descarta-se o frame corrente e reinicia-se o processo aguardando por outra

imagem contendo a face isolada.
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Figura 4.3: Detecção de olhos e correção da inclinação da face. (a) Face detectada - com
inclinação; (b) divisão da face em regiões de interesse; (c) olhos detectados dentro das regiões
de interesse; (d) face com inclinação corrigida.

Aplicação de modelo antropométrico

Posteriormente, aplica-se um modelo antropométrico que, tendo as coordenadas e a

distância entre os olhos, delimita as áreas correspondentes as características faciais olhos, boca

e sobrancelhas (Figura 4.4(b)). Com essa delimitação a tarefa de FeD é otimizada, pois somente

as regiões que interessam são consideradas.

Identificação de pontos extremos sobre as características faciais

Na FeD, os pontos sobre as extremidades das características faciais são demarcados

automaticamente e armazenados em um vetor, chamado vetor de pontos extremos. Para olhos

e boca, são obtidos primeiramente os limites horizontais (eixo x) e posteriormente os verticais

(aproximadamente na metade da distância entre os extremos horizontais). Para as sobrancelhas,

são obtidos apenas os pontos horizontais, sendo eles os extremos em sua parte interna, e na

externa são os coincidentes sobre o eixo horizontal dos cantos externos dos olhos. A Figura 4.4

exemplifica o processo de obtenção das extremidades das características faciais.

Avaliação dos pontos extremos encontrados

Os pontos extremos, anteriormente identificados, passam por uma validação que tem

como objetivo evitar que falhas ocorridas na identificação desses pontos perturbem a execução

dos processos seguintes da aplicação. Nesta validação são verificadas as coordenadas dos pon-

tos para que se garanta que os pontos estejam sobre aéreas esperadas. Por exemplo, espera-se

que os pontos extremos internos horizontais dos olhos estejam em uma posição (altura) pró-

xima sobre o eixo vertical (y), e abaixo dos pontos das sobrancelhas, considerando uma leitura

a partir do canto superior esquerdo da imagem.
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Figura 4.4: Deteção de pontos de interesse sobre características faciais. (a) Imagem com os
centros dos olhos detectados; (b) modelo antropométrico aplicado sobre a face; (c) detecção de
extremidades nas características faciais de interesse.

Abaixo, especificações resumem o segundo módulo:

 !"#$%& "'(')*+% "' ),-,)('-./(0),/ 1,)0,0/2

'3(-,",& 0 ,4' )%3('3"% 1,)'5 4'-,", 6'$%  !"#$% ,3('-0%-2

6-%)'//%& 78 "090"0- , 0 ,4' "' '3(-,", ' -'40:'/ "' 03('-'//' ' /%;-' '$,/ 1,<'-

;#/), 6'$% )'3(-% "%/ %$=%/>

?8 /' =%#9'- "'(')*+% "' , ;%/ %/ %$=%/5 /'4#0- ,% 6-!@0 % 6,//%5 /'3+%5

'3)'--,- , '@')#*+% "'/('  !"#$% ' '@')#(,- 3%9, '3(' %  !"#$% ,3('-0%->

A8 /' =B 03)$03,*+% -'$'9,3(' 3, 1,)'5 )%--040C$, ' -'(%-3,- , '@')#(,- %

6,//% 75 /'3+%5 /'4#0- ,% 6-!@0 % 6,//%>

D8 ,6$0),- %  %"'$% ,3(-%6% E(-0)% /%;-' , 0 ,4' ", 1,)'>

F8 '3)%3(-,- %/ 6%3(%/ '@(-' %/ /%;-' ,/ ),-,)('-./(0),/ 1,)0,0/>

G8 ,9,$0,- 6%/0)0%3, '3(% "%/ 6%3(%/ '@(-' %/ '3)%3(-,"%/>

H8 ),/% =,I, ,$4# , 03)%31%- 0","' 3%/ 6%3(%/ '@(-' %/5 '3)'--,- , '@')#*+%

"'/('  !"#$% ' '@')#(,- 3%9, '3(' %  !"#$% ,3('-0%- J"'(')*+% "' 1,)'/8>
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4.2.3 Etapa 3: classificação da expressão facial

Se as coordenadas dos pontos das características faciais contidos no vetor de pontos

extremos forem corretamente identificadas, executa-se o módulo de classificação de expressões

faciais. Inicialmente assume-se o primeiro vetor de pontos extremos como sendo de face neutra

e após, obtêm-se os estados das características faciais (boca aberta, olhos fechados etc) pelos

dados deste vetor. O resultado será um outro: o vetor de estados das características faciais

para face neutra. Todos os demais vetores de estados subsequentes são considerados como

contendo expressão.

Posteriormente o vetor de pontos extremos é submetido a um algoritmo de rastreamento,
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que tenta ajustar estes pontos à imagem do próximo frame. Após o rastreamento, um novo

vetor de pontos extremos é obtido e seus pontos são avaliados (da mesma forma como ocorreu

no módulo anterior) para verificação de anomalias no posicionamento sobre as características

faciais. Caso haja alguma anomalia, o processo é interrompido e reiniciado no primeiro módulo.

Não havendo inconsistências no posicionamento dos pontos, como ocorreu com a face neutra,

a partir do vetor de pontos extremos da face contendo expressão é obtido o vetor de estados das

características faciais para face com expressão.

No etapa seguinte é realizada a diferença entre os vetores de estados das características

faciais de face neutra e com expressão. Essa diferença resulta no vetor de características,

que é normalizado e submetido à uma rede neural. Essa rede neural classifica o estado das

características faciais de acordo com o sistema FACS, ou seja, sua saída são expressões faciais

na forma de um vetor de AUs.

A seguinte caixa possui as especificações sobre a terceira etapa:

 !"#$%& '$())*+*'(,-% "( ./01.))-% +('*($2

.341("(& 5.4%1 '%34.3"% '%%1".3("() "%) 0%34%) ./41. %) "() '(1('4.16)4*'() +('*(*)2

01%'.))%& 78 '()% ).9( ( 01* .*1( *4.1(,-%: '%3)*".1(1 % 01* .*1% 5.4%1 ". 0%34%)

./41. %) '% % ).3"% ". # ( +('. 3.#41(;

<8 '()% ).9( ( 01* .*1( *4.1(,-%: %=4.1 % 5.4%1 ". .)4("%) "( +('. 3.#41( "%

5.4%1 ". 0%34%) ./41. %) "( +('. 3.#41(;

>8 0.$% 5.4%1 ". 0%34%) ./41. %): 1()41.(1 0%34%) )%=1. % +1( . ).?#*34.;

@8 (5($*(1 %) 0%34%) 1()41.("%) . A(5.3"% *3'%3+%1 *"(".): 1.*3*'*(1

./.'#,-% "% 01* .*1%  !"#$%: ).3-%: ).?#*1 % 01!/* % 0())%;

B8 %=4.1 5.4%1 ". .)4("%) ". +('. '% ./01.))-%;

C8 '1*(1 5.4%1 ". '(1('4.16)4*'() "( "*+.1.3,( .341. 5.4%1 ". .)4("%) "(

+('. 3.#41( . '% ./01.))-%;

D8 )#= .4.1 5.4%1 ". '(1('4.16)4*'() ( 1.". 3.#1($2

)(6"(& 5.4%1 ". EF) +%13.'*"( 0.$( 1.". 3.#1($2

4.2.4 Etapa 4: inferência da emoção

A etapa de classificação da expressão facial fornece um vetor de AUs extraídos das

expressões faciais obtidas da face capturada. Como visto na seção 2.3.2, pela combinações de

AUs é possível determinar a emoção manifestada por uma expressão facial. É desse método

que o módulo corrente se utiliza para obter as emoções de uma face.

A inferência de emoções é realizada por uma árvore de decisão, que retorna a emoção

correspondente a um conjunto de AUs. Pode-se ver este processo detalhado na caixa abaixo:
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 !"#$%& '()*+,(-'. ". * %/0%1

*(2+.".& 3*2%+ "* 4561
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>9 -.6% *?'62.  .'6 .$@# )+. * 7.+. $*+A *?*-#2.+ (%3. *(2* %  !"#$% "*

-$.66')'-./0% ". *?7+*660% ).-'.$A 6*(0%A *(-*++.+ *?*-#/0% ". .7$'-./0%1

6.B".& * %/0%1

O fluxograma presente na Figura 4.5, mostra todos os módulos que compõem a aplica-

ção a partir da visão dos subprocessos.

4.3 Métodos aplicados

A Figura 4.1 exibe as etapas da aplicação construída para identificar emoções, que na

seção anterior foi detalhada passo a passo. Entretanto, e execução dessas etapas depende da

aplicação de diversas técnicas e métodos, entre eles, os principais estão ilustrados na Figura

4.6. As próximas seções aprofundam as descrições sobre os métodos empregados em cada uma

das quatro etapas da aplicação.

4.3.1 Detecção da face

Para a detecção de face (Figura 4.2), é aplicado um classificador de faces baseado em

Haar-like features (Método de Viola-Jones (VIOLA; JONES, 2001)). Pela categorização de

Yang, Kriegman e Ahuja (2002) este é um método baseado em aparência, pois utiliza um con-

junto de imagens como base em sua construção (treino) para obter um padrão que é procurado

em sua execução.

Mais detalhes sobre este classificador podem ser encontrados na seção 2.2.3, na subse-

ção Viola-Jones. Este e outros classificadores baseados no mesmo método e que foram empre-

gados neste trabalho são fornecidos pela biblioteca OpenCV.

4.3.2 Detecção de características faciais

Métodos de Processamento de Imagem e de Visão Computacional contidos na biblio-

teca OpenCV (BRADSKI; KAEHLER, 2008) são utilizados para a detecção de características

faciais. Subsequente a obtenção da imagem da face, é realizada sobre ela uma normalização,

com o ajuste de inclinação e de escala; segmentação, isolando as regiões de interesse (olhos,
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Figura 4.5: Fluxograma da aplicação.

boca, sobrancelhas); e melhorias na qualidade da imagem para favorecer a obtenção de dados

das características faciais e seus estados.

O primeiro passo desta etapa é a correção da inclinação da face, e para isto é utili-

zado o centro dos olhos como referência. Na detecção do centro dos olhos é aplicado como

classificador o método de Haar-like features, o mesmo da detecção da face. Para simplificar

este processo, o classificador é aplicado somente sobre regiões prováveis de ocorrência, que

se tratam das partes superiores da face, como mostrado na Figura 4.3(b). Tendo em mãos as
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Figura 4.6: Métodos aplicados e suas áreas de pesquisa de origem.

coordenadas dos centros dos olhos obtidas pelo classificador (Figura 4.3(c)), obtém-se o ângulo

de inclinação da face pela Equação (4.1) (onde (x1,y1) e (x2,y2) são coordenadas do centro

olho direito e esquerdo respectivamente). Em seguida, aplicando uma transformação afim de

rotação de matrizes, executa-se a correção dessa inclinação rotacionando a imagem ao ângulo

zero entre os centros dos olhos (Figura 4.3(d)). Neste processo, o centro da imagem é consi-

derado como ponto de origem e o ângulo zero é encontrado quando os dois pontos dos centros

dos olhos estão no mesmo no eixo horizontal (y1 = y2). Esta correção de inclinação é útil para

evitar perturbações que podem ocorrer na identificação dos estados das características faciais,

como exemplo, saber se um canto da boca está mais inclinado do que o outro. Ela também é

necessária para que o modelo antropométrico seja posicionado sobre as regiões corretas.

θ = tan−1
(
|y1− y2|

x2− x1

)
(4.1)

Após a inclinação corrigida, a imagem da face é redimensionada para o tamanho de

100×100 pixels, que segundo (TIAN; KANADE; COHN, 2005) é uma resolução suficiente

para detecção de características faciais. Essa medida é tomada para otimizar o processamento,

porém caso a imagem original tenha resolução inferior a essa, o redimensionamento tem pouco

efeito. Em seguida, é aplicado o modelo antropométrico de Sohail e Bhattacharya (2006), que

partindo dos centros dos olhos (Figura 4.4(a)), permite demarcar as regiões dos olhos, boca e

sobrancelhas (Figura 4.4(b)). Sobre a região das características faciais, são empregadas diversas
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técnicas de Processamento de Imagem que foram consideradas úteis no auxílio à obtenção de

pontos sobre as extremidades das características. Sequencialmente são utilizados os métodos:

(a) conversão da imagem para tons de cinza, (b) correção de histograma, (c) realce de contraste,

(d) filtro bilateral (BRADSKI; KAEHLER, 2008), (e) operação morfológica de abertura (ape-

nas sobre os olhos), (f ) obtenção de imagem binária (pelo método de limiarização adaptativa) e

(g) eliminação de pequenas ilhas e de (h) vales na imagem com o algoritmo de preenchimento

Flood Fill (BRADSKI; KAEHLER, 2008). Posteriormente é (i) demarcada uma área retangular

delimitada pelos contornos presentes em uma imagem, em que é realizada a busca pelos (j) pon-

tos extremos das características faciais. Uma exceção ocorre com os olhos, que têm os pontos

extremos localizados, mas isso não acontece dentro uma região específica. O motivo para isso,

é que os olhos nem sempre apresentam, após a aplicação dos métodos de Processamento de

Imagens, uma área contínua (principalmente devido a esclera1). Dessa forma, uma demarcação

poderia eliminar parte dessa característica.

Para as sobrancelhas, são obtidos apenas os pontos horizontais, sendo eles os extremos

em sua parte interna (pontos 2 e 3), e na externa (pontos 1 e 4) são os que coincidem, aproxima-

damente, sobre o eixo horizontal dos cantos externos dos olhos (pontos 5 e 12). Essa medida foi

tomada para definir explicitamente um limite externo da sobrancelha, que tem comportamento

indefinido (se encontra com os cabelos, é mais curta, se curva em direção aos cantos horizontais

externos dos olhos etc). Em relação aos olhos, os pontos extremos verticais (pontos 6, 7 e 10,

11) são posicionados no eixo horizontal, na metade da distância entre os pontos extremos (pon-

tos 5, 8 e 9, 12), mais 1/6 dessa distância para o olho direito e menos 1/6 da respectiva distância

para o olho esquerdo. A Tabela 4.1 descreve a posição dos pontos sobre as extremidades das

características faciais, que informam o estado dessas características. A Figura 4.7 contém a

disposição dos 16 pontos, que depois de posicionados ficarão como mostrado na Figura 4.4(c).

Na Figura 4.8 é possível visualizar a aplicação dos métodos Processamento de Imagens

e seus resultados. Esta operação realiza uma melhoria na qualidade das imagens das regiões de-

finidas pelo modelo antropométrico e se estende até a obtenção dos pontos extremos, utilizados

para a classificação das expressões faciais.

4.3.3 Classificação da expressão facial

Com as coordenadas de alguns pontos nas extremidades das características faciais,

pode-se calcular o deslocamento que ocorre sobre estes pontos em um intervalo de tempo de-

terminado, sendo assim possível encontrar os respectivos AUs definidos em FACS (EKMAN;

1Esclera: área do olho de coloração branca adjacente a íris.
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Tabela 4.1: Descrição dos pontos extremos de características faciais.

Figura 4.7: Pontos extremos sobre características faciais.

FRIESEN; HAGER, 2002a). Um exemplo que pode ser utilizado é o baixar e o aproximar das

sobrancelhas, movimentação que pelo FACS representa o AU 4, que pode ser identificado pelo

comportamento de pontos nesta característica. O vetor de pontos extremos, obtidos na FeD,

contém essas coordenas necessárias para calcular o estado das características faciais.

Os pontos extremos depois de obtidos passam a ser rastreados, o que reduz o custo

computacional da aplicação, que deixa de executar os dois primeiros módulos (FaD e FeD), se
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Figura 4.8: Etapas/métodos para obtenção de pontos extremos sobre características faciais. (a)
Conversão da imagem para tons de cinza; (b) correção de histograma; (c) realce de contraste;
(d) filtro bilateral; (e) operação morfológica de abertura (apenas sobre os olhos); (f) obtenção
de imagem binária (limiarização adaptativa); (g) eliminação de pequenas ilhas; (h) eliminação
de vales; (i) demarcação de contornos; (j) posicionamento de pontos extremos.
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concentrando nos dois seguintes. O rastreamento é realizado utilizando o método Pyramidal

Lucas-Kanade, implementado na biblioteca OpenCV (WILLOW GARAGE, 2010). Os pontos

rastreados são avaliados após cada frame e devem obedecer um conjunto de premissas contidas

na Tabela 4.2.

Tabela 4.2: Regras de posicionamento dos pontos sobre características faciais.

Conforme descrito na Seção 4.2.3, do vetor de pontos extremos, atualizado pelo rastre-

amento de pontos, se chega ao vetor de estados das características faciais (VECF). A Tabela

4.3 descreve como os elementos do vetor de estados das características faciais são obtidos do

vetor de pontos extremos. Considera-se o primeiro vetor resultante sendo de uma face neutra

(VECFn) e os subsequentes de face com expressão ou não (VECFe). Da subtração entre os veto-

res de estados das características faciais de uma face neutra com uma com expressão resulta-se

o vetor de características (VC), que tem seus elementos normalizados com base na distância

entre os cantos internos dos olhos (DO - pontos 8 e 9), conforme Equação 4.2. A normalização

é necessária para corrigir diferenças de escala na imagem, isto é, evitar que sejam comparados

dados coletados entre faces com diferentes proximidades da câmera. Já, a opção pelos cantos

internos dos olhos foi adotada, pois a distância entre eles não se altera mesmo com a presença

de expressões faciais. Após essa primeira normalização, o vetor resultante é novamente nor-

malizado, dessa vez para manter seus valores escalares entre -1 e 1. Neste caso é feita uma

busca pelo maior valor absoluto, que tem seu módulo utilizado para normalizar todo o vetor.

O vetor de características resultante (VCN) é então submetido à classificação para obtenção de
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AUs presentes na expressão facial.

VC =
17

∑
i=1

(
VECFe(i)

DOe
−
VECFn(i)

DOn

)
. (4.2)

Tabela 4.3: Descrição dos estados das características faciais.

A classificação dos códigos FACS é realizada por duas redes neurais tipo multi-layer

perceptron feed-forward com algoritmo de aprendizado iRPROP-, fornecidas pela biblioteca

FANN (NISSEN, 2003). Após algumas tentativas, a melhor configuração encontrada é similar

a utilizada por (TIAN; KANADE; COHN, 2001), que tem duas dessas redes neurais: uma para

os AUs superiores (AUs 1, 2, 4, 5, 6, 7 e 9) e outra para os inferiores (AUs 10, 11, 12, 15, 16, 17,

20, 22, 23, 24, 25, 26 e 27). Em sua construção, cada RNA possui uma camada oculta de 28 e 52

neurônios para os AUs superiores (RNA1) e inferiores (RNA2), respectivamente. A configura-

ção da camada oculta foi obtida multiplicando o número de neurônios das saídas de cada rede e

avaliando o seu desempenho, sendo quatro vezes o número de saídas a configuração encontrada

como mais adequada (RNA1 = 4× 7; RNA2 = 4× 13), ou seja, que convergia mais próximo

ao erro estimado de 1%. Como entrada, as redes recebem os estados das características faciais

(Tabela 4.3), formatado no vetor de características normalizado (VCN), sendo os elementos 1 a

11 para a RNA1, e 12 ao 17 para a RNA2. Os neurônios da camada de saída têm como resultado

um valor contínuo no intervalo de 0 a 1, que passam por um limiar que discretiza seu resultado

em 0 ou 1. Este limiar está ajustado para 0,5, o que significa que os neurônios que atingem a
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partir desse valor são considerados como uma ocorrência positiva (valor igual a 1) do código

AU representado por ele. A Figura 4.9 mostra a estrutura das redes neurais construídas, que têm

outros detalhes sobre desempenho no Capítulo 5.

Figura 4.9: Estrutura das redes neurais 1 (para AUs superiores) e 2 (para AUs inferiores).

Em sua aplicação prática, as redes recebem a sua parte do vetor de características (que

contém os estados das características faciais) de cada frame lido. Da mesma forma, para cada

frame lido é retornado o vetor de AUs, utilizado posteriormente na inferência da emoção.

4.3.4 Inferência da emoção

Algumas combinações de AUs estão presentes em expressões faciais que ilustram as

emoções básicas (EKMAN; FRIESEN; HAGER, 2002b). Conhecidos os AUs contidos em

uma expressão facial, é possível obter a emoção por eles representados. Por exemplo, a emoção

de medo pode ser caracterizada pela presença dos AUs 1+2+4+5+25, conforme Tabela 2.1.

Essa mesma tabela foi a base da construção de uma árvore de decisão encarregada de classificar

emoções de AUs, conforme descrito nesta seção.

Todas as possíveis combinações da Tabela 2.1 foram retabuladas considerando os AUs

1, 2, 4, 5, 6, 7, 9, 10, 11, 12, 15, 16, 17, 20, 22, 23, 24, 25, 26 e 27. Nesta nova tabela

foram retirados os AUs 54 e 64 e as medidas de intensidade e simetria, por serem dispensáveis

(opcionais) na inferência e não detectáveis pela aplicação. A tabela resultante contém 116

possíveis combinações entre as seis emoções básicas (7 para surpresa, 15 para medo, 2 para

alegria, 24 para tristeza, 6 para repulsa, e 60 para raiva).

Esta tabela contendo 116 combinações para as seis emoções básicas foi submetida a

ferramenta See5 (RULEQUESTRESEARCH, 2001) para a construção da árvore de decisão
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(chamada de em1) e de um conjunto de regras (chamado de em2). See5 é a versão comercial e

atualizada do algoritmo de classificação C4.5 (QUINLAN, 1993), que é utilizada para a indução

de árvores de decisão ou conjunto de regras com base nas informações contidas em uma base

de dados. A Figura 4.10 exibe a árvore de decisão construída pelo See5 sobre a tabela de

combinações de AUs. Pode-se ver nesta figura que a existência de determinados AUs (caixas)

denuncia uma provável emoção (elipses).

Figura 4.10: Árvore de decisão sobre emoção baseada na presença de AUs

As definições contidas na árvore de decisão (em1) (Figura 4.10) e no conjunto de regras

(em2) foram implementadas dentro do quarto módulo da aplicação, utilizando para isto cadeias

de “ifs” para realizar as inferências de AUs para emoções. Estas implementações recebem como

entrada 20 AUs considerados na aplicação na forma de um vetor, fornecido pelas redes neurais.

O vetor de AUs é constituído por variáveis booleanas em que cada elemento corresponde a um

AU específico, conforme pode ser visto na Figura 4.11.

Figura 4.11: Exemplo de vetor de AUs.

Uma terceira forma de inferência de emoções, mais simplificada, foi implementada

(renomeada como em3). Ela utiliza um conjunto de regras desenvolvido por Lucey et al. (2010),
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mostrado na Tabela 4.4. Esse inferidor (em3) é utilizando em conjunto com os outros dois (em1

e em2) para obtenção da emoção inferida (emX). É realizada uma eleição, sendo eleita como

emoção, aquela que ocorrer mais vezes entre os inferidores. Caso não haja concordância entre

os três inferidores, é eleita a emoção de em1. Havendo condições favoráveis (face e centro de

olhos detectados, regras na Tabela 4.2 atendidas), este processo é realizado sobre cada frame,

em tempo real, durante a execução do sistema.

Tabela 4.4: Regras de emoções de acordo com ocorrência de determinados AUs.
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5 AVALIAÇÃO DO SISTEMA

Para analisar o desempenho alcançado pela aplicação na tarefa de obter os códigos

FACS e posteriormente as seis emoções básicas, tornou-se necessário o uso de bases de faces

que contivessem esses dados em suas imagens. Nesse sentido, foram selecionadas três bases:

JAFFE (The Japanese Female Facial Expression Database) (LYONS et al., 1998), CK+ (The

Extended Cohn-Kanade Dataset) (LUCEY et al., 2010) e MPI-FVD (Max Planck Institute Face

Video Database) (MPI, 2011).

A base JAFFE contém 213 imagens estáticas, em tons cinza, com resolução de 256×

256 pixels, de 10 mulheres japonesas expressando, cada uma, as seis expressões básicas, além

da expressão neutra. Já a CK+ contém 593 sequências de imagens estáticas, em tons de cinza e

coloridas (poucos exemplos), com resolução de 640×490 ou 640×480 pixels, de 123 pessoas

de sexos e etnicidades variadas, que realizam diversas expressões faciais, registradas em forma

de códigos FACS e emoções básicas (em alguns casos). A última base utilizada é a MPI-

FVD, que apresenta 246 vídeos coloridos, com resolução de 786× 576 pixels, de uma pessoa

executando códigos FACS em ângulos de captura variados.

Como a aplicação opera sobre imagens em sequência, as imagens estáticas da base CK+

foram transformadas em vídeos. O mesmo não pode ser realizado com a base JAFFE, que não

possui imagens da transição entre a face neutra e com expressão. Neste caso, é realizada apenas

a comparação entre imagem da face neutra e com expressão, eliminando a etapa de rastreamento

de pontos.

Nas próximas seções são encontradas descrições dos experimentos realizados, bem

como a análise dos resultados obtidos. Finalizando o capítulo, a Seção 5.2 traz um parecer

onde considerações sobre os dados coletados e seus resultados são expostos.
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5.1 Experimentos

Desde o início da implementação até as últimas validações, foram utilizados dados das

bases de faces consideradas neste trabalho. Sua função foi de auxiliar em ajustes da aplicação,

testes de classificadores e ser base para avaliação do desempenho do sistema.

Foram conduzidos alguns experimentos de avaliação realizados dentro de três cenários,

que foram construídos para atender a diferentes formas de classificação ou de ambientes, onde

foram submetidas as amostras. A Tabela 5.1 contém os dados que identificam cada cenário e

seus experimentos, com informações sobre base utilizada, que tiveram como objetivos obter o

desempenho na classificação de AUs e na inferência de emoções.

Tabela 5.1: Cenários e experimentos utilizados para avaliação da aplicação.

Os resultados obtidos pela aplicação nos diversos experimentos foram medidos pelas

equações 5.1, quando se utiliza a amostra como referência, e 5.2 quando são tomados os AUs

como base (TIAN; KANADE; COHN, 2001).

Taxa de reconhecimento=
número total de exemplos da amostra reconhecidos corretamente

número total de exemplos da amostra
.

(5.1)

Taxa de reconhecimento=
número total de AUs reconhecidos corretamente

número total de AUs
. (5.2)

A medida de desempenho de taxa de reconhecimento (TREC), normalmente empregada

em trabalhos relacionados, identifica quanto o sistema classificou corretamente os exemplos

conforme o esperado, ou seja, seu sucesso1. Em se tratando de exemplos da amostra como

base, um resultado esperado é uma classificação que retorne a combinação exata de códigos

1Sucesso: exemplo é classificado corretamente. Erro: exemplo é classificado erroneamente.
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AUs presentes em um exemplo, ou a mesma emoção (conforme Equação 5.1). Utilizando AUs

como base, o resultado obtido é a proporção de AUs corretamente classificados em relação

ao número de AUs (conforme Equação 5.2). Além da taxa de reconhecimento, será utilizada

a taxa de VP e a taxa de VN (KOHAVI; PROVOST, 1998), adotadas por serem consideradas

adequadas para expressar o desempenho da aplicação. Mais detalhes sobre os resultados obtidos

nos experimentos são descritos nas próximas seções.

5.1.1 Pré-avaliação

O objetivo da pré-avaliação foi realizar, durante a implementação da aplicação, testes

sobre o sistema. Para isso, foi utilizada uma amostra com dados das bases de faces consideradas

no trabalho. Essa amostra era pequena e composta por pouco mais de 30 imagens, variadas o

suficiente para que fossem capazes de fornecer alguns dos desafios contidos na Figura 2.13,

como variação de luminosidade (alta ou baixa), baixa qualidade (resolução baixa) e inclinação

da face. Estas imagens foram submetidas ao sistema de forma a constatar problemas e reali-

zar ajustes, principalmente em relação a FaD e FeD, mas também no retreinamento das redes

neurais utilizadas no trabalho.

Após obtidos valores considerados satisfatórios, durante a implementação e testes ini-

ciais, foi realizado um teste final mais abrangente, utilizando uma amostra de dados maior para

que os últimos ajustes fossem feitos. De posse dos resultados desse teste, foi levantada uma

série de constatações que levaram a alterações na aplicação, descritas nos próximos parágrafos.

Originalmente, havia a necessidade de utilizar novamente o classificador de detecção de

olhos após a inclinação da face ser realizada, para que fosse identificado o novo posicionamento

dos olhos. Isso foi dispensado, pois as coordenadas dos olhos na face sem inclinação passaram

a ser identificados apenas calculando a rotação específica desses dois pontos ao ângulo correto.

Os dados do vetor de características (o que é enviado às redes neurais) eram normali-

zados apenas com base na distância entre os cantos internos dos olhos (pontos 8 e 9). Porém,

a normalização agora passa a considerar os cantos externos dos olhos (pontos 5 e 12) para re-

forçar essa distância. Para isso, tomando como base estudos de Farkas e Munro (1987), onde

sabe-se que a distância entre os cantos internos dos olhos é aproximadamente a largura de um

olho, utiliza-se os pontos externos dos olhos para encontrar de forma mais robusta a distância

entre os cantos internos dos olhos. Isso garante uma normalização dos dados mais confiável,

pois minimiza efeitos de um ponto mal posicionado sobre o olho.

Foi alterada a normalização dos dados de entrada da RNA. Inicialmente, os valores
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eram normalizados pelo módulo do maior valor absoluto do vetor de características, porém foi

constatado que o intervalo de -1 a 1, utilizado na normalização, já encontrava-se presente nos

dados não normalizados. Nos casos de exceção, em que valores ultrapassarem os limites infe-

riores ou superiores, estes recebem o valor de limite. Devido a essa alteração, foram treinadas

novamente as RNAs com pesos normalizados pela nova definição.

A ordem de avaliação das regras apresentada na Tabela 4.4, utilizada pelo inferidor em3,

que verificava em sequência as regras para surpresa, medo, alegria, tristeza, repulsa e raiva, foi

alterada para a ordem alegria, raiva, repulsa, medo, surpresa e tristeza. Isso foi necessário, pois

existem alguns códigos AUs em comum nas emoções de surpresa e medo, e medo e tristeza, que

na nova ordenação possibilitam verificação de regras mais complexas antes das mais simples.

5.1.2 Cenário 1

O primeiro cenário foi criado com o intuito de avaliar o desempenho da aplicação cons-

truída sobre as bases de faces consideradas, tanto na classificação de códigos FACS, quanto na

inferência de emoções . Conforme já exibido na Tabela 5.1, foi executado um experimento para

avaliar a classificação de códigos FACS e outro para a inferência da emoção, como descrito a

seguir.

Experimento 1: classificação de códigos FACS

Foram consideradas neste experimento, amostras de 468 exemplos sobre a base CK+, e

de 20 exemplos sobre a MPI-FVD. Entretanto, devido problemas nas etapas de FaD e FeD (ver

seção 5.2), 195 e 3 exemplos das respectivas bases foram descartados das amostras.

Considerando que a amostra válida da base CK+ é composta por 273 exemplos, a taxa

de reconhecimento sobre a amostra foi 8,79% (conforme Tabela 5.2). Em outras palavras, em

8,79% da amostra os 20 códigos AUs esperados foram corretamente inferidos, ou seja, foram

exatamente os mesmos. Porém, analisando separadamente os AUs inferiores (1, 2, 4, 5, 6, 7 e 9)

e superiores (10, 11, 12, 15, 16, 17, 20, 22, 23, 24, 25, 26 e 27), a taxa de reconhecimento sobre

a amostra foi de 49,82% e 22,71% respectivamente. Isso demonstra que existe um problema

maior na classificação dos AUs inferiores.

Conforme exibido na Tabela 5.3, considerando códigos AUs, a taxa de reconhecimento

é de 53,83% na base CK+. Dividindo esse percentual entre AUs superiores e inferiores, as taxas

são de 45,43% e 61,61%, respectivamente. Nota-se que, agora, a taxa de reconhecimento para

os AUs inferiores obteve um desempenho melhor. Isso se deve ao fato de a representividade
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Tabela 5.2: AUs na base CK+: taxas de reconhecimento sobre a amostra.

dos AUs inferiores ser maior: são 13 códigos, contra 7.

Tabela 5.3: AUs na base CK+: taxas de reconhecimento sobre total de AUs.

Também foram obtidos resultados de 17 exemplos da base MPI-FVD. A Tabela 5.2

mostra que a taxa de reconhecimento sobre a amostra foi de 5,88%, 58,82% sobre os AUs

superiores e 11,76% sobre os AUs inferiores. Em relação a taxa de reconhecimento sobre

AUs (Tabela 5.3), o desempenho sobre todos AUs foi de 60,00%, 42,86% sobre os superiores

e 69,23% sobre os inferiores. A base MPI-FVD apresentou resultados pouco melhores em

relação a CK+, porém a sua amostra é muito pequena. O comportamento entre as bases em

relação a AUs superiores e inferiores é similar, demonstrando que de fato há mais problemas na
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classificação de AUs inferiores.

Experimento 2: inferência de emoção

No segundo experimento do cenário 1, foram utilizadas amostras de 381 exemplos sobre

a base CK+ e de 213 exemplos sobre a base JAFFE. Da mesma forma como ocorreu com o

experimento 1 (pelos mesmos motivos), foram descartadas 157 e 56 exemplos das respectivas

bases.

A maior taxa de reconhecimento de emoções para a base CK+ foi de 28,57%, com taxa

média de reconhecimento por emoção de 37,47% ± 26,40%. Esse desempenho foi obtido pelo

inferidor em1, conforme listado pela Tabela 5.4.

Tabela 5.4: Taxa de reconhecimento de emoções na base CK+.

Pode-se ver na Tabela 5.5 o desempenho do inferidor em1 sobre cada emoção. É visível,

pelos resultados, uma tendência para inferência sobre as emoções de medo e neutra, que foram

as únicas a atingirem percentual de reconhecimento dentro do esperado (os sucessos ocorreram

em maior número na própria emoção).

Tabela 5.5: Matriz de confusão para o inferidor em1 sobre a base CK+.

O experimento sobre a amostra da base JAFFE obteve melhor desempenho com infe-

ridor em3, que atingiu uma taxa de reconhecimento um pouco menor em relação a base CK+:
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27,39%, com taxa média de reconhecimento por emoção de 27,56% ± 18,87% (Tabela 5.4). O

desempenho do inferidor em3 sobre cada emoção pode ser visto na Tabela 5.6. Constata-se que

surpresa, tristeza e medo foram inferidas com maior percentual em outras emoções, e que existe

uma tendência de inferência nas emoções de raiva ou neutra.

Tabela 5.6: Matriz de confusão para o inferidor em3 sobre a base JAFFE.

5.1.3 Cenário 2

Considerando que os resultados apresentados no cenário 1 mostraram-se deficientes

na inferência de emoção através de códigos FACS, foi criado o cenário 2, para avaliar uma

alternativa a atual inferência de emoções. Trata-se de uma rede neural que combina as RNA1

e RNA2 em uma única rede. Ela foi construída utilizando a mesma estratégia de construção e

a mesma base de dados utilizada nas RNA1 e RNA2 (JAFFE e CK+), porém, considerando e

tendo apenas como saída as emoções básicas. A rede construída possui 17 neurônios de entrada

(os dois vetores da RNA1 E RNA2), duas camadas ocultas com 25 neurônios cada e sete saídas

(emoções básicas + neutra). Ela foi chamada de RNA-EMO.

No cenário 2, foram utilizadas as mesmas amostras selecionadas no cenário 1, exceto

a base MPI-FDV, que foi descartada por não apresentar emoções. A taxa de reconhecimento

obtida pela RNA-EMO sobre emoções na base CK+ foi de 57,14%, com taxa média de reconhe-

cimento por emoção de 59,61%± 23,43% (Tabela 5.7). A Tabela 5.8 discrimina o desempenho

da RNA-EMO sobre cada emoção, onde constata-se uma tendência geral para classificação de

emoção neutra e uma grande confusão na classificação de raiva.

Tabela 5.7: Taxa de reconhecimento de emoções da RNA-EMO sobre a base CK+.
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Tabela 5.8: Matriz de confusão da RNA-EMO sobre a base CK+.

A amostra da base JAFFE obteve desempenho inferior em relação a CK+ com a RNA-

EMO: sua taxa de reconhecimento foi de 43,95%, com taxa média de reconhecimento por

emoção de 44,88% ± 24,29% (Tabela 5.7). Analisando a Tabela 5.9, nota-se uma tendência na

classificação da emoção de raiva, além de uma completa confusão na classificação da emoção

de medo.

Tabela 5.9: Matriz de confusão da RNA-EMO sobre a base JAFFE.

5.1.4 Cenário 3

Um último cenário foi criado para testar e avaliar a aplicação sobre o ambiente foco de

sua construção: aquele em que há captura de imagens por webcam de usuários a frente do com-

putador. Para isso foram utilizadas imagens coletadas de uma pessoa a frente do computador,

executando expressões faciais emocionais, por diferentes webcams, em diferentes configura-

ções.

Foram utilizadas na coleta de dados do Cenário 3, três webcams: Logitech QuickCam

Pro 5000 (cam1), A4 Tech PK-5 (cam2) e a câmera embutida do netbook Asus EeePC 1000H

(cam3). Por meio dessas webcams foram coletadas cinco amostras, onde em cada uma foi

executada a sequência das emoções de medo, surpresa, repulsa, tristeza, alegria e raiva, totali-

zando 30 exemplos. A cam1 e a cam2 capturaram, cada uma, uma sequência com resolução
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de 320×240 pixels e outra com resolução de 640×480 pixels. A cam3 capturou apenas uma

sequência com resolução de 640×480 pixels.

As amostras do Cenário 3 foram submetidos a inferência da emoção ao em1, em2, em3

e RNA-EMO. As taxas de reconhecimento foram, respectivamente, 46,67%, 56,67%, 60,00%,

e 63,33%. Em todos os inferidores foi constatado algum grau de tendência na obtenção de

emoções, mas a RNA-EMO obteve melhores resultados, justamente por manter um equilíbrio

maior na classificação individual das emoções.

5.2 Avaliação dos resultados

Os resultados obtidos pelo trabalho e descritos nas seções anteriores, foram atingidos

após a execução de várias etapas da aplicação. Inicialmente, é realizada a detecção da face, em

seguida a detecção de características faciais, posteriormente a classificação das características

faciais, finalizando com a inferência da emoção. Cada uma dessas etapas é dependente da ante-

rior (Figura 5.1) e pode encontrar obstáculos a ultrapassar, como os problemas de classificação

originados por motivos mostrados na Figura 2.13. Isso significa que o desempenho máximo do

sistema é relacionado com a combinação dos desempenhos de cada etapa.

Figura 5.1: Dependência entre etapas do sistema.

Considerando essa dependência, é possível ter dois grupos de avaliação: específico,

sobre as etapas; geral, do sistema como um todo. A próxima seção avaliará o desempenho

específico das etapas de classificação expressão facial e inferência de emoção.
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5.2.1 Desempenho dos inferidores e classificadores

Foram construídas duas RNAs para realizar a classificação de expressões faciais sobre

códigos FACS, RNA1 e RNA2. A RNA1 obteve taxa de reconhecimento de 27,88% sobre a

amostra e 88,61% sobre os AUs. Já a RNA2 obteve taxa de reconhecimento de 40,38% sobre a

amostra e 83,65% sobre os AUs, conforme Tabela 5.10.

Tabela 5.10: Desempenho de treinamento das RNAs.

Comparando os resultados obtidos no Cenário 1, na base CK+, com os obtidos sobre a

amostra de teste da RNA1 e RNA2, se torna evidente que o comportamento das redes se reflete

nos resultados da aplicação. As taxas de reconhecimento sobre amostra para AUs superiores

foram maiores do que para os inferiores; e as taxas de reconhecimento sobre AUs foi maior para

os AUs inferiores do que para os superiores, em ambos os casos.

Diferentemente do comportamento similar encontrado nos resultados dos inferidores de

emoção e redes neurais classificadores de FACS, em testes e em uso pela aplicação, o desempe-

nho da RNA-EMO sobre a amostra de teste (89,87% de taxa de reconhecimento - Tabela 5.10)

é um pouco diferente dos encontrados na aplicação. Os resultados expandidos dos testes da

RNA-EMO (Tabela 5.11) apresentam valores equilibrados, entre 80% e 100%, mas na aplica-

ção, essa faixa ficou entre 14,81% e 86,67% (Tabela 5.8). Uma possível explicação a isto é o

tamanho da amostra de teste da RNA-EMO, que possui apenas 79 casos.

Tabela 5.11: Matriz de confusão para teste da RNA-EMO sobre a base CK+.

Ambas redes (RNA1, RNA2 e RNA-EMO) utilizam em sua parametrização as bases

de faces JAFFE e CK+. As quantidades utilizadas nos treinamentos e testes, além do MSE
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(Mean Square Error) obtido no treinamento e as melhores medidas de desempenho podem ser

consultadas na Tabela 5.10.

Para inferência de emoções são utilizadas inicialmente a árvore em1, o conjunto de

regras em2, as regras em3, e o agregador de inferências emX. Embora em1 e em2 tenham

sido construídos pelo See5, a taxa de reconhecimento do conjunto de regras em2 obteve um

desempenho melhor, de 71,93% (Tabela 5.12). O desempenho de emX na avaliação sobre a

amostra de teste confirmou o seu comportamento intermediatista, que é de fornecer taxas de

reconhecimento melhores que o valor mais baixo, mas piores que o mais alto.

Tabela 5.12: Desempenho dos inferidores de emoção sobre a base CK+.

A Tabela 5.13 mostra de forma mais explícita o desempenho do inferidor em2, que teve

melhores resultados em relação aos demais. Pode-se ver que a taxa de reconhecimento da emo-

ção de surpresa (15,12%) ficou bem abaixo dos demais, sendo bastante confundida com medo

(80,23%). Embora a emoção de tristeza (76,19%) tenha apresentado um resultado superior a

surpresa, também nota-se uma confusão com raiva (14,29%) e neutra (9,52%). Essas constata-

ções realizadas especificamente sobre os inferidores, explicam o desempenho baixo obtido pela

aplicação para algumas emoções.

Tabela 5.13: Matriz de confusão para teste da em2 sobre a base CK+.

5.2.2 Desempenho do sistema

Conforme citado anteriormente, existem obstáculos dentro de cada uma das etapas que

interferem na utilização da aplicação construída. A Tabela 5.14 exibe o impacto de obstáculos



98

sobre o sistema, que ocasionou descartes de 41,67% (195 exemplos) dos 468 exemplos da base

CK+, para classificação de FACS; 41,21% de 381 exemplos da mesma base para inferência de

emoções; 26,29% de descarte sobre a base JAFFE; e 15,00% sobre a base MPI-FVD.

Tabela 5.14: Exemplos considerados e descartados de cada base de faces.

Pelos levantamentos realizados durante a coleta de dados, os principais problemas ocor-

rem na detecção de olhos e no posicionamento de pontos sobre extremidades das características

faciais. Estes problemas afetam a utilização do sistema, mas para a medida de desempenho es-

tes casos foram descartados, ou seja, entraram na avaliação somente exemplos das bases onde se

pôde executar todas as etapas da aplicação. Porém, com menos exemplos, é possível que alguns

AUs e emoções tenham sido prejudicados, devido a um possível desequilíbrio nas quantida-

des de exemplos. Dessa forma, promovendo melhorias (nas etapas de FaD e FeD) que apenas

possibilitem o sistema realizar a inferência da emoção, pode-se melhorar os seus resultados de

avaliação.

Analisando os resultados obtidos, é possível listar algumas outras medidas que podem

ser tomadas para aumentar as taxas de reconhecimento (nas etapas de classificação de expres-

sões e inferência de emoções). Considerando todos AUs, a maior taxa de reconhecimento obtida

foi de 8,79%, que é uma medida baixa, embora deva-se considerar que se tratam de 20 códigos

neste contexto. Sendo assim, foi analisada, primeiramente, a ocorrência de AUs na amostra,

e constatou-se que alguns códigos FACS possuem poucos exemplos na base, como os AUs 10

(15/981), 11 (9/981), 16 (16/981) e 22 (9/981). A partir disso foi realizado um experimento

excluindo os AUs com poucos representantes (10, 11, 16 e 22), excluindo o AU 9, que é de

difícil detecção direta pela aplicação, terminando por tratar os AUs 25, 26 e 27, devido a sua si-

milaridade (conferir Apêndice A), como sendo apenas o AU 25 (26 e 27 seriam intensidades do

25). A Tabela 5.15 mostra o resultado obtido na base CK+ após estas exclusões, onde pode-se

ver que a taxa de reconhecimento sobre a amostra nos AUs superiores passou de 49,82% para

55,68%, nos AUs inferiores de 22,71% para 26,74% e sobre todos AUs de 8,79% para 28,21%.

Outro problema constatado foi a grande ocorrência de falsos positivos (Tabela 5.16).

Isso quer dizer que as redes neurais RNA1 e RNA2 estão muito sensíveis em sua classificação,

o que dependeria da revisão de seu modelo; ou que os dados submetidos a elas estão sofrendo



99

Tabela 5.15: AUs reduzidos na base CK+: taxas de reconhecimento sobre a amostra.

alguma perturbação, que pode ser na normalização, ou mesmo na obtenção dos pontos extremos

sobre as características faciais. Entretanto, um motivo que pode explicar parcialmente o grande

número de falsos positivos, é a confusão que pode ocorrer entre AUs similares, como AU1 e

AU2, AU6 e AU7, e AU25 e AU26 (TIAN; KANADE; COHN, 2001).

Tabela 5.16: Taxas de VP e FP de AUs na base CK+.

De forma geral, o desempenho do sistema demonstrou certa fragilidade na classificação

de códigos FACS. Considerando a base CK+, que é mais completa e possui mais exemplos, a

taxa de reconhecimento sobre AUs foi de 53,83%. Esse resultado, consequentemente, afetou o

desempenho na inferência de emoção, que obteve como maior taxa de reconhecimento 28,57%

com o inferidor em1. A rede neural RNA-EMO, que não tem dependência com códigos FACS

sobre emoções, foi melhor em relação ao em1, com uma taxa de reconhecimento de 57,14%,

atingindo 86,67% de reconhecimento na emoção de repulsa e 81,82% na emoção neutra sobre

a base CK+. Surpreendentemente o melhor resultado da RNA-EMO ocorreu sobre o Cenário 3,

que foi de 63,33% de reconhecimento, porém esta base é pequena e conta com imagens de uma

única pessoa.

Embora problemas e dificuldades encontrados pelo sistema na classificação e inferência

se reflitam nos resultados já comentados nesta seção, o desempenho dos classificadores é mais

animador. Salienta-se o desempenho das RNAs (88,61% (RNA1), 83,65% (RNA2) e 89,87%

(RNA-EMO) de taxa de reconhecimento) em seu treinamento, que pode ser considerado satis-

fatório, pois é próximo ao encontrado na literatura (ver capítulo 3, Trabalhos Relacionados). O

mesmo pode ser dito sobre a árvore em2, que embora tenha um desempenho inferior (obteve

reconhecimento de 71,93%), seu resultado pode ser considerado desejável. Além disso, um ou-

tro atenuante que existe é que assim como o sistema confundiu emoções, isso ocorre em outros

sistemas de trabalhos relacionados e inclusive com humanos (SCHIANO et al., 2000; SEBE et

al., 2005). Entre as causas está a ocorrência de AUs similares em emoções diferentes, como

AUs 1 e 2, presentes nas emoções de medo e surpresa.
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6 CONSIDERAÇÕES FINAIS

As expressões faciais são formas de comunicação não verbal amplamente utilizadas em

nosso cotidiano. Elas externam, consciente ou inconscientemente, nossas manifestações em

relação aos estímulos internos e externos a que somos submetidos. Pensando em trazer emo-

ções encontradas nas relações homem-homem para homem-computador, o trabalho se propôs

a inferir a emoção expressa na face de um usuário de computador. Mais especificamente, seu

objetivo é capturar, por uma webcam, imagens do usuário, identificar nestas imagens sua face,

e nela localizar boca, olhos e sobrancelhas. Dados dessas características faciais são utiliza-

dos para obtenção de expressões faciais, em forma de códigos FACS, que são utilizados para

a inferência de emoções básicas contidas na face. Frente a isso, durante o levantamento bibli-

ográfico, foram pesquisados métodos em Processamento de Imagens, Visão Computacional e

Computação Afetiva focados no objetivo do trabalho.

Nas pesquisas para construção do referencial teórico e posteriormente nos trabalhos re-

lacionados, constatou-se a existência de várias abordagens a serem adotadas para FaD, FeD,

classificação de expressões faciais e inferência de emoções. O método de Viola-Jones (VIOLA;

JONES, 2001) mostrou-se satisfatório para FaD e parte do processo de FeD, na classificação

de olhos. Diversos métodos de Processamento de Imagens foram necessários para ajustar as

imagens das características faciais, possibilitando, assim, a localização de seus pontos extremos

e posterior rastreamento com o método Pyramidal Lucas-Kanade. Até este ponto, a biblio-

teca OpenCV (WILLOW GARAGE, 2010) foi de grande valia, fornecendo todos os métodos

utilizados na aplicação. Obtidos os dados sobre as características faciais, estes foram sub-

metidos às redes neurais que classificam as expressões faciais em códigos do sistema FACS

(EKMAN; FRIESEN; HAGER, 2002a). Os códigos FACS (AUs) obtidos, que podem indicar

a existência da manifestação de uma emoção, são utilizados por três inferidores distintos (uma

árvore de decisão; um conjunto de regras baseado nessa árvore de decisão; um conjunto de

regras construído sobre análise das combinações entre AUs e emoções) que obtêm, com base

em um conjunto de AUs uma emoção. Posteriormente, durante as avaliações, foi construída

uma rede neural como inferidor de emoções, devido a problemas na obtenção de códigos FACS
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que afetavam o desempenho da árvore de decisão. A rede neural foi selecionada como clas-

sificador de expressões faciais, devido a seu sucesso em trabalhos anteriores. Optou-se pela

árvore de decisão na inferência de emoções, utilizando a implementação da ferramenta See5

(RULEQUESTRESEARCH, 2001), por esta ser de abordagem simbólica e de simples e rápida

implementação.

Foram realizadas no Capítulo 5 avaliações sobre o sistema construído, considerando

três cenários de teste. Neles foram utilizadas imagens das bases de faces JAFFE (LYONS et al.,

1998), CK+ (LUCEY et al., 2010), MPI-FVD (MPI, 2011), além de imagens coletadas por três

webcams diferentes. A maior taxa de reconhecimento sobre AUs foi de 53,83%, que resultou

em 28,57% de reconhecimento de emoções pelo inferidor da árvore de decisão. Já a inferência

de emoções pela rede neural obteve como melhor resultado 63,33%. Estes resultados do sistema

ficaram abaixo do esperado devido a problemas encontrados, principamente, nas etapas de FeD

e classificação de expressões faciais. Porém, o desempenho dos classificadores isoladamente é

mais promissor, pois as redes neurais obtiveram entre 83,65% e 89,87% de reconhecimento e a

árvore de decisão, 71,93%. Um outro ponto que deve ser considerado é o tamanho das amostras

utilizado, que por não ser amplo, permitiu o uso de outra técnica de avaliação que compense esse

fato, como validação cruzada. Independente dos resultados, mesmo que o objetivo do trabalho

seja inferir emoções básicas, existe uma vantagem da obtenção de códigos FACS, considerando

ou não a posterior inferência de emoções. O motivo é que as emoções básicas são mais carica-

tas e raras no dia-a-dia, diferentemente de expressões mais discretas, como pressionar os lábios

quando se está com raiva ou erguer as sobrancelhas para cumprimentar alguém, que são ações

comuns e que podem ser registradas nesses códigos (TIAN; KANADE; COHN, 2005). Em-

bora a obtenção de códigos FACS apresente-se mais útil no cotidiano, obtê-los mostrou-se ser

uma tarefa não essencial para reconhecimento de emoções, já que melhores resultados foram

alcançados neste trabalho desconsideranto essa codificação.

Durante a construção e avaliação deste trabalho, foram identificadas algumas possíveis

alternativas e melhorias que poderão ser implementadas futuramente. De forma geral, todas

as quatro etapas da aplicação (FaD, FeD, classificação de expressões faciais e inferência de

emoções) têm espaço para avanços, mas, devido ao seu desempenho, somente a etapa de FaD

é considerada a menos demandante. A etapa de FeD sofre com diversos obstáculos existentes

na obtenção de pontos extremos sobre características faciais, como, por exemplo, problemas na

intensidade de iluminação, resolução e oclusão. Um outro ponto que exige melhoria em FeD

é a detecção de olhos, que pode ser alcançado utilizando projeções integrais (ZHOU; GENG,

2004). Da mesma forma, é necessário melhorar o rastreamento de pontos ou substituir o algo-

ritmo utilizado por um que minimize o problema de abertura (BRADSKI; KAEHLER, 2008),
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que ocorre atualmente na aplicação. Outras alternativas são a utilização de um modelo facial,

como o AAM, de filtros de Gabor ou Gabor wavelets. A respeito de classificação de expressões

faciais e emoções, pode-se avaliar outro tipo de classificador, como o SVM, redes Bayesianas

ou modelos ocultos de Markov. Também pode-se considerar o uso de informações sobre cores

contidas nas imagens, o que foi ignorado pela aplicação devido as bases de faces existentes

apresentarem exemplos apenas em tons de cinza, além de ser mais eficiente e mais simples

considerar apenas um espaço de cores, ao invés dos, normalmente, três presentes em imagens

coloridas.

Apesar de existirem trabalhos que utilizem o computador para inferir emoções pela face

desde a década de 1990, esta tarefa ainda é desafiadora e poucas pesquisas com este foco são

encontradas em nosso país. Acredita-se que este já seja um fato que torne este trabalho por si

só como uma contribuição científica em nível regional e nacional. Dentre outras contribuições

inerentes ao conhecimento de emoções do usuário de computador está a possibilidade de, por

exemplo, tentar acalmar uma pessoa que aparenta raiva, tornando o seu ambiente mais agradá-

vel e evitando situações conhecidamente irritantes para este usuário. Outras vantagens são a

possibilidade de utilizar os dados sobre afetividade como entrada em sistemas tutores inteligen-

tes, além do meio de detecção (webcam) ser não intrusivo, pois não necessita de contato físico

com o usuário.
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