UNIVERSIDADE DO VALE DO RIO DOS SINOS — UNISINOS
UNIDADE ACADEMICA DE PESQUISA E POS-GRADUACAO
PROGRAMA DE POS-GRADUACAO EM COMPUTACAO APLICADA
NIVEL MESTRADO

CLEBER SCHROEDER FONSECA

AVALIACAO DO CONHECIMENTO DO ESTUDANTE EM SISTEMAS TUTORES
INTELIGENTES BASEADOS EM PASSOS
Uma abordagem baseada em Deep Knowledge Tracing

SAO LEOPOLDO
2020



Cleber Schroeder Fonseca

AVALIACAO DO CONHECIMENTO DO ESTUDANTE EM SISTEMAS TUTORES
INTELIGENTES BASEADOS EM PASSOS
Uma abordagem baseada em Deep Knowledge Tracing

Dissertacdo apresentada como requisito parcial
para a obtengdo do titulo de Mestre pelo
Programa de P6s-Graduagdo em Computacao
Aplicada da Universidade do Vale do Rio dos
Sinos — UNISINOS

Orientador:
Prof. Dra. Patricia Jaques Maillard

Sao Leopoldo
2020



F676a Fonseca, Cleber Schroeder.

Avaliacdo do conhecimento do estudante em sistemas
tutores inteligentes baseados em passos: uma abordagem
baseada em Deep Knowledge Tracing / Cleber Schroeder
Fonseca. — 2020.

94 f.:il.; 30 cm.

Dissertagcao (mestrado) — Universidade do Vale do Rio dos
Sinos, Programa de Pdés-Graduagéo em Computagéo Aplicada,
Sao Leopoldo, 2020.

Orientadora: Profa. Dra. Patricia Jaques Maillard.

1. Modelo de estudante. 2. Avaliagdo do conhecimento. 3.
Sistemas tutores inteligentes. 4. Deep Knowledge Tracing. |.
Maillard, Patricia Jaques, orient. Il. Titulo.

CDU 004.89

Catalogacdo na Publicac¢do (CIP)
Bibliotecaria responsavel: Carolina Kautzmann — CRB10/1604




1 - "O presente trabalho foi realizado com apoio da Coordenacdo de Aperfeicoamento de
Pessoal de Nivel Superior Brasil (CAPES) - Cédigo de Financiamento 001 /"This study was
financed in part by the Coordenacdo de Aperfeicoamento de Pessoal de Nivel Superior - Brasil
(CAPES) - Finance Code 001



J UNIVERSIDADE DO VALE DO RIO DOS SINOS

Escola Politécnica
U N]SI NOS Programa de P6s-Graduagdo em Computacdo Aplicada - PPGCA

ATA DE BANCA EXAMINADORA DE DISSERTACAO DE MESTRADO N° 21/2020
Aluno: Cleber Schroeder Fonseca

Titulo da Dissertacéo: “AVALIACAO DO CONHECIMENTO DO ESTUDANTE EM SISTEMAS TUTORES
INTELIGENTES BASEADOS EM PASSOS: Uma abordagem baseada em Deep Knowledge Tracing”

Banca: Profa. Dra. Patricia Augustin Jaques Maillard — Orientadora

Prof. Dr. Eleandro Maschio Krynski - UTFPR

Prof. Dr. Gabriel de Oliveira Ramos - UNISINOS
Aos seis dias do més de outubro do ano de 2020, as 13h, a Comissdao Examinadora de Defesa de
Dissertagdo composta pelos(a) professores(a): Profa. Dra. Patricia Augustin Jaques Maillard,
Orientadora — UNISINOS (participagédo por webconferéncia); Prof. Dr. Eleandro Maschio Krynski,
Membro da Banca - UTFPR (participagéo por webconferéncia) e Prof. Dr. Gabriel de Oliveira Ramos,
Membro da Banca — UNISINOS (participagédo por webconferéncia), para analisar e avaliar a Dissertagao
apresentada pelo aluno Cleber Schroeder Fonseca (participagéo por webconferéncia).
Consideragdes da Banca:
A banca aprova o trabalho de mestrado de Cléber Fonseca, pois ele apresenta de forma consistente e
com qualidade todos os itens requeridos para uma dissertacdo de mestrado, atendendo de forma clara o
objetivo inicial do trabalho. A comissdo avaliadora também destaca o emprego de algoritmos de

aprendizado de maquina e o cuidado metodologico na avaliagéo realizada.

Ocorreu alteragao do titulo? ( x )Nao ( ) Sim

Lo [Tor= 1 oo T s o)V o I {1 (1] o PR PRP
A Banca Examinadora, em cumprimento ao requisito exigido para a obtengédo do Titulo de Mestre em
Computagéao Aplicada, julga esta dissertagao:

( x )APROVADA ( )REPROVADA

Conforme Artigo 67 do Regimento do Programa o texto definitivo, com aprovacgdo da Orientadora,
devera ser entregue no prazo maximo de sessenta (60) dias apos a defesa. O resultado da banca é de
consenso entre os avaliadores. A emissédo do Diploma esta condicionada a entrega da verséao final da
Dissertacdo. A sessdo da Defesa de Dissertagdo ocorreu integralmente por webconferéncia para

atender as recomendacdes da OMS e Ministério da Saude com relagcéo ao Covid-19.

(/(&Q/
” (./

Profa. Dra. Patricia Augustin Jaques Maillard - Orientadora

Av. Unisinos, 950 Caixa Postal 275 CEP 93022-750 Sao Leopoldo Rio Grande do Sul Brasil
Fone: (51) 590-3333, Ramal 1601 Fax: (51) 3590-8161 http://www.unisinos.br



Aos meus pais, Dejair e Clair,

por me ensinar o sentido da vida.

Em especial a minha mae,

por todo afeto e dedicacdo que destinou

para que eu alcancasse todos os meus sonhos.

Aos meus avés Erico (in memoriam), Marlene,
Joao (in memoriam) e Nazi (in memoriam),
pela inspiragcdo e exemplo de pessoas que sdo/foram.

A minha amada esposa Natalie

pela constante motivacao, zelo e carinho,

nos momentos mais dificeis dessa caminhada

a tornasse mais tranquila,

mostrando que desistir € facil,

mas concluir requer muito esforgo.

A ti meu mais profundo amor e agradecimento.

Ao meu filho Vinicius,

que torna meus dias mais leves e coloridos,

seu sorriso € suficiente para por fim aos dias cinzentos.
A ti todo meu amor e disposicio.



AGRADECIMENTOS

Em primeiro lugar, gostaria de agradecer a minha amada, Natalie, pelo encorajamento, pa-
ciéncia, compreensado e disponibilidade demonstrados durante todo o processo de desenvolvi-
mento desse trabalho. Ao meu filho, por tornar at€é mesmo os momentos mais dificeis, mais
faceis, simplesmente com um olhar ou um sorriso. Amo vocés incondicionalmente e serei sem-
pre grato pela presenca de vocés na minha vida, pelas palavras de incentivo, paci€ncia € amor
que me destinam.

A minha mie, pelo incentivo, orgulho expressado a cada vez que conversamos, ¢ até pela
pressdo para a conclusdo desse trabalho, sem vocé tudo seria um pouco mais dificil.

A minha avé, agradeco pela ternura, calma, pelo exemplo de superacio, por ser essa pessoa
tao especial.

Minha gratidao a Prof®. Dra. Patricia Jaques Maillard, seu apoio incondicional demonstrado
durante todo o longo processo de desenvolvimento desse trabalho foi essencial para que fosse
concluido. Sua disponibilidade, incentivos e participacdo foram surpreendentes, superou a todas
expectativas sobre a orientacdo, meu agradecimento pela vontade dedicada, mesmo nos meus
piores momentos caminhou ao meu lado, apontando o caminho a ser perseguido com muita
paciéncia e dedicagao.

Agradeco também ao Instituto Federal de Educac¢do, Ciéncia e Tecnologia Sul-Rio-Grandense
- IFSUL, pelo periodo de afastamento que foi importante para que esse trabalho fosse concluido.
Um muito obrigado especial aos colegas do campus Gravatai, pela compreensido e auxilio, per-
mitindo que esse trabalho tivesse uma pitada dos profissionais que somos.

O presente trabalho foi realizado com apoio da Coordenagdo de Aperfeicoamento de Pessoal
de Nivel Superior - Brasil (CAPES) - Cédigo de Financiamento 001.



“E o futuro é uma astronave que tentamos pilotar,

Nao tem tempo nem piedade, nem tem hora de chegar

Sem pedir licenca muda nossa vida, depois convida a rir ou chorar
Nessa estrada nao nos cabe conhecer ou ver o que vira

O fim dela ninguém sabe bem ao certo onde vai dar
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RESUMO

Sistemas Tutores Inteligentes (STIs) sdo ambientes de aprendizagem inteligentes que, por
possuirem um modelo do conteddo a ser ministrado, assim como informac¢des do estudante,
sdo capazes de oferecer ensino e assisténcia individualizada. Os STIs sdo quase tdo eficien-
tes quanto o aprendizado individualizado (one-to-one tutoring), aquele no qual o estudante fica
sozinho com um professor, recebendo sua atencdo exclusiva, durante um tempo previamente
fixado. Essa maior eficiéncia se mostra ainda mais efetiva, quando os estudantes usam STIs
baseados em passos, no qual recebem feedback do sistema a cada passo dado para a solugdo
de um problema e ndo somente apds a conclusdo do exercicio. Para fornecer instrugdo e as-
sisténcia individualizada, os STIs se utilizam de técnicas de inteligéncia artificial (IA) para
identificar € modelar as dificuldades e conhecimentos de cada estudante, retornando um con-
teudo de qualidade, dentro das necessidades individualizadas do estudante. O componente do
sistema responsavel por avaliar o conhecimento e habilidades do estudante € o modelo de es-
tudante; esse componente € responsavel tanto por identificar qual o grau de proficiéncia dos
estudantes em cada unidade de conhecimento, como por avaliar a chance de sucesso na préxima
tarefa ou passo, a fim de prover assisténcia. Redes Bayesianas, Bayesian Knowledge Tracing
(BKT) e Deep Knowledge Tracing (DKT) sdo as ferramentas atuais mais aplicadas para o de-
senvolvimento do modelo de estudante dos STIs, sendo que a técnica DKT € a que apresenta,
atualmente, o melhor desempenho para modelos de estudante que buscam predizer sucesso na
proxima tarefa. No entanto, essa técnica s6 foi empregada em STIs baseados em respostas, ou
seja, STIs em que somente é analisada a resposta final do estudante. O objetivo do trabalho
desenvolvido € a utilizacdo do DKT para prever o sucesso do estudante no préximo passo em
STIs baseados em passos. STIs baseados em passos sdo aqueles nos quais sdo analisados cada
passo intermedidrio da resolucdo apresentada pelo estudante, fornecendo feedback e ajudas a
cada nova interacdo. Ao utilizar os dados de um STI baseado em passos, o sistema recebe
uma quantidade maior de informagdes, jd que para concluir um exercicio, em regra geral, o
estudante fornece mais de um passo, tornando o modelo de estudante baseado em passos mais
complexo e eficiente. Para esse estudo, foram utilizados os dados extraidos do sistema tutor
PAT2Math, o qual se trata de um STI baseado em passos que assiste os estudantes na resolugdo
de equagdes de primeiro grau. Os resultados demonstram que as Redes Neurais utilizando a
arquitetura Multi-layer perceptron alcangaram um resultado geral muito préximo dos obtidos
pelos trabalhos relacionados. No entanto, quando utilizados dados de STIs baseados em passos,
esse resultado € ainda melhor. Enquanto os trabalhos relacionados atingiram AUC de 79,24%
com redes LSTM para STIs baseados em respostas, o trabalho proposto atingiu AUC de 50%
e F1-Score de 0,8506 utilizando a mesma rede LSTM com dados de STI baseado em passos, e
AUC de 76,78% e F1-Score de 0,8657, quando aplicada a MLLP com os mesmos dados, permi-
tindo identificar que tal modelo de estudante tem potencial de utilizacdo em STIs baseados em
passos.

Palavras-chave: Modelo de estudante. Avaliacdo do conhecimento. Sistemas Tutores Inteli-
gentes. Deep Knowledge Tracing.



ABSTRACT

Intelligent Tutoring Systems (ITS) are intelligent learning environments that, as they have a
model of the content to be taught, as well as student information, are able to offer individualized
teaching and assistance. ITS are almost as efficient as one-to-one tutoring, in which the student
receives individualized assistance from a teacher. This greater efficiency is shown to be even
more effective when students use step-based ITS, in which they receive feedback from the
system at each step taken to solve a problem and not only after the end of the exercise. To
provide individualized instruction and assistance, I'TS use artificial intelligence (Al) techniques
to identify and model the difficulties and knowledge of each student, returning quality content,
adequate for the needs of the student. The component of the system responsible for assessing
the student’s knowledge and skills is the student model; this component is responsible both for
identifying the degree of proficiency of students in each knowledge unit, and for assessing the
chance of success in the next task or step, in order to provide assistance. Bayesian Networks,
Bayesian Knowledge Tracing (BKT) and Deep Knowledge Tracing (DKT) are the most applied
current tools for the development of the ITS student model, and the DKT technique is the one
that currently presents the best performance for student models that seek to predict success in
the next task. However, this technique was only used in answer-based ITS, that is, ITS in which
only the student’s final response is analyzed. The aim of the proposed work is to use DKT to
predict student success in the next step in a step-based ITS. Step-based ITS are those in which
each intermediate step of the solving process presented by the student is analyzed, providing
feedback and help with each new interaction. When using data from a step-based ITS, the
system receives a greater amount of information, since to complete an exercise, in general, the
student provides more than one step, making the step-based student model more complex and
efficient. For this study, data extracted from the PAT2Math tutor system was used, which is a
step-based ITS that assists students in solving first degree equations. The results demonstrate
that the Neural Networks using the multi-layer perceptron architecture achieved an overall result
very close to those obtained by the related works. However, when using step-based ITS data,
this result is even better. While the related work reached AUC of 79.24 % with LSTM networks
for answer-based ITS, the proposed work reached AUC of 50% and of F1-Score of 0.8506 using
the same LSTM network with step-based ITS , and AUC of 76.78 % and F1-Score of 0.8657,
when applied to MLP with the same data, allowing to identify that such student model has
potential for use in step-based ITS.

Keywords: Student Model. Knowledge Tracing. Intelligent Tutoring System. Deep Knowl-
edge Tracing.



LISTA DE FIGURAS

(1 Interdisciplinaridade dos Sistemas Tutores Inteligentes|. . . . . . . . .. .. 20
[2 Iteracoes outer loop € innerloop| . . . . . .. ... ... ... ... 21
[3 Arquitetura do sistema especialista de PAT2Math|. . . . . . .. .. ... .. 22
4 Interface do PAT2Math + PATequation| . . . . . . . ... ... ... .... 23
[5 Selecao da operacdao pararascunhar| . . . . . . ... Lo 24
6 Rascunhodacontadedivisaol . . . ... ... ... .. ... ... 25
[/ Rede Bayesiana tipica, mostrando a topologia e respectivas tabelas de pro- |
[ babilidades| . . . . . . . . .. . 33
(8 Rede Bayesiana Dinamica representacao de um robo alimentado por bateria] 36
[0 Rede Bayesiana Dinamica do robo fatiada pelo processo de desenrolamento.| 36
0 UmaRNRDesenroladal . . ... ... ... ... ... ... ...... 38
(11 Representacao em diagrama em blocos do sistema nervoso| . . . . .. . .. 40
(12 NeurOnios N0 MICTOSCOPIO| .« « . v v v v v v v e e e e e e e e e e e e e e 41
(13 Representacdo de um neurdénio| . . . . ... ..o Lo 41
(14 Perceptron de Rosenblatt.| . . . . .. ... ... ... ... ... ... 42
(15 Modelo ndo-linear de um neurdnio|l . . . . . . ... ..o 43
(16 Funcaode ativacaolimiar] . . . . . . ... ... ... ... ......... 44
(17 Grafico gerado pela funcao unidade linear retificada e sua derivadal . . . . . 45
(18 Grafico gerado pela funcao Sigmoide e suaderivadal . . . . . . .. ... .. 45
(19 Grafico gerado pela funcao Tangente Hiperbolica e sua derivadal . . . . . . . 46
[20 Orientacao dos sinais de entrada e erro no backpropagation| . . . . . . . . . 47
21 Modelosde Redes Neurais|. . . .. ... .. ... ... ... 48
[22 Arquitetura Rede MLP. . . . . . ... ... oo oo 50
[23 Representacao RNR| . . . . . . ... ... ... oo 0oL 51
24 RNR desenroladal . . . . .. ... ... oL 52
[25 Visualizacao de uma sequéncia de neurontonas RNR| . . . . . ... .. .. 52
[26 Exemplo de Neuronio LSTM| . . . . . .. ... ... ... ... ... 53
[27 Teste de acuracia do trabalho de Wang et al.|(2017), . . .. .. .. ... .. 58
[28 Exemplo dos dados da coluna passo da Tabela |9 apos a generalizacao e co- |
[ dificacado OHE| . . . . . . . ... ... 68
[29 Grafico de distribui¢ao dos passos dados pelos estudantes apds a generalizacao| 68
(30 Grafico demonstrativo da importancia dos recursos| . . . . . . . . ... ... 69
[31 Exemplo do funcionamento do SMOTE|. . . . . .. ... ... .. ... .. 72




LISTA DE TABELAS

|1 Resultados dos testes do trabalho de [Piech et al.[(2015)| . . . . ... .. .. 57
[2 Resultados dos testes do trabalho de Khajah, Lindsey e Mozer| (2016)[ . . . . 58
[3 Resultados dos testes realizados no trabalho de|Lin e Chi(2017). . . . . . . 59
4 Resultados dos testes realizados no trabalho de [Pu et al.[(2020)[ . . . . . . . 60
[5 Resultados dos testes realizados no trabalho de Sonkar et al. (2020) . . . . . 60
(6 Comparativo entre os trabalhos relacionados| . . . . . . .. ... ... ... 62
[/ Operacoes disponiveis no STI PAT2Math|{ . . . . . .. ... ... ... ... 64
(8 Exemplo de tuplas doarquivo CSV| . . . . .. .. ... o oo 65
O Exemplo de dados da colunapasso| . . . ... ... ... ... ....... 66
(10 Dados da coluna passo da Tabela |9/ apos utilizacao do label encoder|. . . . . 66
(11 Dados da coluna passo da Tabela |9 apos utilizacao do one-hot encoder| . . . 67
(12 Tabela com a quantidade de tuplas em cada conjunto de dados| . . . . . . . . 70
(13 Trecho do CSV gerado para RNR dos trabalhos relacionados] . . . . . . .. 75
(14 Exemplo dos dados passadosaRNR| . . . .. ... ... ... ... ... 75
(15 Resumo das Formatacoes fornecidasa RNR| . . . . . ... ... ... ... 76
78

79

80

80

lados desbalancead 81

21 Resultados dos treinamentos com dados balanceados com over-sampling| . . 82

23 Resultados dos treinamentos com dados balanceados com under-sampling| . 83
A o




LISTA DE SIGLAS

ADASYN  Adaptive Synthetic

AUC Area under the ROC Curve (Area Abaixo da Curva ROC)
BCE Binary Cross-entropy

BKT Bayesian Knowledge Tracing

CSS Cascading Style Sheets (Folha de Estilo em Cascata)
CSV Comma-separated values

DKT Deep Knowledge Tracing

GAO Grafo Aciclico Orientado

HMM Hidden Markov Model

HTML Hypertext Markup Language (Linguagem de marcagao de hipertexto)

IA Inteligéncia Artificial

IAC Instrucdo Assistida por Computador

KC Knowledge Components (Componentes de conhecimento)

LFA Leraning Factor Analysis ( Andlise de Fatores de Aprendizagem)

LSTM Long Short Term Memory

MAE Mean Absolute Error

MLP Multi-layer Perceptron

MMC Minimo Multiplo Comum

MSE Mean Squared Error

PAT2Math Personal Affective Tutor to Math

PLM Processamento de Linguagem Natural

RB Rede Bayesiana

RBD Rede Bayesiana Dinamica

RN Rede Neural

RNA Rede Neural Artificial

RNR Rede Neural Recorrente

ROC Receiver Operating Characteristic Curve (Curva Caracteristica de Operagdo do
Receptor)

SA Step Analyzer

SG Step Generator

SGBD Sistema Gerenciador de Banco de Dados

SMOTE Synthetic Minority Over-sampling Thechnique
STI Sistema Tutor Inteligente



SUMARIO

1 INTRODUCAO|. . . . . . . . . . s, 14
1.1 Problemal . . . . . . ... ... ... 15
1.2 Questao de Pesquisae Objetivos| . . . . . ... ... ... ... ... ... 16
1.3 Organizacao dodocumento| . . . . ... ... ... ... ........... 16
18

19

22

............................. 26
3.1 Tipos de Modelode estudante|. . . . . .. ... ... ... ... ....... 26
3.2 Avaliacao do conhecimento do estudante|. . . . . . ... ... ... . ... 27
3.3 RedesBayesianas| . . . . .. .. ... ... ... .. ... ... .. .. .... 29
3.1 Vi rall. . .. 29
3.3.2 leoremadeBayes| . ............ ... ... . ... .. .. 30
3.33 Inferdncial. . . . . . . . . . 34
13.3.4 Redes Bayesianas Dinamicas| . . . . ... ... ................ 35
3.4 Bayesian Knowledge Iracing| . . . ... ...... ... .. ... .. .... 37
.5 Deep Knowledge Tracing| . . . . . . ... ... ... ... ... ... .... 38
3.5.1 Seriestemporailsde entradaesaidal . . . . .. ... ... ... ... ..., 39
4 APRENDIZADO DE MAQUINA| . . . . . . ... . . i 40
4.1 NEUrONIO| . . . . . . . . . . e 40
4.1.1 Neuronio artificiall . . . ... ... ... ... .. 42
4.2 Redesneurais|. . . . . ... ... ... .. ... 47
4.2.1 Redes Perceptron| . . . . . . . . ... 49
4.2.2 Redes Multi-layer Perceptron| . . . . . . . . ... ... ... ... .. ..., 49
4.2.3 R Neurals Recorrentes| . . . . . . . . . . . . .. ... .. .. .. .. .. 51
4.2.4 Redes Long/Short Term Memory| . . . . . .. ... ... ... ... ... .. 53
4.2.5 Comparativo entre os tipos de redes neurais apresentadas| . . . . . .. .. 54
b TRABALHOS RELACIONADQS! 55
55

56

63

63

65

71

74

74

76

79

80

86




14

1 INTRODUGAO

O ensino individualizado, segundo |[Bloom! (1984)), é tido como a forma mais efetiva de en-
sino. Nessa modalidade de ensino, o professor se dedica exclusivamente a um estudante por
vez, permitindo ao professor maior compreensdo das dificuldades do aprendizado dos estudan-
tes e, por isso, maior individualizac¢ao das estratégias de ensino e assisténcia. Assim, o contetido
e as estratégias de ensino podem ser adaptados ao ritmo de aprendizagem e conhecimento de
cada estudante.

Os Sistemas Tutores Inteligentes (STIs) sdo ambientes inteligentes de aprendizagem que
buscam prover one-to-one tutoring. Os STIs, devido a utilizacdo de algoritmos e técnicas de
Inteligéncia Artificial (IA), adéquam os problemas e contetidos ao ritmo de aprendizagem, co-
nhecimentos e habilidades de cada estudante. Segundo |VanLehn| (2011), os STIs podem ser
classificados em dois grande grupos: (i) os STIs baseados em respostas, nos quais ¢ anali-
sada somente a resposta final do estudante para cada um dos problemas propostos, definindo-a
como certa ou errada, e, (ii) os STIs baseados em passos, os quais analisam cada etapa da
resolucdo de um problema, permitindo, assim, que o estudante identifique mais facilmente o
ponto onde errou, bem como o STI forneca auxilios mais especificos e adequados as lacunas de
aprendizagem do estudante.

Os STIs possuem informacdes individualizadas sobre cada estudante, como perfil, status do
conhecimento, habilidades e caracteristicas afetivas. Ainda, retine as informacdes dos dados da
interacdo dos estudantes com o sistema. O modelo de estudante retne as informagdes constantes
no STI para avaliar o conhecimento do estudante sobre cada componente do conhecimento
trabalhado pelo STI. Esse modelo € o componente que torna possivel a personalizagdo dos STIs
a cada estudante. A avaliagdo se da através das respostas do estudante em cada atividade, por
essa ser a Unica evidéncia que o sistema € capaz de receber do estudante (VANLEHN, 2006).

Algumas técnicas tém sido mais utilizadas para a criacdo do modelo de estudante, entre as
quais Redes Bayesianas Dindmicas (RBD), a Bayesian Knowledge Tracing (BKT) e a Deep
Knowledge Tracing (DKT). As Redes Bayesianas envolvem a criagdo de um grafo aciclico que
representa a relacdo de dependéncia entre as unidades de conhecimento envolvidas.

Bayesian Knowledge Tracing (BKT) € outra técnica utilizada, assim como a anterior, baseia-
se no teorema de Bayes para calcular a probabilidade de ocorréncia de um acontecimento. No
entanto, nessa técnica sdo utilizadas somente férmulas matemdticas que permitam uma avalia-
cdo da ocorréncia ou ndo de um evento. Outro diferencial dessa técnica estd no fato de que ndo
ha avaliacdo da ligacdo entre as unidades do conhecimento, assim, a andlise do conhecimento
refere-se apenas a unidade do conhecimento que esta sendo abordada no exercicio em execugao.

Atualmente, devido ao grande crescimento do poder dos computadores, vem sendo utili-
zada com mais frequéncia as técnicas de aprendizado de maquina. Na drea de modelagem de
conhecimento do estudante, tem sido aplicada a técnica de aprendizado de méquina chamada

Deep Knowledge Tracing. Ela utiliza um tipo de Rede Neural Recorrente, a Long Short Term
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Memory, que, através de dados prévios de estudantes é capaz de aprender e, posteriormente,

aplicar esse conhecimento obtido para prever a proxima interagdo do estudante.

Visto que o modelo de estudante utilizando a técnica DKT, até o presente momento, foi
aplicado somente a STIs baseados em respostas, como podera ser constatado no Capitulo [5]
o objetivo desse trabalho se dd no desenvolvimento de um modelo de estudante utilizando a
técnica DKT para STIs baseados em passos. Para desenvolver e avaliar esse modelo , serdo
utilizados os dados do PAT2Math (Personal Affective Tutor to Math), o qual se trata de um STI
baseado em passos para ensino de dlgebra elementar, com foco em equacdes de 1° grau, com

uma incégnita. O PAT2Math ¢ descrito mais detalhadamente na Secdo [2.2]

1.1 Problema

Os STIs se diferenciam dos demais sistemas educacionais nao inteligentes pela capacidade
de adaptacdo da instrugdo e assisténcia as caracteristicas do estudante. Isso quer dizer que o
contedido e exercicios sd@o propostos ao estudante com a complexidade adequada ao conheci-
mento do estudante, respeitando o seu ritmo de aprendizagem. A assisténcia individualizada ao
nivel de conhecimento do estudante se dé através da avaliacdo do conhecimento, sendo esse o
grande desafio de todo o STI, uma vez que essa avaliagdo estd intimamente ligada ao dominio
do conhecimento, o que se passa em decorréncia de cada drea do conhecimento ter sua propria
estrutura, com termos e definicdes proprios. Além disso, cada unidade do conhecimento pode

ter relacdo com as demais, exercendo, assim, uma influéncia que depende de caso para caso.

Em dlgebra, essa relagdo entre os topicos € mais facil de ser observada, visto que as opera-
coes algébricas possuem vdrios tipos de relacdo, como por exemplo precedéncia e composi¢ao.
Essa relacdo de precedéncia define quais componentes devem ser aprendidos antes dos demais
e a composicao € quando uma operacdo € resolvida através da utilizacdo de outras operacoes.
Um exemplo da composicao € a operacdo de soma de fragdes, a qual em um primeiro momento,
precisa calcular o MMC (Minimo Multiplo Comum) dos denominadores das fracdes a serem
somadas, para, em seguida, dividir esse valor do MMC por cada um dos denominadores da
fracdo e, por fim, multiplicar o resultado dessa divisdo pelo numerador da mesma fracdo, para
somente depois disso poder calcular a soma das fragoes.

A andlise dos conceitos algébricos foi feita e analisada por Seffrin/ (2015), através de en-
trevistas com professores de matemadtica e levantamento de trabalhos, criando uma RBD para
avaliar o conhecimento do estudante. No entanto, essa técnica apresenta um desempenho aquém
do desejado para uma ferramenta WEB em tempo real. Além disso, novas técnicas mais efici-
entes t€m sido sucessivamente empregadas, tais como as Bayesian Knowledge Tracing, que nao
levam em consideracao essa ligacao entre os conceitos.

Ainda, conta-se com o Deep Knowledge Tracing, que utiliza redes neurais para identificar
o conhecimento do estudante, se valendo de dados de estudantes que ja utilizaram a ferramenta

para treinamento para posterior avaliacdo do conhecimento dos futuros estudantes. Porém, a
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técnica DKT somente foi implementada para STIs baseados em respostas, obtendo um resultado
expressivo, chegando a alcancar 25% de ganho sobre a técnica BKT aplicada aos mesmos dados.
No entanto, ainda ndo foi experimentado com dados de um STI baseado em passos. Assim,
surge o problema que serd explorado nessa pesquisa, a técnica DKT € igualmente efetiva para

prever sucessos do estudante em futuros passos em STIs baseados em passos?
1.2 Questao de Pesquisa e Objetivos

ApOs a constatacdo de que dentre as técnicas para a criagdo do modelo de estudante a que
mais tem se destacado € o Deep Knowledge Tracing, bem como de que o mesmo ainda ndo foi
utilizado em STIs baseados em passos, o objetivo se dard no desenvolvimento de um modelo
de estudante para um STI baseado em passos. Além disso, € preciso identificar qual a melhor
configuracdo da rede neural para realizar tarefa proposta.

Assim formula-se a seguinte questdo de pesquisa: “Entre as Redes Neurais Recorrentes
utilizando Long-Short Term Memory e as Redes Neurais Artificiais utilizando Multi-layer Per-
ceptron, identificar qual a melhor rede neural para a construcdo de um modelo de estudante
para STIs baseados em passos, além disso identificar a melhor configuragcdo da rede para essa
finalidade?” .

O objetivo se molda na construcdo de um modelo de estudante utilizando aprendizado de
maquina em redes neurais para prever se o estudante acertaria ou nao o préoximo passo de uma
tarefa. Para tanto, os modelos serdo avaliados quanto a sua area under the curve (AUC), bem
como utilizando a métrica F'/ Score, que associa a precisao € a revogacao.

A fim de verificar essa questdo de pesquisa, foram desenvolvidas as seguintes atividades:
* Implementar os modelos de Deep Knowledge Tracing.

— Utilizando Rede Neural Recorrente (RNR).

— Utilizando Rede Multi-layer Perceptron (MLP).

* Realizar os testes com os modelos citados e testar as configuracdes dos mesmos a fim de

alcancar a melhor avaliagdo.
1.3 Organizacao do documento

Este documento estd organizado em capitulos, cuja organizagdo e contetido sdo descritos
a seguir. O capitulo [2] versa sobre os Sistemas Tutores Inteligentes. Nessa etapa do trabalho
sdo apresentados os conceitos dos principais componentes, assim como o processo de funcio-
namento dos STIs. Ao final, apresenta-se o STI PAT2Math, cujos dados serdo utilizados por
essa dissertacao, adentrando-o, bem como descrevendo seus principais componentes de funcio-

nalidades.
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No capitulo [3] sdo descritos os conceitos de modelo de estudante, em especial, serdo exem-
plificados os principais tipos. Em seguida, sdo analisados os principais métodos de avaliagdao
do conhecimento do estudante, como Redes Bayesianas, Bayesian Knowledge Tracing e Deep
Knowledge Tracing, os quais serdo empregados no presente trabalho.

O capitulo 4{ além de apresentar os conceitos de redes neurais (RNs), adentra as configu-
racoes que podem ser utilizadas para aperfeicoar, e colocar em funcionamento as RNs. Ao
fim deste capitulo serdo explicitados alguns tipos de RNs como as Redes Neurais Recorrentes
(RNR), as Redes Multi-layer Perceptron (MLP), entre outras.

O capitulo [5) descreve os principais trabalhos relacionados a essa dissertacao, os quais en-
volvem modelos de avaliagdo do conhecimento do estudante usando Deep Knowledge Tracing.

O capitulo [] detalha a metodologia adotada neste trabalho para o desenvolvimento do mo-
delo de estudante utilizando DKT, tais como: a etapa de pré-processamento dos dados, a criacdo
dos modelos, além das métricas utilizadas para avaliacdo dos modelos.

No capitulo|/|os resultados obtidos serdo explorados e discutidos, buscando identificar qual
seria a melhor técnica para a constru¢do dos modelos, bem como qual seria a melhor confi-
guragdo para a RN. Ao fim, o capitulo [§] traduz as conclusdes que foram alcangadas apds a
constru¢do desse trabalho, além de apontar caminhos para a continuacdo do mesmo em traba-

lhos futuros.
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2 SISTEMAS TUTORES INTELIGENTES

A educacdo formal era baseada em técnicas alheias aos sistemas computacionais, as quais
se baseavam no uso praticamente exclusivo de livros e li¢des escritas em caderno. No entanto,
com o advento da computacdo e sua consequente evolucdo, os computadores passaram a ser
uma realidade introduzida, também, para fins educacionais, auxiliando estudantes e mestres a

desenvolver potencialidades antes, até mesmo ndo exploradas.

Na sua introducio nos métodos educacionais, a drea computacional foi denominada como
Instru¢do Assistida por Computador, ou IAC. Através de evolucdo na pesquisa e na aplicagdo de
técnicas de Inteligéncia Artificial buscando a instrucao individualizada, ja no inicio da década
de 70, pesquisadores passaram a utilizar o termo Sistemas Tutores Inteligentes, ou STI, para

substituir a entdo IAC, como uma evolucao dela.

Mais precisamente, os STIs sdo sistemas computacionais que objetivam alcangar a instrucao
individualizada para uma 4rea especifica de conhecimento. Tais sistemas empregam técnicas e
algoritmos de inteligéncia artificial para modelar o conhecimento a ser ensinado, o que sig-
nifica que devem ser capazes de solucionar os problemas que serdo propostos aos estudantes,
até mesmo os mais complexos, para personalizar a instru¢do e compreender as dificuldades

enfrentadas pelos estudantes.

Em virtude de o sistema ser detentor do conhecimento necessario para resolver o exercicio,
passo a passo, ele também deve ser capaz de retornar mensagens explicativas quando o estudante
fornecer uma resposta incorreta ou requisitar o auxilio do sistema (WOOLE, 2007). Além da
possibilidade de requisi¢ao pelo estudante de auxilio para desenvolver quaisquer atividades, o
sistema deve ser capaz de identificar erros repetitivos e/ou sucessivos do estudante, retornando,
automaticamente, mensagem para mostrar o caminho que esse deve tragar para compreender o

conteudo.

Além disso, o sistema tutor deve também mostrar ao estudante a resolu¢dao de um passo es-
pecifico ou sugerir como deve proceder para resolvé-lo (VANLEHN| 2006). Como dito acima,
de forma geral, os STIs sdo sistemas inteligentes, o que significa que se valem de um sistema
especialista, o qual representa o conhecimento daquele dominio. Tal capacidade permite que
os STIs auxiliem os estudantes de forma mais proveitosa, j4 que ao possuir a plenitude do co-
nhecimento, sdo capazes de identificar as dificuldades enfrentadas pelos mesmos, fornecendo
formas de aprendizado mais individualizadas a cada estudante.

No que se refere a interag@o entre um estudante e o STI, o sistema deve ser capaz de mapear
as suas caracteristicas, especialmente, buscar identificar as dificuldades e as facilidades que o
estudante possui com relagcdo a disciplina que estd a estudar. Dentre as caracteristicas do estu-
dante levantadas por um STI, se incluem: (i) os conceitos aprendidos, suas habilidades; (ii) a
forma como esse estudante aprende melhor, com textos ou videos; (iii) os estados afetivos do
estudante, (JAQUES et al.,[2011) entre outros. A forma como um STI realiza a avalia¢io do co-

nhecimento e de outras caracteristicas do estudante € obtida através de cédlculos probabilisticos
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(CORBETT; ANDERSON] 1992)) ou através de técnicas de Inteligéncia Artificial, tais como
as Redes Bayesianas (MILLAN et al., 2013). A inferéncia é realizada por um componente

chamado Modelo de estudante, o capitulo [3|explorard de forma detalhada esse componente.

Nao basta o uso individualizado das caracteristicas do estudante associadas ao conhecimento
pleno do STI para se alcancar o sucesso na busca do conhecimento pelo estudante. Para ter-
se €xito no objetivo tracado, hd a necessidade de aliar as estratégias pedagédgicas ao STI e
as caracteristicas do estudante. Aliando-se as estratégias pedagdgicas, o sistema serd capaz
de tornar o aprendizado adaptdvel ao estudante, ja4 que s@o essas técnicas as responsdveis por
identificar as melhores formas de instruir o estudante e de identificar os recursos necessdrios

para assimilacdo do conteudo para cada perfil de estudante.

A forma como o conteddo serd enviada até o estudante é denominada de conjunto de ins-
trucdes, as quais nada mais sio do que todo texto, video ou exercicios relacionados ao dominio
do sistema que pode ser empregado para o auxilio do estudante. E nesse ponto que as técni-
cas pedagdgicas sdo ainda mais importantes, ja que o programador possui conhecimento para
desenvolver o sistema, mas de forma geral, ndo conhece as técnicas capazes de desenvolver as
habilidades do estudante. Uma a¢@o em conjunto com um profissional da drea pedagdgica torna

o sistema muito mais eficiente e capaz de alcancar o seu objetivo com mais eficiéncia.

Assim, pode-se afirmar que o desenvolvimento de um STI ndo demanda somente conheci-
mento de computacdo, devendo homogeneizar os conhecimentos advindos das areas da Psico-
logia e da educagdo (WOOLF, 2007)). Cada uma das areas envolvidas na construcao dos STIs
pode ser visualizada na Figura[l]

No contexto estudado, a computagdo entrega a parte tecnologica necessaria ao desenvolvi-
mento do sistema. Dentro das responsabilidades atreladas a computacdo estdo a IA que serd
responsdvel pelo conhecimento do sistema e do estudante; os recursos de multimidia que tor-
nam o aprendizado do estudante mais dinAmico; e a internet que fornece ao sistema uma certa
mobilidade. J4 a Psicologia serd responsdvel pela forma de utilizagdo das ciéncias cognitivas
para identificar, por exemplo, como as pessoas pensam, como assimilam melhor cada contetdo,
seus estados emocionais, entre outros (JAQUES et al., 2011). Por fim, a educagao fornece todo
o suporte do dominio do conhecimento ao sistema, juntamente com as questdes de como ensi-
nar, quais os conteddos ministrar, qual a metodologia utilizar, como avaliar o estudante, além
da forma de intervir para auxiliar quando determinado conteido nao for compreendido pelo
estudante. Na Figura [I] podemos observar a interdisciplinaridade envolvida para a construgdo
de um STI.

2.1 Funcionamento de um STI

O funcionamento dos STIs pode ser identificado ao se observar seu comportamento. En-
quanto os estudantes interagem com o sistema, o sistema executard uma série de tarefas para

acompanhar o estudo do estudante. |Vanlehn| (2006)) estruturou o funcionamento de um STI em
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Figura 1: Interdisciplinaridade dos Sistemas Tutores Inteligentes

Sistemas Tutores Inteligentes
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Educacdo Teoria de Aprendizado

Aprendizado interativo
Educacdo a distancia

Fonte: Traduzido de [Woolf (2007)

duas grandes “iteracdes”, traduzidas do inglés loops: inner loop e outer loop.

Primeiramente, a principal func¢do do outer loop é selecionar problemas para o estudante.
Para um sistema bem desenvolvido, os STIs se preocupardo em selecionar o melhor problema
para o nivel do estudante, atrelando a problemdtica proposta ao nivel em que o estudante se
encontra. Um sistema que nao relaciona o nivel do estudante com os exercicios propostos serd

menos efetivo, pois o estudante poderd analisar conteidos aquém ou além de seu nivel.

No outer loop, quatro abordagens de escolha das tarefas tém sido utilizadas. A mais simples
permite ao estudante selecionar o préximo problema, valendo-se de um menu que abarca todos
os problemas para que o estudante possa selecionar aquele que melhor lhe convém. A segunda
atribui ao estudante uma sequéncia fixa de problemas, na qual o estudante deverd obedecer
a ordem que lhe € apresentada. A terceira utiliza um método instrucional chamado mastery
learning, onde o dominio é organizado como uma sequéncia de niveis de dificuldade. Nessa
sistematica, o sistema atribui problemas de um determinado nivel até que o estudante demonstre
ter obtido conhecimento suficiente para iniciar o préximo nivel. Entdo, o sistema entregara
problemas cada vez mais complexos, de acordo com os niveis alcangados pelo estudante. Por
fim, a quarta € baseada em um método instrucional denominado macroadaption. Tal método
¢ ainda mais complexo que os demais; nele o sistema reconhece os conhecimentos necessarios
para resolver um determinado problema, além de identificar quais conhecimentos o estudante
J4 domina. Dessa forma, o sistema poderd fornecer ao estudante problemas com conteudos

que ele ja sabe associados a conteidos que ele ainda ndo domina, avaliando, consecutivamente,
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0 quanto o estudante consegue evoluir. O sistema também tem a capacidade de selecionar
problemas reconhecidos por especialistas como forma de remediar possiveis misconceptions
(falsas concepcoes).

Ao contrério do outer loop, 0 mecanismo de inner loop funciona sobre cada um dos passos
para a solucdo de um problema. Os servicos mais comuns executados dentro de um inner loop,
segundo Vanlehn| (2006), sao:

* O sistema pode oferecer dicas para o estudante durante a execucao de um passo. Essas
dicas podem ser a solucdo do passo ou mais genéricas, como lembrar um conceito. Essas

podem ser mostradas automaticamente ao estudante ou através de solicitacdes do mesmo.

* O sistema pode a qualquer momento fornecer ao estudante feedback do passo em questao.
Esse pode ser exibido de algumas formas como: a) imediato, que € mostrado ao estudante
no fim de cada passo; b) atrasado, € mostrado apds um determinado tempo de que o
estudante resolveu o passo. Por exemplo, apenas no final da tarefa; ¢) sob demanda, é
mostrado sempre que o estudante solicitar. Alguns outros métodos também podem ser

adotados.

* A avaliacao do conhecimento tem como base as informagdes obtidas na corre¢do de
cada passo e depende da granularidade desta avaliacdo. Ela pode ser grossa, que fornece
um valor que aponta a competéncia do estudante no geral, ou fina, a qual trabalha com
probabilidades do grau de conhecimento para cada um dos componentes do conhecimento

do dominio que estdo associados ao problema em questao.

As estruturas de funcionamento do outer loop e do inner loop podem ser visualizadas na

Figura[2] que ilustra as agdes do STI enquanto o estudante responde aos problemas propostos.

Figura 2: IteragOes outer loop e inner loop
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Fonte: Adaptado de|Vanlehn|(2006).

Em relacdo a presenca de outer e inner loops, os STIs podem ser classificados em step-
based tutoring system (sistema tutor baseado em passos), os quais, segundo |VanLehn (2011)
sdo sistemas que possuem tanto o outer loop quanto o inner loop, apresentando maior eficién-

cia quando comparado com os sistemas que possuem apenas outer loop, por ele chamados de
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answer-based tutoring system (sistema tutor baseado em respostas). O sistema tutor baseado
em passos € considerado superior em decorréncia de uma maior granularidade no decorrer das
interacdes do estudante com o sistema, permitindo assim que o mesmo retorne auxilios mais
uteis ao estudante.

Assim, pode-se concluir que os STIs mais eficientes sdo aqueles que abrangem diversas
areas do conhecimento, tais como a psicologia, a pedagogia e a computacional. Através de tal
interatividade se consegue constituir um sistema mais completo na busca por auxiliar os estu-
dantes de determinada drea. Ademais, € possivel afirmar que o sistema que melhor se mostra
apto para retornar respostas positivas quanto ao conhecimento do estudante é aquele que apre-
senta os testes corretos para o nivel em que o estudante se encontra, levando em consideracao

uma sucessao de fatores que serdo visualizados mais a frente no Capitulo
2.2 PAT2Math

Adentrando no STI em desenvolvimento, observamos o PAT2Math (Personal Affective Tu-
tor to Math), o qual € um Sistema Tutor Inteligente que auxilia os estudantes com o aprendizado
de equacdes do 1° grau que possuem uma incégnita. O PAT2Math permite ao estudante resol-
ver as equacgdes passo-a-passo e a receber a correcdo do passo em que se encontra em tempo
real. Caso o estudante solicite ajuda, o sistema tem a capacidade de oferecer uma dica, demons-
trando como resolver aquele passo da equacdo, e em caso de erros fornecer um feedback de

COmo corrigir o passo incorreto.

Figura 3: Arquitetura do sistema especialista de PAT2Math
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Fonte: Traduzido de Jaques et al.|(2013)

O PAT2Math possui um sistema especialista que se encarrega de corrigir as equacdes, além
de verificar cada um dos passos do estudante. A arquitetura deste sistema especialista pode
ser visualizada na figura[3] Segundo Jaques et al|(2013), o sistema especialista do PAT2Math
possui os médulos step analyser (SA) e step generator (SG), nomes dados por (VANLEHN,
2006). O SG € o responsavel por gerar todos 0s varios passos possiveis para solucionar uma
equacdo especifica. Também € ele o responsdvel por gerar as dicas que podem ser dadas ao
estudante em cada passo. Ja o SA compara a resposta do estudante com todos os passos gerados

pelo SG e, além disso gera uma classificacao de “correto” ou “incorreto”.
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O SG do PAT2Math possui um Médulo Resolvedor, ou PATsolver como foi chamado inici-
almente, sendo desenvolvido como um software independente do PAT2Math (SEFFRIN et al.,
2009), e que foi integrado posteriormente. O modulo resolvedor possui a capacidade de solu-
cionar uma equagao completa utilizando uma shell de sistema especialista. Neste modulo do
sistema, sdo implementadas regras que representam todas as solugdes possiveis de uma opera-
cdo de 1° grau com uma incognita

Ja o SA do PAT2Math compreende a jungdo de dois componentes, o Médulo Cognitivo que
utiliza as regras do Mddulo Resolvedor a fim de comparar se a solu¢do enviada pelo estudante
condiz com alguma das criadas pelo médulo, executando, assim, o model tracing. O mdédulo
cognitivo, ademais, possui um conjunto préprio de regras que objetivam agilizar o processo de
averiguacgdo da resposta dada pelo estudante para o passo que estd resolvendo. Assim, o sistema
se torna capaz de verificar se a resposta do estudante estd correta, além de retornar a operacao
que o estudante se valeu para solucionar cada passo da equacdo (SEFFRIN; RUBI; JAQUES,
2011)).

Ainda em relagdo ao SA, um outro componente utilizado ¢ o Médulo de Falsas Concep-
¢oes, o qual busca identificar as misconceptions aplicadas pelo estudante quando a solugdo apre-
sentada € incorreta. Para alcancar esse objetivo, um terceiro conjunto de regras é empregado
(SEFFRIN; RUBI; JAQUES, 2011). Esse médulo se mostra relevante para identificar falhas que
ndo sao exatamente erros, mas sim concepgdes que estdo corretas em alguns contextos, mas nao
em outros (MATZ, 1982 apud SEFFRIN;, 2015).

Figura 4: Interface do PAT2Math + PATequation
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O PAT2Math conta, ainda, com um editor de resolu¢ao de equagdes, denominado PATequa-
tion, que possibilita ao estudante a resolu¢ao dos passos da equagdo, tornando mais simples a
interacdo do estudante com o STI (JAQUES et al| 2013). Na interface vista na Figura 4] sdo
mostradas as seguintes areas da interface do PAT2Math (PATequation): a) exibe uma lista de

problemas na qual o estudante podera escolher qual desejard solucionar. O desbloqueio dos
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niveis acontece quando o estudante acertar todos os problemas do nivel anterior, ou quando
o sistema identificar através das regras previamente criadas, que o estudante ja obteve o co-
nhecimento necessario para passar ao préximo nivel; b) exibe a equagdo que o estudante deve
resolver; ¢) aponta os passos que o estudante respondeu para finalizar a atividade; d) retorna um
feedback informando que cada um dos passos do estudante estd correto ou incorreto; e) exibe
um feedback informando ao estudante que ele finalizou a resolu¢do da equagdo; f) trata de um
botdo para o estudante solicitar uma dica; g) apresenta um botdo que permite ao estudante ras-
cunhar uma operagdo; h) serd o local onde serdo mostradas as dicas solicitadas pelo estudante;
i) se refere ao sistema de pontos que € usado no sistema de gameficacdo; j) trata do botdo que
abrird uma ajuda do sistema; k) exibe o botdo que abre uma janela pop-up que mostra o ranking
dos estudantes.

Figura 5: Selecdo da operagdo para rascunhar
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Quando o estudante utiliza o botdo de rascunho, abre-se a tela mostrada na figura[S] permi-
tindo que o mesmo selecione uma das cinco operagdes disponiveis no sistema: Adi¢do, Sub-
tracdo, Multiplicacdo, Divisdo ou MMC. Ao clicar em uma das operagdes, serd mostrada a tela
exibida na figura[6] No exemplo mostrado, é exibida a conta de divisdo, e assim como nesta
tela, as telas das demais operagdes tem a exibicdo adequada para a operacdo em questdo. Este é
o local onde o estudante pode inserir os dados e em seguida verificar a resposta da conta feita.

Por fim, essa é a forma como o PAT2Math busca representar o ensino de equacdes do 1°
grau com uma incégnita utilizando os médulos do sistema para identificar todos os possiveis
passos para a solu¢do de um problema, levando em consideracdo as possiveis falsas concepcoes
do estudante, para posteriormente comparar as respostas dadas pelo estudante com as geradas
pelo sistema, além de identificar se o estudante obteve €xito em acertar o passo em questdo.
Ainda foi mostrada a interface gréfica do sistema com a drea para solu¢do da equagdo, além
de exibir as telas de rascunho onde € possivel escrever a resolucao de uma operagdo de adi¢do,
subtracdo, multiplicagdo, divisdo ou MMC, com a correcdo imediata da operagdo, permitindo

ao estudante experimentar as contas antes de responder ao STI PAT2Math.



Figura 6: Rascunho da conta de divisdo
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3 MODELO DE ESTUDANTE

Quando se fala de Modelo de estudante tratasse de uma referéncia a um dos componentes
da arquitetura tradicional dos Sistemas Tutores Inteligentes (STIs) (WENGER, 1987). Sua fi-
nalidade € o acompanhamento do progresso obtido pelo estudante durante sua interacdo com o
material de aprendizagem, além de ser o instrumento permissor de um sistema que estabelece a
preocupacdo com a evolu¢do de um estudante no sistema (SELF, |1998). Para fins de exemplo,
através de um sistema que se vale do modelo de estudante seria possivel buscar a solucdo da
correcdo de erros eventualmente cometidos por um estudante através do fornecimento de um
feedback personalizado, sugerindo-lhe, até mesmo, a aprendizagem de um item especifico ade-
quado ao estudante individualmente, levando em conta o nivel do seu conhecimento naquele

momento.
3.1 Tipos de Modelo de estudante

No intuito de compreender o modelo de estudante, serdo apresentados alguns de seus tipos
amplamente utilizados na literatura (MILLAN; LOBODA; CRUZ, [2010).

 Modelo de sobreposicdo (overlay model) (CARBONELL, 1970 apud MILLAN; LO-
BODA; CRUZ, 2010): Nessa abordagem, o conhecimento do estudante € considerado
um subconjunto adequado do conhecimento de todo o dominio. Diferengas no com-
portamento do estudante em relagdo ao comportamento de alguém com conhecimento
perfeito sdo tratadas como uma indica¢@o de lacunas de conhecimento. Este modelo fun-
ciona razoavelmente bem, sempre que o principal objetivo do sistema tutor € transmitir
conhecimento do sistema para o estudante. A maior dificuldade do sistema é o de ndo
considerar o fato de que o estudante pode ter crengas equivocadas (misconpceptions) e,

portanto, dessa forma, nao conseguir lidar com o erro.

* Modelo diferencial (differential model) (BURTON, |1982| apud MILLAN; LOBODA;
CRUZ, 2010): E uma variacdo no modelo de sobreposicdo. No modelo diferencial,
o conhecimento de dominio é ramificado em necessdrio e desnecessdrio (ou opcional).
Esse modelo pode ser considerado como o modelo de sobreposi¢do, mas definido em um

subconjunto do conhecimento do dominio.

* Modelo de perturbagio (perturbation model) (BROWN; BURTON, 1978 apud MILLAN;
LOBODA; CRUZ, 2010): Nesse modelo, o conhecimento do estudante é classificado em
“correto” e “incorreto”. Geralmente, € construido sobre o conhecimento do dominio, au-
mentando com os erros mais cometidos pelos estudantes. O modelo do estudante € entio
o modelo de sobreposi¢do de conhecimentos corretos e incorretos. O conhecimento in-
correto € dividido em falsas concep¢des (misconceptions) e erros. A colecdo de erros

incluidos em um modelo de perturbacdo é geralmente chamada de biblioteca de bugs e
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pode ser construida por andlises empiricas de erros (também chamada de enumeragao)
ou pela geracdo de erros a partir de um conjunto de falsas concepgdes comuns (ou so-
mente técnicas generativas). O modelo de perturbaciao fornece melhores explica¢des do

comportamento do estudante, sendo mais caro de construir € manter.

* Modelo baseado em restri¢des (constraint-based model) (MAYO; MITROVIC; MITRO-
VIC; MITROVIC; KOEDINGER; MARTINj; OHLSSON, 2001}, 2003} 2003; |1994| apud
MILLAN; LOBODA; CRUZ, 2010): O tipo mais comum de conhecimento modelado € o
conhecimento proposicional (por exemplo, “primatas sio mamiferos™). No entanto, exis-
tem representacdes alternativas. Exemplificando, em modelos baseados em restrigdes,
o conhecimento do dominio é representado por um conjunto de restri¢des identificadas
sobre o estado do problema. Esse conjunto de restricdes identifica solu¢des corretas e
o modelo do estudante € um modelo de sobreposicdo sobre esse conjunto. A vantagem
desse modelo é que, a menos que uma solugdo viole pelo menos uma restri¢do, ela é con-
siderada correta. Isso permite que o estudante empregue diferentes formas de resolugdo

de problemas, incluindo aquelas ndo previstas pelos engenheiros do modelo de estudante.

» Rastreamento do conhecimento (knowledge tracing) e rastreamento do modelo (model
tracing) (ANDERSON et al.; BAKER; CORBETT; ALEVEN; CONATI; GERTNER;
VANLEHN:; (CORBETT; ANDERSON; KASURINEN; NIKULA; PARDOS; HEFFER-
NAN| 1995 2008 2002; 1992; 2009; 2010, apud MILLAN; LOBODA; CRUZ, 2010): E
importante analisarmos esses dois modelos conjuntamente, ja que o rastreamento do co-
nhecimento tenta determinar o que o estudante sabe, incluindo as falsas concepcdes que
podem ter. E uma abordagem para avaliagdo. O rastreamento do modelo tenta entender
como o estudante resolve um determinado problema. E uma abordagem para planejar
o reconhecimento. O rastreamento do modelo é especialmente ttil em sistemas desti-
nados a fornecer orientacdo quando o estudante atinge um impasse. O rastreamento do
conhecimento também € util como uma ferramenta de avaliacao e uma ajuda de decisdes

pedagdgicas.
3.2 Avaliacao do conhecimento do estudante

Sabendo de tais formas de modelar o conhecimento, pode-se ter a falsa percep¢ao de ser
simples a criacdo de um sistema baseado em modelo de estudante. Entretanto, essa criagdo en-
volve inumeros desafios, ja que o conhecimento de um estudante nao € bindrio, dependendo de
inimeras varidveis. A maior dificuldade no desenvolvimento desse sistema se encontra exata-
mente em determinar o nivel do conhecimento, bem como as dificuldades enfrentadas daquele
que se utiliza do sistema, o que € chamado de avalia¢cao do conhecimento. E mais, o conheci-
mento ndo € isolado. Em vdrias dreas, o objeto a ser aprendido tem partes vistas anteriormente

para que possa ser compreendido, chamado de conhecimento prévio. Por exemplo na mate-
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madtica, para saber equagdes, primeiro o estudante deve conhecer as operacdes bdsicas, soma,
subtragcdo, multiplicagdo e divisdo, para s6 depois poder evoluir.

Além disso, nessa avaliacdo do conhecimento, também devem ser avaliadas as falsas con-
cepgdes, que € quando o estudante erra o conteudo por ter compreendido de forma inadequada
o que lhe estd sendo passado. Ainda devem ser analisados os erros em conteddos que ja fo-
ram definidos como assimilados pelo estudante, chamados sl/ips, que ocorrem em sua grande
maioria por desaten¢do do estudante. Outo conceito que deve ser levado em consideracao ao
modelar o conhecimento do estudante € o acerto no “chute”, quando o mesmo acerta a resposta
mesmo sem conhecer o conteudo apresentado, chamado de guess. Para que um STI seja desen-
volvido adequadamente, ele deve considerar todos esses conceitos na sua criacdo, sempre que
o objetivo for modelar o conhecimento do estudante (VANLEHN, 2008; MILLAN; LOBODA;
CRUZ, 2010).

Talvez uma das formas mais simples de avaliar o conhecimento do estudante seja contar
seus erros e acertos, aplicar uma média aritmética e entdo obter o resultado, descobrindo, as-
sim, se o estudante sabe ou ndo determinado contetido. Porém, esse método pode ndo ser o mais
adequado para avaliar o conhecimento do estudante. Segundo |Vanlehn| (2000), se for analisado
um método hipotético no qual consideremos as sequencias “E-E-A-A-A-A” de dois erros segui-
dos de quatro acertos e “E-A-A-E-A-A” um erro seguido de dois acertos e outro erro seguido
de mais dois acertos. Agora utilizando a forma proposta neste pardgrafo somando os acertos e
realizando a média aritmética temos um resultado de 66% de probabilidade do estudante saber
o contetdo. Quando de fato na primeira sequéncia provavelmente o estudante obteve o conhe-
cimento, enquanto, na segunda aparentemente o mesmo ainda estd com alguma dificuldade em

algum ponto que pode ser refor¢ado.

Corbett e Anderson| (1994) apresentaram a técnica para avaliar o conhecimento do estudante
chamada de Knowledge Tracing, a qual consiste em avaliar o conhecimento do estudante sempre
que for possivel. Imaginemos que em uma resposta a uma atividade sobre fracdes um estudante
demonstre conhecer soma, o sistema deve identificar tal habilidade e aumentar as estimativas
do estudante sobre essa habilidade. Essa técnica tem como base quatro parametros: (i) o conhe-
cimento inicial do estudante P (L) ou p-init, (ii) a probabilidade do estudante trocar do estado
“ndo sabe” para o estado “sabe” P(T') ou p-transit, (iii) a probabilidade do estudante errar por
falta de atengdo (slip) P(S) ou p-slip, (iv) a probabilidade do estudante acertar a questdo por
“sorte” (guess) P(G) ou p-guess. Também ficou definido que uma vez que o estudante consiga
alcangar 95% de probabilidade em uma habilidade especifica € considerado que o estudante

dominou a mesma.

Para criacdo desses modelos de estudante, algumas técnicas sa3o mais comumente empre-
gadas, como é o caso das Redes Bayesianas e suas variacdes, as quais serdo exploradas na
secdo[3.3] Igualmente importante e comumente utilizada € a técnica Bayesian Knowledge Tra-
cing (BKT), através da qual busca-se identificar, usando calculos matematicos, se o estudante

compreendeu o contetido. A BKT ¢ aprofundada na secdo [3.4, Uma técnica mais atual de
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criar o modelo de estudante € utilizando Deep Knowledge Tracing, a qual emprega técnicas de

aprendizado de médquina para executar essa tarefa, como pode ser visualizado na se¢do
3.3 Redes Bayesianas

As Redes Bayesianas (RBs) tiveram grande concentracdo de estudos na década de 90,
época em que pesquisas importantes passaram a utilizd-la como ferramenta, almejando a so-
lucdo de problemas. Diversos estudos podem ser citados, como € o caso do diagnostico médico
(SHWE et al.,|1990; SPIEGELHALTER; FRANKLIN; BULL,|1990), do aprendizado de mapas
(DEAN; BASYE; LEJTER.|1990), da interpretacdo de linguagens (CHARNIAK; GOLDMAN,
1989) e, também, da visdo computacional (LEVITT; BINFORD; ETTINGER, |{1990), dentre
outros. O objetivo pretendido por tais estudos foi solucionar indmeras situagdes problematicas
do cotidiano comum as diversas pessoas. As RBs também foram empregadas para modelar o co-
nhecimento do estudante. Nesse momento, serdo apresentados alguns conceitos basicos acerca
das RBs, tais como sua estrutura e a forma de construi-las. Ap6s, concluindo essa parte do
estudo, serdo analisadas as Redes Bayesianas Dindmicas, as quais foram aplicadas no trabalho
de (SEFFRIN, 2015)).

3.3.1 Visao Geral

O objetivo almejado pelas Redes Bayesianas € a representacdo de modelos probabilisticos
com a demonstracdo das correspondentes ligagcdes entre duas ou mais varidveis. Comumente
encontra-se a aplica¢do desse modelo na verificacdo de dados incertos (RUSSELL; NORVIG,
2009). Ao analisar os sistemas tutores que tenham por base as RBs, conclui-se que muitas in-
certezas surgem em virtude de que esses dificilmente tém certeza do conhecimento do estudante
quanto ao conteudo transmitido e testado através da RB, assim como se tal conteddo foi de fato
aprendido ou se o estudante usou de subterfligios para enganar o sistema (como colar; se no dia
da avalia¢do no sistema o estudante estava passando por alguma situacio de estresse pessoal;
ou similares), o que torna praticamente impossivel garantir fidedignidade total ao sistema (WO-
OLF, 2010).

As RBs possuem a capacidade de representar essencialmente qualquer distribui¢dao de pro-
babilidade conjunta completa e, em muitos casos, muito concisamente (RUSSELL; NORVIG],
2009). Tal distribuicdo abrange as probabilidades das varidveis X1, ..., X,, dadas todas combi-
nacdes possiveis de valores que podem ser utilizadas nelas. A probabilidade de cada valor das
varidveis pode ser definida pela seguinte formula P(X7, ..., X,,) (SEFFRIN, [2015).

A RB pode ser definida como (NEAPOLITAN; 1990):

* Um conjunto V' = X, ..., X, de varidveis aleatdrias, tal que cada varidvel X; assume um
conjunto de valores exaustivos e mutuamente exclusivos. Essas varidveis serdo represen-

tadas pelos nodos da rede.
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* Um conjunto E de relagdes probabilisticas entre as varidveis. Essas relagdes serdo repre-

sentadas pelos arcos (ou links) na rede.

* Uma distribui¢do de probabilidades conjunta (DPC) P, definida em V (P(Xjy, ..., X,,)
denota a probabilidade de que X; = z1,e ... e X, = x,,).

de tal modo que:

* O grafo G = (V, E) é um grafo aciclico dirigido (GAD).

* O conjunto (V, P) satisfaz a suposicdo de independéncia condicional.

Segundo Pearl| (2014), o que torna as RBs tdo Bayesianas € o fato de obedecerem aos dois
atributos definidores da escola bayesiana: a disponibilidade para aceitar opinides subjetivas
como substituto para dados brutos e a aderéncia a condicionalizacdo de Bayes como meca-
nismo primério de atualizacdo de crencas. Assim, podemos concluir que as Redes Bayesianas
possuem a capacidade de calcular probabilidades através de cdlculos estatisticos previamente
determinados com objetivos diretos para determinado nicho e com base em regras estabelecidas

para esse fim como veremos na sequéncia.
3.3.2 Teorema de Bayes

Como exposto anteriormente, as RBs sdo aplicadas para calcular dados incertos, no sistema
tutor inteligente elas sdo capazes de avaliar o conhecimento do estudante. O responsdvel por
realizar os cdlculos das incertezas das RBs é o Teorema de Bayes. A primeira vista, a regra
de Bayes ndo parece muito ttil, eis que para se ver calculado um dnico termo P(B|A) se
fazem necessdrios outros trés termos: P(A|B), P(B) e P(A). Entretanto, essa regra é muito
util na pratica, como melhor veremos, ja que em alguns casos possibilita o levantamento de
estimativas sobre esses trés termos (RUSSELL; NORVIG, |2009). Levando tais informagdes em
consideragdo obtemos a equagdo [3.1] a qual objetiva definir a probabilidade da ocorréncia de
P(B|A).

P(A|B)P(B)

P(BIA) = =5

3.1

O Teorema de Bayes pode ser empregado de forma muito positiva na sociedade, facilitando
o cotidiano das pessoas, a exemplo os casos médicos, em que para diagnosticar um paciente
o sistema deve utilizar como entradas as probabilidades de cada um dos sintomas das doen-
cas conhecidas. Por exemplo, determinado médico tem o conhecimento de que a meningite
causa rigidez no pescogo em cerca de 70% dos pacientes acometidos pela doenga. Esse mé-
dico também estabeleceu que a probabilidade, a priori, de um paciente ter meningite é -——-— e

50.000
que a probabilidade a priori de qualquer paciente ter rigidez no pescoco € de 1%. Sendo s a
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proposicdo de o paciente ter rigidez no pescoco e m a proposi¢io de o paciente ter meningite,

temos:

P(s|lm)=0,7
1
P(m) = ——
(m) = 55000
P(s) = 0,01

slm)P(m) 0,7 x 50(1]00
= = 10,0014 3.2
P(s) 0,01 ’ (3:2)

P(m|s) = il

Assim, se conclui que apenas 1 em cada 50.000 pacientes terao meningite. Percebeu-se que
a rigidez no pescoco € um sintoma que evidencia a probabilidade de o paciente ter meningite,
de 70%. Nio obstante, a rigidez esteja presente em um alto nimero de casos de meningite, é
muito mais provavel que as causas do sintoma de rigidez no pescoco, de forma geral, sejam
por outra razdo que nao a meningite (RUSSELL; NORVIG, 2009). Como pode-se perceber, o
teorema de Bayes permite calcular uma probabilidade desconhecida através de probabilidades
previamente estabelecidas.

Entretanto, em alguns casos as probabilidades individuais dos eventos (P(X;)) ndo estdo
disponiveis. Mas essas podem ser obtidas utilizando o somatério de probabilidades condicionais
que sejam mutuamente excludentes (PEARL) [2014). Sendo assim, temos a equagao que é
uma adaptagdo da equagdo [3.1]

P(A[B)P(B)

PUBIA) = S~ pralB) P(B) G-3)

A equagio [3.3] representa a base das técnicas Bayesianas, na qual uma hipotese H estd
condicionada a uma evidéncia e (PEARL! 2014}, como foi mostrado no exemplo acima. No
exemplo foi possivel verificar a possibilidade de o paciente estar doente (meningite) a depender
da ocorréncia de uma evidéncia, no caso do exemplo estudado, um sintoma especifico da doenca
(rigidez no pescoc¢o). Por fim, pode-se concluir que o Teorema de Bayes alcanca a técnica
necessdria para que as RBs tenham condi¢des de realizar os cdlculos probabilisticos para que

sdo projetadas.

3.3.2.1 Representacgao

As Redes Bayesianas sdo representadas por meio de um grafo aciclico orientado (GAO),
onde cada um dos nodos (vértices) desse grafo representa uma varidvel aleatéria e os arcos
(setas) demonstram uma ligacdo condicional entre dois nodos. Se houver um arco saindo do
nodo X até o nodo Y, € dito que X € pai de Y e cada nodo X; tem uma distribui¢do de

probabilidade P(X;|Pais(X;)). Além disso, pode-se ter uma varidvel X sem nenhum arco
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chegando até ela, essa possui apenas probabilidades a priori, ou seja, P(X) (PEARL! 2014).

As varidveis que ndo tiverem arcos chegando nelas serdo denominadas nodo-raiz (Root Node).

Além dessas notagdes, tem-se também, ligado a RB, as tabelas de probabilidades condi-
cionais (TPC), em que cada linha da TPC mostra a probabilidade condicional de cada valor
de nodos para os casos de condicionamento. Um caso de condicionamento € uma possivel
combinacao de valores para os nodos pais (RUSSELL; NORVIG, 2009). Estas probabilidades

representam a forca da influéncia de uma variavel sobre as outra (PEARL), [2014).

As RBs também podem definir a independéncia condicional entre varidveis. Este conceito
refere-se a ocorréncia de um evento onde a varidvel X tem sua probabilidade condicional de-
finida por P(X|Y, Z) e ocorre do valor da varidvel Z ser conhecido, tornando a informagio
de Y irrelevante. A independéncia condicional é definida por P(X|Y,Z) = P(X|Z): “X é
independente de Y, dada a informagdo de Z”, ou I(X, Z,Y") (PEARL, 2014). Por exemplo,
sabendo o tempo em que o dltimo O6nibus passou em uma determinada parada (Y"), pode-se ter
uma ideia de quando o préximo vird (X). No entanto, ao tomar conhecimento da localiza¢do
deste proximo Onibus (Z), a informacao de Y se torna irrelevante para determinar a informacao
X (PEARL! 2014).

Se todos os valores da TPC P(Xj, ..., X,,) sdo conhecidos, pode-se realizar qualquer tipo de
inferéncia. No entanto, a elicitacdo da TPC € uma tarefa que requer um niimero de parametros,
0s quais sao exponenciais ao nimero de varidveis (MILLAN; LOBODA; CRUZ, 2010).

Na figura[7]é representada uma RB ilustrada em (RUSSELL; NORVIG, 2009), a qual exibe
a utilizacdo de um alarme que monitora um certo local contra roubos, sendo que o local é
também suscetivel a terremotos. O dono do local combinou com os vizinhos Jodo e Maria para
que ligassem para ele caso o alarme tocasse. O Jodo quase sempre liga quando ouve o alarme,
mas as vezes ele confunde o toque do telefone com o alarme e também liga ao ouvi-lo. J4 Maria
gosta de ouvir musica com som muito alto, e em alguns casos nido ouve o alarme disparar.
Para modelar a RB, os acontecimentos acima citados devem ser analisados, considerando o
fato de que o alarme também dispara por causa de terremotos. O conjunto dessas informacoes,
portanto, fornece os dados que caracterizam as incertezas do modelo. Dadas as evidéncias de

quem liga ou ndo liga, é possivel estimar a probabilidade de um roubo.

E possivel visualizar na figura [7| que nio existem varidveis representando os fatos de Jodo
confundir o alarme com o telefone, tdo pouco o fato de maria escutar miusica alta. Para utilizar
a RB ¢ necessdrio definir as TPC de cada um dos nodos, conforme pode ser visto na Figura
em que temos: o nodo Roubo com a probabilidade de 0,1% de ocorrer um roubo; e o nodo
Terremoto com 0,2% de probabilidade da ocorréncia de um terremoto; esses dois possuem suas
probabilidade ditas a priori. J4 o nodo alarme tem suas probabilidades baseadas nos nodos
anteriores (roubo e terremoto). Entdo, se ocorrer um roubo € um terremoto a0 mesmo tempo,
existird a probabilidade de 95% de disparar o alarme. J4 caso ocorra um roubo, mas ndo um
terremoto, a probabilidade de o alarme disparar € de 94%. Ja quando ndo ocorre o roubo, mas

ocorre o terremoto, tem-se a probabilidade de 29% de o disparo do alarme acontecer. Quando
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Figura 7: Rede Bayesiana tipica, mostrando a topologia e respectivas tabelas de probabilidades
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nao ocorre nenhum dos eventos, a probabilidade de disparo € de 0,1%.

Ja o nodo JodoLiga tem como pai o nodo alarme e responde pela probabilidade de Jodo
ligar para o proprietario quando ouve o alarme. Portanto, quando o alarme toca, Jodo tem uma
probabilidade de 90% de ligar. Ainda quando o alarme ndo tocar, Jodo tem uma probabilidade
de 0,5% de ligar. O nodo Marialiga também € filho do nodo alarme, por isso também depende
dos valores associados ao alarme para verificar a probabilidade de Maria ligar, caso o alarme
venha a tocar, Maria tem uma probabilidade de 70% de ligar para o proprietario. J4 quando o

alarme ndo tocar, Maria tem uma probabilidade de 0,1% de ligar.

Para a constru¢do da RB € necessério ter conhecimento do dominio do modelo, de forma a
obter a melhor defini¢ao das varidveis e dos seus respectivos estados. Ainda é importante definir
as relacdes entre as varidveis para que a constru¢do da RB seja bem sucedida. O método de
construgdo causal define uma relagio causa-efeito entre as varidveis, no qual as causas exercem
influéncia sobre os efeitos (PEARL, 2014). Assim, a rede da figura|[/|foi desenvolvida usando
este método, pois tanto “roubo” quanto “terremoto” causam o disparo do “alarme”, e o disparo

do alarme resulta na ligacdo do “Joao” ou da “Maria”.

Definidas as relag¢des, define-se as probabilidades das tabelas de cada nodo. Neste ponto é
comum haver a participacao de especialistas no dominio a ser modelado, a fim de auxiliar na de-
finicdo das probabilidades a priori e das probabilidades condicionais (SEFFRIN, [2015)). Outras
formas de se obter esses valores incluem andlises estatisticas (MANSKE; CONATT, 2005/ apud
SEFFRIN, 2015) e técnicas de aprendizado de maquina (BAKER; CORBETT; KOEDINGER;
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LEE; BRUNSKILL, 2004; 2012 apud SEFFRIN| 2015). Em outros casos, certas probabilida-
des ndo podem ser estimadas através de dados disponiveis, sendo possivel estima-las através de
resultados encontrados na literatura (CONATI; GERTNER; VANLEHN, 2002/ apud SEFFRIN,
2013).

A fim de explicar melhor o funcionamento da RB do alarme mostrada na figura (/| a partir
dos dados contidos na mesma, pode-se aferir a probabilidade de o Alarme (A) ter tocado, ndo
havendo roubo (R?), nem terremoto (7°), e tanto Jodo (J) quanto Maria (M) terem ligado (SEF-
FRIN, [2015).

P(J, M, A,~R,~T) = P(J|A)P(M|A)P(A|~R, ~T)P(~R)P(~T)
=0,90 x 0,70 x 0,001 x 0,999 x 0,998 (3.4
= 0, 00062

De mao do grafo da RB e das TPCs de cada um dos nodos dela é possivel, entdo, verificar
a probabilidade de um nodo especifico tendo como evidéncia outros nodos da mesma rede.
No exemplo utilizado para evidenciar a representacdo, pode-se concluir que, de posse do grafo
montado, bem como das TPCs de cada nodo da RB, ¢é possivel inferir sobre os dados a chance
de estar ocorrendo um roubo ou terremoto, sabendo quem foi que ligou para o proprietdrio,
Jodo ou Maria. Assim, resta evidenciado que a RB € capaz de retornar os resultados buscados

sempre que temos conhecimento do grafo e das TPCs utilizadas.
3.3.3 Inferéncia

A atividade de inferéncia em uma Rede Bayesiana se baseia na apresentagdo de evidéncias e
observacao dos valores probabilisticos que as varidveis assumem. Essas evidéncias se tratam de
variaveis onde se tem 100% de certeza da ocorréncia daquele valor especifico; a essa varidvel
se da o nome de instanciada (PEARL,[2014).

Sempre que uma varidvel € instanciada, as demais probabilidades da rede sdo recalculadas,
tomando como base essa evidéncia. Sendo assim, a evidéncia € propagada pera o restante da
rede. Em seguida, dessa propagac¢do, pode-se concluir algumas hipéteses, tomando como base
as probabilidades assumidas pelos nodos.

As RBs permitem dois tipos basicos de inferéncias: diagndstico e predi¢do. O Diagndstico
¢ a tarefa de, através de um conjunto de evidéncias, identificar as possiveis causas. As evidén-
cias nesse contexto sio referidas como sintomas ou falhas. Um exemplo deste raciocinio € o
diagndstico médico, em que o foco € a identificagdo da doenca de um paciente, com base nos
resultados de exames. A predicdo (ou previsdo), por outro lado, tenta identificar a ocorréncia
mais provavel do evento, dada uma evidéncia. O diagndstico examina o passado e o presente
para raciocinar sobre o presente, enquanto a predicao olha para o passado e para o presente
para raciocinar sobre o futuro (MILLAN; LOBODA; CRUZ, 2010). No caso do modelo de
estudante, utiliza-se da predi¢c@o para analisar qual a melhor trajetéria para o desenvolvimento
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do estudante.

3.3.4 Redes Bayesianas Dinamicas

Ao longo do estudo foram visualizadas informacOes de probabilidades estéticas, em que
cada varidvel aleatdria possui apenas um valor especifico. Por exemplo, ao consertar um carro,
supde-se que qualquer peca que esteja danificada continuard danificada durante o processo de
diagndstico. Por essa razdo, a atividade € deduzir o estado do carro a partir de evidéncias
observadas, que também permanecem fixas (RUSSELL; NORVIG, 2009).

Imaginando um paciente com diabetes, como no caso do carro, se tem como evidéncias do-
ses de insulina recentes, alimentacdo, medi¢do de acticar no sangue e outros sinais fisicos. Com
essas evidéncias, € possivel avaliar a quantidade de agicar no sangue e a quantidade de insulina
no organismo, podendo entdo tomar decisdes sobre a alimentacdo. S6 que diferentemente do
caso do carro, essas evidéncias variam ao longo do tempo, tornando os aspectos dindmicos do
problema essenciais (RUSSELL; NORVIG, 2009). Assim como esse problema, varios outros
dependem de evidéncias que variam. As Redes Bayesianas Dinamicas (RBDs) sdo mais ade-
quadas para tratar de situagdes varidveis, ja que elas levam em consideracao o tempo nas suas
avaliacgdes.

RBDs para (DEAN; KANAZAWA| [1989 apud CHAPELLE; ZHANG], [2009) sao uma ma-
neira de estender RBs para modelar distribui¢des de probabilidade sobre colecdes semi-infinitas
de varidveis 71, Zs, ..., Z,. Normalmente, essas varidveis sdo particionadas em Z;, = (U;, X;,Y;)
para representar as varidveis de entrada e as de saida de um modelo estado espaco (state-space).
Sao considerados apenas os processos estocdsticos em tempo discreto, e neles o indice ¢ € au-
mentado em 1 a cada nova observacao chegada. Essa observacdo pode representar que algo
mudou tornando-o um modelo de evento discreto. Dizer que a Rede Bayesiana é dinamica nao
quer dizer que a mesma se altera ao longo do tempo, mas sim que o sistema € dinamico.

Para construcdo de uma RBD, trés tipos de informagdes devem ser especificadas: a distri-
buigdo anterior sobre as varidveis de estado P(Xj); o modelo de transicdo P(X; 1|x); € 0
modelo de sensores P(F;|X;), e estes nodos receberdo as evidéncias no instante ¢ (RUSSELL;
NORVIG, 2009).

No processo de inferéncia das RBDs, as evidéncias sdo apresentadas aos nodos-sensores
e propagadas pela rede. Uma RBD pode ser transformada em uma RB através do processo
de desenrolamento (unrolling), que consiste em inserir infinitas representacdes da RB, repre-
sentando cada um dos instantes de tempo. Cada rede é ligada a sua sucessora através das
relacoes temporais que sdo arcos juntando dois instantes, estabelecendo a relacdo condicional
P(X;41|X}) para cada instante de tempo ¢ (SEFFRIN, 2015).

Considerando o exemplo de uma RBD, retirado de (RUSSELL; NORVIG, 2009), para o
monitoramento de um rob6 alimentado por baterias que se move no plano X — Y temos que,

primeiro, sdo necessdrias as varidveis de estado, que incluirdo X; = (X, Y;) para represen-
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tacdo da posi¢do e também X, = (Xt, Y}) que representa a velocidade. Presume-se que para
medir a posi¢do seja utilizado um GPS (Global Positioning System) embutido no robd, produ-
zindo medi¢des de Z. A posi¢do no periodo de tempo seguinte depende da posicao atual e da
velocidade. A velocidade no periodo seguinte depende da velocidade atual e do estado atual
da bateria. Foi acrescentado entdo Bateria; para representar o nivel de carga real da bateria,
que tem como pais o nivel de bateria anterior e a velocidade, e também foi acrescentado um
Medidor By, que mede o nivel da bateria naquele momento, isso resulta na RBD mostrada na
Figura 8] executando a técnica de desenrolamento na RBD citada anteriormente obtém-se as

fatias replicadas para acomodar a sequéncia de observacdes robo; .3, conforme pode ser visto na
Figura[9]

Figura 8: Rede Bayesiana Dinamica representacao de um robo alimentado por bateria
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S

Fonte: Adaptado de Russell e Norvig| (2009)

Figura 9: Rede Bayesiana Dinamica do robd fatiada pelo processo de desenrolamento.
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Como € possivel perceber, a RBD se diferencia da RB por se valer da questao tempo. A
RBD permite o desenvolvimento de sistemas que se modificam ao longo do tempo, permitindo,
dessa forma, uma avaliacdo temporal da mesma. Como no exemplo do robd, pode-se avaliar
o funcionamento do mesmo levando-se em consideracdo o nivel de bateria em um instante
especifico, permitindo ao rob6 sua movimentacao (ou ndo) sobre o plano, demonstrando o seu

desempenho e consumo energético ao longo do tempo.
3.4 Bayesian Knowledge Tracing

O Bayesian Knowledge Tracing (BKT) € um método para modelar o conhecimento do es-
tudante, o qual se da através de um Hidden Markov Model (HMM), que se trata de um modelo
estatistico em que o sistema modelado pode ser descrito como um processo de Markov com
parametros desconhecidos, onde deseja-se determinar os pardmetros ocultos a partir de para-
metros observaveis. O HMM para modelar o conhecimento do estudante possui uma varidvel
latente, utilizada através da observagdo exata da interacao do estudante com o STI em cada uma
das habilidades necessdrias para se obter o dominio do conhecimento. Ele se utiliza dos quatro
pardmetros citados na secdo P(Ly), P(T), P(G) e P(S) para calcular as probabilida-
des pretendidas. No BKT, sdo utilizadas as seguintes equagdes (YUDELSON; KOEDINGER;
GORDON, 2013)):

p(L1)h = p(Lo)", (3.5)

P(Li—1)-(1 = p(S)*)

= Correto k = .
Plealobse = corretoh = ST + AL pwar 0
— errado)t — P(Li-1)-p(S)"*
PUEtlobo = ermado) = o e + (- p(Lnp)-( - p@py P
p(Le)g = p(Li-1|obs;)y + (1 — p(Le-1|obst)y).p(T)", (3.8)
P(Crir)y = p(Le)y-(1 = p(S)") + (1 = p(Le);) -p(G)F) (3.9)

Sabendo que os parametros sdo definidos para todas as habilidades, as férmulas sao utili-
zadas para definir o conhecimento de um estudante () para cada uma das habilidades (k). A
probabilidade inicial deste estudante para uma habilidade é dada através do parametro P(Ly)
para aquela habilidade, conforme a equacdo [3.5] Dependendo se o estudante aplicou a habi-
lidade £ correta ou incorretamente, a probabilidade condicional € calculada usando a equagdo
3.6/ ou a equagido sucessivamente. Essa probabilidade condicional € aplicada para atualizar
o dominio da habilidade £ de acordo com a equagdo E para calcular a probabilidade de o
estudante acertar alguma atividade do dominio £ no futuro € usada a equacgao (3.9
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3.5 Deep Knowledge Tracing

O Deep Knowledge Tracing (DKT) foi inicialmente introduzido por Piech et al. (2015) e
utiliza uma Rede Neural Recorrente (RNR) para realizar a tarefa de modelar o conhecimento
do estudante. Fundamentalmente, ¢ um modelo dindmico e flexivel que conecta neur6nios
artificiais ao longo do tempo. A propagacdo das informacdes € recursiva, visto que os neuronios
ocultos evoluem tanto com as entradas do sistema como com os dados anteriores (WILLIAMS;
/IPSER, [1989). Diferentemente da forma como o BKT ¢ utilizado na educagdo, as RNRs
tém apresentacdes dimensionais e continuas do estado. Uma das vantagens de se utilizar essa
representacdo mais rica das RNR € a sua capacidade de utilizar uma informacdo de entrada
em uma previsao em um ponto muito posterior no tempo. Isso € especialmente verdadeiro ao
analisar as redes Long Short Term Memory (LSTM), um tipo popular de RNR (HOCHREITER;
SCHMIDHUBER|, [1997). As RNR sdo muito competitivas em tarefas temporais, como por
exemplo conversdo de voz para texto (GRAVES; MOHAMED; HINTON, [2013), tradu¢des
(MIKOLOV et al.,2010) e legenda de imagens (KARPATHY; FEI-FEIL 2015) nas quais grandes
quantidades de dados estdo acessiveis para treinamento. Os resultados obtidos em outras dreas

sugerem que as RNR podem ser utilizadas para modelar o conhecimento do estudante.

Figura 10: Uma RNR Desenrolada

Camada de Saida y ) Y. ) ( Y. Y, ( ¥

oy @) @
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Fonte: Traduzido de | Xiong et al.[(2016))

As RNRs tradicionais mapeiam uma sequéncia de entradas x1, o, ..., x4, para uma sequéncia
de saidas vy, ys, ..., Y+ Estes dados de saida sdo obtidos calculando-se uma sequéncia de estados
“ocultos” hy, h2, ..., hy, as quais podem ser vistos como codifica¢des sucessivas de observagdes
passadas sendo capazes de ser utilizadas para prever o futuro. A figura[I0]demonstra como as

varidveis se relacionam através de uma rede simples definida pelas equagdes:

ht = tanh(thxt -+ Whhht—l + bh), (310)

yr = c(Wynhe +0y), (3.11)

onde tanto o tanh quanto a funcio sigmoide, o (-), sdo aplicados elementarmente. Esse modelo
¢ parametrizado por uma matriz de peso de entrada W}, uma matriz de peso recorrente Wy,
estado inicial /2y e uma matriz de peso de leitura W, ;,. Além disso, ainda possuem uma unidade
latente 0y, e de leitura b, (PIECH et al., 2015).



39

Ainda, as redes LSTM Hochreiter e Schmidhuber| (1997) sdo uma variante mais complexa
de RNR, em diversas oportunidades, se mostram mais poderosas. Em LSTM, as unidades
latentes guardam seus valores até que explicitamente sejam liberadas pela acdo de um “forget
gate”. Dessa forma, enfrentam menores adversidades para reter informacdes, obtendo éxito
em armazend-las por etapas de tempo muito mais longas, tornando-as mais faceis de treinar.
Além disso, as unidades ocultas sdo atualizadas usando interacdes multiplicativas e podem,
assim, realizar transformagdes mais complicadas para o mesmo nimero de unidades latentes.
As equacdes de atualizacdo para um LSTM sao significativamente mais complexas do que para
uma RNR. A saida y; € um vetor de comprimento igual ao nimero de problemas em que cada
entrada representa a probabilidade prevista de que o estudante responderia a esse problema em

particular corretamente.
3.5.1 Séries temporais de entrada e saida

Para melhor compreender as RNRs, se faz necessario analisar as séries temporais de entrada
e saida, ja que elas sdo as responsdveis por evidenciar as interacdes do estudante nos sistemas
baseados na técnica de DKT. Assim, para treinar uma RNR ou LSTM é necessério converter as
interacdes do estudante em uma sequéncia de valores de entrada de tamanho fixo z;. Podemos
realizar essa tarefa de duas maneiras, dependendo da natureza das interagdes (PIECH et al.,
2015):

* Para conjuntos de dados pequenos, com um numero M de exercicios Unicos, define-se
x; como uma codificacdo simples de interacdo do estudante h; = ¢, a;, a qual repre-
senta a combinacdo de qual exercicio foi respondido e se o mesmo foi respondido de
forma correta ou incorreta, entdo x; € {0, 1}*, porém dessa forma com o ¢; separado o

desempenho ndo se mostra tao satisfatorio.

 Ja para uma grande quantidade de dados, utilizando a maneira anterior rapidamente seria
impraticdvel devido ao tamanho muito grande de informacdes. Para esse conjunto de
dados pode-se atribuir um vetor aleatério n,, ~ N(0,I), sendo que a cada tupla de
entradan,, € Re",e N <« M. Restou definido que cada valor de entrada z; corresponde
ao vetor r; = ny, 4,, esta representagdo aleatoria de baixa dimensionalidade de um vetor
de alta dimensionalidade € motivada pela deteccao comprimida. Tal detec¢ao comprimida
afirma que um sinal k-esparso em d dimensdes pode ser recuperado através de projecoes
lineares aleatérias de klog d (até as constantes de escala e aditivas) (BARANIUK, 2007
apud PIECH et al.| 2015). Assim, a previsao de a,,; pode entdo ser lida a partir da entrada

em y; correspondente a g .
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4 APRENDIZADO DE MAQUINA

O aprendizado de méquina € baseado em redes neurais (RN), as quais objetivam copiar o
funcionamento do cérebro humano para que as miquinas desenvolvam capacidade de executar
tarefas automatizadas sem a interferéncia humana. As RNs sdo uma parte fundamental no
desenvolvimento deste trabalho, ja que o mesmo objetiva criar um modelo de estudante através
delas, denominado de modelo Deep Knowledge Tracing (DKT).

A primeira RN foi proposta por McCulloch e Pitts| (1943)), através de um artigo que ver-
sava sobre o funcionamento dos neurdnios, resultando numa RN simples em que se utilizavam
circuitos elétricos. A partir dai, varios outros trabalhos foram desenvolvidos, cada um deles
contribuindo para a evolucdo das RN, até que Fukushima (1975) prop6s a primeira RN multi-
camadas.

Inicialmente, as RNs foram pensadas para a resolucdo de problemas diversos como se ima-
ginava fosse o funcionamento do cérebro humano. No entanto, com o passar do tempo os
cientistas constataram que mesmo o cérebro possui dreas responsaveis por processos especifi-
cos, como por exemplo o lobo frontal que tem como fun¢do a movimentacdo do corpo, o lobo
parietal que lida com os sentimentos e assim por diante. Pelos conhecimentos adquiridos sobre
o funcionamento tanto do cérebro como das RNs, os trabalhos com RNs foram sendo adaptados
para as descobertas, chegando ao ponto em que elas receberam tarefas especificas, ganhando,
assim, fungdes como visao computacional (SHINZATO, [2010; COUTO\ 2012), processamento
de linguagem natural (HU et al.,[2014; SOCHER et al., 2011), dentre outros.

4.1 O neuronio

O sistema nervoso humano pode ser descrito como um sistema de trés estagios, conforme
demostrado no diagrama em blocos da Figura [I1] O centro do diagrama € o cérebro, repre-
sentado pela rede neural, que recebe de forma continua as informacdes, tomando, ao fim, as
decisdes. Os dois conjuntos de setas que aparecem na Figura [IT| representam impulsos, as que
apontam para a esquerda indicam uma transmissio de informacao para a frente através do sis-
tema, enquanto as orientadas para a direita representam uma realimentag¢do do sistema. Os
receptores traduzem os estimulos externos ou do corpo em impulsos elétricos que sdo trans-
mitidos ao cérebro. Ja os atuadores convertem os impulsos elétricos oriundos do cérebro em

respostas discerniveis como saida do sistema (HAYKIN, 2001)).

Figura 11: Representa¢do em diagrama em blocos do sistema nervoso

Estimulo ——— Receptores Rede Atuadores ——> Resposta

Neural

Fonte: (ARBIB, 1987 apud HAY KIN|, 2001}
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Os neurdnios sdo estruturas bioldgicas que recebem uma entrada (estimulo), processa a en-
trada recebida e gera ou ndo uma saida. Caso gerada, a saida serd a continuidade do estimulo,
passando para o préximo neurdnio. Na figura [I2] pode-se observar um conjunto de neur6nios
em uma lamina de microscopio; os mesmos foram impregnados com uma substancia metalica,
gerando assim a imagem. Cada um dos neur6nios mostrados na Figura [I2]é formado por trés
partes principais: os dendritos, o corpo celular e o ax6nio, como pode ser constatado na Fi-
gura O corpo celular é a maior parte de um neur6nio; nele estdo contidos o nicleo e a
maioria das estruturas citoplasmadticas; os dendritos sdo prolongamentos finos e geralmente
ramificados, responsdveis pela condugdo dos estimulos captados do ambiente ou de outras cé-
lulas em direcdo ao corpo celular; ja o axénio é um prolongamento fino, geralmente mais longo
que os dendritos, apresentando, no seu final, terminag¢des, cuja fung¢do € transmitir para outras

células os impulsos oriundos do corpo celular.

Figura 12: Neurdnios no microscopio
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Fonte: |Abrahamsohn e Freitas (2017)

Figura 13: Representacdo de um neurdnio
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Fonte: [So Biologial (2008))

Quando os neur6nios sdo interligados para formar o sistema nervoso, ligam seus axonios
aos dendritos dos proximos neuronios. Essa ligacdo ndo necessariamente € fisica, mas sim-
plesmente uma aproximagdo que permita a transmissao dos impulsos, se transformando numa

espécie de cabo de transmissao de impulsos nervosos. A transmissdo dos impulsos se d4 entre
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as extremidades dos neurdnios vizinhos ao se encontrarem, ocorrendo a sinapse neural. Existem
dois tipos de sinapse neural, as sinapses quimicas e as sinapses elétricas (PURVES et al., 2005).

Na sinapse quimica o que € passado de um neurdnio para o outro sdo substancias quimicas,
as quais sao passadas do ax6nio de um neurdnio para o dendrito do préximo neur6nio. Por

outro lado, a sinapse elétrica utiliza impulsos elétricos para realizar essa comunicagao.
4.1.1 Neurbnio artificial

A secdo . T|apresentou os neurdnios do ponto de vista da neurociéncia. Esses se comparam
aos neurdnios artificias, ja que ambos t€ém uma estrutura de entrada, recebendo a denominacao
de sinais de entrada nos neurdnios artificiais. Além disso, possuem também uma estrutura de
saida que nos neuronios artificiais é conhecida como sinais de saida. Essas estruturas, sinais de
entrada e sinais de saida, sdo as responsdveis pela sinapse do neurdnio artificial. Tais estruturas
foram apontadas na Figura[I4] Os sinais de entrada estdo representados pelos circulos X; 4 X,
e os sinais de saida pela saida do neur6nio. O neur6nio mostrado na Figura [I4] foi proposto
por Rosenblatt| (1957), consistindo em um sistema para reconhecimento de padrdes, ficando

conhecido como Perceptron de Rosenblatt.

Figura 14: Perceptron de Rosenblatt.

@ > | neurdnio saida

Fonte: Traduzido e adaptado de Rosenblatt (1957)

Alguns anos depois, Minsky e Papert (1969) inseriu ao neur6énio o conceito dos pesos, 0s
quais sdao um vetor de valores correspondendo as entradas (cada entrada € associada a um peso
especifico). No principio do treinamento, os pesos sdo atribuidos de forma aleatéria. Durante
o processo de treinamento, esses pesos sao ajustados para que a saida do neurdnio seja a mais
préxima possivel da desejada. Para aplicacdo da regra desenvolvida por Minsky e Papert| (1969),
os valores das entradas sdo multiplicados pelos pesos associados. Na sequéncia, cada uma
dessas entradas € entregue ao neurdnio em si, no qual serdo somados todos valores gerados,

enviando, ao final, o resultado para a funcdo de ativagc@o, a qual possui a responsabilidade de
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definir a saida do neur6nio.

Na Figura [15] temos um exemplo de um neurdnio aplicando a regra de Minsky e Papert
(1969). O neurdnio, chamado de Junc¢ao aditiva, recebe os valores das entradas (z¢, 1 até x,,),
os quais sao multiplicados pelos pesos sinédpticos (wy, wy até w,,), onde cada uma das entradas
¢ multiplicada pelo peso sindptico a ela associado, por exemplo zg * wq, £1 * wy €, assim, Su-
cessivamente até a ultima entrada. Em seguida, € realizado o processamento (aqui representado
pela juncao aditiva juntamente com a Fung¢do de ativacio), gerando uma saida (representada por
y). Essa saida do neur6nio resultard em um valor entre -1 e 1, sendo determinada pela soma
ponderada Zf;l w;x;, que serd menor ou maior do que um valor limiar (threshold). Em termos

algébricos, podemos descrever na Equagao [4.1]

Figura 15: Modelo ndo-linear de um neurdnio
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Fonte: |[Haykin| (2001])

0 if > wix; < threshold

Output - 4.1)
L af >y " wyx; > threshold

4.1.1.1 Funcéo de ativacao

A fun¢@o de ativacdo pode ser representada por ¢(v). Ela define como serd a saida do

neur6nio levando em consideracdo o sinal v oriundo da Juncdo aditiva. Pode-se citar quatro
tipos de fun¢do de ativacao (HAYKIN, 2001)).

1. Funcao de limiar - esta funcdo é descrita pela Equacdo conforme exibido na Fi-
gura[I6] correspondendo a saida de um neurdnio. A Funcao de limiar é comumente refe-
rida como modelo de McCulloch-Pitts, em reconhecimento ao trabalho (MCCULLOCH;

PITTS!| [1943). Para essa fungdo, sempre que a saida do neurdnio assume o valor 1 quer
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dizer que o campo local deste neurdnio € ndo-negativo, e 0 para o caso de ser negativo, o

que descreve a propriedade tudo-ou-nada do modelo McCulloch-Pitts.

lsev >0
p(v) = B 4.2)
Osev <0

Figura 16: Funcdo de ativagdo limiar
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(Y

Fonte: Adaptado de |Haykin/ (2001)

2. Funcao unidade linear retificada (ReLu) - ¢ uma funcdo amplamente utilizada e pode
ser descrita pela Equacdo [4.3] e sua derivada é descrita pela Equagdo #.4] Essa fungdo
simplifica consideravelmente a otimizacao da saida do neurdnio, ja que ela € muito pare-
cida com a func¢do identidade. A demonstra¢do da saida dessa funcdo de ativacdo pode ser
visualizada na Figura onde valores de v maiores que zero geram uma saida também

maior que zero.
ReLu(z) = max0,x 4.3)

1, sex>0

4.4
0, sex <O 9

RelLu'(x) = {

3. Funcio sigmoide - também chamada de funcao logistica, ¢ dada pela Equagdo 4.5 Até
pouco tempo, era a funcdo mais utilizada em Redes Neurais Artificiais (RNA) por se
demonstrarem biologicamente mais plausiveis. No entanto, ao verificar sua derivada na
Equagao pode-se perceber que ela satura para valores maiores que 5 € menores que

-5, assim tendendo a zero, e nessas regides o gradiente desvanece. Na Figura 18] pode-se
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Figura 17: Gréfico gerado pela fun¢@o unidade linear retificada e sua derivada
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Fonte: Elaborado pelo autor

visualizar as curvas da fun¢do sigmoide e de sua derivada.

o(x) = 4.5)

’

o(z)=0c(x)(1—o(x)) (4.6)

Figura 18: Gréfico gerado pela funcdo Sigmoide e sua derivada

11 — Sigmoide
—— Derivada

—4 -2 0 2 4
v

Fonte: Elaborado pelo autor

4. Funcao tangente hiperbdlica (TanH) - similar a func¢do sigmoide, essa também tem o
formato de ’S”, mas ao contrdrio da sigmoide, ela variade -1 a 1. A TanH se aproxima da
func¢do identidade, sendo assim uma alternativa a funcio sigmoide. A curva gerada pela

TanH e sua derivada podem ser vistas na Figura[I9] A Equagdo[.7|define a fun¢do TanH,
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enquanto a Equagao [4.8] define a derivada da TanH.

tanh(z) = 20(2z) — 1 4.7)

tanh’(z) = 1 — tanh?(x) (4.8)

Figura 19: Gréfico gerado pela fungdo Tangente Hiperbdlica e sua derivada
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Fonte: Elaborado pelo autor

Outras func¢des poderiam ser citadas, mas a fim de exemplificacdo, as funcdes apontadas
demonstram bem o que pode ser esperado das funcdes de ativacdo. Além disso, as fungdes

vislumbradas serdo as usadas no decorrer deste trabalho, como sera explicitado no Capitulo [6]
4.1.1.2 Backpropagation

O método backpropagation (retropropagacao) foi proposto por Rumelhart, Hinton e Wil-
liams (1986), tendo por objetivo atualizar os pesos sindpticos atribuidos as entradas de cada
neuronio da Rede Neural, visando minimizar a diferenca entre a saida atual obtida pela RN e
a saida desejada. Primeiramente, a RN € inicializada com um conjunto de pesos aleatdrios.
Durante o processo de aprendizagem, uma entrada é fornecida a rede e propagada até gerar
uma saida. Em seguida, os valores da saida sao comparados com os valores da saida desejada,
resultando, assim, em um sinal de erro.

Dessa forma, o sinal de erro € retropropagado através da rede partindo da camada de saida,
recalculando cada um dos pesos associados as entradas dos neurdnios. Tal ocorréncia pode ser
visualizada na Figura[20]

A férmula utilizada para realizar essa atualizagdo dos pesos ¢é a apresentada na Equacaof.9]
onde o valor do peso W da proxima interagdo serd o valor do peso da interagdo anterior sub-

traido os valores do parametro 7, que representa a taxa de aprendizado da RN. Esse parametro
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Figura 20: Orientacdo dos sinais de entrada e erro no backpropagation
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Fonte: [Souzal (2012))

define o tamanho do passo dado para a corre¢do do peso. Esse pardmetro ainda é multipli-
cado pelas derivadas parciais da fun¢do de erro 2 em relacdo a cada um dos pesos da rede
W, culminando na geragcao da nova matriz de pesos atribuidas as entradas dos neurdnios. Tais
ocorréncias irdo ser repetidas por diversas vezes durante todo processo de treinamento da RN

até a finalizacao deste processo.

W W — ng—vjf/ (4.9)

4.2 Redes neurais

As redes neurais artificiais podem ser vistas como um grafo orientado, sem prejuizo ao que
foi demostrado na Figura[I5] visto que a exibi¢do da rede neural como um grafo ¢ somente uma
simplificagdo do modelo grafico visto na figura.

Os pesquisadores Leijnen e Veen (2020) reuniram em uma imagem a representacao de di-
versas arquiteturas de redes neurais, como pode ser visto na Figura[21] Nela pode-se identificar
desde a rede neural mais simples, chamada de perceptron, até as redes mais complexas, como

as redes neurais recorrentes ou as redes neurais convolucionais.

Para fins deste trabalho serdo mais aprofundados os seguintes tipos de redes neurais:

Redes perceptron

Redes multi-layer perceptron

Redes neurais recorrentes

Redes long/short term memory
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4.2.1 Redes Perceptron

O perceptron € a forma mais simples de rede neural, utilizada para classificacao de padroes
linearmente separdveis. Geralmente, consiste em um tinico neurdnio com pesos sindpticos ajus-
taveis. O conceito de rede neural foi inicialmente introduzido por MACCULLOCH e Pitts
(1943), que inaugurou a ideia de redes neurais como maquinas computacionais, em seguida
varios trabalhos surgiram, o primeiro a desenvolver uma rede neural (ROSENBLATT, [1957), a
qual foi construida com apenas um neurdnio.

A rede desenvolvida por Rosenblatt (1957) era capaz de realizar a tarefa de classificar in-
formacgdes de forma bindria, buscando a identificacdo de objetos, por exemplo. Por possuir
apenas um neurdnio na sua construcio, ele recebe informacgdes de entrada, realiza as operacdes
matematicas necessdrias, para ao fim, calcular uma saida para a rede neural.

Um exemplo do modelo Perceptron pode ser visualizado na Figura Pode-se constatar
que o neurdnio recebe os valores de entrada zg, x1, ...x,,, esses valores sao multiplicados pe-
los respectivos pesos associados a cada um dos neurdnios wgg, Wk1, -..Wgm, resultando assim
no produto escalar que serd fornecido a juncdo aditiva. Em alguns casos, nesse ponto, pode
existir uma constante chamada bias (viés) que em momento algum durante o treinamento sofre
alteracoes.

Entdo, os dados sdo repassados a fungdo aditiva (D) que realiza a soma de todo o pro-
duto escalar através da Equacdo > | ;w;zj. Neste ponto pode ser adicionado o bias resultando
na equagio » ., jw;xj + b, o que pode trazer alteragdes a forma como a rede € treinada. Na
sequéncia, o resultado deste somatdrio € passado a funcdo de ativagdo, a qual verifica o valor
resultante, comparando-o com o threshold (limite). A fun¢do de ativacdo ainda analisa em que
ponto deve ser mudada a classificagdo, conforme pode ser visto na Equacao[d.1] para ser gerada,
em seguida, uma saida.

No inicio do processo de treinamento do modelo perceptron, valores aleatdrios sdo atri-
buidos aos pesos w; associados a cada uma das entradas. Apds cada processamento durante
o treinamento, esses pesos sdo atualizados, para realizar essa atualiza¢do é usado o algoritmo

backpropagation.
4.2.2 Redes Multi-layer Perceptron

Essa arquitetura se baseia na Rede Perceptron, na qual os neur6nios sdo organizados em
camadas permitindo diversas arquiteturas. Sempre que se tratar de uma Multi-layer Perceptron
estd se falando de uma Rede Neural Artificial (RNA) que possui uma camada de entrada, uma
ou mais camadas ocultas e uma camada de saida Figura22] Além disso, nenhuma das saidas
de um neur6nio de uma £ vai estar ligada a entrada de um neurdnio de uma camada menor ou
igual a k. Ainda pode ser dito que esse tipo de RNA é completamente conectada, visto que cada

neurdnio fornece sua saida para todos os neurdnios da préxima camada (HAN; PEl; KAMBER,
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2011).

Figura 22: Arquitetura Rede MLP

Camada Camada Camada
de entrada oculta de saida

Fonte: [Han, Pe1 e Kamber| (2011)

Ainda na Figura 22| pode-se constatar que cada um dos neurdnios da camada de entrada
X1,To, -+ ,Ti, -+ , T, estdo ligados a todos os neurdnios da camada subsequente. Pode ser
visualizada ainda a camada oculta, onde tem-se um exemplo de um neurdnio nominado de O,
existindo um peso associado a cada uma dessas ligagdes chamados de I¥;;. Este ultimo estd
referenciado aos neurdnios de onde sai a ligacdo, neste caso ¢, € a0 neurdnio onde essa ligacao
chega j. E assim sucessivamente para cada uma das ligacdes, inclusive naquelas que ligam a

camada oculta a camada de saida, neste exemplo chamado de ;.

Em MLP uma das tarefas mais complicadas é descobrir a estrutura ideal para a rede, o que
ja foi fruto de diversos estudos, por exemplo (CYBENKO, [1989; HORNIK et al., |1989; FU-
NAHASHI, 1989). Em nenhum deles foi identificado qual a melhor formatacdo para a MLP,
mas trouxeram alguns caminhos para orientar essa constru¢do. Segundo os estudos menciona-
dos, uma MLP com uma camada oculta € suficiente para aproximar qualquer fung¢ao continua,
enquanto duas camadas ocultas sdo suficientes para aproximar qualquer fun¢do matematica.
Porém, ndo houve consenso para se determinar a quantidade ideal de neur6nios nas camadas
ocultas para as MLPs. Entdo, Cybenko (1988, |1989); Haykin (2001)) afirmam que essa quanti-
dade deve ser definida de forma empirica.

Em alguns casos pode ser interessante a utilizacdo de mais de duas camadas ocultas, pois
assim pode ser facilitado o treinamento da RNA. No entanto, ndo € aconselhado visto que o
erro que € propagado através da rede se torna menos util e preciso (BRAGA; FERREIRA;
LUDERMIR,; 2007).
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4.2.3 Redes Neurais Recorrentes

As Redes Neurais Recorrentes (RNR) sdo uma topologia de rede que apresentam neur6nios
recorrentes. Isso quer dizer que existe uma estrutura de loop, o qual permite a RNR armazenar a
informacdo, além de permitir a interag@o desta com os novos dados de entrada. Essa capacidade
de armazenamento torna essa topologia de rede ideal para atividades de processamento de séries
temporais.

Uma série temporal, segundo (WOOLDRIDGE, 2016|apud|[CARVALHO et al., 2018)), pode

ser descrita como uma sequéncia de observacdes de uma varidvel ao longo do tempo, ou seja,

uma série de informagdes coletadas em intervalos regulares em um periodo de tempo. Essas
demonstram as caracteristicas de um fendmeno em etapas sucessivas, € geralmente, em equi-
distantes periodos de tempo.

Quando se fala de RNR, € utilizada uma abstracao onde um tnico né representa uma camada
de neurdnios. Além disso, para ficar mais simples a visualizacdo da rede, ela é representada na

vertical, tendo suas camadas representadas de baixo para cima.

Figura 23: Representacdo RNR

B

Fonte: Traduzido de Xiong et al. (2016)

Na Figura[23]estd sendo ilustrada a forma de exibi¢do de uma RNR. Nela é possivel consta-
tar a camada de entrada representada por x, assim como a camada oculta representada por h, e
a camada de saida nomeada de O. Uma das caracteristicas mais importantes das RNRs é o loop
que liga os neurdnios da camada oculta a eles mesmos, permitindo a este tipo de rede neural a
persisténcia das informacdes.

A principal funcao das RNRs € o reconhecimento de padrdes em sequéncias de dados. Esses
algoritmos levam em consideracdo uma sequéncia, seja ela temporal ou ndo, possuindo, na sua
grande maioria, um viés temporal. Isso quer dizer que a decisdo tomada na etapa de tempo

t — 1 pode afetar a decis@o que a rede tomar mais tarde no tempo ¢. Isso faz com que as RNRs
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acabem tendo duas entradas, a atual e a do passado recente, que sdo combinadas para determinar

a resposta para novos dados.

Figura 24: RNR desenrolada

so00 o
veo o

Fonte: Traduzido de Xiong et al. (2016)

Visualizando mais internamente uma camada de neurdnios, pode-se constatar que dentro
de cada neurdnio existe, assim como no perceptron, uma funcio de ativagdo que verifica se a
informag@o € ou ndo passada adiante. Ser passada adiante significa que a informagao da saida
do neurodnio ird gerar uma saida, bem como que sera passada para o préximo neur6nio da rede,

conforme a Figura[25]

Figura 25: Visualiza¢do de uma sequéncia de neur6nio nas RNR

Fonte: Traduzido de [Xiong et al.| (2016)
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4.2.4 Redes Long/Short Term Memory

As redes Long/Short Term Memory (LSTM) sao um tipo especial de RNR, por possuirem
a capacidade de armazenar informacdo por um tempo mais prolongado. A informacio € ar-
mazenada até que um conjunto de condi¢des seja alcangada, apagando apods, a informagdo da
célula.

Uma das principais caracteristicas das LSTM em relagdo as RNRs convencionais € o fato de
poderem armazenar a informagdo por muito mais tempo, o que ocorre por conta da estrutura de
células desse tipo de rede. A LSTM possui uma estrutura em cadeia que se assemelha a quatro
redes neurais e blocos de memoria, chamados de células. Um exemplo de um neurdnio pode

ser visualizado na Figura
Figura 26: Exemplo de Neur6nio LSTM
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Fonte: |Kang (2017)

Toda a manipulagdo da memoria dentro dos neurénios de uma rede LSTM € feita através

dos portdes (gates). Os tr€s portdes existentes sao:

* Forget Gate: Neste portdo, as informagdes que ndo sdo mais necessdrias para a rede sao
removidas. A entrada z; e a saida da célula anterior h;_; sdo inseridas no neurdnio, multi-
plicadas pelos pesos, a seguir o resultado € passado para a funcdo de ativacdo (sigmoide),
fornecendo uma saida bindria. Se essa saida for “0”, a informacdo armazenada na célula

€ esquecida; ja se for “1” a informacao ficard retida para uso no futuro.

« Input Gate: E o portio responsavel por avaliar os dados que serdo usados na célula do

neurdnio. Assim como no Forget Gate, os dados sdo regulados pela funcido sigmoide,
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criando um vetor, além de utilizar adicionalmente a funcao tangente hiperbdlica (TanH)
que fornece uma saida de -1 a +1, armazenando todos os valores de h;_; e x;. Os valores
deste vetor e os valores regulados sdo entdo multiplicados para se obter as informagdes

uteis para a célula.

+ Output Gate: E o portio responsdvel por apresentar as informagcdes calculadas pela cé-

lula para gerar uma saida, assim como por passar os dados para o préximo neuronio.

A informacdo da memoria de longo prazo esta diretamente ligada a célula, na Figura
representada por Cell. As informag¢des ficam armazenadas neste setor do neurdnio, enquanto as
setas (loop) abaixo da célula indicam a natureza recursiva da célula. Assim, a informacao que fi-
car armazenada na célula pode ser excluida pelo forget gate, bem como pode ser criada/alterada

pelo input modulation gate (portao de modulacdo de entrada).
4.2.5 Comparativo entre os tipos de redes neurais apresentadas

As redes neurais apresentadas se diferenciam na forma como tratam os dados, ao buscar a
predi¢cdo do resultado esperado. As redes Perceptron s@o as mais simples das redes neurais. No
trabalho desenvolvido, essas ndo foram utilizadas, mas foram elas que permitiram o desenvol-
vimento de todas as demais RNs. Ja as redes MLP sdo capazes de realizar a classificacdo de
dados buscando prever uma classe especifica.

As RNR trabalha com sequencias de dados que demonstrem o passar do tempo. Entdo,
para empregar uma RNR, € necessdrio que os dados devem demonstrar um sequencia ordenada
temporal. Elas permitem uma andlise mais detalhada dentro de sequencias pré-definidas e sobre
essas sequencias buscam prever a classificacdo da proxima interacdo. As RNRs possuem um
componente que se assemelha muito a memoria do cérebro humano, porém neste tipo de rede
neural a informacdo que estd armazenada nessa memoria € atualizada em toda nova entrada
de dados. Assim os dados da memoria sdo lidos da memoria, excluidos dessa memoria, em
seguida podem ser manipulados ou nao e ao final sd3o novamente armazenados na memoria, e
isso ocorre em cada interacdo da RNR. As LSTM, por sua vez, sdo um tipo especifico de RNR,
que se diferenciam pelo tempo que as informagdes ficam salvas nos neurdnios. Nas redes LSTM
essas informagdes ficam armazenadas por longos periodos de tempo, mais especificamente, até

que uma condi¢do seja alcangada, obrigando entdo a exclusio dessa.
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5 TRABALHOS RELACIONADOS
5.1 Meétodo de Selecao de Artigos

Primeiramente, foi realizada uma busca para identificar quais técnicas poderiam ser utiliza-
das para modelar o conhecimento do estudante. Dentre as técnicas disponiveis estdo as Redes
Bayesianas e sua variante Redes Bayesianas Dindmicas apresentadas na Se¢ao[3.3] Assim como
a técnica Bayesian Knowledge Tracing (BKT), a qual realiza a inferéncia do conhecimento do
estudante através de cdlculos matemdticos de probabilidade, tal técnica foi explorada na Se-
¢d0[3.4] Por fim, foi encontrada a técnica que se utiliza de Deep Learning para a construgio do
modelo de estudante, denominada de Deep Knowledge Tracing (DKT), que foi explicitada na
Sec¢do[3.5] sendo a técnica empregada nesse trabalho para a construgdo do modelo de estudante.
Superada a escolha da técnica mais adequada para o desenvolvimento desse trabalho, foi dado
inicio ao processo de pesquisa dos trabalhos relacionados a constru¢dao de modelo de estudante
utilizando DKT.

Esse capitulo se destina a elucidar trabalhos pesquisados com relacdo ao assunto explorado
por essa dissertacdo. Para realizar a selecdo foi utilizado o Google Académico[] como forma de
obter-se um panorama geral do tema. Refinando as buscas pelos trabalhos mais proximos aos
contetidos necessdrios, passou-se a consultar as principais bibliotecas disponiveis (ACME], Sci-
ence Direcf’|e IEEF). Além das bibliotecas, foram pesquisadas as conferéncias CSEDU, ITS,
ICALT, SBIE, ITICSE, UMAP, CSEET, EDM, FIE, EC-TEL, IVA, LACLO, SIGCSE, visto que
estas sdo as principais conferéncias relacionadas ao assunto deste trabalho. Por fim, os princi-
pais periddicos da drea de inteligéncia artificial aplicada a educagdo, como os UMUALI, 1JAIEd,
Computer & Education, complementaram o rol de elementos que serviram para determinar o
caminho para o desenvolvimento do presente estudo.

Para possibilitar as buscas relacionadas anteriormente, foi empregada a string de busca
“Deep Knowledge Tracing”, que retornou 395 resultados no Google Académico. Nas demais
bases de pesquisas, o retorno foi menor. Por exemplo, na IEEE foram retornados apenas seis
trabalhos, na ScienceDirect o retorno foi de cinco trabalhos e na ACM foram retornados 30 re-
gistros. Realizando uma andlise de duplicidade, se constatou que praticamente todos os titulos
encontrados nas outras bases de pesquisas referenciadas, ja estavam contemplados pela base do
Google Académico.

O total de trabalhos levantados totalizaram 436 artigos. Como primeira tarefa, analisou-se
a duplicidade nos artigos, visto que os mesmos se originaram de fontes diferentes, para, entdo,
comegar-se a reunir os trabalhos pela lista do Google académico, para, em seguida, agrupar

os trabalhos das demais bases. Os trabalhos oriundos da IEEE estavam todos contidos na lista

'Disponivel em: <https://scholar.google.com>
Disponivel em: <http://dl.acm.org/>

*Disponivel em: <http://www.sciencedirect.com/>
“Disponivel em: <http://iceexplore.icee.org/>
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do Google, motivo pelo qual ndo foi acrescentado nenhum trabalho oriundo dessa conferéncia.
Dos cinco trabalhos da ScienceDirect, dois ja estavam presentes na lista do Google, enquanto
da lista de 30 artigos obtida na ACM, dezenove trabalhos ja se encontravam na lista do Google.
Restaram, ap6s concluir a etapa de mineragao, 410 trabalhos na lista, na sequéncia, os trabalhos
foram baixados, sendo constatado que 103 trabalhos ndo permitiam o download do arquivo, seja
por ndo estarem mais disponiveis, seja por cobrarem taxas para 0 acesso.

Concluida a etapa anterior, foram reunidos 307 trabalhos para a préxima etapa de verifica-
cdo, consistindo em averiguar a linguagem dos trabalhos, ficando constatado que 39 trabalhos
dos listados estavam escritos em outra lingua que ndo o inglés ou o portugués. Dessa forma,
da lista inicial, apenas 268 trabalhos passaram a préxima etapa, que consistiu na leitura dos
titulos dos trabalhos. Neste ponto foi constatado que 87 trabalhos nio tinham nenhuma ligagcao
com o tema abordado nessa pesquisa, motivo pelo qual foram descartados. Na continuidade,
os 181 trabalhos restantes foram analisados para verificar se possuiam no minimo quatro pagi-
nas, ja que trabalhos com uma quantidade menor de paginas ndo costumam trazer conclusdes
relevantes, uma vez que, em sua grande maioria, sio trabalhos em fase inicial de pesquisa, sem
grandes informacdes relevantes. Isso resultou em 24 trabalhos sem a quantidade minima de
paginas, reduzindo para 157 trabalhos sobressalentes.

A préxima etapa consistiu na leitura do resumo dos trabalhos, na busca por verificar se os
mesmos possuiam resultados que viessem a acrescentar no desenvolvimento desse trabalho.
Nessa fase, 41 trabalhos foram excluidos devido a ndo existéncia de resultados, bem como fo-
ram eliminados outros 66 devido aos trabalhos ndo terem grande relevancia para essa pesquisa,
restando, assim, 50 trabalhos para a fase final deste levantamento. A fase final dessa andlise
consistiu na leitura completa dos trabalhos, verificando se os mesmos se encaixavam de alguma
forma ao contexto procurado. Ao fim de toda mineragao, foram selecionados seis trabalhos que

se encaixavam ao fim almejado por essa pesquisa.
5.2 Trabalhos Selecionados

Findada a mineracdo de trabalhos a serem explorados para a elaboragdo dessa pesquisa,
passou-se a explorar os trabalhos que possuissem relacdo com a técnica escolhida para o desen-
volvimento desse trabalho. A técnica utilizada para construcao do modelo de estudante que se
mostrou relevante para o estudo apresentado, foi a Deep Knowledge Tracing (DKT). Tal técnica
pode ser considerada nova, tendo sido primeiramente apresentada por |Piech et al.| (2015), os
quais apresentaram uma utilizacdo de um tipo de RNRs chamado Long Short Term Memory
(LSTM), que tinha por fim avaliar o conhecimento do estudante.

Para realizar a verificagdo proposta foram feitos diversos experimentos, primeiramente uti-
lizando os dados oriundos dos STIs Khan Academy (Khan Math) e Assistments 2009-201(f],

adicionalmente, se valeram de dados simulados criados pelos proprios autores. Os dados reuni-

SDisponivel em: <https:/sites.google.com/site/assistmentsdata/home/assistment-2009-2010-data>
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dos por (PIECH et al.l [2015) foram testados no modelo de estudante utilizando BKT. A forma
como os testes foram realizados com o BKT ndo foram aprofundados por (PIECH et al., 2015),
sendo citado que foram utilizadas as formulas apresentadas nessa dissertacdo na Se¢do [3.4] Ja
nos testes com a técnica DKT, os autores criaram uma RNR utilizando LSTM; essa foi criada
utilizando a linguagem de programacao Luaﬁ O script criado por (PIECH et al., 2015) con-
tém uma RNR utilizando a configuracdo formada por uma camada oculta contando com 200
neuronios, utilizando a funcdo de ativacdo tangente hiperbdlica (TanH). Para o agrupamento
dos dados, os autores utilizaram 31 respostas ofertadas como entrada para a RNR, objetivando
alcancar a previsao do proximo passo. O método DKT obteve uma melhora no desempenho
quando comparado ao BKT, chegando a apresentar um patamar aproximado de 25% de melho-
ria. Os resultados podem ser visualizados na Tabela[I] na qual ¢ apresentada uma visdo geral,

acompanhada dos resultados obtidos por cada um dos datasets nos modelos BKT e DKT.

Tabela 1: Resultados dos testes do trabalho de [Piech et al.| (2015)

Dataset Visdo geral AUC
Estudantes Exercicios Respostas BKT DKT
Dados simulados 4.000 50 200.000 0,54 0,75
Khan Math 47.495 59 1.436.000 0,68 0.85
Assistments 15.931 124 526.000 0,67 0,86

Fonte: Traduzido de[Piech et al.| (2015)).

Ap06s a publicacdo do trabalho de (PIECH et al.| 2015), Khajah, Lindsey e Mozer (2016)
testaram o modelo criado, concluindo que se trata de uma técnica que traz ganhos na avaliagdo
do conhecimento do estudante, porém ndo atingiram o patamar de eficiéncia apurada por (PI-
ECH et al., 2015)). De acordo com as conclusdes apuradas por (KHAJAH; LINDSEY; MOZER,
2016), a motivacao para essa diferenga se deu em decorréncia a uma metodologia de inferéncia
que ndo seria a mais apropriada para a situagdo. Para a verificacdo dos resultados, foi imple-
mentada a mesma RNR utilizando LSTM desenvolvida no trabalho de (PIECH et al., 2015)).
Porém, para a implementacdo foi escolhida a linguagem Pythorﬂ bem como a utilizacio das
bibliotecas Tensorfow e Keras. Ainda, ficou constatado que nos dados do Assistments utiliza-
dos por (PIECH et al., 2015), havia muitas informacdes duplicadas, ocasionando uma possivel
especializacdo dos modelos aos dados utilizados. Para realizar novos testes, foram removidos
os dados replicados da base do Assistments 2009-2010, além de testar-se com os dados do As-
sistements 2014-2015 e com os dados do KDD Cup ZOl(ﬂ Os testes geraram os resultados
apresentados na Tabela 2] na qual pode ser constatado que, de fato, houve um acréscimo do
modelo DKT sobre os resultados obtidos com o0 modelo BKT. Fica, ainda, evidenciado que no
trabalho ndo foi levado em consideracdo os exercicios respondidos pelos estudantes, mas ape-

nas as habilidades envolvidas em cada exercicio. Como cada exercicio pode conter mais de uma

®Disponivel em: <https://www.lua.org/>
"Disponivel em: <https://www.python.org/>
8Disponivel em:<http://pslcdatashop.web.cmu.edu/KDDCup/downloads.jsp>
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habilidade envolvida, a quantidade de habilidades acabou sendo maior do que a quantidade total
de exercicios.

Tabela 2: Resultados dos testes do trabalho de Khajah, Lindsey e Mozer| (2016))

Dataset Visdo geral AUC
Estudantes Habilidades Respostas BKT DKT
Assistments 2009-2010 4.217 124 328,292 0,63 0,82
Assistments 2014-2015  19.457 100 707.944 0,64 0,70
KDD Cup 2010 574 436 607.026 0,62 0,79

Fonte: Traduzido e adaptado de Khajah, Lindsey e Mozer (2016).

Wang et al. (2017) propuseram um modelo de estudante criado para ser utilizado no intuito
de inferir o nivel do aprendizado do estudante em exercicios de programacao do sistema WEB
Hour of Cod avaliando o aprendizado recebido pelos estudantes. Para que o sistema fosse
desenvolvido, uma sequéncia de respostas do exercicio 18 da ferramenta foi avaliada pelos au-
tores buscando verificar a assertividade no exercicio 19. Dessa maneira, foi possivel realizar
a comparacao do desempenho efetivo do estudante com o previsto pela ferramenta. Nos re-
sultados preliminares apresentados na Figura [27| obtidos pelo trabalho, pode-se constatar uma

melhoria sobre o modelo base que ja vinha sendo utilizado no sistema.

Figura 27: Teste de acurdcia do trabalho de |[Wang et al. (2017)
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Fonte: Traduzido e adaptado de Wang et al.|(2017)

Em [Lin e Chi| (2017) foi realizada uma comparagao entre o modelo BKT, outro utilizando
RNR simples e um terceiro usando LSTM. No modelo BKT foram implementadas variacdes
entre o0 BKT original associando ao Intervation-BKT (iBKT), sendo testados seis modelos utili-
zando variacdes entre essas técnicas. Nos modelos RNRs, devido a sua alta flexibilidade, a qual
permite entradas multivariadas ndo necessitando de quase nenhuma intervengdo de especialis-
tas humanos, foram realizados diversos experimentos a fim de encontrar a melhor configuragdo.

Igualmente flexivel, o modelo LSTM também foi testado em diversas configuragdes.

Disponivel em: <https://code.org>
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Tanto as RNRs simples como aquelas que utilizam LSTM foram experimentadas através das
configuragdes contando com uma ou duas camadas ocultas, contendo em cada um dos experi-
mentos 50, 100, 150 ou 200 neurdnios por camada, utilizando uma fun¢do de ativacdo TanH.
Ademais, foi inserida uma camada de dropout na LSTM, a qual € responsavel pela exclusao
aleatoria de uma parcela dos pesos para evitar o seu problema de gradiente, com valor de 20%
entre as camadas da rede.

Os modelos foram desenvolvidos na linguagem Python, utilizando o framework Keraﬂ,
experimentando todos os modelos de RNR por 100 épocas. Os dados utilizados para os ex-
perimentos foram coletados do STI de probabilidade Pyreness{ﬂusando as interacdes de 524
estudantes com o STI. Esses estudantes estavam na etapa final do curso de graduacdo em ma-
temadtica discreta no departamento de ciéncia da computacido da universidade da Carolina do
Norte, entre os anos de 2014 e 2016. Os estudantes realizaram quatro etapas no experimento:
pré-treinamento, pré-teste, treinamento e pos-teste. Todos estudantes foram avaliados com a
mesma sequéncia de doze problemas durante o treinamento. Os pré-testes e pos-testes foram
avaliados de forma duplo-cego por um tinico avaliador muito experiente. Analisando a Tabela3|
verifica-se que os modelos que utilizam LSTM possuem uma maior precisdo e acuricia da pre-
di¢do, enquanto os modelos que utilizam RNR possuem pontuagdo melhor de F1-score. Além
disso, ficou constatado que, utilizando cerca de 40% dos dados € possivel alcancar um resultado

bem préximo do resultado final do treinamento.
Tabela 3: Resultados dos testes realizados no trabalho de [Lin e Chi| (2017

Modelo Acuricia Precisio Revocacdo F1 Score

BKT 0,642 0,648 0,821 0,724
RNR 0,667 0,658 0,874 0,750
LST™M @ 0,670 0,670 0,837 0,744

Fonte: Traduzido de|Lin e Chi|(2017).

Pu et al.|(2020) buscaram o rastreamento do conhecimento de uma forma diferente do traba-
lho proposto por (PIECH et al., 2015). Para a realizagdo dos experimentos, foram utilizadas as
bases de dados do Assistments 20172 do KDD Cup 2010 e do Stat F2011[%] o qual ¢ oriundo
do curso de engenharia estatistica da Open Learning Initiative (OLI). Pu et al.| (2020) aborda-
ram duas metodologias de transformacdo; a primeira delas foi a associacio entre os problemas
e as habilidades contidas nesses problemas. A segunda se tratou da inclusdo do tempo corrente
entre as respostas dadas pelos estudantes, a fim de identificar um possivel esquecimento do con-
tetido quando o estudante fica muito tempo sem interagir no STI. Na Tabela ] pode-se constatar
que ocorreu um ganho do modelo DKT sobre o modelo BKT. Os resultados apresentados na

Tabela {] explicitam os valores com a utilizagdo das duas abordagens propostas.

1Disponivel em: <https://keras.io/>

Disponivel em: <http:/lin-res05.csc.ncsu.edu:8080/Gombaud/>

2Disponivel em: <https://sites.google.com/view/assistmentsdatamining>
BDisponivel em: <https://pslcdatashop.web.cmu.edu/DatasetInfo?datasetld=507>
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Tabela 4: Resultados dos testes realizados no trabalho de |Pu et al.| (2020)

Dataset Visdo geral AUC
Estudantes Exercicios Habilidades Respostas BKT DKT
Assistments 2017  1.709 4.117 102 943.000 0,628 0,806
KDD 2010 3.287 1.379 899 4.420.000 0,744 0,784
Stat F2011 333 1.224 81 190.000 0,821 0,947

Fonte: Traduzido de[Pu et al.| (2020)

No trabalho de Sonkar et al.| (2020)) foi proposto um modelo de DKT baseado em perguntas
denominado pelos autores de question Deep Knowledge Tracing (QDKT), o qual objetiva veri-
ficar o desempenho de todos os estudantes em uma determinada pergunta ao longo do tempo.
Para testar o modelo proposto foram utilizadas as bases Assistments 2009 e 2017, Stat F2011,
além de dados do Tutor, que se trata de uma plataforma de ensino on-line. Os resultados ob-
tidos em cada uma das bases podem ser vistos na Tabela[5] Verificou-se que o modelo qDKT

apresenta uma avaliag@o superior ao modelo DKT original em duas das quatro bases testadas.

Tabela 5: Resultados dos testes realizados no trabalho de [Sonkar et al.[(2020)

Dataset Visdo geral AUC
Estudantes Exercicios Habilidades Respostas DKT gDKT
Assistments 2009  4.151 16.891 111 325.637 0,740 0,678
Assistments 2017 1.709 1.183 86 249.105 0,721 0,742
Stat F2011 333 1.223 85 189.297 0,770 0,822
Tutor 895 5.981 1.592 437.524 0,856 0,875

Fonte: Traduzido de Sonkar et al.| (2020)

Ap6s comparagdo dos trabalhos apontados, ficou evidenciado que o principal diferencial do
presente estudo, se dd pela utilizacdo dos dados de um STI baseado em passos, ja que os demais
utilizam STIs baseados em respostas, conforme pode ser visualizado na Tabela[6] A utilizacdo
dos dados de STIs baseados em passos se diferencia do modelo baseado em respostas pelo pri-
meiro apresentar uma gama maior de informacdes para o modelo de estudante. Isso porque,
para resolver um exercicio, em regra geral, o estudante fornece mais de um passo, enquanto nos
baseados em resposta, somente a resposta final € dada ao sistema computacional, mesmo que o
aluno empregue mentalmente varios passos. Ademais, visou-se utilizar os dados complementa-
res oriundos do STI PAT2Math, como por exemplo, as unidades do conhecimento, que podem
ser visualizadas na Tabela [/} as quais foram abordadas no passo corrente, acompanhada da in-
formagdo do passo dado pelo estudante e do passo anterior por ele aplicado, almejando, com
1ss0, uma avaliagdo mais precisa do conhecimento do estudante. Em um primeiro momento foi
realizado um teste com a RNR LSTM proposta por (PIECH et al.| 2015)), porém, a mesma nao
alcancou os resultados esperados. Assim, realizou-se uma nova abordagem para a predi¢do do
proximo passo do estudante, a qual se vale da RNA utilizando MLP. Ressalta-se que essa abor-

dagem nao foi adotada em nenhum dos trabalhos relacionados encontrados, conforme evidencia
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Baseado em respostas

Tabela 6: Comparativo entre os trabalhos relacionados

Baseado em respostas

Baseado em respostas

Baseado em respostas

Baseado em respostas

Baseado em respostas

Baseado em passos

Khan Math

Assistments 2009-2010

Assistments 2017

Assistments 2009-2010

Assistments 2009-2010 Assistments 2014-2015 Hour of Code Pyreness KDD Cup 2010 Assistments 2017 PAT2Math
Dados simulados KDD Cup 2010 Stat F2011 Tutor

BKT
BKT BKT BKT DKT LSTM DKT LSTM
DKT LSTM DKT LSTM DKT LSTM g§¥ ESNTI'{M DKT LSTM qDKT DKT RNA

Virios agrupamentos com trés
linhas:

Uma contendo o ID do aluno
Uma contendo uma sequéncia
de problemas

Uma contendo a sequéncia das
respostas dos problemas

Varios agrupamentos com trés
linhas:

Uma contendo o ID do aluno
Uma contendo uma sequéncia
de problemas

Uma contendo a sequéncia das
respostas dos problemas

Uma sequéncia de respostas de
todos os estudantes para
o problema analisado.

Virios agrupamentos com trés
linhas:

Uma contendo o ID do aluno
Uma contendo uma sequéncia
de problemas

Uma contendo a sequéncia das
respostas dos problemas

Virios agrupamentos com trés
linhas:

Uma contendo o ID do aluno
Uma contendo uma sequéncia
de problemas

Uma contendo a sequéncia das
respostas dos problemas

Duas abordagens foram
adotadas.

A primeira usou vrios
agrupamentos com trés linhas:
Uma contendo o ID do aluno
Uma contendo uma sequéncia
de problemas

Uma contendo a sequéncia das
respostas dos problemas

A segunda usa uma sequéncia
de respostas de todos os
estudantes para cada um dos
problemas contidos na base
de dados.

Utilizada uma sequéncia de
tuplas contendo o ID do
estudante, o passo fornecido
por ele, bem como o passo
anterior, um contador da
quantidade de passos utilizados
pelo estudante desde o inicio
de sua interagdo com o sistema,
outro contador com 08 passos
fornecidos até a conclusdo do
exercicio em questdo, além das
unidades do conhecimento
utilizadas no passo, além da
corregdo do passo atual.

Uma camada oculta

com 200 neur6nios
utilizando a fun¢éo de
ativacdo TanH.

E uma camada de saida
com um neur6nio usando
a fungdo de ativa¢do
sigmoide

Uma camada oculta

com 100 neur6nios
utilizando a funcdo de
ativagdo TanH

E uma camada de saida
com um neurdnio usando
a fungdo de ativagdo
sigmoide

Uma camada oculta

com 100 neurdnios
utilizando a fungio de
ativacdo TanH

E uma camada de saida
com um neurdnio usando
a funcdo de ativa¢do
sigmoide

Uma ou duas camadas
ocultas com 50, 100, 150
ou 200 neur6nios em cada
camada utilizando a funcdo
de ativacdo TanH

E uma camada de saida
comum neurdnio usando a
fungdo de ativagdo sigmoide

Foi utilizada a RNR LSTM
utilizada no trabalho de

Uma camada oculta com

100 neuronios utilizando a
funcdo de ativagdo TanH

E uma camada de saida com
um neur6nio usando a fungdo
de ativacdo sigmoide

Uma ou duas camadas
ocultas com 100 ou 1000
neurdnios em cada camada
utilizando a fungdo de
ativacdo TanH ou ReLu

E uma camada de saida
com um neur6nio usando
a funcdo de ativacao
sigmoide

Proxima resposta do estudante

Préxima resposta do estudante

Proxima resposta do estudante

Préxima resposta do estudante

Proxima resposta do estudante

Proxima resposta do estudante

Préximo passo do estudante

Acuricia

AUC AUC Acurécia Precisio AUC AUC AUC
Revocagio F1-Score
F1-Score
Realizou as
associagdes entre os problemas 0 trabalho buscou
abordados e as habilidades . . P
associadas a cada problema avaliar o andamento Concluiu que para a utilizagdo
L . ) < ? de diversos estudantes em um em STIs baseados em passos
Se limitou a verificar a Constatou que o modelo além da andlise P . . [
Comprovou que o DKT .. . . exercicio, ao que foi denominado | o modelo DKT LSTM nio é
Comprovou que o DKT . R assertividade do modelo DKT LSTM possui uma do tempo decorrido entre as ~ .
p LSTM ¢ superior ao . X . i ) de gDKT, tdo efetiva quanto o esperado.
LSTM ¢ alcan¢ou melhor P analisando apenas dois maior acurdcia, porém o respostas dadas pelo estudante b . . .
modelo BKT, porém nao L. L. . “ . ., | porém a melhoria almejada por Ja o modelo DKT RNA
resultado quando comparado . exercicios da base utilizada, modelo DKT RNR alcangou para verificar o “esquecimento”. .
alcangou os resultado obtidos . . . essa técnica obteve um resultado
ao modelo BKT. . deixando de compara-lo as um melhor resultado Concluindo que, ainda que com - " .
anteriormente. demais técnicas de Fl-Score alteracoes em relagdo ao DKT LSTM sé consistente, quando
. : o resu% @ d(; do DKT LSTM foi obtida ao analisar uma das utilizados os dados
foi superior a0 melhor resultado quatro bases utilizadas, ndo sendo | completos e pré-processados.
obtido pelo modelo BKT presente nas demais

disponivel na literatura na época.

Fonte: Elaborada pelo autor

29
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6 METODOS

O trabalho desenvolvido objetivou a constru¢ao de um modelo para avaliar o conhecimento
do estudante em sistemas tutores inteligentes baseados em passos. O sistema recebe como
entrada os passos dados pelos estudantes (o passo anterior € o passo corrente), € busca prever
se o estudante acertaria o proximo passo. Para esse trabalho serdo utilizadas redes neurais
para uma tarefa de classifica¢do bindria: classificar se o préximo passo € correto ou incorreto.
Esse tipo de modelo é geralmente denominado de Deep Knowledge Tracing. No estudo foram
avaliadas duas técnicas de aprendizado de médquina, a Rede Neural Recorrente (RNR), por se
tratar do algoritmo utilizado pelos trabalhos relacionados, e o Multi-layer Perceptron (MLP),
como uma alternativa que permitisse a utiliza¢do dos dados oriundos do STI baseado em passos.

Visando a concretizagdo do objetivo proposto, foram utilizados os dados oriundos de um STI
em funcionamento, o PAT2Math. O sistema PAT2Math, descrito na Se¢ao € um STI que
assiste estudantes enquanto eles estio resolvendo equagdes passo a passo e vem sendo utilizados
por escolas do Rio Grade do Sul desde 2014 e, por isso, possui uma quantidade expressiva de
dados para o treinamento, a validacdo e a execuc¢do de testes dos modelos criados pelo estudo

proposto. Os dados obtidos serdo aprofundados na Se¢do [6.1]
6.1 Dados Utilizados

Os dados que serdo utilizados para o treinamento e avaliacdo do modelo proposto foram
extraidos do Sistema Gerenciador de Banco de dados (SGBD) MySQL, onde os dados do
PAT2Math estdo armazenados, no dia 06 de maio de 2019. Tais dados retinem informacdes
dos estudantes que usaram o sistema até aquele momento desde fevereiro de 2017. Ele inclui
problemas resolvidos por estudantes, desde respostas dadas para cada passo, até os feedbacks
retornados pelo tutor, incluindo os conhecimentos empregados pelos estudantes na resolugdo
do problema.

Na base de dados apontada, constam 1018 estudantes cadastrados e 576 equacdes divididas
nos niveis: Muito facil, Béasico, Facil, Médio, Intermediéario, Dificil, Avancado e Expert. Ainda,
guarda as operagdes utilizadas na resolu¢do dos passos fornecidos pelos estudantes, as quais
estdo descritas na Tabela[7l

Além das informagdes descritas, possui 163.305 passos de equagdes resolvidas pelos estu-
dantes para as equacdes armazenadas no banco de dados. Desses passos, 119.282 sdo corretos
e 44.023 errados.

De posse de tais dados, torna-se possivel gerar o arquivo Comma-separated values (CSV)
contendo os dados necessdrios para iniciar o processo de pré-processamento. Posteriormente,
os dados resultantes sao utilizados para execucao dos testes no modelo de estudante utilizando

o DKT. Tal arquivo possui:

a) aidentificacdo do estudante, ocorrendo através do id de cadastro no PAT2Math;
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Tabela 7: Operagdes disponiveis no STI PAT2Math

Sigla Operagao
AD  Adi¢do
SB Subtracdo
MT  Multiplicacdo
DV  Divisdo
SP Operacdes de simplificagao
PA Principio aditivo
PM  Principio multiplicativo
MM  Minimo multiplo comum
DM  Propriedade distributiva
AF  Adigdo e subtragdo de fracdes
MF  Multiplicacdo de fragdes
DF  Divisdo de fragcdes
Ol Operacao inversa
UT  Unir termos
RE Reescrever equagdes
ER Erro
DE  Divide equagdes

Fonte: [Seffrin| (2015)

b) o passo anterior do estudante para o problema. Em se tratando do primeiro passo serd

apresentada a equacao fornecida pelo sistema;
¢) aresposta apontada pelo estudante para o passo em que se encontra;

d) informacdo de quais unidades do conhecimento foram utilizadas para solucdo do passo

atual. Nesse momento, fica constatada cada uma das operagdes identificadas na Tabela

e) um contador dos passos do estudante desde sua primeira interacdo com o sistema até a

atual;

f) um contador dos passos do estudante que contabilize a quantidade de passos dado em
cada solucdo de exercicio proposto. Assim, esse contador serd reiniciado sempre que o

estudante iniciar a solucao de um novo exercicio;
g) a correcao do passo em questio (certo ou errado);

h) ainformacao se o préximo passo serd correto ou incorreto.

O exemplo de duas tuplas deste arquivo podem ser visualizadas na Tabela [§| Uma linha
(tupla) representa um passo de uma equacgdo resolvida por um estudante, enquanto cada ope-
racdo que o estudante poderia aplicar para resolver o passo é representado como uma coluna
no arquivo (por exemplo, AD, SB, MT, etc.). A utiliza¢do de uma operagdo pelo estudante é
representada pelo valor 1, enquanto a sua ndo utilizagdo € representada pelo valor 0. O estu-

dante pode aplicar mais de uma opera¢ao na solugao do passo, situacdo em que teremos mais
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valores 1 retornados. Assim, um passo pode ser solucionado com o uso de apenas uma equagao

ou vdrias, motivo pelo qual poderemos visualizar apenas um valor 1 ou mais.

Tabela 8: Exemplo de tuplas do arquivo CSV

310 x+7=12 x=12-7 1 1 0 0

310 x=12-7 x=5 2 2 0 1
0 0 1 0 0 0 0
0 0 0 0 0 0 0
0 0 0 0 0 0 1
0 0 0 0 0 0

Fonte: Elaborado pelo autor

Além das colunas citadas na Tabela[8] adicionou-se outra contendo a informag@o objetivada
pelo DKT, a qual visa identificar se o estudante acertaria ou nio o seu préximo passo. Final-
mente, apds a obten¢do dos dados, € possivel a sua utilizacdo nos modelos que serdo objeto de

estudo, desde que sejam feitas operagdes de pré-processamento nos dados.
6.1.1 Pré-processamento

A etapa de pré-processamento visou a adequacdo dos dados extraidos do sistema Pat2Math
para possibilitar a sua aplicacdo nos modelos propostos. Sabendo-se que tais dados possuem
também informagdes textuais (denominadas de categdricas) e de que os modelos a serem desen-
volvidos trabalham com dados numéricos, houve a necessidade de realizar algumas alteracdes
para viabilizar a utilizacao dos dados do Pat2Math nos modelos.

A primeira tentativa de adaptacdo dos dados se deu com a aplicac@o da func¢ao label encoder
da biblioteca scikit-learrﬂ a qual cria uma chave de identificacdo tnica para cada informacao,
como por exemplo, uma coluna contendo os passos de um estudante, conforme Tabela 9]

Na sequéncia da utilizag¢do da referida funcdo se obtém a informacao em um array contendo

os dados a serem categorizados unicamente como:

array (["5x+3=7", "3x-4=2", "x+5=-12", "-8x+1=15", "x+4=9"])

!Disponivel em: <https://scikit-learn.org>
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Tabela 9: Exemplo de dados da coluna passo

1 5x+3=7
2 3x-4=2

3 x+5=-12
4| 5x+3=7
5

6

x+5=-12
-8x+1=15
7 x+4=9
Fonte: Elaborado pelo autor

Associado a esse array os dados no dataset sdo alterados para o id correspondente a cada

uma das informagdes textuais nele contidas, resultando, assim, nos dados da Tabela

Tabela 10: Dados da coluna passo da Tabela@ ap6s utilizacdo do label encoder

N[N B WD —
WO —| O

7 4
Fonte: Elaborado pelo autor

Segundo |Géron (2019), a técnica realiza a associa¢do dos dados categdricos a um numero.
Tal nimero serd fornecido para o algoritmo de aprendizado de miquina, o que resulta numa
possivel situagdo problemadtica, jd que ao analisar os dados de entrada os algoritmos podem
entender, por exemplo, que uma tupla com nimero 3 € maior do que outra com ndmero 1,
0 que nesse caso nao retrata a verdade, somente representam informagdes diferentes. Ainda,
pode trazer o dado equivocado de que O € mais semelhante a 1 do que a 3, ndo refletindo
verdadeiramente os dados fornecidos. Assim, essa técnica acaba ndo se mostrando indicada
para a utilizacdo nessa espécie de dados.

Em alternativa a funcdo label encoder foi empregada a one-hot encoder (OHE), igualmente
da biblioteca scikit-learn. A funcdo OHE primeiramente cria um array bem parecido com o
utilizado na fungdo label encoder e, em seguida, os dados desse array sdo utilizados para a
criacdo de colunas no dataset, sendo atribuido o valor 0 para todas nesse momento. Apds a
criacdo dessas colunas, a fun¢do transforma os dados textuais em uma matriz, visualizada na
Tabela[[ 1] Na tabela exemplo podemos perceber que ao se deparar com uma informago tnica,
a func¢do a transforma em uma coluna.

Cada linha apresentada na tabela corresponde a um passo dado pelo estudante. Quando a
fun¢do se depara com uma informagdo textual utilizada pelo estudante, ela buscard nas colu-
nas criadas a qual coluna corresponde o passo apresentado. Apods identificar a localizagdo da

equacgao nas colunas, substitui o valor O por 1, representando que a equacgao foi utilizada pelo
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estudante nesse passo.

Tabela 11: Dados da coluna passo da Tabela@ ap6s utilizacdo do one-hot encoder

5x+3=7 3x-4=2 x+5=7 -8x+1=15 x+4=9

1 1 0 0 0 0
2 0 1 0 0 0
3 0 0 1 0 0
4 1 0 0 0 0
5 0 0 1 0 0
6 0 0 0 1 0
7 0 0 0 0 1

Fonte: Elaborado pelo autor

Assim, a rede neural ndo executa comparagdes com o valor contido na coluna, apenas atri-
buindo pesos a cada coluna como sendo uma entrada para a rede neural. Essa técnica € deno-
minada de one-hot encoding, uma vez que apenas um atributo serd igual a 1 (hot), enquanto os
demais serdo 0 (cold).

A técnica one-hot encoding se mostrou eficaz para uso dos dados do STI PAT2Math nas
redes neurais, porém neste momento outro problema surgiu, a quantidade de colunas no dataset
para entrada na rede neural chegou a 9.928, tornando a execucao da rede neural muito complexa
para rodar. Para possibilitar a utilizacao dos dados do STI PAT2Math, uma nova etapa foi
adicionada ao processo, a qual visou a transformacdo das equagdes em seu template, assim, por
exemplo, a equagdo bx + 3 = 15 se tornaria Az + B = B.

A insercdo dessa etapa permitiu que a quantidade de dados na entrada da rede diminuisse,
o que s0 foi possivel através da substituicdo dos valores numéricos da equacdo por letras, ocor-
rendo, entdo, uma generalizacio das equacdes em seu template. Os valores que acompanhavam
a varidvel x na expressdo foram substituidos pela letra “A”, ja os valores independentes, aqueles
que ndo se ligam a varidvel, foram substituidos pela letra “B”.

Essa etapa foi realizada em todos os dados das duas colunas (passo atual e passo anterior),
generalizando assim as equagdes contidas nessas colunas. A Figura 28] exemplifica esse pro-
cesso. Na primeira tabela da Figura [28] encontram-se os dados originais, iguais a Tabela [9]
Na segunda tabela, constam os dados apds a generalizacao realizada. Por fim, na terceira ta-
bela, constam os dados resultantes da codificac@o apds utilizacdo da técnica OHE. Assim, esse
processo resultou no quantitativo de 5.293 colunas, as quais exigiram muito menos poder de
processamento para o treinamento e teste dos modelos que serdo propostos neste trabalho.

O gréfico exibido na Figura [29]ilustram alguns exemplos de passos que foram gerados ap6s
a etapa de generalizacdo, ou seja, transformacao da equacdo em template. O grafico ilustra que
25,2% dos passos extraidos resultaram no template Az = + B, outros 16,5% exibem o template

Az = — B, entre outros.

Concluida a fase de pré-processamento, os dados foram submetidos a uma anélise junto
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Figura 28: Exemplo dos dados da coluna passo da Tabelalg apods a generalizacdo e codificacdo
OHE

Equagbes originais Equagdes generalizadas Codificagdo One-Hot Encoder

S5x+3=7
3x-4=2
X+5=-12
5x+3=7
X+5=-12
-8x+1=15
x+4=9

[=2i=2 =01l =] =]
(=1 [=Rl=0{=0[=] =]

1 0
0 1
0 0
1 0
0 0
0 0
1 0

Fonte: Elaborado pelo autor

Figura 29: Gréfico de distribuicdo dos passos dados pelos estudantes apds a generalizagao

Outros

Ax=B
25.2%

2,1%

Ax=-B+B \*

2,2% A

Ax=(B)/(-B)

2,4%

Passo vazio Ax=-B

16,5%

Ax=(B)/(B)

4,2%

Fonte: Elaborado pelo autor
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ao sistema AutoML Tablesﬂ do Google Cloud Platform. Essa ferramenta executa uma andlise
dos dados para identificar quais colunas possuem maior influéncia sobre o resultado esperado,
identificando se o estudante acertaria ou ndo o passo seguinte. Essa andlise resultou no grafico
da Figura [30] onde pode-se constatar que a coluna correct equivale a resposta se o estudante
acertou ou ndo o passo corrente, tendo uma influéncia de 29,71% no resultado esperado. Em
segundo ficou a coluna countPasso, a qual traz a quantidade de passos que foram dados na
solu¢do do problema em questdo, correspondendo a uma influéncia de 18,58%, e assim suces-
sivamente. Também pode-se ver que os dados das colunas referentes as operagdes algébricas
aplicadas (MM, PM, UT, AF, MF, DE, ER) possuem uma influéncia muito baixa sobre o resul-

tado, se aproximando muito de 0%

Figura 30: Grafico demonstrativo da importancia dos recursos
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Segundo Ng| (2017)), até alguns anos atrds os dados eram divididos em duas partes de forma
randomica, uma delas com 70% dos dados para treinamento e outra com 30% para teste. Atu-

almente, os dados podem ser divididos em trés partes comumente definidas como:

* Conjunto de treinamento - Aquele que € utilizado para realizar o treinamento do algoritmo

de aprendizagem.

Disponivel em: <https://cloud.google.com/automl>
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* Conjunto de desenvolvimento - Aquele usado para ajustar os parametros, selecionar re-
cursos e tomar decisdes a respeito de qual algoritmo de aprendizagem escolher. Também

pode ser chamado de conjunto de validacao.

* Conjunto de teste - Usado para avaliar o desempenho do algoritmo escolhido, mas ndo

para tomar decisdes sobre qual algoritmo ou quais parametros de aprendizagem usar.

Sendo assim, se baseando em Ng| (2017), para possibilitar o treinamento, a validag¢do e os
testes dos modelos desenvolvidos, os dados extraidos do PAT2Math foram pré-processados e
divididos em trés partes. Uma delas, contendo a maior quantidade de tuplas foi destinada ao
treinamento, uma segunda parte foi destinada a validacdo do modelo criado, enquanto uma

terceira parte foi reservada para a realizac@o dos testes.

Visando a realizag¢do dos testes, do conjunto total de 1018 estudantes, 50 deles foram sor-
teados de forma aleatéria. Em seguida, foram extraidos todos os passos fornecidos por esses
estudantes durante a utilizacdo do STI. Esses dados foram entdo adicionados a um dataset es-
pecifico para os testes. Essa a¢c@o, conhecida como validagdo a nivel do estudante (validation at
student-level), se fez necessaria para evitar que os modelos se especializem nos dados utilizados
no treinamento. Os passos desses estudantes entraram no modelo como se fossem estudantes
novos, permitindo, entdo, a testagem como se o sistema estivesse em producdo. Esse conjunto
de teste resultou em 11.753 tuplas, equivalendo a todos passos fornecidos pelos 50 estudantes

sorteados anteriormente, correspondendo a uma média de 235 passos por estudante.

Assim, restaram 151.552 tuplas para os conjuntos de treinamento e de desenvolvimento, que
foram divididos na propor¢ao de 70% das tuplas para o conjunto de treinamento, enquanto o
conjunto de desenvolvimento ficaria com os 30% restantes. Para que tal divisdo fosse alcangada,
foi utilizada a biblioteca scikit-learn para separar os dados entre esses dois conjuntos. Essa
biblioteca possui uma funcdo chamada train_test_split, que executa a divisao dos dados de
forma randomica sem a necessidade de interacado humana para ser executada. Sendo assim, tem-
se os trés conjuntos de dados salvos para posterior utilizacdo nos algoritmos de aprendizagem
que serdo criados. O resultado final da quantidade de tuplas por conjunto estd sendo mostrado
na Tabela

Tabela 12: Tabela com a quantidade de tuplas em cada conjunto de dados

Conjunto de dados Contagem de duplas
Conjunto de treinamento 107.245
Conjunto de desenvolvimento 45.963
Conjunto de teste 10.097

Fonte: Elaborada pelo autor
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6.1.2 Balanceamento dos dados

Um conjunto de dados € dito desbalanceado se as classes (por exemplo, acertou ou nao
acertou o passo corrente de resolu¢do, da base do STI) ndo estiverem representadas de forma
equilibrada, ou seja, entende-se que as tuplas devem apresentar quantificagdes mais aproxi-
madas. O desbalanceamento na ordem de 100 para 1 é pertinente na detec¢ao de fraudes e o
desequilibrio de até 100.000 para 1 foi relatado em outras aplicagdes (PROVOST; FAWCETT,
2001/ apud CHAWLA et al., [2002).

Esse desbalanceamento foi constatado nos dados de treinamento, ou seja, o conjunto de
treinamento continha mais dados classificados como acertou “1” do que errou “0”. Mais es-
pecificamente, a base apresentava 78.785 classificados como certo e 28.460 classificados como
incorretos. Esse desbalanceamento pode resultar em certos problemas para a rede, podendo se
especializar mais na classificacdo de um valor em detrimento do outro.

Para solucionar esse problema, existem algumas técnicas que visam realizar o balancea-
mento dos dados, s@o elas: Over-sampling (sobre amostragem), Under-sampling (sub amostra-
gem), bem como técnicas que combinam ambas. Para realizar os experimentos propostos, foi
utilizada a biblioteca imbalanced-learn, desenvolvido por Lemaitre, Nogueira e Aridas|(2017),
a qual se vale da linguagem Python, fornecendo uma série de métodos que realizam as transfor-
macoes necessdrias para cada uma das técnicas.

A biblioteca imbalanced-learn é uma toolbox de cédigo aberto com diversos métodos vol-
tados para a resolug@o do problema de dados desbalanceados, o que é frequentemente encon-

trado no aprendizado de maquina. Para seu funcionamento faz uso das seguintes bibliotecas
numpyf} scipyf|e scikit-learr]

6.1.2.1 Técnicas de Over-sampling

As técnicas de balanceamento chamadas de over-sampling tratam os dados da classe que
possui uma quantidade menor de amostras, buscando a criagdo de dados para aproximar ou igua-
lar as quantidades em cada uma das classes existentes no dataset. Alguns métodos sdao capazes
de realizar o balanceamento dos dados utilizando a técnica do over-sampling, como por exem-
plo Synthetic Minority Over-sampling Tecnique (SMOTE) e Adaptive Synthetic (ADASYN).

O método SMOTE foi proposto por Chawla et al.| (2002), buscando a criagdo de dados
sintéticos (simulados) para a classe minoritaria, baseando-se no trabalho de (HA; BUNKE,
1997 apud CHAWLA et al, 2002). (HA; BUNKE! 1997 apud CHAWLA et al., 2002) criou
dados simulados devido a falta de dados para treinamento de uma rede neural em seu trabalho,
o qual visava a identificagdo ou ndo de cancer, onde a simples rotacado e inclinacdo das imagens

jé& gerava os dados, ainda que utilizasse repetidamente as mesmas imagens.

3Disponivel em: <https://numpy.org/>
“Disponivel em: <https://www.scipy.org/>
SDisponivel em: <https:/scikit-learn.org/>
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Jano método SMOTE, os dados da classe minoritaria sdo criados através da coleta de amos-
tras e insercao dos dados sintéticos ao longo dos segmentos de linha que ligam qualquer ou todas
as k classes minoritarias dos vizinhos mais proximos. Essas amostras sdo geradas considerando
a diferenca entre o vetor de caracteristica (amostra) e seu vizinho mais préximo; multiplica-se
essa diferenca por um numero aleatdrio entre O e 1 e adiciona-o ao vetor de recursos. Isso
faz com que a sele¢do seja um ponto aleatério ao longo do segmento de linha entre dois re-
cursos especificos. Entdo, os dados sdo criados dentro desses segmentos. Tal funcionamento
do SMOTE pode ser visualizado na figura 31} Apds a execugdo do método SMOTE, os dados
ficaram da seguinte forma, amostras negativas, que significa que o estudante erraria a préxima
resposta, contendo 78.785 registros e amostras positivas, significando que o estudante acertaria
a proxima resposta, reunindo 78.785 registros. Assim, concluida a execu¢do, a quantidade de
tuplas com amostras positivas ficou com a mesma quantidade de tuplas com amostras negativas,

tornando os dados balanceados.

Figura 31: Exemplo do funcionamento do SMOTE

Exemplo da classe majoritaria
@ Exemplo da classe minoritaria

@® Exemplos sintéticos

Fonte: [Hu e Li (2013

O método ADASYN foi proposto por He et al.|(2008) e também trabalha na criagao de dados
sintéticos, sendo, porém, criadas algumas regras que permitiram um ganho sobre o método
SMOTE em alguns casos. A ideia do método ADASYN tem por base a utilizagao da densidade
7; como critério para decidir automaticamente o nimero ¢ de amostras sintéticas ao invés de
utilizar um ndmero fixo. Mais especificamente, ©* € uma medida da distribui¢do de pesos para
diferentes exemplos de classes minoritarias, levando em consideragdo o seu nivel de dificuldade
na aprendizagem. Ao fim da execu¢do do método ADASYN, as quantidades de dados em cada

uma das classes contabilizaram 77.742 amostras negativas e 78.785 amostras positivas.
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Nos dados do trabalho em desenvolvimento, a técnica que obteve uma melhor avaliacao foi a
SMOTE, visto que a mesma conseguiu um treinamento melhor da rede neural. Esses resultados

serdo apresentados no Capitulo
6.1.2.2 Técnicas de Under-sampling

As técnicas de balanceamento dos dados de treinamento chamada under-sampling atuam
sobre os dados das classes mais abundantes, buscando diminuir a quantidade de dados nas
classes mais abundantes para igualar ou equilibrar com as classes com menor quantidade de
dados.

Diversos métodos podem ser utilizados e praticamente todos se utilizam da técnica k-Nearest
Neighbors (KNN), podendo ser traduzida como K vizinhos mais proximos. Assim, os métodos
envolvem o agrupamento e a exclusdo dos dados que podem estar repetidos ou muito préximos
com a técnica do KNN. A biblioteca imbalanced-learn fornece diversas variacoes da técnica
KNN, trazendo vantagem para alguns tipos de dados Lemaitre, Nogueira e Aridas| (2017). Den-
tre as técnicas estd o método NearMiss, o qual se baseia no artigo Mani e Zhang| (2003) que
versa sobre a utilizagdo de KNN no balanceamento de dados em um trabalho em que o objetivo
era a nomeacgdo de proteinas. Apds a execucdo do método NearMiss, o sistema resultou em
28.460 registros de amostras positivas e 28.460 registros de amostras negativas.

Outro método disponivel € AIIKNN, o qual se baseia no artigo [Tomek et al.| (1976), no
entanto, ao contrario dos demais que utilizam uma quantidade especifica de vizinhos, esse al-
goritmo aumenta o nimero de vizinhos a cada nova interagdo. Com o emprego desse método,
foram obtidos os seguintes resultados: 28.460 registros negativos e 37.990 registros positivos.

Na aplicacdo da técnica under-sampling, o algoritmo que obteve o melhor resultado foi o
AIIKNN trazendo um ganho sobre os demais métodos dessa técnica. Os resultados destes testes

serdo mais bem demonstrados no Capitulo
6.1.2.3 Técnicas combinadas

O uso de técnicas combinadas utiliza as técnicas de over-sampling e under-sampling associ-
adas, buscando, assim, aumentar a quantidade de tuplas da classe que possui menor quantidade
de registros e diminuir a quantidade da classe que possui uma maior contagem de registros.
Essa técnica tem por fim equilibrar a quantidade de dados e consequentemente tentar melhorar
a classificacdo da rede.

A biblioteca imbalanced-learn fornece duas abordagens para trabalhar com a combinacao
das técnicas anteriores. A primeira delas é chamada de SMOTETomek, se baseando no artigo de
(BATISTA; PRATT; MONARD, 2004). Essa abordagem utiliza 0 método SMOTE para realizar
o over-sampling e o método de Tomek para fazer o under-sampling. Ao fim da execucdo resta-

ram 76.470 registros negativos e 76.470 registros positivos. Por outro lado, a abordagem cha-
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mada SMOTEENN, baseia-se no artigo (BATISTA; BAZZAN; MONARD, 2003)), utilizando-se,
igualmente, do método SMOTE para realizar o over-sampling e o método AIIKNN para reali-
zar o under-sampling. Apds a execu¢do do método SMOTEENN obteve-se 60.248 registros
negativos e 36.722 registros positivos.

Percebe-se que 0 método SMOTEENN obteve o melhor resultado quando utilizado nos da-
dos do STI PAT2Math. Os resultados apurados serdo demonstrados no Capitulo

6.2 Construcao dos modelos

Ao encerrar o trabalho com o pré-processamento dos dados, avanca-se a etapa da constru-
cdo dos modelos propriamente ditos. Dois modelos foram adotados, sendo o primeiro deles
utilizando a técnica de Rede Neural Recorrente (RNR) que insere alguns conceitos como me-
moria, recorréncia, dentre outros, enquanto o segundo vale-se da técnica Multi-layer Perceptron
(MLP), a qual fornece o poder do Deep Learn, sendo mais simples de implementar, treinar e
testar.

Para a construgio dos modelos de estudante foram utilizadas as bibliotecas Tensorflonf| e
kerasﬂ permitindo uma facilitagdo na constru¢do dos mesmos. Esses modelos serdo mostrados

a seguir.
6.2.1 Modelo de estudante usando RNR

O modelo utilizando Rede Neural Recorrente (RNR) utiliza um tipo especifico de rede neu-
ral chamada de Long-Short Term Memory (LSTM), a qual possui uma capacidade maior de
armazenar informagdes e essas somente sdo apagadas através de comando explicito. Para a cri-
acdo deste modelo de estudante foram utilizadas as bibliotecas Tensoflow na versao 2.1 e keras
que se encontra na versdo 2.2.4. Neste modelo também serdo utilizados os dados oriundos do
STI PAT2Math, em um primeiro momento de forma simplificada, para testes iniciais, como sera
explicado a seguir, sendo apds aplicados os dados oriundos do pré-processamento explorados
na se¢io[6.1]

Buscou-se identificar a possibilidade de utiliza¢do desse tipo de Rede Neural (RN) com os
dados oriundos do STI PAT2Math, visto que os trabalhos desenvolvidos até entdo utilizaram
a técnica LSTM, mas em um formato diferente do extraido do STI. Os dados utilizados nos
trabalhos relacionados sdo vdrias sequéncias com trés linhas cada, na primeira linha consta o
ID do estudante, a segunda conta com uma sequéncia de IDs dos problemas respondidos pelo
estudante, enquanto a terceira linha apresenta a sequéncia das respostas se o estudante acertou
ou errou cada um dos exercicio da segunda linha, como no exemplo mostrado no trecho do
arquivo CSV exibido na Tabela [I3]

®Disponivel em: <https://www.tensorflow.org>
"Disponivel em: <https://keras.io>
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Tabela 13: Trecho do CSV gerado para RNR dos trabalhos relacionados

513
3,5,9,12,56,37,37,42,25
1,1,1,1,0,0,1,1,0

Fonte: Elaborado pelo autor

Entdo, dentro do cédigo € feita uma formatagdo para que um certo nimero de dados seja
utilizado como entrada, por exemplo, as tltimas 10 respostas do estudante, buscando identificar
se no proximo exercicio o estudante acertaria ou erraria a questdo. Dessa forma, deixa-se de
realizar uma andlise detalhada sobre a interacdo do estudante com o STI, como por exemplo,
qual foi a resposta dada, quais os conceitos aplicados, etc. Com os dados do STI PAT2Math
€ possivel fornecer mais informacdes a RN, pois ele € um STI baseado em passos e, por isso,
registra o desenvolvimento da solu¢do do problema do estudante (passos), se eles estdo corretos
ou ndo, unidades de conhecimento aplicadas.

Os trabalhos relacionados envolveram dados de STIs baseados em respostas, ou seja, em
que apenas a resposta final do estudante era corrigida. Na tentativa de utilizar os dados do STI
PAT2Math, foi feita uma extracdo simplificada dos dados contendo apenas as informag¢des do
exemplo do CSV exibido na Tabela Foram agrupadas as correcoes do STI em sequéncias
de 31 passos, buscando prever a 32°. Essa quantidade de passos (ou respostas) foi escolhida,
seguindo os trabalhos relacionados, que a definiram empiricamente (PIECH et al., 2015} | KHA-
JAH; LINDSEY; MOZER, [2016; WANG et al., 2017; SONKAR et al.l 2020). Um exemplo
dessa formatacgdo final a ser fornecida a RNR, pode ser visualizado na Tabela na qual os
primeiros trinta e um valores apresentados serdo fornecidos como entrada da RNN, enquanto o
trigésimo segundo serd o valor que a RNR devera prever. A cada nova linha da entrada os dados
sdo deslocados em uma posicao, o que significa que o dado fornecido ao segundo neurdnio na
interag@o anterior agora serd fornecido ao primeiro, e assim consecutivamente. Dessa forma, o
dado que era o objetivo na linha anterior passa a ser fornecido como entrada para o trigésimo

primeiro neurdnio de entrada. Tal formatacio foi nomeada de Formatacao 1.

Tabela 14: Exemplo dos dados passados a RNR

1 23 4567 89 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25 26 27 28 29 30 31 predicio
11010011010 1 1r 1 o0 010 1 0 1 01 01 01 1 1 0 O 1
101001101 0 1 110 o0 1 0 1 0O 1 O 1 O 1 O 1 1 1 0 0 1 1
o1o0o011010 1 1 1 0 0 1 1 0 1 1 o 1.0 1 1 1 0 0 1 1 0
100110101 1 1 0 0 0o 1 0 o 1 o0 1 1 1 0 O 1 1 O 1
11 1 11 1 1 1 1 1 1 1 1 1 I 1 1 1

(=)

0o 0 0 0 0

Fonte: Elaborada pelo autor

Em seguida foi criada uma RNR utilizando LSTM com a seguinte configuracdo: uma ca-
mada oculta com 100 neurdnios utilizando a funcdo de ativacdo Tangente Hiperbdlica (TanH) e
uma camada de saida com 1 neurdnio utilizando a funcdo de ativacdo sigmoide (PIECH et al.,
2015). Adicionalmente, foram passados os dados simplificados extraidos do STI PAT2Math
como entrada para a rede. Porém, ndo foi obtido um resultado satisfatério visto que os dados
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que sdo utilizados nos trabalhos relacionados sdo oriundos de um STI baseado em respostas.
Nesses STIs, quando o estudante acerta a solucao na primeira tentativa somente uma interagao
¢ armazenada no banco de dados. Ja nos STIs baseados em passos, para o estudante resolver
um exercicio, na grande maioria das vezes, mais de um passo é armazenado no banco de dados.
Assim, serdo armazenadas no banco de dados tantos acertos quanto os passos certos dado pelo
estudante para a solucdo do exercicio.

Na continuidade, buscou-se outros modos de testar a RNR, inserindo nela dados mais pro-
ximos daqueles fornecidos pelo STI PAT2Math. Uma das tentativas se deu através do forneci-
mento de informagdes mais detalhadas do dltimo passo do estudante, adicionando-se a informa-
cdo se o estudante acertou ou errou os 30 passos anteriores a este, objetivando prever qual seria
o resultado do préximo passo por ele dado, a esse formato foi dado o nome de Formatac¢ao
2. Porém, novamente, nao foi obtido um bom resultado. Por fim, foi testado o fornecimento
a RNR os dados conforme resultantes do pré-processamento, essa tentativa foi nomeada de
Formatacao 3.

Tabela 15: Resumo das Formatacdes fornecidas a RNR

Dados RNR
Dados com sequencias de respostas
Formatacgdo 1 | fornecidas pelo estudante, 31 respostas Uma camada oculta com 100 neurdnios
para identificar a 32°. utilizando a func¢ao de ativacdo TanH
Dados detalhados do dltimo passo do Uma camada de saida com 1 neurdnio
estudante adicionado aos 30 passos utilizando a funcdo de ativacdo Sigmoide.

Formatacao 2 . . )
§ anteriores buscando identificar o

préximo passo.
Foram passados os dados pré-processados
conforme o explicado na Segﬁo

Formatacdo 3

Um resumo das formatacdes que serdo utilizadas na RNR criada para rastrear o conheci-
mento do estudante pode ser visto na Tabela[I35] Os resultados da avaliacdo desses experimentos

serdo explicitados no Capitulo
6.2.2 Modelo de estudante usando MLP

Visando uma alternativa a utilizagdo da RNR abordada na se¢ao[6.2.1] foi desenvolvida uma
abordagem que buscasse alcancar o objetivo desse trabalho. Para tanto foi desenvolvida uma
Rede Neural Artificial (RNA) utilizando Multi-layer Perceptron (MLP) como uma possibilidade
de constru¢do de um modelo de estudante. Para a constru¢cdo do modelo foram utilizadas as
bibliotecas Tensorflow na versao 2.1 e a Keras na versao 2.2.4.

Segundo Silva e Oliveira (2001), um dos grandes problemas na criacdo de RNAs € a defini-
cdo dos parametros da rede como quantidade de camadas ocultas, quantidade de neurdnios em
cada camada, qual a melhor funcdo de ativacdo, entre outros. Algumas vezes, pequenas alte-

racdes nesses parametros levam a uma grande diferenca no resultado do treinamento. Existem
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diversas pesquisas que tentam encontrar uma possivel férmula “mégica”, porém até o momento
nenhum conseguiu definir tais valores, somente sugestdes levando em consideracdo experimen-

tos realizados.

Assim, a primeira RNA criada levou em consideragdo alguns desses estudos. Em seguida,
foram criados experimentos a fim de verificar a possibilidade de melhoria nos resultados obti-
dos pela RNA através de alteracdes nos parametros. Nesse sentido foi criada uma RNA com
uma camada oculta com 100 neur6nios, a escolha dessa quantidade de neurdnios foi empirica,
utilizando a fungdo de ativacdo RelLu e uma camada de saida com um tnico neurénio que uti-
liza como fungdo de ativacdo sigmoide, visto que a saida € bindria. Devido a esta RNA estar
sendo utilizada para a classificacdo bindria dos dados, foi utilizada a fun¢do de perda binary
cross-entropy, tendo por funcao atualizar os pesos dos neuronios da RNA para obter a melhor

generalizagdo dos mesmos. A esta RNA inicial foi dado o nome de Modelo 1.

Este modelo permitiu, em um primeiro momento constatar que a formatag@o inicial dos
dados utilizados ndo estavam corretos, pois ao passar os dados como eram retornados do pré-
processamento para a RNA, a mesma tentava identificar se o estudante teria ou ndo acertado o
passo em questdo, porém essa ndo era a resposta esperada. Para corrigir o problema adicionou-
se uma nova coluna contendo a informacdo se o estudante acertou ou errou o préximo passo,
tornando-se essa coluna o objetivo da RNA. Apés a corre¢do do problema, buscou-se a melhor

formatag@o para a RNA em questao.

Ja que nos trabalhos relacionados nenhum deles abordou a criagdo de uma RNA, foi rea-
lizada uma experimentacio exploratdria, alterando-se os parametros do Modelo 1 a fim de se
obter os melhores resultados nas métricas utilizadas. O préximo passo foi realizar uma alteracao
de cada vez nos pardmetros da RNA, apds cada alteracdo o processo de treinamento, validacao

e teste da rede foi executado, estando os resultados obtidos demonstrados no Capitulo

No segundo modelo criado foi alterada a quantidade de neurdnios na camada oculta do
Modelo 1, aumentando-se o quantitativo para 1.000 neurénios nessa camada. Os demais para-
metros da RNA permaneceram os mesmos. Assim, qualquer diferenca nos resultados dos testes

se daria somente em fungdo desta alteracdo. A este modelo foi dado o nome Modelo 2.

A terceira abordagem se deu na adicdo de mais uma camada oculta de neurdnios, com
100 neurdnios, igualmente ao Modelo 1, também utilizando a fun¢do de ativagdao ReLu. E,
novamente, os demais parametros da rede permaneceram inalterados, resultando uma RNA
com duas camadas ocultas com 100 neurdnios cada, utilizando a funcio de ativacdo ReLu, e
uma camada de saida utilizando a fun¢do de ativagdo sigmoide. A essa RNA foi dada o nome
de Modelo 3.

A proxima RNA que foi desenvolvida foi a utilizagdo do Modelo 3 aumentando a quanti-
dade de neurdnios em cada camada para 1.000 neurdnios e mantendo as demais configuracoes.
A essa RNA foi dado o nome de Modelo 4. Até o momento, foram feitas modificacdes na quan-
tidade de neurdnios e de camadas ocultas, assim como outras alteracdes foram feitas como, por

exemplo, a altera¢do do otimizador do treinamento.
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Para a criacdo do préximo modelo foram desenvolvidos diversos treinamentos, porém, para
tornar o texto mais conciso, apenas um serd apresentado. Assim, a RNA desenvolvida foi a
utilizada no Modelo 1, sendo que foi alterado o otimizador do treinamento para RMSProp,
que divide a taxa de aprendizado de um peso por uma média constante das magnitudes dos

gradientes recentes desse peso, sendo nomeado de Modelo 5.

Tabela 16: Resumo dos modelos de RNA testados

Modelo Dados RNA

Uma camada oculta com 100 neurdnios,
usando a fun¢do de ativacao RelLu
Modelo 1 e uma camada de saida com 1 neurdnio
Foram passados os dados | usando a fun¢do de ativagido Sigmoide.
pré-processados conforme | Utilizando o otimizador Adam.
explicados na Secao M Uma camada oculta com 1000 neurdnios,
usando a funcdo de ativacao ReLLu
Modelo 2 e uma camada de saida com 1 neurdnio
usando a funcao de ativacdo Sigmoide.
Utilizando o otimizador Adam.

Duas camadas ocultas com 100 neurdnios
cada, usando a func¢do de ativacdo ReLu
Modelo 3 e uma camada de saida com 1 neurdnio
usando a funcao de ativacdo Sigmoide.
Utilizando o otimizador Adam.

Duas camadas ocultas com 1000 neurdnios
cada, usando a func¢ao de ativagao ReLu
Modelo 4 e uma camada de saida com 1 neurdnio
usando a fun¢do de ativagdo Sigmoide.
Utilizando o otimizador Adam.

Uma camada oculta com 100 neurdnios,
usando a fungdo de ativacao ReLLu
Modelo 5 e uma camada de saida com 1 neurdnio
usando a fun¢do de ativagdo Sigmoide.
Utilizando o otimizador RMSProp.

Fonte: Elaborada pelo autor.

Um resumo dos modelos criados pode ser visualizado na Tabela[I6] e os resultados obtidos
por cada um desses modelos serd demonstrado no Capitulo [/, Além desses modelos, foram
experimentados um maior aumento de camadas ocultas e/ou aumento do nimero de neurdnios,
porém, segundo Silva e Oliveiral (2001), esse aumento na quantidade de camadas ocultas, além
de ndo trazer um ganho no resultado da rede, ainda acaba resultando no aumento exacerbado do

tempo para treinamento.
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6.3 Meétricas

Para a avaliacdo do presente trabalho serdo utilizadas duas métricas principais para avalia-
cdo dos modelos aqui criados. A primeira métrica serd a Area Under The ROC Curve (AUC),
consistindo em um valor numérico que representa o grau de separabilidade dos acertos de um al-
goritmo. Utiliza como base a Receiver Operating Characteristics (ROC), que € criada tracando
a taxa de verdadeiro positivo (VP) contra a taxa de falso positivo (FP), ou seja, a quantidade de
vezes que o classificador acertou a predi¢do contra a quantidade de vezes que ele errou. Essa
métrica foi adotada por ser a mesma utilizada em todos os trabalhos relacionados.

A segunda métrica utilizada é a F1 Score, sendo uma medida muito utilizada em modelos
de classificacdo bindria, objetivo tragado por este trabalho. Tal métrica leva em consideragado a
precisdo (precision) e a revocacao (recall). A precisao pode ser definida como a capacidade do
algoritmo de evitar falsos positivos. Para identificar esse valor, pode-se utilizar a equagao [6.1]
onde VP significa verdadeiro positivo e FP significa falso positivo. J4 a revocagdo € a frequéncia
com que o classificador encontra os exemplos de um valor como pode ser visualizado na equa-

¢d0(6.2] onde FN representa falso negativo. Assim, para obter a métrica FI Score ¢ utilizada a
equacdo|[6.3]

VP

Precision = ———— A

rectsion VP L EP (6.1)
VP

Recall = m—m (62)

recision.recall
Fl = 2 P

. 6.3
precision + recall (6.3)

Além dessas métricas ainda serd, em alguns casos, analisada a matriz de confusdo que quan-
tifica os resultados de verdadeiro positivo (VP), falso positivo (FP), verdadeiro negativo (VN)
e falso negativo (FN) em um quadro como o exibido na Tabela [1/| para analisar a quantidade

exata de tuplas que o classificador conseguiu identificar de forma correta.

Tabela 17: Matriz de Confusao

Predito
Classe A | Classe B
Real Classe A | VP FN
Classe B | FP VN

Fonte: Traduzido e adaptado de Luque et al.[(2019)
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7 RESULTADOS E DISCUSSOES

Esse capitulo se destina a explicitar os resultados obtidos durante todo o processo de pré-
processamento, validacdo e dos testes em cada um dos modelos desenvolvidos. Os primeiros
resultados a serem exibidos serdo os obtidos com a RNR explorada na se¢do [6.2.1] em virtude
desse modelo ter sido o primeiro experimentado no desenvolvimento deste trabalho, bem como
por se tratar do modelo original proposto por (PIECH et al., 2015]).

Os primeiros experimentos que foram executados reuniram a extragao simplificada dos da-
dos por se tratar do formato original dos trabalhos relacionados, assim como por essa configu-
racdo ter obtido um resultado satisfatorio e dentro do alcancado pelos trabalhos relacionados.
Porém, o que se buscou na construcdo desse trabalho foi a utilizacdo dos dados mais completos
conforme explicado na Secdo [6.1} de forma a permitir que a rede pudesse prever o préoximo
passo do estudante com mais propriedade.

Os resultados obtidos pelas formatacdes exibidas na Segdo [6.2.1] podem ser visualizados na
Tabela [18] na qual € possivel verificar, por exemplo, que a Formatacao 1 foi a que obteve o
melhor resultado, visto que os dados estavam dispostos da mesma maneira que aquela utilizada

nos trabalhos relacionados.

Tabela 18: Resultados dos testes com RNR

Formatagdo dos dados AUC  FI1 Score

Formatacao 1 0,7885 0,8735
Formatacao 2 0,5875 0,7427
Formatacao 3 0,5000 0,8506

Fonte: Elaborada pelo autor

Ainda analisando a Tabela 18| verifica-se que a Formatac¢ao 3 obteve um resultado de F'/
Score bem proximo ao melhor resultado obtido, porém, ao analisar a métrica AUC essa for-
matacao obteve uma avaliagcdo de 0,5, apontando um forte indicio de que a RNR “‘chutou” os
valores ao invés de tentar prevé-los. Tal afirmagdo se confirma verdadeira ao analisar a matriz
de confusdo na Tabela Através dela se verifica que a RNR simplesmente “chutou” todos
os valores no acertar, tendo assim acertado 7.472 registros, e, consequentemente, errando 2.625

registros.

Tabela 19: Matriz de confusdo formatacao 3

Classe

Prevista
Acerta | Erra

Classe | Acerta | 7.472 0
Esperada | Erra | 2.625 0
Fonte: Elaborada pelo autor

Ja a Formatacao 2 obteve uma classificac@o intermedidria, nao obtendo uma avaliagdo muito
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boa em nenhuma das métricas analisadas, alcancando uma nota para fI score de 0,7427, resul-
tando em um valor mais baixo do que na Formatacao 3, onde a RNR simplesmente “chutou”
na classe que continha mais registros. Assim, se encerram os testes realizados sobre as RNR,
nao sendo alcangado o resultado esperado quando utilizada a formatagdo dos dados conforme
o desejado. No entanto, outra etapa foi iniciada, buscando uma alternativa 8 RNR para a mo-
delagem do conhecimento do estudante, utilizando os dados conforme aqueles explicados na
Segdo[6.1]

A alternativa encontrada se deu através da criagdo das RNAs, dando inicio, entdo, aos testes
utilizando os modelos criados na se¢do [6.2.2] Foram desenvolvidos cinco modelos, conforme
demonstrado. Na primeira tentativa foram realizados testes com os cinco modelos utilizando
os dados pré-processados, porém desbalanceados, visto que até esse momento ndo havia sido
identificado que esse desbalanceamento dos dados poderia interferir na classificagdo final ob-
tida.

Durante o processo de treinamento dos modelos foram realizados testes utilizando os da-
dos do conjunto de validacdo, ao fim do treinamento foram realizados os testes com os dados
do conjunto de teste. Os resultados obtidos em ambos os testes podem ser visualizados na
Tabela 20l

Tabela 20: Resultados dos testes com RNA com os dados desbalanceados

Conjunto de Validagao Conjunto de Teste

OB O T o S AUC  FI Score
Modelo 1| 06815 0,8701 07621 0,8705
Modelo 2 0,6629 0,8781 0,7567 0,8781
Modelo 3 0,6883 0,8696 0,7655 0,8689
Modelo4  0,6567 0,8801 0,7465 0,8759
Modelo 50,6724 0,8786 07593 0,8775

Fonte: Elaborada pelo autor

Analisando a Tabela [20] constata-se que o Modelo 3, o qual possui duas camadas ocultas
com 100 neurdnios cada, obteve a melhor avaliagdo quando levada em consideragdo a métrica
AUC, que foi a métrica utilizada nos trabalhos relacionados. Noutro sentido, quando verificada
a métrica F'/ Score, deixou de obter o melhor resultado, mas se aproximou bastante dele.

Entdo, se encaminhava a finalizacdo dos testes, identificou-se que o desbalanceamento dos
dados do PAT2Math estava interferindo no treinamento realizado nos modelos. Contatou-se
que dos dados separados para o treinamento dos modelos, 78.785 classificacdes eram positivas,
significando que o estudante acertaria a proxima intera¢do, contra 28.460 negativas, ou seja,
que o estudante erraria a proxima interagao.

Constada a problematica envolvendo o desbalanceamento, foi necessério ser iniciado o pro-
cesso de balanceamento dos dados de treinamento. Primeiramente, buscou-se identificar as
técnicas de balanceamento dos dados. H4 trés principais técnicas de balanceamento, a over-

sampling, a under-sampling, bem como uma terceira que se trata de uma combinagdo das duas.
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Como visto, nesse trabalho os dados estao divididos em classe positiva, ou seja, o estudante
acertaria a proxima interacio, contando com 78.785 registros, € na classe negativa, na qual
constam 28.460 registros. A técnica de over-sampling consiste no incremento dos dados na
classe que possui menos dados. Assim, buscando alcancar o balanceamento dos dados, aplicou-
se os métodos apresentados na Secao resultando em dois datasets proprios, cada um
contendo as quantidades de dados balanceados em cada classe. Apods, os datasets resultantes
foram utilizados para treinar a RNA do Modelo 3; esse foi o que obteve a melhor avaliagdo
com os dados desbalanceados na métrica AUC. Os resultados obtidos com cada um dos datasets

utilizados para treinar a RNA estdo sendo exibidos na Tabela

Tabela 21: Resultados dos treinamentos com dados balanceados com over-sampling

Meétodo AUC  Fl Score
SMOTE  0,7687 0,8657
ADASYN | 0,7558 0,8231

Fonte: Elaborada pelo autor

Analisando a Tabela 21} constata-se que a técnica de over-sampling que utiliza o método
SMOTE obteve uma melhor avaliacdo nas duas métricas utilizadas. Assim, esse método foi o
eleito para o treinamento com os demais modelos que foram criados na Se¢@o|[6.2.2] Para tanto,
foram treinados todos os demais modelos utilizando os dados de treinamento gerados com o0 mé-
todo SMOTE. Os resultados desses treinamentos podem ser visualizados na Tabela 22] na qual
se pode constatar que o Modelo 3 obteve o melhor desempenho nesta técnica de balanceamento
de dados.

Tabela 22: Resultados do treinamento dos demais modelos com dados balanceados com over-
sampling

Modelo Conjunto de Validagdo Conjunto de Teste

AUC F1 Score AUC Fl1 Score
Modelo 1 | 0,6993 0,8288 0,7620 0,8292
Modelo 2 | 0,6964 0,8252 0,7605 0,8294
Modelo 3 | 0,6949 0,8653 0,7687 0,8657
Modelo 4 | 0,6958 0,8560 0,7642 0,8530
Modelo 50,6992 0,8209 0,7560 0,8231

Fonte: Elaborada pelo autor

Na sequéncia, a mesma metodologia foi adotada para a técnica de under-sampling, em que
os dados da classe mais abundante sdo reduzidos a uma quantidade aproximada da classe que
possui menos registros. Assim, foram executados os treinamentos do Modelo 3 com os da-
dos oriundos de cada um dos métodos da técnica de under-sampling, obtendo os resultados
constantes da Tabela 23]

Ap0s execugdo dos primeiros testes valendo-se dos dados balanceados com a técnica under-

sampling, pode-se verificar, analisando a Tabela 23] que o método que obteve o melhor desem-
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Tabela 23: Resultados dos treinamentos com dados balanceados com under-sampling

0,7595 10,8101
0,7605 0,8176
Fonte: Elaborada pelo autor

penho foi o AIIKNN. Assim, entdo, seguiu-se o mesmo principio utilizado no balanceamento
over-sampling, no qual usou-se os dados gerados pelo melhor método para realizar o treina-

mento dos demais modelos, obtendo-se os resultados da Tabela[24]

Tabela 24: Resultados do treinamento dos demais modelos com dados balanceados com under-
sampling

0,8295 0,7620 0,8240

0,8134 0,7609 0,8165

0,7123 0,8247 0,7606 0,8176

0,7103 0,8169 0,7604 0,8140

0,7105 0,8164 0,7587 0,8121
Fonte: Elaborada pelo autor

Nos resultados da Tabela[24]é possivel verificar que 0 Modelo 1 obteve o melhor desempe-
nho. Salienta-se que esse ¢ o Modelo mais simples, contando com uma camada oculta de 100
neuronios. Pode-se defender, ainda, que a menor quantidade de dados utilizados no treinamento
desses modelos, exigiu menos camadas ocultas e também uma menor quantidade de neur6nios
por camada para atingir o seu melhor desempenho, concluindo que, ao aumentar a quantidade
de camadas e/ou neurdnios, os resultados sao menos expressivos do que quando se trata de redes
menos complexas.

Por fim, foi aplicada a técnica de balanceamento dos dados que combina as técnicas de
over-sampling e under-sampling. Primeiramente, foram realizados treinamentos no Modelo 3
utilizando os dados balanceados com os dois métodos dessa técnica. Apds esse treinamento,

foram realizados os testes, resultando nos dados constantes da Tabela 25|

Tabela 25: Resultados dos treinamentos com dados balanceados com técnicas combinadas

|SMOTETomek 0.7458 0.5038

0,7509 0,8064
Fonte: Elaborada pelo autor

Analisando a Tabela[25] constata-se que o método SMOTEENN obteve um melhor desem-
penho, ainda que pouco mais expressivo que o método SMOTETomek. Entao, igualmente ao

apresentado nos demais casos, foi realizado o treinamento dos demais modelos utilizando os
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dados balanceados com as técnicas combinadas que utilizaram o método SMOTEENN. Apés

os treinamentos foram obtidos os resultados que sdo ilustrados na Tabela 26

Tabela 26: Resultados do treinamento dos demais modelos com dados balanceados com técni-
cas combinadas

0,7064 0,8150 0,7569
0,7039 0,8174 0,7610 0,8189

0,7062 0,8078 0,7509 0,8064
0,7100 0,8403 0,7674 10,8386
0,7098 0,8254 0,7644 0,8242

Fonte: Elaborada pelo autor

Ao analisar a Tabela [26] pode-se constatar que o Modelo 4, o qual possui duas camadas
com 1000 neurdnios cada, foi o que obteve o melhor desempenho com essa técnica. Porém,
essa andlise individualizada ndo reproduz o significado almejado por esse trabalho. Portanto, se
faz necessdria uma andlise de todos os resultados em paralelo para identificar qual dos modelos
obteve, de fato, o melhor desempenho.

Para possibilitar a andlise paralela, serdo utilizados somente os resultados obtidos pelos
conjuntos de teste, visto que em todos os experimentos os resultados dos testes com o conjunto

de validagdo estdo muito proximos dos obtidos com o conjunto de teste.

Tabela 27: Resultados de todos os treinamentos utilizando RNA

0,7620 0,8292
0,7605 0,8294
0,7678 0,8657
0,7642 0,8530
0,7560 10,8231

0,8240 0,7569 0,8120
0,7609 0,8165 0,7610 0,8189

0,7606 0,8176 0,7509 0,8064
0,7604 0,8140 0,7674 0,8386
0,7587 0,8121 0,7644 10,8242

Fonte: Elaborada pelo autor

Ao se analisar a Tabela [27] pode-se visualizar que os dados balanceados com as técnicas
under-sampling e com as técnicas combinadas obtiveram os piores resultados, o que ocorreu
por uma significativa reduc¢do na quantidade de dados para o treinamento em decorréncia da ex-

clusdo de dados da classe mais abundante. Nas técnicas combinadas, foi necessaria a utilizagao
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do modelo com maior nimero de camadas e neurdnios por camada para se obter o melhor re-
sultado com esses dados. Acredita-se que devido a inversdo das quantidades de dados em cada
classe pode ter ocorrido a perda de algumas caracteristicas importantes para o desempenho da
RNA.

Segundo (Chen e Wasikowski (2008), quando constatado um desequilibrio entre as amostras
positivas e negativas dos conjuntos de treinamento e/ou de teste, é recomendado desconsiderar
as medidas da curva ROC, ja que para se obter um valor de “F” alto, tanto os valores de precisao
quanto os de revogacdo devem, igualmente, serem altos. Assim, quando os dados a serem
utilizados estiverem desbalanceados, deve-se realizar a avaliagdo utilizando outras métricas,
como por exemplo, F'/-Score. Ainda que desaconselhada a aplica¢do de medidas da curva ROC,
em virtude de ter sido a métrica utilizada nos trabalhos relacionados, optou-se por valer-se dela
nos experimentos realizados nesse trabalho.

Dessa forma, pode-se constatar que a técnica de over-sampling obteve um resultado de AUC
melhor do que os dados originais, ou seja, quando ainda estavam desbalanceados, ja que essa
métrica se comporta melhor apds o balanceamento dos dados. No entanto, quando analisada
a métrica FI Score, ficou constatado uma pequena vantagem alcangada pelos dados desba-
lanceados, quando comparados aos dados balanceados usando a técnica de over-sampling. O
mesmo ocorre em virtude de que quando utilizados os dados desbalanceados, a RNA pode ter
uma certa especializacio de seus pesos para a classe mais abundante, ocasionando, assim, uma
melhor avaliacdo com essa métrica. Porém, constata-se, ainda, que o resultado obtido com os
dados balanceados com a técnica over-sampling apresentou uma diferenga muito pequena, mos-
trando que mesmo ndo ocorrendo a especializacdo da RNA, essa se mostrou muito competente
ao prever o préximo passo do estudante.

Por fim, tem-se que a técnica de over-sampling se mostrou a que melhor se adaptou aos
dados extraidos do STI PAT2Math apés a realizagao do balanceamento, ficando, na conclusao,
constatado que a RNA do Modelo 3, aquela contendo duas camadas ocultas de neurdnios com
100 neurodnios cada, foi a que obteve o melhor desempenho na predi¢do do préximo passo do

estudante.
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8 CONCLUSAO

O presente trabalho objetivou a criacdo de um modelo de estudante para ser utilizado em
STIs baseados em passos. Mais especificamente, o modelo proposto visa prever se o estudante
ird acertar o proximo passo. Para alcancar o objetivo pretendido, foram utilizadas técnicas de
Deep Learning (DL); esse modelo de estudante utilizando DL é denominado de Deep Kno-
wledge Tracing (DKT).

No trabalho foram aplicadas duas técnicas de DL. Primeiramente, testes foram executados
utilizando a RNR, a qual foi escolhida por ter sido utilizada pelos trabalhos relacionados. Essa
abordagem alcangou um resultado satisfatério, porém, a forma como os dados sdo entregues
para a RNR ndo se encontravam da forma como era o desejado para esse trabalho. Conforme
esperado, ao passar os dados da forma como se objetivava, compreenda-se, dados desbalance-
ados e pré-processados, a RNR ndo obteve um resultado satisfatorio, ja que ao simplesmente
“chutar” na classe que possuia mais registros, gerou um resultado muito aquém do desejado.
Entdo, uma nova abordagem foi testada, valendo-se da segunda técnica de DL: RNA. Salienta-
se, que o algoritmo RNA ndo foi utilizado em nenhum dos trabalhos encontrados até entdo,
representando, dessa forma, uma inovacao alcancada pelo trabalho desenvolvido.

Buscando a constru¢do do modelo de estudante utilizando a técnica de RNA, foi aplicada
uma abordagem simplificada. Para tanto, foi criada uma RNA bésica com uma camada oculta
contando com 100 neur6nios, utilizando a fun¢do de ativacdo ReLLu e uma camada de saida com
um neurdnio, utilizando a fungio de ativacdo sigmoide. Esse modelo foi criado por se almejar
a verificacdo da possibilidade de utilizacdo dos dados no formato desejado, bem como se seria
capaz de alcancar o objetivo de avaliar o desempenho do estudante.

Ao fim do primeiro teste foi constatado que seria possivel a utilizacdo dos dados no formato
desejado, desde que os mesmos passassem por uma etapa de pré-processamento, a qual foi
explorada na Secdo [0.1] Tal etapa se fez necessdria em virtude da impossibilidade encontrada
pelas redes neurais em trabalhar com dados categéricos, além de buscar reduzir a quantidade
de dados advindos do OHE, reduzindo as equagdes aos seus formatos genéricos, onde valores
numéricos sao substituidos por varidveis. Os dados resultantes desse pré-processamento foram,
entdo, enviados a RNA, a qual conseguiu inferir se o estudante acertaria ou ndo a préxima
interacao.

Na sequéncia, foi realizada uma busca para identificar qual seria a melhor configuracao para
a constru¢do da RNA com o fim de alcangar o objetivo de classificagdo dos dados. Os resultados
encontrados ndo eram exatos ao informar qual seria a melhor formatacdo, apenas deixando
indicios sobre qual configuracdo poderia ser utilizada para o fim de classificar os dados. Ao se
estudar os trabalhos relacionados, verificou-se que nenhuma configuragdo foi apontada como a
melhor nos trabalhos pesquisados. Por tal motivo, uma busca empirica foi realizada a fim de

identificar qual formatacdo alcangaria o melhor resultado.

Os dados pré-processados foram, assim, fornecidos para o treinamento em varios modelos,
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cada qual possuindo uma possivel configuracao para se obter o melhor desempenho na predicao
do préximo passo do estudante. Inicialmente, o modelo contava com uma camada de neur6nios
ocultos com 100 neurdnios, o qual foi recebendo alteracdes nas suas configuracdes em um
parametro por vez. Como segunda abordagem foi aumentado o nimero de neur6nios na camada
oculta de 100 para 1.000 neurdnios. O proximo passo foi a inclusdo de mais uma camada oculta
de neurdnios, resultando, assim, em duas camadas ocultas de neurdnios com 100 neurdnios
cada. Em seguida, foi criada outra RNA com o aumento na quantidade de neur6nios em cada
camada, chegando a um modelo com duas camadas ocultas de neur6nios com 1.000 neurdnios
cada.

Ainda foram realizados diversos testes com alteragdes nos demais parametros da RNA, as
quais ndo alcancaram melhorias para a predicao, como foi o caso da RNA com uma camada
oculta de neur6nios com 100 neurdnios utilizando o otimizador “RMSProp”. Apods a criacdo
dos modelos, passou-se a execugao dos treinamentos € testes.

Na conclusdo desses testes, foi identificado que os dados utilizados estavam desbalancea-
dos. Para balancear os dados e evitar o problema da especializacdo dos modelos a uma classe
em detrimento da outra, buscou-se alternativas para o balanceamento. Assim, foram identifi-
cadas as trés técnicas de balanceamento dos dados, a técnica de over-sampling, a técnica de
under-sampling e uma terceira técnica, que se trata da combinacao das duas anteriores. Apds
o balanceamento dos dados, foi realizado um novo treinamento dos modelos contando com
os dados balanceados, ficando constatado que a técnica de over-sampling obteve os melhores
resultados.

Conclui-se que o objetivo de utilizar DL para modelar o conhecimento do estudante € vidvel,
ainda que em STIs baseados em passos. Os trabalhados relacionados se utilizavam de uma
organizacdo de dados simplificada, a qual ndo se mostrou efetiva quando aplicada aos dados
do STI baseado em passos, como € o caso do STI PAT2Math. Ja a RNA se mostrou mais
efetiva com esse tipo de dados, visto que recebe informagdes mais completas para estruturar a
predicdo. Assim, como resultado desse trabalho ficou identificado que a RNA utilizando duas
camadas ocultas de neurdnios com 100 neurdnios cada, obteve o melhor resultado quando se
vale dos dados balanceados através da técnica de over-sampling para utilizacdo dos dados mais
completos do STI baseado em passos PAT2Math.

Como trabalhos futuros se objetiva a integracdo da RNA desenvolvida ao STI PAT2Math,
visto que essa se mostrou muito eficiente para o fim almejado. Essa integracdo permitird ao
STI personalizar de forma mais precisa os contetidos trabalhados ao conhecimento atual do
estudante, permitindo assim que o sistema se adapte ao conhecimento e ritmo de aprendizado
do estudante. Outra acdo indicada € o estudo de outras arquiteturas de redes neurais que visem

a obtencao de resultados mais satisfatdrios utilizando dados de um STI baseado em passos.
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